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Abstrakt

Téma práce je zaměřeno na rozpoznáváńı a klasifikaci obrazu ve videosek-

venćıch, konkrétně na rozpoznáńı a zařazeńı sńımk̊u videa dle obsahu do předem

známé kategorie. Práce se zabývá extrakćı př́ıznak̊u jednak kombinaćı jednodušš́ıch

metod a jednak komplexńı metodou využ́ıvaj́ıćı konvolučńı neuronovou śıt’. Źıskané

př́ıznaky jsou posléze klasifikovány pomoćı Random Forest a SVM klasifikátoru.

Ćılem práce je porovnat r̊uzné kombinace jednodušš́ıch i komplexněǰśıch př́ızna-

k̊u pro vybrané kategorie vidéı. Výstupem práce jsou statistiky úspěšnosti r̊uzných

kombinaćı extrahovaných př́ıznak̊u.

Kĺıčová slova: zpracováńı digitalizovaného obrazu, extrakce př́ıznak̊u, detekce

objekt̊u, klasifikace obrazu, konvolučńı neuronová śıt’



Abstract

The work is focused on classification of video footages to correct category by

content. Two different approaches are used to describe images. The first creates

ensemble from simple feature extractors and the second uses more complex descrip-

tion by convolution neural network which achieves state-of-the-art performance in

common classification tasks. Extracted features are classified by Random Forest

and SVM classifiers.

The goal is to compare combinations of simple features compared to more

complex features extracted from neural network. Results present classification rate

comparison of several combinations of extracted features and classifiers.

Keywords: image processing, feature extraction, object detection, image clas-

sification, convolution neural network
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1 Úvod

Poč́ıtačové zpracováńı a analýza obrazu hraje velice d̊uležitou roli pro oblasti

poč́ıtačového viděńı a strojového učeńı. Za rychlou expanźı tohoto oboru stoj́ı jed-

nak rostoućı výpočetńı śıla a technologický pokrok a jednak neustále nar̊ustaj́ıćı

nároky na automatizaci a nahrazeńı úlohy člověka. Vzhledem k faktu, že veli-

kou část objemu źıskaných informaćı z našeho okoĺı tvoř́ı u člověka právě zrak,

je poč́ıtačové zpracováńı a analýza obrazu nenahraditelnou součást́ı umělé inte-

ligence. Širokého uplatněńı tak nacháźı tento obor nejen ve vědě, pr̊umyslu, či

v medićıně, ale stále v́ıce se aplikace umělé inteligence objevuje v běžné spotřebńı

elektronice.

Pro účely daľśıch projekt̊u na katedře kybernetiky se tato práce zaměřuje na

extrakci a klasifikaci obrazu scény ve spojitých videozáznamech. Pojmem obrazu

v tomto př́ıpadě rozumı́me informace extrahované z originálńıho sńımku videa re-

prezentuj́ıćı a popisuj́ıćı vhodným zp̊usobem tento sńımek ve formátu vektoru č́ısel.

Zp̊usoby extrakce těchto tzv. př́ıznakových vektor̊u se odv́ıj́ı od charakteru úlohy

a dostupných dat. Jejich vhodná volba zásadně ovlivňuje dosažené výsledky, a tedy

tvoř́ı d̊uležitou část úlohy. Úkolem systému je posléze natrénovat z dostupných

trénovaćıch dat klasifikátor na základě dané informace o př́ıslušnosti těchto ob-

raz̊u, tedy vytvořit mechanismus, jež má naj́ıt společné rysy mezi daty, které by

nejlépe posloužily pro jejich reprezentaci, a tedy později ke klasifikaci doposud

neznámých dat. Výstupem systému je informace o zařazeńı nových – testovaćıch

dat, na základě nichž můžeme posoudit úspěšnost klasifikace a zároveň posou-

dit kvalitu navrženého systému. Tato výstupńı data mohou být rovněž vod́ıtkem

k daľśımu zlepšeńı systému.
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2 Motivace

Úkolem poč́ıtačového zpracováńı a analýzy obrazu je zprostředkovat nadřa-

zenému systému informace podobné těm, které źıskává člověk zrakem. Źıskané

informace pak mohou sloužit např́ıklad k orientaci a navigaci v prostoru, ke kla-

sifikaci a rozhodováńı, k odvozováńı nových informaćı, atp. Př́ıkladem dnes již

běžně funguj́ıćıch systémů může být automatická detekce obličej̊u na fotografii,

detekce chodc̊u a překážek v automobilech, detekce dopravńıch značek, detekce

gest a pohybu část́ı těla, výstupńı vizuálńı kontrola výrobk̊u, ale i automatická

tvorba panoramatických sńımk̊u či dálkový pr̊uzkum země.

Systém vyv́ıjený v této práci se zaměřuje na extrakci informaćı sṕı̌se na vyšš́ı

úrovni, které by nejlépe popsaly konkrétńı scénu. Tento systém pak může posloužit

k automatické anotaci nebo prohledáváńı obrovského množstv́ı videozáznamu,

přičemž źıskanou informaci lze využ́ıt daľśımi systémy automatické detekce k do-

sažeńı lepš́ıch výsledk̊u. Konkrétně využit́ım informace o typu nebo změně videa

systémem analýzy řeči lze nasadit hlasové modely uzp̊usobené určitému typu videa.

Jestliže tedy během televizńıho vyśıláńı dojde ke změně programu z hokejového

zápasu na poslaneckou sněmovnu, titulkovaćı systém může dynamicky zareagovat

změnou parametr̊u hlasových model̊u, a tak výrazně zvýšit svou přesnost.

Praktickým př́ıkladem použit́ı systému tohoto typu může být automatická ano-

tace obrazu. Spolu s Ing. Pavlem Camprem, Ph.D. vyv́ıj́ıme pro katedru kyberne-

tiky anotačńı aplikaci Tovian1. Tovian je nástroj vytvořený pro manuálńı anotaci

audiovizuálńıho obsahu, respektive anotaci objekt̊u a scén.

1Aplikace je volně dostupná na tovian.zcu.cz
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Účelem aplikace je poskytnut́ı referenčńıch manuálně anotovaných dat. Ano-

tovaná data jsou tak zdrojem či zpětnou vazbou algoritmů automatické detekce

nebo klasifikace, konkrétně např́ıklad dopravńıho značeńı, obličej̊u, či objekt̊u.

Obrázek 2.1: Anotace obličej̊u poslanc̊u v anotačńı aplikaci Tovian. Anotačńı nástroje jsou

zároveň objekty obsahuj́ıćı předem nadefinované atributy, např́ıklad pohlav́ı nebo jméno osoby.

Navrhovaný systém v této práci pak může posloužit pro automatickou anotaci

scény, tedy nahrazeńı práce lidského anotátora. Popř́ıpadě může být systém dále

zdokonalen aplikaćı algoritmů strojového učeńı a použit́ım ve formě automatického

našeptávače během anotace. Tedy systém se bude dále učit a zdokonalovat na

základě činnosti anotátora.
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3 Analýza obrazu

K analýze obrazu můžeme přistoupit dvěma zp̊usoby. V prvńım př́ıstupu máme

k dispozici apriorńı informaci o typu a charakteru obrazu a zaj́ımá nás jen určitá

informace, kterou se snaž́ıme za pomoci aplikace výpočetńıch metod nalézt. Ty-

picky jde o hledáńı a lokalizaci konkrétńıch objekt̊u, přičemž je pro nás zbytek

obrazu nezaj́ımavý. Často máme nav́ıc k dispozici exaktńı popis hledaného ob-

jektu. Uplatňuj́ı se tak často metody předzpracováńı obrazu a segmentace.

Druhý př́ıstup se snaž́ı o pohled na obraz jako celek. Podobně, jako to zvládá

člověk, se snaž́ıme z obrazu extrahovat jeho výstižný popis, tud́ıž pro nás nehraje

př́ılǐs roli šum nebo deformace obrazu. Tato vysokoúrovňová informace charakte-

ristická pro každou skupinu sńımk̊u pak slouž́ı jako kritérium pro jejich klasifikaci.

Takovou informaćı může být rozložeńı barev, výskyt konkrétńıch objekt̊u, či výskyt

pohybu a prudkých změn v obraze pro spojité videozáznamy.

3.1 Extrakce př́ıznak̊u

Z každého źıskaného sńımku jsou konkrétńı metodou extrahovány tzv. př́ıznaky,

které jsou ve výsledku spojeny do jediného př́ıznakového vektoru. Tento č́ıselný

vektor slouž́ı jako popis p̊uvodńıho sńımku. Docháźı tak k výrazné redukci dat, d́ıky

které je v̊ubec dále možné použ́ıt daľśı výpočetńı metody. Volba těchto př́ıznak̊u

je velice d̊uležitá a má př́ımý dopad nejen na kvalitu výsledk̊u, ale zejména na

složitost a výpočetńı náročnost systému. Je naš́ım ćılem tedy naj́ıt kompromis

mezi množstv́ım dat a jejich vypov́ıdaj́ıćı hodnotou.
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Analýza obrazu
= Výpočet příznaků

Předzpracování 
obrazu

[x
1
, x

2
, ... , x

N
]T

XNx1X1280x720

Obrázek 3.1: Výpočtem př́ıznak̊u z originálńıho sńımku docháźı zejména k výrazné redukci dat.

V př́ıpadech, kdy se nelze vyhnout vysoké dimenzi dat, se mnohdy uplatňuj́ı

metody redukce počtu př́ıznak̊u, jenž analýzou bud’to vylouč́ı mezi daty vzájemně

si podobné př́ıznaky, které prakticky nemaj́ı žádnou vypov́ıdaj́ıćı hodnotu, nebo za

pomoci transformačńıho předpisu transformuj́ı př́ıznaky do nižš́ı dimenze. S ros-

toućı dimenźı totiž roste složitost trénováńı klasifikátoru. Pro velmi vysoké di-

menze tak natrénováńı klasifikátoru nemuśı být z d̊uvodu vysokých pamět’ových

nebo časový nárok̊u v̊ubec možné.

3.2 Histogram barev

Histogram je jednou z nejzákladněǰśıch metod poč́ıtačové analýzy obrazu. Pro

černob́ılý obraz vyjadřuje histogram četnost jednotlivých diskrétńıch jasových in-

tenzit z v celém obraze. Výsledkem je 2D informace, kolikrát se konkrétńı ja-

sová hodnota v daném sńımku vyskytuje. Pro obraz barevný je pak tato četnost

vyjádřená pro jednotlivé barevné složky.

Pro účely redukce dat se mnohdy osa x rozděluje pouze do k bin̊u (buněk) [1],

kdy v jednom binu N
(i)
b je suma četnost́ı jasových hodnot h(j) na určitém intervalu.

Délka l tohoto intervalu je dána pod́ılem maximálńı hodnoty jasu M počtem bin̊u

k.

n =
k∑
i=1

N
(i)
b =

k−1∑
i=0

i·l+l∑
j=i·l

h(j) =
M∑
j=0

h(j) (3.1)
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Źıskanou informaci o rozložeńı jasu můžeme po normalizaci interpretovat jako

rozděleńı pravděpodobnosti. Tedy lze vyjádřit pravděpodobnost p(z, [x, y]) výskytu

jasové hodnoty z na souřadnićıch [x, y]. Histogram je obvykle jediná globálńıch in-

formace o obrazu nezávisej́ıćı na jeho orientaci a velikosti. Typickým použit́ım

histogramu je hledáńı lokálńıch jasových extrémů, které následně pomohou při

odstraněńı šumu nebo nastaveńı prah̊u při segmentaci. Při sńımáńı obrazu je po-

tom obvykle informace o rozložeńı jasu využ́ıvána jako zpětná vazba k nastaveńı

citlivosti sńımače.

Pro popis barevného rozložeńı sńımku je extrahována informace o dominantńıch

barvách a jasových hodnotách. Ty lze źıskat převodem sńımku do HSV prostoru

a výpočtem histogramu. Histogram je posléze zredukován na k bin̊u a normali-

zován tak, aby odpov́ıdal pravděpodobnostńımu rozděleńı.

3.2.1 HSV barevný prostor

HSV (Hue, Saturation, Value) prostor se skládá ze složek odst́ınu, sytosti

a světlosti. Mnohdy se použ́ıvá pro segmentaci objektu určité barvy, protože pro

specifikaci hledané barvy lze použ́ıt spojité intervaly jednotlivých složek, č́ımž do-

jde k pokryt́ı r̊uzných jasových variant hledané barvy, a tedy zajǐstěńı částečné

robustnosti. Výhodou je źıskaná informace, zda je barva sytá a jasná, či méně sytá

a tmavá.

3.3 Změna obrazu mezi sńımky

Úlohou detekce střihu je naj́ıt ve videozáznamu č́ısla sńımk̊u, kde došlo ke

střihu. Střih se typicky vyznačuje výraznou změnou scény mezi dvěma sousedńımi

sńımky, respektive výrazným jasovým rozd́ılem pixel̊u na stejné pozici.

Pro extrakci informace o velikosti změny obrazu a detekce střihu je využit

výpočet Sum of absolute differences (SAD) vždy pro dva sousedńı sńımky [2]. Pro

každou dvojici sńımk̊u k a k−1 je vypoč́ıtána absolutńı hodnota rozd́ılu obrazových

bod̊u px,y na stejné pozici. Výsledná suma je dána součtem všech absolutńıch

rozd́ıl̊u pro každý celkový počet řádk̊u n(r) a sloupc̊u n(c).
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SADk =
n(r)∑
x=1

n(c)∑
y=1

|p(k)
x,y − p(k−1)

x,y | ; k = 2, 3, . . . , n(f) (3.2)

K rozhodnut́ı, zda došlo k dostatečně velké změně obrazu reprezentuj́ıćı střih,

dojde porovnáńım vypočtených rozd́ıl̊u s dodanou prahovou hodnotou určenou při

trénováńı algoritmu. Úspěšnost detekce střih̊u odpov́ıdá dynamice videozáznamu,

respektive vhodné volbě prahové hodnoty.

3.3.1 Četnost střih̊u

Pro r̊uzné kategorie videozáznamu je typická jejich odlǐsná dynamika. Zat́ımco

pro sportovńı přenosy či filmy je typická větš́ı frekvence střih̊u, pro diskusńı pořady

či záznamy z poslanecké sněmovny je tomu naopak. Tato informace tedy může

posléze posloužit jako jednoduchý př́ıznak pro klasifikaci. Je tedy vhodné naj́ıt

zp̊usob, jak pro popis jednoho diskrétńıho sńımku využ́ıt informaci ze spojitého

videozáznamu.

Jedńım z nejjednodušš́ıch zp̊usob̊u, jak tuto informaci vyjádřit, je spoč́ıtat

množstv́ı střih̊u za posledńıch n sńımk̊u. Abychom tento př́ıznak dále znormalizo-

vali, vyjádř́ıme jej pod́ılem sumy střih̊u počtem sńımk̊u n. Źıskanou informaci lze

tak interpretovat jako pravděpodobnost, že v konkrétńım sńımku dojde ke střihu.

CRk =

∑k
i=k−n c

(i)

n
; k = 1, 2, . . . , n(f) (3.3)

c(i) =

{
1 pokud střih

0 jinak
(3.4)
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3.3.2 Velikost změny obrazu

Protože při detekci střih̊u extrahujeme informaci o změně obrazu m(i), lze

použ́ıt tuto informaci rovněž jako př́ıznak pro popis měńıćı se scény. Zpr̊uměrováńım

této hodnoty přes l sńımk̊u zpět dojde k vyhlazeńı informace a potlačeńı poten-

cionálńıho šumu, protože nepředpokládáme, že by se vyjma střihu obraz v rámci

jednotek až deśıtek sńımk̊u výrazně měnil. Zaj́ımaj́ı nás tedy jen výrazněǰśı změny

v obraze.

MRk =

∑k
i=k−lm

(i)

l
; k = 1, 2, . . . , n(f) (3.5)

3.4 Př́ıtomnost obličej̊u

Motivaćı detekce obličeje v poč́ıtačové analýze obrazu bychom vymysleli mnoho.

Př́ıtomnost obličeje a četnost jeho výskytu v tomto př́ıpadě poslouž́ı jako daľśı

př́ıznak pro úspěšněǰśı klasifikaci videa. Vezměme v úvahu např́ıklad zpravodajstv́ı

nebo diskusńı pořad. Zde můžeme zcela jistě očekávat výskyt obličej̊u. Ty lze nav́ıc

detekovat vcelku úspěšně a zároveň se zde frekvence výskytu obličej̊u drž́ı přibližně

na konstantńı hodnotě. Naproti tomu u sportovńıch přenos̊u, hraných nebo ani-

movaných filmů může být detekce obličej̊u složitěǰśı, a tedy i četnost výskytu řidš́ı

nebo velmi koĺısavá.

Detekce obličeje je d́ıky jeho rozmanitosti (barva k̊uže, tvar, atp.) a předem

neznámé poloze výskytu v obraze nejednoduchou úlohou, kterou se snaž́ı řešit

spousta odlǐsných metod dosahuj́ıćıch odlǐsných výsledk̊u. V této práci je využita

metoda Haar Feature-based Cascade Classifier [3]. Ta oproti metodám hledaj́ıćıch

např́ıklad odst́ıny barvy k̊uže využ́ıvá výpočet charakteristických př́ıznak̊u pro da-

nou oblast v obraze, na jejichž základě je posléze rozhodnuto, zda se jedná nebo

nejedná o potencionálńı část obličeje. Dı́ky implementaci vhodné logiky nav́ıc do-

sahuje uspokojivé výpočetńı náročnosti, č́ımž je použitelná pro detekci i v reálném

čase.

8



3.4.1 Integrálńı obraz

V př́ıpadech, kdy je opakovaně poč́ıtána celková intenzita jasu pod danou plo-

chou, je velice efektivńı pro výpočet použ́ıt integrálńı obraz. Integrálńı obraz je

matice o stejných rozměrech jako originálńı obraz. Každý element této matice ob-

sahuje sumu jasových intenzit plochy tvořené počátečńım bodem v levém horńım

rohu a t́ımto bodem jak ilustruje obrázek 3.2.

AI[x, y] =
∑
x′≤x
y′≤y

A(x′, y′) (3.6)

Tento obraz posléze při výpočtu plochy poslouž́ı jako tzv. lookup table. Plat́ı

totiž, že po sestaveńı integrálńıho obrazu lze vypoč́ıtat libovolně velikou obdélńı-

kovou plochu AI součtem/rozd́ılem maximálně čtyř hodnot źıskaných z této ta-

bulky. T́ım docháźı k obrovskému zefektivněńı opakovaného výpočtu celkové sumy

jasových intenzit na ploše, protože integrálńı obraz je třeba sestavit pouze jednou.

A

D C

B

Obrázek 3.2: Výpočet libovolné obdélńıkové plochy lze provést jednoduchým sč́ıtáńım/odč́ıtáńım.

AI =
∑

x0≤x≤x1
y0≤y≤y1

i(x, y) = I(C) + I(A)− I(B)− I(D) (3.7)
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3.4.2 Haar Feature-based Cascade Classifier

Principem použitého detektoru prezentovaného v [3] je výpočet konkrétńıch

hodnot relativně umı́stěných př́ıznak̊u v plovoućım okénku, které vzniknou výpoč-

tem rozd́ıl̊u sum jasových intenzit pod plochou ”př́ıznakových obdélńık̊u”(angl.

haar-like features) zobrazených na obrázku 3.3. Tyto hodnoty př́ıznak̊u pak po-

suzuje klasifikátor natrénovaný z dostatečného množstv́ı pozitivńı a negativńıch

vzork̊u, který rozhodne, zda se může pod plochou okénka nacházet potencionálńı

oblast obličeje. Protože množstv́ı kombinaćı umı́stěńı a natočeńı jednotlivých př́ı-

znak̊u je obrovské, algoritmus implementuje logiku značně zefektivňuj́ıćı výpočet

jen na nezbytně nutné množstv́ı.

Obrázek 3.3: Grafické znázorněńı základńıch haar-like feature box̊u. Zdroj: VIOLA, Paul;

JONES, Michael; Rapid object detection using a boosted cascade of simple features, 2001.

Při jednotlivých pr̊uchodech je v okénku vypoč́ıtáno jen určené množstv́ı př́ı-

znak̊u v závislosti na druhu implementace. Ty jsou následně posuzovány. Při

prvńım pr̊uchodu je vypočten a posouzen pouze jeden př́ıznak. Pokud je vyhodno-

cen jako nepravděpodobný, celé okénko je zahozeno a výpočet se přesouvá jinam.

Pokud jej klasifikátor schváĺı, je v daľśıch pr̊uchodech vypoč́ıtáno v́ıce př́ıznak̊u.

Ve výsledku jsou tak zcela přeskočeny oblasti, kde je velice ńızká pravděpodobnost

výskytu obličeje a naopak jsou podrobně analyzovány části, kde je pravděpodobnost

výskytu vysoká. Pro daľśı zvýšeńı efektivity a přesnosti se samostatné př́ıznaky

řad́ı do kaskád, což souviśı s nab́ızej́ıćım se rekurzivńım charakterem prohledáváńı

oblasti. Tedy je-li detekována pravděpodobná oblast hlavy, lze předpokládat ob-

last polohy oč́ı, polohy nosu, úst, atp. Citlivost detekce př́ımo souviśı s parametry

klasifikátor̊u a jej́ı nár̊ust je př́ımo úměrný nár̊ustu falešně pozitivńıch nález̊u.
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Velikosti plovoućıch oken jsou odstupňovány v kroćıch, č́ımž je umožněno de-

tekovat jak obličej zab́ıraj́ıćı celý obraz, tak např́ıklad větš́ı množstv́ı menš́ıch

obličej̊u. Volitelná velikost kroku tak ovlivňuje jak citlivost, tak dobu detekce. Pro

potřeby vytvářeného systému hraje množstv́ı falešně pozitivńıch nález̊u d̊uležitěǰśı

roli, než několik nedetekovaných obličej̊u v pozad́ı, tud́ıž jsou preferovány méně

citlivé parametry.

3.5 Konvolučńı neuronové śıtě

Konvolučńı neuronové śıtě jsou nověǰśım typem dopředných neuronových śıt́ı

vytvořených převážně pro úlohy poč́ıtačového rozpoznáváńı obrazu rozšǐruj́ıćı zá-

kladńı model Neocognitron [4]. Jednotlivé neurony jsou uspořádány hierarchickým

zp̊usobem tak, že reaguj́ı pouze na určitý velmi malý zlomek obrazu - okénko

(angl. receptive field), přičemž se okénka sousedńıch neuron̊u částečně překrývaj́ı.

Základńı inspiraćı této architektury je biologická funkce mozku savc̊u. Studie

zrakového centra mozku odhalila, že na konkrétńı tvary objekt̊u reaguj́ı vždy

konkrétńı shluky neuron̊u [5]. Podrobněǰśı zkoumáńı ukázalo, že jednotlivé neu-

rony řazené hierarchicky do kaskád zrakového centra mozku opakovaně reaguj́ı na

konkrétńı př́ıznaky vyskytuj́ıćı se v obraze. Funguj́ı tedy jako detektory.

vstup 

S-vrstva 

C-vrstva 

Obrázek 3.4: Ilustrace kombinace S-vrstvy (konvoluce) a C-vrstvy (pooling). Barevně shodné

vstupy maj́ı provázané váhy.

Základńım prvkem konvolučńı śıtě jsou S-buňky (angl. simple cell) a C-buňky

(angl. complex cell), jejichž zp̊usob propojeńı ilustruje obrázek 3.4. Extrakci př́ı-

znak̊u provád́ı S-buňky nastaveńım svých vah. Aktivace neuronu simuluje de-facto
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diskrétńı konvoluci, kde váhy neuronu zastupuj́ı konvolučńı jádro. Váhy daného

vstupu konkrétńıho neuronu jsou provázány přes celou vrstvu. T́ım je doćıleno, že

na každý pixel je aplikován stejný filtr pro dané konvolučńı jádro (angl. feature

map) . Ćılem je natrénovat śıt’ tak, aby jednotlivé neurony S-vrstvy reagovaly

pouze na určitý př́ıznak v obraze, respektive v okénku – hranu, roh, atp. Tato

vrstva posléze tvoř́ı vstup komplexńı vrstvy tvořené C-buňkami. Aplikuje se zde

tzv. pooling (max-pooling, average-pooling). Každá C-buňka je propojena pouze

s několika S-buňkami a jej́ı aktivačńı hodnota je v př́ıpadě max-poolingu rovna

maximálńı hodnotě na vstupu neuronu. To zajǐst’uje jistou formu invariance v̊uči

posunu př́ıznaku a vnáš́ı nelinearitu. Dojde-li totiž k posunu obrazu, dojde rovněž

k posunu př́ıznak̊u, avšak nadřazená C-buňka bude stále aktivńı. Docháźı tak

k výrazné redukci dat d́ıky zakódováńı informace z několika podřazených neuron̊u

do jednoho nadřazeného. Svým zp̊usobem tedy kombinace S-vrstvy a C-vrstvy

slouž́ı jako filtry, které filtruj́ı pouze podstatné informace z obrazu.

Kompletńı śıt’ se skládá ze vstupńı vrstvy, na kterou je přiveden často nikterak

nepředzpracovaný vstupńı sńımek. Skryté vrstvy jsou tvořeny z několika dvojic

konvolučńı vrstvy a subsamplingové vrstvy (pooling). V závislosti na konkrétńı

aplikaci může být přidána ještě daľśı vrstva. Nakonec je skrytá vrstva doplněna

o několik vrstev plně propojené neuronové śıtě, kde se počet neuron̊u posledńı,

tedy výstupńı vrstvy, lǐśı v závislosti na požadavćıch. Trénováńı konvolučńı śıtě

prob́ıhá algoritmem back-propagation.

Obrázek 3.5: Grafické znázorněńı konkrétńı max-pooling konvolučńı neuronové śıtě (MPCNN).

Zdroj: NAGI, Jawad, et al; Max-Pooling Convolutional Neural Networks for Vision-based Hand

Gesture Recognition, 2011
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Protože konkrétńı neurony reaguj́ı na konkrétńı př́ıznaky v obraze, hierar-

chickým skládáńım de-facto źıskáme neurony, které reaguj́ı na konkrétńı objekty.

Přiváděńım těchto objekt̊u na vstup můžeme identifikovat, jaké neurony reaguj́ı

na jaké objekty. Tuto informaci lze posléze použ́ıt pro úlohy detekce objekt̊u v ob-

raze. Posouváńım okének hledáme maximálńı aktivačńı hodnoty, a posléze pro

konkrétńı polohu v obraze prohláśıme, že se zde nacháźı obličej, auto, atp. Ze

schopnosti př́ımo identifikovat jednotlivé objekty jasně vyplývá možnost vytvořit

rovnou popis celé scény [6].

Obrázek 3.6: Demonstrace detekce jednotlivých objekt̊u v obraze pomoćı konvolučńı neuronové

śıtě. Zdroj: GIRSHICK, Ross, et al; Rich feature hierarchies for accurate object detection and

semantic segmentation, 2013.

Důkazem schopnost́ı konvolučńıch neuronových śıt́ı je časté nasazeńı této tech-

nologie v praxi. Jako aktuálńı př́ıklady lze uvést nasazeńı śıt́ı pro rozpoznáváńı

ručně psaného textu, automatické hledáńı a rozmazáváńı obličej̊u nebo čteńı č́ısel

popisných z domk̊u ve službě Google Street View, či např́ıklad rozpoznáváńı syn-

teticky deformovaného textu v ověřovaćı službě CAPTCHA.
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4 Klasifikace obrazu

Ćılem úlohy klasifikace obrazu je navrhnout a vytvořit mechanismus, který by

na základě poskytnutých trénovaćıch dat nalezl mezi těmito daty souvislost (mo-

del), a posléze tak dokázal s co nejmenš́ı chybou rozhodnout o zařazeńı (tř́ıdě) dat

nových, neznámých, testovaćıch. Trénováńı klasifikátoru provád́ıme bud’to meto-

dou bez učitele nebo s učitelem.

Při aplikaci metody trénováńı bez učitele nemá klasifikátor žádnou apriorńı

informaci o p̊uvodu dat. Samostatně se snaž́ı mezi těmito daty objevit podobnost,

nejčastěji na základě euklidovské vzdálenosti. Tato data posléze rozděĺı v závislosti

na metodě do několika shluk̊u, které ve výsledk̊u odpov́ıdaj́ı jednotlivým tř́ıdám.

Na druhé straně metoda učeńı s učitelem má k dispozici apriorńı informaci

o tř́ıdě. Při procesu trénováńı je ćılem, aby klasifikačńı mechanismus na základě

trénovaćıch dat zobecnil model, a tak posléze dokázal s co nejmenš́ı chybou klasi-

fikovat data testovaćı.

4.1 Rozděleńı dat

Při trénováńı se hledá takové nastaveńı klasifikátoru, aby klasifikátor dokázal

klasifikovat trénovaćı set s co nejmenš́ı chybou. Nutné je však brát v potaz tzv. pře-

trénováńı (angl. overfitting). Tento stav se projevuje tak, že klasifikátor dokáže

velmi dobře klasifikovat trénovaćı data, avšak selhává při klasifikaci dat nových,

neznámých. Jeho parametry jsou totiž bezchybně uzp̊usobeny př́ımo trénovaćım

dat̊um. Klasifikátor tak ztráćı schopnost zobecňovat. Proto je d̊uležitým krokem

při trénováńı zpětná validace. Tedy abychom sńıžili riziko přetrénováńı, je datový

set rozdělen na trénovaćı a testovaćı. Nejprve se provede trénováńı na trénovaćım
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datasetu a posléze ověřeńı kvality klasifikace na setu testovaćım.

Výsledné skóre na testovaćım setu může být ovlivněno zp̊usobem rozděleńı

p̊uvodńıch dat. Máme-li totiž vstupńı data částečně na sebe navazuj́ıćı a vzájemně

velice podobná, jen pouhým rozděleńım lze źıskat velice dobré výsledky testo-

vaćı sady. Tyto výsledky jsou však zkreslené d́ıky velké podobnosti sousedńıch

dat, nevypov́ıdaj́ı tak př́ılǐs o kvalitách klasifikátoru a jeho schopnosti zobecňovat.

U spojitého videa se právě tento problém vyskytuje. Po rozděleńı videa si totiž

budou data na hranici velice podobná. Řešeńım je použ́ıt bud’to jiný záznam pro

trénováńı, jiný pro testováńı, nebo tyto hraničńı úseky vynechat. Pro zjǐstěńı,

jakým zp̊usobem se volba trénovaćıch dat nebo nastaveńı parametr̊u pod́ıĺı na

kvalitě klasifikace, se použ́ıvá metoda cross-validation.

4.2 Cross-validation

Metoda kř́ıžové validace se ve statistice využ́ıvá k ověřeńı schopnosti konkrétńıho

modelu zobecňovat nová neznámá predikovaná data. Pomoćı validace lze vyjádřit,

jak moc přesně bude natrénovaný model fungovat v praxi. Principem metody

je rozdělit dataset na trénovaćı a testovaćı část. Ćılem je toto rozděleńı provést

několikrát na náhodně zamı́chaných datech, źıskat výsledky pro danou testovaćı

sadu a porovnat s předchoźımi iteracemi.

Obrázek 4.1: Ilustrace rozděleńı dat. Jednotlivé barvy znázorňuj́ı r̊uzné zdroje dat. Při každé

iteraci jsou data zamı́chána a posléze je vybrán jiný úsek dat jako trénovaćı a testovaćı.
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T́ımto zp̊usobem můžeme zhodnotit a porovnávat modely s jinými parame-

try, a tak učinit základńı předpoklad, jak úspěšně se tento model bude chovat

v praxi. Zároveň provedeńım validace źıskáme jistotu, že naše jedno rozděleńı da-

tové sady bude na úrovni jednotlivých vzork̊u nezávislé. Aplikace této metody by

měla proběhnout vždy dř́ıve, než se rozhodneme pro aplikaci nebo změnu modelu,

př́ıpadně pro sběr daľśıch dat.

4.3 Normalizace př́ıznak̊u

Funkce některých výpočetńıch metod pracuj́ıćı s v́ıcedimenzionálńımi vektory

může být ovlivněna nerovnoměrnou velikost́ı jednotlivých prvk̊u vektoru. Rozd́ıly

několika řád̊u tak mohou výrazně ovlivnit proces výpočtu. Př́ıkladem může být

výpočet eukleidovské vzdálenosti, kde je výsledkem suma podobnost́ı jednotlivých

složek. Zde totiž velikost podobnosti dvou složek v řádu stovek zcela přebije

podobnost ostatńıch složek v řádu desetin, tedy výsledná suma bude ovlivněna

pouze složkami v řádu stovek. Jiným př́ıkladem je minimalizace kriteriálńı funkce

výpočtem gradient̊u, přičemž je ovlivněna rychlost konvergence k minimálńı hod-

notě funkce.

xi
′ =

xi − µx
max(x)−min(x)

(4.1)

Volba zp̊usobu normalizace se odv́ıj́ı od charakteru dat. Požadavkem může být

nulová středńı hodnota jak ukazuje vztah 4.1, posun řádu jednotek, jednotková

velikost vektoru, aj. Výsledkem normalizace je pak často transformace hodnot na

intervaly [−1; 1] nebo [0, 1].
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4.4 Klasifikátor Random Forest

Random Forest je metoda využ́ıvaná pro klasifikaci i regresi konstruuj́ıćı soubor

náhodných rozhodovaćıch stromů. Jednotlivé náhodné rozhodovaćı stromy hraj́ı

roli d́ılč́ıch klasifikátor̊u, jež následně pr̊uměrovaćı metodou rozhoduj́ı o konečném

výsledku. Kombinaćı množstv́ı těchto slabých klasifikátor̊u lze źıskat silný kla-

sifikátor schopný doćılit konzistentńıho výsledku i u rozsáhlých dat. Př́ıkladem

úspěšného použit́ı Random Forest je velice rychlá klasifikace část́ı těla a gest

v zař́ızeńı Microsoft Kinect slouž́ıćı jako bezdrátové ovládáńı herńı konzole sńı-

máńım pohybu celého těla.

Typické konstruováńı rozhodovaćıch stromů obvykle prob́ıhá hledáńım nej-

vhodněǰśıho děĺıćıho kritéria zajǐstuj́ıćı vždy rozděleńı o maximálńım informačńım

zisku. Každý uzel stromu tvoř́ı jednoduché kritérium (otázku), na základě ńıž jsou

data rozdělena. Vzniklé listy jsou posléze tvořeny množstv́ım dat z r̊uzných tř́ıd,

přičemž pravděpodobnost, že př́ıznak x nálež́ı do tř́ıdy Ci lze vyjádřit P (Ci|x)

pro každý list. V ideálńım př́ıpadě, kdy je list tvořen pouze daty z jedné tř́ıdy Ci,

je tedy tato pravděpodobnost rovna jedné. Přestože je konstrukce rozhodovaćıho

stromu relativně rychlá, proces hledáńı děĺıćı hranice a výpočtu informačńıho zisku

je u velkého množstv́ı dat, nav́ıc vysoké dimenze, velice náročný. Rovněž má roz-

hodovaćı strom tendenci k přetrénováńı, protože hledá vždy to nejoptimálněǰśı

rozděleńı daných dat. I když lze hledáńı mnohdy částečně zrobustnit omezeńım

maximálńı hloubky stromu nebo minimálńım počtem dat v jednom listu.
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Obrázek 4.2: Ukázka r̊uzných výsledk̊u konstrukćı tř́ı náhodných stromů. Konečný výsledek

źıskáme konkrétńı metodou pr̊uměrováńı. Zdroj: CRIMINISI, Antonio, et al; Decision Forests

for computer vision and medical image analysis, 2011.

Naproti tomu při konstrukci náhodných rozhodovaćıch stromů je hledáńı děĺıćıho

kritéria prováděno jen na náhodně vybrané podmnožině z vektoru př́ıznak̊u, č́ımž

docháźı k redukci dimenze. Hledáńı děĺıćıho kritéria pak prob́ıhá opět na základě

maximalizace informačńıho zisku nebo podobného kritéria. Vzhledem k náhodnému

výběru a omezenému počtu př́ıznak̊u samotný rozhodovaćı strom nepodává nej-

lepš́ı možný výsledek. Bylo však dokázáno, že konstrukćı množstv́ı těchto náhodných

stromů vždy na náhodné podmnožině vektoru trénovaćıch dat a jejich výsledným

zpr̊uměrováńım (angl. metoda bagging) lze źıskat velice silný a spolehlivý klasi-

fikátor. Přestože konstrukce Random Forest přináš́ı množstv́ı výpočtu nav́ıc, d́ıky

svému charakteru mohou být výpočty distribuovány na v́ıce stroj̊u (cluster). Je-

den stroj totiž pracuje pouze omezeným množstv́ım dat, č́ımž jsou výrazně sńıženy

pamět’ové nároky u obrovských dataset̊u odv́ıjej́ıćı se od velikosti podmnožiny.
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4.5 Klasifikátor Support Vector Machine

Support Vector Machine (SVM) je metoda použ́ıvaná pro klasifikaci i regresi.

Úkolem metody je naj́ıt nadrovinu, která vzájemně odděluje v prostoru př́ıznak̊u

jednotlivé tř́ıdy. Tato nadrovina optimálně rozděluje jednotlivé tř́ıdy tak, že mi-

nimálńı vzdálenost bod̊u z obou tř́ıd od této nadroviny je co nejvyšš́ı. Na obě

strany tak vzniká co neǰsirš́ı pruh (angl. margin). Z tohoto d̊uvodu je metoda často

označována angl. jako Large margin classifier. Typicky se jedná o binárńı děleńı

do dvou tř́ıd. V př́ıpadě rozděleńı do v́ıce tř́ıd se použ́ıvá postup jeden-vs-všichni

nebo jeden-vs-jeden v závislosti na implementaci algoritmu.

Pro lineárně nedělitelná data neńı však lineárńı rozděleńı vhodné. Provede se

tedy transformace př́ıznak̊u do typicky mnohem vyšš́ı dimenze pomoci specifické

funkce - jádra (angl. kernel) a podp̊urných vektor̊u (angl. support vectors). Až

zde je následně provedena lineárńı separace jak ilustruje obrázek 4.3. Výsledné

rozděleńı může být výrazně ovlivněno tzv. outlier body, proto metoda zavád́ı pe-

nalizačńı parametr. Ten udává, jak moc má výsledné rozděleńı zohledňovat tyto

body.

fi = e−
‖x−l(i)‖

2

2σ2 ≈

{
1 pokudx ≈ l(i)

0 pokudx je vzdáleno l(i)
(4.2)

Typicky použ́ıvanými jádry jsou lineárńı (žádné jádro), Gaussovská funkce ve

tvaru podobném vztahu 4.2, nebo polynomiálńı funkce. Transformace př́ıznaku

x je provedena vyjádřeńım mı́ry podobnosti v̊uči m podp̊urným vektor̊um l(i). Z

n-dimenzionálńıho př́ıznaku x tak vznikne m-dimenzionálńı vektor f = [f1 f2 . . . fm]T .

Po transformaci př́ıznaku x na vektor f a natrénováńı parametr̊u θ minimalizaćı

kriteriálńı funkce při učeńı s učitelem je pak rozděleńı provedeno podle lineárńıho

vztahu 4.3, kde hθ zastupuje hypotézu klasifikace.

θ0 + θ1f1 + · · ·+ θmfm ≥ 0 hθ(x) =

{
1 pokud vztah plat́ı

0 jinak
(4.3)
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Volba podp̊urných vektor̊u se odv́ıj́ı od konkrétńı implementace algoritmu. Mo-

hou být zvoleny jen některé, nebo všechny př́ıznaky z trénovaćı množiny. Výsledná

rozděluj́ıćı hranice tř́ıd je ovlivněna jak velikost́ı penalizačńıho parametru, tak

ještě v př́ıpadě Gaussovského jádra varianćı σ2 ovlivňuj́ıćı ostrost rozhoduj́ıćı hra-

nice. Nesprávnou volbou těchto parametr̊u doćıĺıme bud’to podtrénováńı nebo

přetrénováńı klasifikátoru.

Výhodou použit́ı jádra je schopnost rozdělit data silně nelineárńı funkćı i pro

vysoké dimenze. Nevýhodou je však velmi vysoká výpočetńı náročnost, která

s počtem trénovaćıch vzor̊u dramaticky roste. Před použit́ım jádra je nav́ıc vhodné

provést normalizaci př́ıznak̊u z d̊uvodu výpočtu mı́ry podobnosti.

Obrázek 4.3: Grafické znázorněńı transformace do vyšš́ı dimenze, kde následně prob́ıhá lineárńı

separace, která má v p̊uvodńı dimenzi nelineárńı rozdělovaćı charakter. Zdroj: A. Wibisono, L.

Rosasco: Hierarchical Learning Machines: Derived Kernels and the Neural Response
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5 Návrh systému pro klasifikaci

Úlohou práce je navrhnout mechanismus, který dokáže klasifikovat jednotlivé

sńımky videa do předem určených kategoríı dle vizuálńıho obsahu.

5.1 Návrh a vývoj algoritmů

Z d̊uvodu obrovského množstv́ı (stovky GB) byla experimentálńı data uložena

na diskovém poli Metacentra. Dı́ky snadné možnosti napojeńı vzdáleného pole

do lokálńıho souborového systému tak mohl vývoj bez komplikaćı pokračovat

i na lokálńım stroji. Přesto byly veškeré skripty vytvářeny s ohledem na možné

spouštěńı na vzdáleném clusteru, a tedy na možnost zcela nezávislého v́ıcenásobného

simultánńıho spuštěńı. Jednotlivé části systému jsou tvořeny samostatnými skripty

napsanými v jazyce Python. Použité open-source knihovny a jiné nástroje pak

převážně v jazyćıch Python a C/C++. Na konec jsou jednotlivé části spojeny do

samostatné aplikace.

Vstupńı data ve formě seznamu vidéı s vybranými intervaly v sekundách jsou

uložena v textové souboru ve formátu JSON. To umožnuje jednak velice snadnou

editaci a jednak velice snadné načteńı a parsováńı v jazyce Python. Výstupńı data

jsou uložena v komprimovaném binárńı formátu.

5.1.1 Extraktory př́ıznak̊u

Pro extrakci př́ıznak̊u jsem vytvořil nadř́ızený skript, který na základě po-

žadavk̊u volá jednotlivé extraktory uložené opět ve formě samostatných skript̊u.

Vstupem je soubor se seznamem vidéı a výčet extrahovaných př́ıznak̊u uvedený
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jako konzolové argumenty skriptu. Protože se jedná o vzájemně nezávislé výpočty,

nab́ıźı se tak možnost paralelizace. Volitelně lze skript spustit s parametrem udá-

vaj́ıćım prioritu a počet současně spuštěných úloh. Pro extrakci sńımk̊u z videa

a předzpracováńı použ́ıvám knihovny OpenCV [7] a SciPy [8]. Výsledky jsou ex-

portovány na disk v komprimované binárńı formě knihovnou Numpy [8], která

později umožňuje jejich rychlé načteńı zpět do paměti.

Detektor střih̊u

Použil jsem skript vytvořený v [2] pro vyjádřeńı velikosti změny v obraze,

a tedy č́ısel sńımk̊u, kde se předpokládá výskyt střihu. Źıskaná data slouž́ı jako

vstup extraktor̊u četnosti střih̊u a pohybu.

Četnost střih̊u

Vytvořený skript poč́ıtá počet výskytu střih̊u za posledńıch n sńımk̊u. Výsledná

hodnota je normalizována pod́ılem n sńımk̊u. Svým zp̊usobem tedy vyjadřuje,

s jakou pravděpodobnost́ı se v daném sńımk̊u vyskytne střih.

Četnost pohybu

Vytvořený skript aritmeticky pr̊uměruje velikost změny v obraze za posledńıch

m sńımk̊u. Neńı zde prováděna žádná daľśı normalizace, protože se hodnoty po-

hybuj́ı maximálně v řádu jednotek.

Barevné rozložeńı

Vytvořený skript převede RGB sńımek do HSV prostoru a vypočte histogram

pro každou ze složek. Následně je histogram transformován do b bin̊u a vektor nor-

malizován na jednotkovou hodnotu. Oproti p̊uvodńımu záměru použ́ıt pouze domi-

nantńı barvu a jasovou hodnotu extrahuji všechny tři složky HSV. Výsledný vek-

tor tak odpov́ıdá pravděpodobnostńımu rozložeńı jednotlivých intenzit barevných

složek.
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Detekce obličej̊u

Použil jsem natrénovaný obličejový detektor [3] z knihovny OpenCV. Celková

suma obličej̊u x za k sńımk̊u je dále normalizována funkćı x‘ = min(1.0, (x/k)/10.0).

Funkce nabývá jednotkové hodnoty, pouze vyskytne-li se pr̊uměrně za posledńıch

k sńımk̊u v každém sńımku deset nebo v́ıce obličej̊u. V opačném př́ıpadě hodnota

vyjadřuje pr̊uměrný počet obličej̊u za k sńımk̊u normalizovaný z rozsahu [0, 10] na

interval [0, 1]. Nastavitelným parametrem skriptu je zmenšovaćı krok plovoućıho

okénka detektoru, jenž má př́ımý vliv na kvalitu detekce.

Detekce objekt̊u konvolučńı neuronovou śıt́ı

Použil jsem dostupný framework Caffe [9], který je modifikaćı cuda-convnet

[10] modelu konvolučńıch śıt́ı. Caffe umožňuje využ́ıt pro výpočty jak procesor, tak

CUDA rozhrańı grafických karet NVIDIA, které dokáž́ı dobu pr̊uchodu i několikrát

zkrátit. Využil jsem již hotový model natrénovaný na derivát obrazové databáze

ILSVRC-2012 schopný klasifikovat objekty do jednoho tiśıce tř́ıd. Na vstup śıtě

přivád́ım celý sńımek extrahovaný z videa pouze s odstraněným prokládáńım.

Výstupem softmax výstupńı vrstvy je vektor dimenze tiśıc, kde jednotlivé složky

vektoru jsou z intervalu [0; 1] a celková suma vektoru je rovna jedné. Výstup lze

tedy interpretovat jako pravděpodobnosti jednotlivých tř́ıd (objekt̊u).

Jako výstupńı informaci použ́ıvám experimentálně i aktivačńı hodnoty skrytých

vrstev těsně před výstupńı vrstvou (vrstvy FC8, FC7 [9]). Jedná se totiž už o sa-

motné př́ıznaky, přičemž posledńı plně propojené vrstvy slouž́ı jako klasifikátor.

Úkolem celé śıtě je totiž extrakce a posléze transformace př́ıznak̊u, viz obrázek 5.1.
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Obrázek 5.1: Vizualizace prováděné nelineárńı transformace extrahovaných př́ıznak̊u z prostoru

neumožnuj́ıćı separaci jednotlivých tř́ıd (nižš́ı vrstvy neuronové śıtě) do prostoru, kde je toto

rozděleńı možné (vyšš́ı vrstvy neuronové śıtě). Zdroj: JIA, Y.; Caffe presentation, 2014

5.1.2 Rozděleńı dat

Vytvořený skript rozděĺı data náhodně v určitém poměru na trénovaćı a tes-

tovaćı sadu. Děĺıćı poměr je variabilńı. Typicky použ́ıvám 70% dat trénovaćıch

a 30% dat testovaćıch. Dı́ky vhodné implementaci lze data velice snadno přerozdělit

změnou parametru ”random seed”, který nastavuje generátor náhodných č́ısel.

Źıskané r̊uzně namı́chané datasety lze dále použ́ıt pro metodu cross-validation,

a tedy vybalancovat optimálńı nastaveńı parametr̊u systému.

5.1.3 Trénováńı

Vytvořený skript použ́ıvá implementované klasifikátory z knihovny scikit-learn

[11]. Použit́ı již hotových knihoven přináš́ı několik výhod. Krom úspory času při

implementaci jsou tyto algoritmy často numericky upraveny na mı́ru a nezř́ıdkakdy

použ́ıvaj́ı vysoce optimalizované ńızkoúrovňové matematické knihovny. V př́ıpadě

knihovny scikit-learn lze pro každý klasifikátor volitelně upravovat parametry ovliv-

ňuj́ıćı jeho funkci, tud́ıž nic nebráńı jejich použit́ı. Stěžejńı funkćı knihovny je nav́ıc
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možnost exportovat kompletńı natrénovaný klasifikátor do souboru a jeho následná

přenositelnost na jiné zař́ızeńı.

Proces trénováńı pro tento relativně malý, byt’ pro jeden stroj obrovský, da-

taset je velice hardwarově náročný. Pozitivńı vlastnost́ı je nezávislost dat, tud́ıž

mohou být výpočty spuštěny simultánně na v́ıce stroj́ıch ve výpočetńım centru.

Pro vyšš́ı dimenze nav́ıc drasticky roste pamět’ová náročnost (deśıtky GB), tud́ıž

většina výpočt̊u nemohla být ani realizována na osobńım poč́ıtači. Použil jsem

proto možnost́ı Metacentra, jež nab́ıźı potřebné hardwarové kapacity. Výsledné

časy se tak dramaticky sńıžily. Samotný proces trénováńı prob́ıhal metodou učeńı

s učitelem.

5.1.4 Testováńı a vyhodnoceńı

Vytvořený skript dokáže nač́ıst z disku do paměti kompletńı natrénovaný kla-

sifikátor, predikovat testovaćı data a na základě informaćı od učitele vyhodnotit

výsledky klasifikace. Pro základńı statistické vyhodnoceńı klasifikace hledáme č́ıslo,

které nejlépe vyjádř́ı úspěšnost naš́ı predikce. Samotná informace o velikosti chyby

mnohdy nemuśı stačit. Uvažme totiž př́ıklad binárńı klasifikace, kdy máme polo-

vinu pacient̊u zdravou a polovinu pacient̊u nemocnou. Vytvoř́ıme systém, který

bude vždy predikovat, že pacient je nemocný. Nab́ıźı se možnost prohlásit, že

systém pracuje s nulovou chybou vzhledem k detekci nemocných pacient̊u. Je-

nomže je třeba brát v úvahu úspěšnost detekce i vzhledem k druhé, tedy zdravé

polovině pacient̊u. Pro predikovaná data proto rozlǐsujeme čtyři zp̊usoby zakla-

sifikováńı, jak ukazuje tabulka 5.1. Úspěšnost klasifikace se pak častěji vyjadřuje

hodnotami tzv. precision a recall.

p̊uvodńı tř́ıda 1 1 0 0

predikovaná tř́ıda 1 0 0 1

True Positive False Negative True Negative False Positive

TP FN TN FP

Tabulka 5.1
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Hodnota precision P (přesnost) nám pro uvedený př́ıklad binárńı klasifikace

udává, jak velká část klasifikovaných pozitivńıch pacient̊u má opravdu nemoc.

Hodnota recall R (úplnost) posléze vyjadřuje, jak velkou část ze všech skutečně

nemocných pacient̊u jsme identifikovali správně. Aplikaćı těchto metrik na výše

zmı́něný primitivńı systém už źıskáme hodnoty, které jsou velmi vzdálené od

bezchybného chováńı. Protože pro konečné posouzeńı kvality systému je nutné

uvažovat výsledky dvou č́ısel, častěji se použ́ıvá vyjádřeńı metriky zvané F1 score,

která mnohem věrohodněji kombinuje výsledky precision a recall než jejich pouhý

aritmetický pr̊uměr. Výstupem je tedy pouze jedna konkrétńı hodnota, pomoćı ńıž

dokáže i laik velice snadno a rychle porovnat úspěšnost v́ıce systémů.

P =
TP

TP + FP
R =

TP

TP + FN
F1 = 2

PR

P +R
(5.1)

Z predikovaného výstupu systému lze nejen vypoč́ıtat jeho úspěšnost, ale i pro

źıskáńı lepš́ı intuice vypoč́ıtat matici záměn (angl. confusion matrix). Ta vyjadřuje,

jaké tř́ıdy jsou mezi sebou nejčastěji zaměňovány. Výhodou je i možná grafická

reprezentace. Źıskaná data pak mohou posloužit jako vod́ıtko bud’to pro odhaleńı

chyby systému, nebo pro jeho daľśı zdokonaleńı.

5.1.5 CLI aplikace

Na konec vytvořená CLI (command-line interface) aplikace zkombinuje použ́ı-

vané moduly dohromady. Na základě vstupńı informace od uživatele provede au-

tomaticky extrakci požadovaných př́ıznak̊u a predikuje kategorii videa. Z výsledku

může být volitelně sestaven histogram predikovaných kategoríı, či lze volitelně vy-

brat velikost postprocessingu. Ten vyhlad́ı výstupńı informaci přes plovoućı časové

okénko určité š́ı̌rky (medián). Výsledky jsou uloženy v textové podobě pro poten-

cionálńı budoućı využit́ı.
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5.2 Experimentálńı data

Sestaveny byly celkem dvě úrovně – obecné kategorie a sportovńı kategorie. Pro

účely experimentu byl ke každé kategorii sesb́ırán určitý časový úsek z rozmanitých

zdroj̊u v rámci dostupných možnost́ı.

Všechna videa byla použita v kvalitě dosahuj́ıćı nejméně DVD formátu. Z d̊u-

vodu výskytu prokládáńı (angl. interlacing) musela být videa dále předzpracována

odstraněńım lichých řádk̊u, č́ımž došlo k redukci jejich velikosti.

5.2.1 Obecné kategorie

• animovaný film (animated)

• diskusńı pořad (talkshow)

• hraný film (movie)

• kreslený film (cartoon)

• poslanecká sněmovna (politics)

• sport (sport)

• zprávy (news)

Obecnou úroveň tvoř́ı výše vyjmenované kategorie, kde v závorce je uveden

unikátńı identifikátor. Pro každou kategorii byl vybrán cca dvouhodinový záznam

sestavený převážně z deseti vidéı. Z každého videa je tedy použit přibližně dvaná-

ctiminutový úsek vyjma sportovńı kategorie, kde je videoset daleko rozmanitěǰśı.

Při výběru vidéı bylo ćılem alespoň částečně pokrýt rozmanitost dané katego-

rie. Tedy u sportovńı kategorie byl vybrán několikaminutový interval z většiny do-

stupných sportovńıch záznamů z letńı a zimńı olympiády. Při sestavováńı hraných

filmů byl vybrán prostřih filmovými žánry typickými svou dynamikou (film akčńı,

romantický, muzikál, atp.), u kreslených filmů sestřih např́ıč světovou tvorbou

(západńı tvorba, japonské anime, atp.) a analogicky u animovaných filmů (3D d́ıla

studia Pixar, Dreamworks, Disney, atp.).
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5.2.2 Sportovńı kategorie

• akrobatické lyžováńı (freestyle skiing) • lukostřelba (archery)

• badminton (badminton) • plaváńı (swimming)

• basketbal (basketball) • pozemńı hokej (field hockey)

• beach volejbal (beach volleyball) • rychlobrusleńı (speed skating)

• běžecké lyžováńı (cross-country skiing) • saně (bobsleigh)

• biatlon (biathlon) • šerm (fencing)

• box (box) • sjezdové lyžováńı (downhill skiing)

• curling (curling) • skoky na lyž́ıch (ski jumping)

• cyklistika (cycling) • snowboarding (snowboarding)

• floorbal (floorball) • stolńı tenis (table tennis)

• fotbal (football) • střelba (shooting sports)

• golf (golf) • taekwondo (taekwondo)

• gymnastika (gymnastics) • tenis (tennis)

• házena (handbal) • veslováńı (rowing)

• hokej (ice hockey) • vodńı polo (water polo)

• jachting (yachting) • vodńı slalom (whitewater slalom)

• jezdectv́ı (equestrianism) • volejbal (volleyball)

• judo (judo) • vzṕıráńı (weightlifting)

• krasobrusleńı (figure skating) • zápas (wrestling)

• lehká atletika (athletics)

Sportovńı kategorie tvoř́ı výše vyjmenovaný seznam, kde v závorce je vždy uve-

den unikátńı identifikátor. Pro každou kategorii byl vybrán cca hodinový záznam

sestaven z r̊uzného počtu dostupných vidéı. Zdrojem sportovńıch vidéı byly uply-

nulá letńı olympiáda v Londýně 2012 a zimńı olympiáda v Sochi 2014.
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6 Výsledky experiment̊u

Tabulka 6.1 zobrazuje veškeré testované kombinace př́ıznak̊u. Všechny uvedené

kombinace př́ıznak̊u byly natrénovány a otestovány pouze klasifikátorem Random

Forest. Ukázalo se totiž, že trénováńı klasifikátoru SVM je časově i pamět’ově

mnohem náročněǰśı. Aby bylo v̊ubec možné natrénovat takové množstv́ı kombinaćı,

rozhodl jsem se pouze pro jeden klasifikátor. Přičemž parametry klasifikátoru byly

ponechány pro všechny kombinace stejné, tedy výchoźı. Pro konvolučńı śıtě je dále

natrénována dvojice obou klasifikátor̊u s upravenými parametry.

Uvedeny jsou výsledky dvoj́ıho typu – nevyhlazené a vyhlazené přes okénko

délky M mediánovým filtrem. Nevyhlazené výsledky reprezentuj́ı surový prediko-

vaný výstup klasifikátoru, který predikuje jednotlivé sńımky videosekvence nezávisle.

Protože klasifikujeme sńımky ze spojitých videozáznamů, zcela se zde nab́ıźı možnost

postprocessingu. Motivaćı použit́ı postprocessingu je jednak apriorńı znalost, že

sńımky po sobě jdoućı tvoř́ı bloky odpov́ıdaj́ıćı konkrétńı kategorii, a jednak sa-

motný charakter záznamu. Uvažme totiž např́ıklad záznam některé ze sportovńıch

kategoríı. Záběr kamery se může opakovaně stočit do publika na fanoušky. V ta-

kovéto situaci však klasifikátor nemá nejmenš́ı šanci rozlǐsit, o jaký sport se jedná,

pomineme-li oblečeńı lid́ı. O mnoho lépe na tom neńı sám člověk. Jestliže ukážeme

jedinci pouze jeden sńımek, může na základě informace z obrázku sice prohlásit,

že se jedná o zimńı sport (sńıh, lidé v čepićıch, atp.), avšak pravděpodobně ne-

bude schopen správně určit, o jaký sport se konkrétně jedná, aniž by měl nějakou

apriorńı znalost. Proto zde uplatńıme možnost vyhlazeńı. Tedy jestliže se vlevo

a vpravo nacháźı dlouhý blok sjezdu na lyž́ıch, je nanejvýš pravděpodobné, že

daný sńımek rovněž patř́ı do kategorie sjezdu na lyž́ıch.
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Nejlepš́ı dosažené výsledky s klasifikátorem Random Forest

obecné kategorie sportovńı kategorie

mean 0 mean M mean 0 mean M

kombinace př́ıznak̊u F1 F1 M F1 F1 M

HSV 61% 63% 1001 66% 77% 2501

HSV+CR 62% 66% 1001 67% 78% 2501

HSV+CR+FC 65% 69% 2501 66% 78% 2501

HSV+CR+FC+MR 66% 71% 7501 68% 77% 2501

CNN 66% 86% 12501 63% 74% 1251

CNN+HSV 70% 78% 7501 70% 80% 2501

CNN+HSV+CR 68% 76% 10001 69% 78% 2501

CNN+HSV+CR+MR 70% 78% 5001 69% 79% 2501

CNN+HSV+CR+FC+MR 70% 77% 15001 69% 79% 1001

CNN+CR 68% 79% 12501 63% 74% 1001

CNN+CR+FC 68% 79% 7501 63% 74% 1001

CNN+CR+FC+MR 70% 80% 7501 63% 74% 1001

CNN+CR+MR 69% 80% 12501 63% 74% 1001

CNN FC8 68% 81% 10001 65% 77% 2501

CNN FC7 71% 80% 10001 - - -

Tabulka 6.1: Hodnoty zastoupené pomlčkou znač́ı, že uvedenou kombinaci nebylo možné z d̊uvodu

obrovských pamět’ových nárok̊u možné natrénovat. Vysvětlivky použitých zkratek: HSV = ba-

revné rozložeńı; CR = četnost střih̊u; FC = četnost obličej̊u; MR = četnost změny obrazu; CNN

= konvolučńı neuronové śıtě; FC8 = posledńı skrytá vrstva śıtě; FC7 = předposledńı skrytá

vrstva śıtě; mean = aplikace postprocessingu.

Z výsledk̊u v tabulce 6.1 vid́ıme, že i velice primitivńı př́ıznaky, jako je rozložeńı

barev, podávaj́ı dobré výsledky. Zde je ale třeba vźıt v úvahu velmi omezený da-

taset. Zejména u sportovńıch kategoríı je třeba si uvědomit, že byla použita data

pouze z olympijských her. Prostory konáńı jednotlivých sport̊u na olympijských

hrách se totiž vyznačuj́ı svou podobnou, až totožnou, ale zejména výraznou ba-

revnost́ı (tyrkysová, fialová, žlutá, aj.). Sṕı̌se než o schopnosti klasifikátoru poznat

sport zde tedy můžeme hovořit o př́ıkladu přetrénováńı.
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Pro primitivńı př́ıznaky výsledky experiment̊u ukázaly, že spojeńım v́ıce př́ı-

znak̊u lze doćılit zlepšeńı detekce o jednotky procent. Např́ıklad už použit́ı všech tř́ı

složek HSV během vývoje ukázalo zlepšeńı detekce až o 4%. Zaj́ımavé je vyjádřeńı

př́ınosu detekce obličej̊u pro obecné kategorie v porovnáńı se sportovńımi. Př́ınos

3% u obecných kategoríı lze vysvětlit zlepšeńım detekce tam, kde je a kde nao-

pak neńı očekáván výskyt obličej̊u. Naopak sportovńı kategorie obecně výskytem

obličej̊u překypuj́ı, a pravděpodobně proto zde tento př́ıznak nemá pozitivńı dopad

na výsledek. Nejlepš́ı vyhlazené výsledky kombinace čtyř primitivńıch př́ıznak̊u

dosahuj́ı překvapivě vysokých hodnot 71% u obecné a 78% u sportovńı kategorie.

Vysvětleńı takto vysokých hodnot v porovnáńı s komplexńımi konvolučńımi śıtěmi

tedy odhaduji sṕı̌se na přetrénováńı než na nabytou schopnost zobecněńı.

Použit́ı konvolučńıch śıt́ı spolu s kombinaćı primitivńıch př́ıznak̊u posouvá

schopnost korektńı detekce ve většině př́ıpad̊u dále. Nejlepš́ıch nevyhlazených vý-

sledk̊u dosahuje kombinace konvolučńıch śıt́ı spolu s barevným rozložeńım, kon-

krétně 70% u obecné i sportovńı kategorie. Aplikaćı postprocessingu jsem źıskal

nejvyšš́ı hodnoty 86% pro samotnou śıt’ u obecné kategorie a 80% pro kombinaci

konvolučńı śıtě a barev u sportovńı kategorie.

Všimněme si zaj́ımavých výsledk̊u př́ıznak̊u extrahovaných ze skryté vrstvy

konvolučńı śıtě, zejména vrstvy FC7. Tyto př́ıznaky experimentálně zařazené do

testu jasně dokazuj́ı funkci klasifikátoru plně propojené vrstvy konvolučńı śıtě.

Bohužel se z enormńıch pamět’ových nárok̊u přes 100GB RAM nepodařilo źıskat

výsledky pro sportovńı kategorii (cca 4.5mil sńımk̊u dimenze 4096). Nab́ızej́ıćı

se možnost́ı je aplikace algoritmů redukce dimenze PCA, LDA, nebo použit́ı jen

každého n-tého sńımku.

Pro podrobněǰśı analýzu jsem vybral př́ıznaky z výstupńı vrstvy konvolučńı

śıtě. Tabulka 6.2 ukazuje výsledky třech testovaćıch iteraćı cross-validation vždy

na jiném složeńı trénovaćı a testovaćı sady. Z výsledk̊u je patrné, že rozd́ıly jsou

v řádu jednotek procent, tud́ıž źıskané výsledky nejsou závislé na složeńı dataset̊u.
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Cross-validation výsledky dosažené s klasifikátorem Random Forest

obecné kategorie sportovńı kategorie

mean 0 mean M mean 0 mean M

kombinace př́ıznak̊u F1 F1 M F1 F1 M

CNN (1) 66% 85% 7501 63% 74% 5001

CNN (2) 66% 80% 7501 65% 78% 5001

CNN (3) 65% 78% 7501 64% 80% 5001

Tabulka 6.2: Tabulka ukazuje výsledky cross-validation pro tři r̊uzně rozdělené datasety.

Vysvětlivky použitých zkratek: CNN = konvolučńı neuronové śıtě; (1) = č́ıslo iterace

Původńım ćılem bylo porovnat výsledky dosažené klasifikátory Random Fo-

rest a SVM. Proces trénováńı a testováńı klasifikátoru SVM je z d̊uvod̊u velkého

množstv́ı dat velmi náročný i přesto, že byl volen každý n-tý sńımek. Natrénováńı

a otestováńı SVM klasifikátoru se podařilo pouze pro obecné kategorie, pro ka-

tegorie sportu nikoliv. Srovnáńı výsledk̊u klasifikátor̊u Random Forest a SVM

s výchoźımi parametry ukazuje tabulka 6.3.

Protože zp̊usob konstrukce a výsledná funkce klasifikátoru Random Forest je

ovlivněna mnoha parametry, experimentálně jsem otestoval několik variant nasta-

veńı. Jedńım ze základńıch parametr̊u maj́ıćı vliv na funkci Random Forest je

počet vytvářených náhodných stromů, ze kterých je posléze pr̊uměrován výsledek,

jak bylo popsáno v kapitole klasifikace obrazu. Tabulka 6.3 ukazuje vliv počtu

konstruovaných d́ılč́ıch stromů na podané výsledky klasifikace. Pro větš́ı počet

konstruovaných d́ılč́ıch stromů roste výpočetńı a pamět’ová náročnost, tud́ıž byl

experiment proveden z výchoźıch deseti maximálně pro stovku d́ılč́ıch stromů.

Výsledky ukazuj́ı, že pro vyšš́ı počty stromů neroste dosažená přesnost klasifikace

tak zásadně. Dá se tedy předpokládat, že pro rostoućı počet konstruovaných d́ılč́ıch

stromů bude mı́t dosažená přesnost ustaluj́ıćı charakter.
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Výsledky konvolučńı neuronové śıtě pro varianty klasifikátoru Random Forest

obecné kategorie sportovńı kategorie

mean 0 mean M mean 0 mean M

Random Forest F1 F1 M F1 F1 M

10 estimátor̊u 66% 86% 12501 63% 75% 2501

20 estimátor̊u 69% 79% 12501 67% 79% 1001

50 estimátor̊u 73% 83% 12501 71% 81% 1001

70 estimátor̊u 74% 84% 12501 72% 81% 1001

100 estimátor̊u 74% 84% 12501 - - -

SVM F1 F1 M F1 F1 M

lineárńı kernel 77% 93% 5001 - - -

Tabulka 6.3: Tabulka ukazuje výsledky srovnáńı klasifikátor̊u Random Forest s r̊uzným počtem

d́ılč́ıch stromů konstruovaných během procesu trénováńı. Výsledky zastoupené pomlčkou se ne-

podařilo z d̊uvodu vysokých výpočetńıch nárok̊u natrénovat.

Tabulky 6.4 a 6.5 podrobně ukazuj́ı nejlepš́ı dosažené výsledky uvedené v ta-

bulce 6.3 včetně úspěšnosti klasifikace d́ılč́ıch kategoríı. Pro źıskáńı lepš́ı intuice

grafy 6.1 a 6.2 ilustruj́ı matice záměn, tedy podávaj́ı informace, jaké kategorie

jsou v pr̊uběhu klasifikace mezi sebou zaměňovány. V ideálńım př́ıpadě bezchybné

detekce bude matice záměn pouze diagonálńı, tedy sńımky z konkrétńı kategorie

jsou klasifikovány pouze do této kategorie.

Pro obecné kategorie lze pozorovat, že nejobt́ıžněji se detekuj́ı diskusńı pořady

spolu s animovanými a kreslenými filmy. Matice záměn na obrázku 6.1 ukazuje,

že nejčastěji se kategorie zaměňuj́ı se zprávami. Pokud si však představ́ıme ob-

sah zpravodajské relace, dojdeme k závěru, že např́ıklad klasifikace většiny re-

portáž́ı představuje opravdu problém. To proto, že klasifikátor klasifikuje jednot-

livé sńımky zcela nezávisle, tedy nemá informaci, že předchoźı tiśıce sńımk̊u klasi-

fikoval jako zpravodajstv́ı, a tedy současný sńımek může být právě reportáž. Kv̊uli

možné délce reportáže zde nemuśı pomoci ani postprocessing.
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Podrobné výsledky pro obecné kategorie s klasifikátorem SVM pro lineárńı kernel.

Video kategorie precision recall F1

talkshow 77% 61% 68%

sports 80% 84% 82%

politics 93% 87% 90%

movie 96% 80% 88%

news 54% 81% 65%

animated 80% 66% 73%

cartoon 72% 75% 73%

pr̊uměr 79% 77% 77%

Tabulka 6.4

talksh. sports politi. movie news animat. cartoo.
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Obrázek 6.1: Grafická reprezentace matice záměn z výsledk̊u uvedených v tabulce 6.4. Lze po-

zorovat, že nejčastěji zaměňovanými kategoriemi jsou zprávy, filmy hrané, kreslené i animované.

Např́ıklad můžeme vidět, že kategorie politiky je nejčastěji zaměňována se zprávami, stejně tak

kategorie filmů.
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Podrobné výsledky pro sportovńı kategorie s klasifikátorem Random Forest pro 70 estimátor̊u.

Video kategorie precision recall F1

cross-country skiing 40% 82% 54%

speed skating 74% 90% 81%

wrestling 69% 88% 78%

freestyle skiing 35% 67% 46%

figure skating 85% 81% 83%

badminton 71% 73% 72%

gymnastics 78% 92% 85%

handball 85% 82% 84%

equestrianism 65% 80% 72%

curling 84% 88% 86%

taekwondo 89% 91% 90%

basketball 76% 70% 73%

cycling 72% 33% 45%

fencing 78% 87% 82%

tennis 69% 93% 79%

ski jumping 75% 75% 75%

beach volleyball 71% 79% 75%

bobsleigh 16% 52% 24%

downhill skiing 71% 88% 78%

ice hockey 71% 78% 74%

water polo 86% 78% 82%

football 97% 85% 91%

whitewater slalom 77% 82% 79%

box 51% 79% 62%

archery 96% 94% 95%

judo 78% 67% 72%

yachting 84% 90% 87%

field hockey 88% 58% 70%

rowing 81% 53% 64%

volleyball 88% 83% 86%

biathlon 57% 70% 63%

shooting sports 74% 59% 65%

table tennis 67% 24% 35%

weightlifting 65% 80% 72%

snowboarding 73% 42% 54%

athletics 87% 33% 47%

swimming 71% 85% 78%

pr̊uměr 76% 72% 72%

Tabulka 6.5
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Obrázek 6.2: Grafická reprezentace matice záměn z výsledk̊u uvedených v tabulce 6.5. Lze pozo-

rovat, že nejčastěji zaměňovanými kategoriemi jsou např́ıklad cyklistika, snowboarding a atletika.

Obrovskou chybu můžeme pozorovat právě u cyklistiky, která je nejv́ıce zaměňována s běžeckým

lyžováńım.

Z výsledk̊u klasifikace sportovńıch kategoríı vid́ıme výrazně větš́ı výkyvy v úspě-

šnosti klasifikace jednotlivých kategoríı. Zat́ımco některé kategorie jako fotbal a lu-

kostřelba se dař́ı klasifikovat velice přesně, klasifikace j́ızdy na sańıch nebo stolńıho

tenisu naopak selhává. Zde by schopnost klasifikace mohly potencionálně zlepšit

daľśı př́ıznaky popisuj́ıćı např́ıklad směr pohybu přes v́ıce sńımk̊u.
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7 Závěr

V této práci jsem navrhl postup pro klasifikaci jednotlivých sńımk̊u videa dle

obsahu do určených kategoríı za pomoci jednodušš́ıch i složitěǰśıch př́ıznak̊u včetně

jejich kombinaćı. Výsledky experiment̊u ukázaly tendenci jednodušš́ıch př́ıznak̊u

k přetrénováńı, zvláště barevného rozložeńı. Podrobněji jsem se zaměřil metodu ex-

trakce př́ıznak̊u využ́ıvaj́ıćı konvolučńı neuronové śıtě. Konečná podrobná analýza

ukázala, jaké konkrétńı kategorie je nejobt́ıžněǰśı detekovat. Nejlepš́ıho výsledku

na úrovni obecných kategoríı jsem dosáhl 77% a po aplikaci postprocessingu 93%.

Tento výsledek ukázal výrazný potenciál konvolučńıch śıt́ı jako relativně nové me-

tody klasifikace. Pro detekci jednotlivých sport̊u bylo z d̊uvodu výpočetńı a pamě-

t’ové náročnosti dosaženo nejlepš́ıho výsledku 72% a po aplikaci postprocessingu

81%.

Daľśıho zlepšeńı dosažených výsledk̊u, jak ukázal experiment, lze doćılit např́ı-

klad optimalizaćı parametr̊u klasifikátor̊u. Jejich natrénováńı a otestováńı je však

velice náročné, proto by bylo vhodné použit́ı metod snižuj́ıćı dimenzi př́ıznak̊u

(např. PCA). T́ım bychom sńıžili náročnost výpočt̊u a umožnili natrénovat v́ıce

kombinaćı parametr̊u klasifikátor̊u, mezi nimiž bychom mohli posléze porovnávat.

Alternativou je vyhodnoceńı pouze každého n-tého sńımku pro vyšš́ı hodnoty n

(každý pátý, desátý, apod.). Celkově však navržený systém podává uspokojivé

výsledky a potencionálńı využit́ı by nalezl např́ıklad pro automatickou anotaci

scény či indexaci videa.
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