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Abstrakt

Diplomova prace ,,Metody identifikace odlehlych pozorovani“ se zabyva detekci odlehlych hodnot
v datovych souborech. Tento proces je velmi dulleZity pred dalsim zpracovanim dat, aby
nedochazelo ke zkreslenym vysledklm. Cilem této prace je tak uvést metody vhodné pro detekci
odlehlych pozorovani v datovych souborech jednorozmérnych i vicerozmérnych. V dvahu budou
brany také casové fady a detekce odlehlych pozorovani v regresi. Popsany budou metody
parametrické i neparametrické. Pro zvolené metody pak budou provedeny numerické
experimenty, diky kterym budou odhaleny vyhody i nevyhody rlznych postupl. V zavéru
diplomové prace budou zvolena realnd data, ve kterych budou odlehla pozorovani hledana

pomoci uvedenych metod.

Soucasti diplomové prace jsou kédy provedené v programu Matlab obsahujici veskeré vypocty.

Klicova slova: odlehlé hodnoty, jednorozmérné metody, vicerozmérné metody, odlehlé hodnoty
v regresi, numerické experimenty, metody zaloZené na vzdalenosti bod(, metody zaloZené

na hustoté bodl, Mahalanobisova vzdalenost.

Abstract

The diploma thesis ,,Methods of identification of outliers” deals with a detection of outliers in sets
of data. To prevent the distortion of results, it is very important to carry out this process before
further data processing. The aim of this thesis is to introduce methods for detection of outliers in
univariate and multivariate sets of data. Time series and outliers in regression will be taken into
consideration, too. The parametric and nonparametric methods will be described. According to
the selected methods, numerical experiments will be carried out which will reveal the advantages
and disadvantages of different kinds of methods. In conclusion of the thesis, the real data for

detection of outliers will be chosen and different kinds of methods will be used.

This diploma thesis also includes the codes performed in Matlab, which contain all the

calculations.

Keywords: outliers, univariate methods, multivariate methods, outliers in regression, numerical

experiments, distance-based methods, density-based methods, Mahalanobis distance.
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Metody identifikace odlehlych pozorovani
Bc. Zuzana Loudova

1 Uvod

V soucCasné dobé, kdy je stale nutné zpracovavat velké mnoiZstvi dat a ziskavat tak dilezité
informace, je zadroven velmi dileZité, aby pravé tato data byla co nejpresnéjsi a hlavné spravna,
bez chyb zplsobenych lidskym faktorem nebo napfiklad poruchou stroje. Jsou-li tato data
posbirand napf. samotnym pocitacem nebo lidskym elementem, je tak nejprve nutné provérit

kvalitu téchto dat.

Jednim z dlivodl provérovani kvality dat je mozna pfitomnost tzv. odlehlych pozorovani. A pravé
odlehla pozorovani a metody jejich identifikace jsou tématem této diplomové prace. Detekce
odlehlych pozorovani je velmi Zddana v mnoha oblastech, at uz se jedna o lékafstvi, kde se mohou
hledat odlehlé hodnoty v reakcich na lécbu, pres rlizné vyrobni procesy, kde mohou odlehlé
hodnoty udavat zmetky bez moznosti prodeje, az po pojistovnictvi, kde odlehlé hodnoty
upozoriuji na mozné pojistné podvody. Zkratka, odlehlé hodnoty se mohou vyskytovat ve vétsiné
datovych souborl a je velmi uZitecné tyto hodnoty odhalit a nasledné s nimi pracovat podle
uvazeni. V nékterych pripadech je vyloudit zdalsiho analyzovani dat, aby nedochdzelo
ke zkreslovani statistickych charakteristik celého souboru, v jinych pfipadech dale pracovat pravé

s nimi, jako napfiklad pfi identifikaci neobvyklého chovani pojisténce.

Tato diplomova prace tak slouZi k uvedeni nékolika metod detekce odlehlych pozorovani, at uz
v jednorozmérnych datovych souborech nebo vicerozmérnych. Ddle bude popsana také detekce
odlehlych hodnot vregresi a pro vSechny zminéné metody budou provedeny numerické
experimenty pro lepsi pochopeni jejich fungovani. Tyto numerické experimenty budou provedeny

v programu Matlab pomoci uméle vygenerovanych soubor( dat.

Na zavér budou vhodné metody vyuzity také pti detekci odlehlych pozorovani v redlnych datech.
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2 Teorie

Pojem odlehld pozorovani, neboli ¢asto uvadéné v anglictiné ,outliers”, Ize definovat nékolika
zpUsoby. Barnett, Lewis [1] definuji odlehld pozorovani jako an observation (or subset
of observation) which appears to be inconsistent with the remander of that set of data. Pod
pojmem odlehlé hodnoty (outliers) tedy budou v celé praci uvazovany takové hodnoty, které
vyznamné vybocuji ze zkoumaného souboru a tim ovliviiuji jeho vlastnosti pro dalsi pfipadné

statistické analyzovani souboru.

Avsak je velmi slozité presné definovat pojem ,vyznamné vybocujici ze souboru”. Je totiz dosti
slozité identifikovat, zda se jednd o odlehlé pozorovani nebo pouze o extrémni hodnotu, kterd
vSak nese duleZitou informaci pro dalsi analyzu. Je tedy klicové spravné rozlisit, zda je zkoumana

hodnota nedilnou soucasti souboru nebo je naopak chybna.

Pfi sbéru dat mohou nastat situace, kdy dochazi k ndahodnym chybam, ale také k hrubym chybam,
chybnym nastavenim meéfidel uréenych ke sbéru dat. OvSem vidy je na pozorovateli, zda
podezielou hodnotu z odlehlosti vyhodnoti jako chybnou nebo pouze extrémni. Je totiZ
v nejvyssim zajmu pozorovatele uchovat vsechny dilezité informace pro dalsi statistické analyzy
dat. Odhali-li vsak zcela jisté chybnou hodnotu, je vhodné ji z dalSiho analyzovani vyradit. Jisté
vsak mulZe oznadit jako chybnou hodnotu pouze tu, kterd neodpovida predpokladiim celého
souboru dat. Pokud napfiklad pozorovatel analyzuje teplotni Udaje v naSich podnebnych
podminkach, pouhym okem vyhodnoti jako odlehlou hodnotu napfiklad 216°C. Pfitom mohlo dojit
pouze k nechténé lidské chybé, kdy bylo opomenuto zaznamenat desetinnou ¢arku. Hodnota
21,6°C by totiz byla odpovidajici. Nema-li vSak pozorovatel moznost zkonzultovat své domnénky
s kompetentni osobou, ktera byla pfitomna sbéru dat a kterda by tak mohla pfipadné chyby
opravit, je nejvhodnéjsi tyto hodnoty vyloucit z dalSich vypoctll, aby nedochazelo ke zkreslovani

vlastnosti celého souboru dat.
A pravé k identifikaci takovychto hrubych chyb slouZi nékolik metod, které budou zminény nize.

2.1 Grafické metody

Tyto metody jsou témi nejintuitivnéjSimi metodami. Jsou velmi ndzorné a dochazi-li k prezentaci

vysledkd, jsou velmi Zadané.
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2.1.1 Boxplot

Boxplot, neboli krabicovy diagram, patfi mezi grafické metody vyuZivajici kvartill datového
souboru. Stfedni ¢ast diagramu je zdola ohrani¢ena 1. kvartilem (x,5) a shora pak 3. kvartilem
(x75) a informuje pozorovatele také o medianu, variabilité za kvartily ¢i odlehlych hodnotach,
které mohou byt znazornény jako samostatné body. Boxploty jsou grafickou, ale také
neparametrickou metodou, nevyzaduji tedy, aby zkoumany soubor dat odpovidal predem

znamému rozdéleni [2,4].

Boxploty mohou byt zndzornény mnoha zplsoby. Mohou byt vertikalni ¢i horizontdlni. Vidy
budou obsahovat krabicovou cast, avsak zndzornéné linie z ni vychazejici jsou rlzné. Mohou
zahrnovat minimum a maximum zkoumanych dat nebo jsou naptiklad omezené 1,5 ndsobkem
kvartilového rozpéti. Dolni hodnota linie je tak déna jako x,5 — 1,5(x75 — x55) a horni hodnota je
dana jako x75 + 1,5(x75 — x,5). Odlehlé hodnoty jsou pak zndzornény samostatnymi body, jak jiz
bylo zminéno vySe. Pro lepsi ndzornost bude zobrazen boxplot s liniemi o velikosti 1,5 nasobku

kvartilového rozpéti.
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Obrazek 2.1.1: Boxplot
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2.1.2 Bagplot

Bagplot je dalSim grafickym zobrazenim mozinych odlehlych hodnot. V podstaté je bagplot
dvourozmérnou verzi boxplotu, kterym je mozné detekovat outliers jednorozmérnych dat. Dle
[18] jsou hlavnimi ¢astmi bagplotu takzvany ,bag”, ktery obsahuje 50 % veSkerych dat datového
souboru, dale tzv. plot (,fence”), ktery separuje data od outliers a posledni ¢asti je tzv. smycka

(,Joop”) zndzornujici body mimo bag, ale uvnitf plotu.

Bagplot obsahuje také median, ktery je v dvourozmérné verzi bagplotu umistén v centru souboru
dat, neboli nejhloubéji v datovém souboru. Je tak analogii medidanu boxplotu v dvourozmérném

prostoru. Smycka je pak analogii linii v boxplotu vychdzejici z krabicové ¢asti.

Pomoci bagplotu tak lze identifikovat nékteré charakteristiky dat, jako je napfiklad dvourozmérny
median, rozpéti (velikost bagu), korelaci (orientaci bagu) ¢i pro tuto praci stéZejni outliers, které se

nachazi mimo smycku.

Konstrukce bagplotu je zaloZena na tzv. hloubce bodu 6 € R? v poloprostoru, oznacovéna jako
ldepth(6,Z), kde Z = (24,2, ..., Zy) jsou pozorovani souboru dat a plati z; = (x;,y;). Tento
pojem predstavil John Tukey, podle néhoz se oznacuje jako Tukeyho hloubka bodu. Jednd se
o nejmensi pocet pozorovani, ktera mohou byt obsazené v jakémkoliv uzavieném poloprostoru
obsahujici zvoleny bod. Pojem ,oblast hloubky” D;, je pak definovan jako vSechny body 6, jejichz
hloubka ldepth(0,Z) = k. Oblasti hloubky jsou konvexni mnohouhelniky a plati Dy_; € Dy.
Median vicerozmérnych dat je tak definovan jako bod 6 s nejvétsi hloubkou. Bag je pak tvoren za
podminky #D; < g < #Dy_q, kde #D,,#D,_, oznacuji pocet pozorovani v jednotlivych
oblastech. Plot je ziskan ,zvétSenim” bagu nejcastéji faktorem 3. Hodnoty za plotem jsou

hodnoceny jako outliers.

Pro grafické znazornéni bagplotu je vyuzit matlabovsky kéd ze zdroje [28], jehoz konstrukce je
zaloZena pravé na vySe popsaném principu hloubky bodu. Bagplot je znazornén na nasledujicim
Obrdzku 2.1.2, kde je s datovym souborem zobrazen také Tukeyho median (Cerveny kfizek v bilém
kolecku), bag (plocha kolem Tukeyho medianu tmavsi modré barvy), smycka (plocha kolem bagu

svétlejsSi modré barvy) a nakonec také outliers, které jsou oznaceny jako cervené hvézdy.

11
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Obrazek 2.1.2: Bagplot

2.2 Jednorozmérné metody

Tyto metody identifikace odlehlych pozorovani patfi mezi ty nejjednodussi a také nejstarsi
metody. Dale je pak miZeme rozdélit na parametrické, které predpokladaji vztah souboru dat
s néjakym predem znamym rozdélenim, a na neparametrické, u kterych takovyto vztah

nepredpokladame.

Parametrické metody jsou tedy vyuZivany, je-li pfedem zndmé statistické rozdéleni a jeho
parametry. NejCastéji se v praxi objevuji data, kterd odpovidaji normalnimu rozdéleni, a pravé

pro takova data existuje vice metod identifikace outliers.

2.2.1 Pravidlo 3-sigma

Pravidlo 3-sigma je pravidlo, které v pfipadé souboru dat pochazejiciho z normalniho rozdéleni
fika, Ze témér vSechny hodnoty souboru by se mély nachdzet do vzdalenosti 3 smérodatnych

odchylek od hodnoty praméru.

12
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Obrazek 2.2.1: Znazornéni pravidla 3-sigma (Zdroj [3])

Pravidlo tedy udava, Ze v pfipadé normalniho rozdéleni by se ve vzdalenosti 1 smérodatné
odchylky od priméru mélo nachazet 68,27 % hodnot, ve vzdalenosti 2 smérodatnych odchylek
pak 95,45 % hodnot a ve vzdalenosti 3 smérodatnych odchylek 99,73 % hodnot zkoumaného
souboru. Hodnoty, které se nachazi ve vétsi vzdalenosti od priméru nez pravé 3 smérodatné

odchylky, povaZzujeme za mozné odlehlé hodnoty.

2.2.2 Grubbsuv test

DalSim parametrickym testem predpokladajici normalni rozdéleni je dle [1] Grubbslv test. Tento
test se obvykle vyuZiva pfi vétSim poctu dat zkoumaného souboru. Tato data je nejprve nutné

vzestupné usporadat ndsledujicim zplsobem x; < x, < - < x,, .

evvys

pomoci testovacich kritérii

X — X1 Xp—X
T, = nebo T, =
s s

_ . s . . L oy v . v — 1
kde X je chapano jako aritmeticky prlimér pocitany ze vSech hodnot souboru x = ;Z?zlxi

as= \/ﬁ ™, (x; —x)? pak jako vybérova smérodatna odchylka.

Vypoctené statistiky T; a T,, je pak nutné porovnat s kritickou hodnotou T, pro poZzadovanou
hladinu vyznamnosti «. Je-li hodnota Ty > T, ¢i T,, > T, , pak je hodnoceno toto pozorovani jako

odlehlé.

13
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Vypocet kritickych hodnot Grubbsova testu je dan nasledovné [13]

2
T = n—1 t(x/n,n—z (2)
a = 2
\/ﬁ n— 2 + ta/n,n—z
kde té/n_n_z, znaci kvadrat kvantilu studentova rozdéleni se stupném volnosti n — 2 a hladinou

vyznamnosti a/n. Tabulku kritickych hodnot jednotlivych poctli pozorovani je moiné nalézt

v Priloze 1.

2.2.3 Dean-Dixonityv test

Dalsi parametrickou metodou odhaleni odlehlych pozorovéni zalozenou na predpokladu
normalniho rozdéleni je Dean-Dixon(lv test znamy téZ jako Q-test. Tento test je vSak uréeny spise
pro mensi soubory dat. Obvykle se vyuZiva pfi 3 - 10 pozorovanych hodnotach [14]. Opét je nutné
hodnoty vzestupné usporadat nasledujicim zplsobem x; < x, <--- < x,. Dale je moiné
zkoumat, zda je minimdlni hodnota x; nebo maximalni hodnota x,, potencidlné odlehlou. Pro

testovani téchto hodnot slouzi testové statistiky

X2 —Xq Xn ~ Xn-1

e — b _ =
Q=22 nebo Q=T @)

kde jmenovatel x,, — x; lze také nazyvat variacni rozpéti. Aby bylo mozné rozhodnout, zda je
minimalni, pfipadné maximalni, hodnota souboru odlehlym pozorovanim je nutné vypoctenou
testovou statistiku porovnat s kritickou hodnotou Q. Plati-li Q; > Q, ¢i @, > Q,, je moiné
s pravdépodobnosti 1 — a fici, Ze zkoumana hodnota je odlehld od zbytku souboru. Tabulku

kritickych hodnot jednotlivych poctl pozorovani je mozné nalézt v Priloze 2.

VysSe zminény Grubbs(v a Dean-Dixonlv test jsou schopny odhalit v jednom kroku pouze jednu

.....

hodnota neni, je nutné provadét test opétovné, do doby, kdy soubor jiz Zddnou odlehlou hodnotu

nedetekuje.

14
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2.3 Mnohorozmérné metody

V mnoha pfipadech mnohorozmérného pozorovani nelze detekovat odlehlé hodnoty, je-li kazda
proménna posuzovana nezavisle na druhé, pripadné ostatnich. Odlehlé hodnoty je tak nutné
posuzovat pomoci mnohorozmérnych metod, které zohlediuji interakci mezi jednotlivymi
proménnymi. Jednoduchym ptikladem je mozné znazornit, jaky problém by mohl nastat, pokud by

nebyly vyuzity mnohorozmérné metody.

12 T T T T T T T

Obrazek 2.3.1: Odlehla hodnota mnohorozmérnych dat

Cervené oznaceny bod v Obrdzku 2.3.1 |ze povaZovat za odlehlou hodnotu mnohorozmérnych dat.
Pokud by vsak tato hodnota byla posuzovana pro kazdou proménnou zvlast, nebyla by odlehlou
ani v jednom pfipadé, tedy ve sméru osy x ani ve sméru osy y. A pravé z tohoto dlivodu je

bezpodminecné nutné testovat mnohorozmérna data pomoci metod pro né uréenych.

V pfipadé mnohorozmérnych dat se mohou dle [15] vyskytovat dva efekty, a to tzv. masking effect

a swamping effect.

e Masking effect (maskovdni) — tento efekt znamend, Ze outlier je téZice detekovany
z dlvodu blizkosti dalSich pozorovani. Jinymi slovy si lze predstavit shluk pozorovani,
pficemz k souboru dat patfi jesté dalsi pozorovani, kterd jsou vSak vzdalena tomuto
shluku a tvofi vlastni mensi shluk. Jedno pozorovani z mensiho shluku je odlehlé vzhledem

k vétsiné dat, avsak neni odlehlé vzhledem k ostatnim hodnotdam mensiho shluku. Tyto

15
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hodnoty vSak vyrazné vychyluji odhady parametrd, ¢imz se ovsem také méni parametry
definice odlehlosti hodnot (neboli tyto hodnoty nemuseji byt odhaleny jako odlehlé).
Na nasledujicim Obrdzku 2.3.2 jsou znadzornény mozné odlehlé hodnoty cervené.
Kterdkoliv ¢ervend hodnota tak muize byt posuzovana jako odlehlad od shluku modrych,

zatimco v ramci ¢ervenych pozorovani odlehld neni.

12 T T T T T

10

Obrazek 2.3.2: Masking effect

Swamping effect (preplnéni, zaplaveni) — tento efekt znamena, Ze spravna hodnota byla
detekovana jako odlehlad v disledku jiného pozorovani. Efekt nastava v pripadé, pokud
mensi skupina odlehlych pozorovani (v Obrdzku 2.3.3 zobrazenych cervené) opét zkreslila
odhady parametrl a tim se z plvodné spravné hodnoty nachazejici se pobliz hlavni
skupiny dat stala hodnota odlehla. V obrazku je tato hodnota opét zabarvena cervené,
avsak pokud by se v souboru dat nenachdazel mensi shluk hodnot, nebyla by hodnocena

jako odlehla.
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Obrazek 2.3.3: Swamping effect

Mnohorozmérné metody detekce outliers mohou byt rozdéleny na statistické metody, které jsou
zaloZzené na odhadnutych parametrech rozdéleni a metody podobné data-mining metodam, které

jsou nezavislé na parametrech.

2.3.1 Mahalanobisova vzdalenost

Mahalanobisova vzdalenost je dobfe znamym kritériem, které zavisi na odhadnutych parametrech
mnohorozmérného rozdéleni. Je ddno n pozorovani z p-dimenzionalniho souboru dat, ktery Ize

popsat pomoci vektoru vybérovych primérl X,, a vybérovou kovarianéni matici Z,,, kde

1
n—1

n:

PRCEEDETE AL (@
i=1

Mahalanobisova vzdalenost je pak dle [15] definovdna pro kazdé pozorovanii,i = 1, ...,n jako

n
ducy = | ) (i = B)TE, 7 — E) (5
i=1

Pozorovani s vysokou hodnotou Mahalanobisovy vzdalenosti jsou pak podezield z odlehlosti. Je
nutné brat v Uvahu, Ze v adekvatnosti pouziti Mahalanobisovy vzdalenosti jako kritéria posuzovani

odlehlych pozorovani hraji vyznamnou roli masking efekt i swamping efekt. Konkrétné masking
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efekt mlzZe sniZzovat Mahalanobisovu vzdalenost outliers pravé zkreslenim odhadu priméra.

A na druhou stranu swamping efekt mlzZe navySovat vzdalenost neodlehlych hodnot.

10
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Obrazek 2.3.4: Znazornéni Mahalanobisovy vzdalenosti vicerozmérnych normalné rozdélenych dat

V Obrdzku 2.3.4 jsou zobrazena ndhodné generovana data dvourozmérného normalniho rozdéleni
a pomoci barevné skaly oznacena pozorovani podezrela z odlehlosti, pficemzZ témito pozorovanimi

jsou Cervené az cerné body s nejvyssi Mahalanobisovou vzdalenosti.

2.3.2 Distance-based metody

Tyto neparametrické metody byly dle [8] poprvé zminény dvojici Knorr a Ng a jsou zaloZeny
na principu nejblizsich sousedl. Predpoklada se tedy, Ze vétsi vzdalenost od nejblizsiho souseda
detekuje moZné outliers. Metod zaloZenych na zkoumdni vzddlenosti mezi jednotlivymi

pozorovanimi je velka fada a v této praci budou zminény jen nékteré.
Dle [9] existuje nékolik definic odlehlych pozorovani z pohledu distance-based metod.

e Odlehlé hodnoty jsou takova pozorovani s méné nez k sousedy v souboru dat, kde soused
je pozorovani, které se nachazi ve vzdalenosti R. Zvolit vSak apriori pevné okoli R je velmi
slozZité.

e Odlehlymi hodnotami je n pozorovani s nejvétsi vzdalenosti od k-tého nejblizsiho souseda

(kNN definice).
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2.3.2.1 Metody k-nejblizsich sousedii
Metody k-nejblizSich sousedll, znamé také jako kNN algoritmy, jsou neparametrické metody
uzivané pro klasifikaci dat, kdy se zjistuje pfislusnost urc¢itého pozorovani k dané tfidé, ¢i v regresi,
kdy mlze byt poZzadovano rozdéleni dat dle urcité vlastnosti do skupin a nasledné pokracovat

v analyzach.

K zobrazeni slouzi také tzv. kNN grafy, coz jsou grafy, které spojuji bod p sjeho nejblizSim
sousedem g. Casto jsou tyto grafy zobrazovany jako neorientované &i orientované a zaroven
nesymetrické. Je-li g nejblizSim sousedem p, neni nutné bod p nejblizsim sousedem bodu g.

Tvorba tohoto grafu vsak neni zcela trivialni [10].
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Obrazek 2.3.5: kNN graf nejblizsiho souseda (Zdroj [29])

V Obrdzku 2.3.5 lze vidét jiz zmifovanou nesymetri¢nost. Zatimco napfiklad bod 21 ma jako
nejblizsiho souseda bod 22, ten nema jako nejblizsiho souseda opét bod 21, ale bod 28.

2.3.2.2 Nested loop algoritmus
Hlavni myslenkou tohoto algoritmu je, Ze pro kazdy bod souboru bude sledovdno jeho k-
nejblizsich soused(. Nasledné algoritmus zjistuje vzdalenosti od ostatnich bod( a nalezne-li takovy
bod, ktery ma vzdalenost mensi neZ jiny z pavodnich k-nejblizsich sousedd, nahradi tento bod.
Odlehlé hodnoty jsou pak ty s nejvyssi vzdalenosti od zvoleného bodu. Tento algoritmus vSak neni

pfilis vhodny pro analyzovani rozsahlych soubor( dat, z dlvodu jeho naro¢nosti [8].
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2.3.2.3 KDIST a MeanDIST

Dalsimi metodami zaloZzenymi na principu k-nejblizsich soused( jsou metody KDIST a MeanDIST
[10]. Jsou opét zaloZeny na vypoctu vzdalenosti vSech bod( a jejich k-nejblizSich soused. Tyto
metody se lisi v dalSim poufZiti téchto vzdalenosti. VyuZije-li se priimér téchto vzdalenosti, jedna se
o metodu MeanDIST, zatimco maximum téchto vzdalenosti indikuje metodu KDIST. Kazdému
pozorovani je tak pfifazena jedna hodnota dle zvolené metody. Sefazeni pozorovdni pak umozni
vypocet diferenci prifazenych hodnot sousednich bodld. Pomoci téchto diferenci lze pak
identifikovat odlehlé hodnoty a to diky stanovené hranici. Prekroci-li velikost diference tuto

hranici, pozorovani je hodnoceno jako odlehlé. Tato hranice je ddna

T =max(L; — Li_y) "t (6)

kde L; je KDIST nebo MeanDIST i-tého vektoru a t € [0,1] je pozorovatelem stanoveny parametr.

2.3.3 Density-based metody

Mnohorozmérnd data je moiné zkoumat z hlediska vzdalenosti mezi sebou, jak bylo zminéno
vySe, ale také z hlediska hustoty bod( v okoli daného pozorovani. Zakladem téchto metod je tedy
idea, Ze outliers jsou body s mensi hustotou sousedll. Tyto metody je tedy moZné vyuzit pravé
ve chvili, kdy po zobrazeni pozorovani je patrny rozdil hustot bodl v jednotlivych oblastech
definovaného prostoru. Na nasledujicim Obrdzku 2.3.6 je tak vidét, Ze data v levé ¢asti grafu maji
vySsSi hustotu sousedld. Mozné odlehlé hodnoty se tak budou nachazet v Casti pravé, kde je

hustota soused( pro jednotlivé body nizsi.

4 T T T T T T T

Obrazek 2.3.6: Graf zobrazujici hustotu souboru dat
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2.3.3.1 Local outlier faktor
Metodou identifikace outliers zaloZzené na vypoctu hustot kolem bod( je metoda local outlier

factor (LOF). Cesky lze tuto metodu vyjadFit jako Mistni miru odlehlosti [11].

Oznaceni k_distance(A) je chapano jako vzdalenost pozorovéani A od jeho k-nejblizSiho souseda.
Déle je definovana mnozina N, (A), coZ je mnozina k-nejblizSich sousedl. Vyuziva se také tzv.

dosaZitelné vzdalenosti (reachability distance). Zdroj [11] pak udava

reachability_distance, (A, B) = max{k_distance(B),d(A,B)} (7)

Pojmem dosazitelné vzdalenosti pozorovani A od pozorovani B je tedy chdpana skutecna
vzdalenost téchto dvou bodu, prinejmensim vSak k_distance(B). Pak objekty naleZici ke k-
nejblizsim souseddm bodu B jsou povaZovany za stejné vzdalené. Je vsak nutné mit stale

na paméti, Ze toto neni vzdalenost v matematickém smyslu slova, nebot neni symetricka.

Tyto pojmy je mozné demonstrovat na nasledujicim Obrdzku 2.3.7, kde je zndzornén bod A a jeho
k-nejblizsi sousedé. V tomto konkrétnim pripadé je pak k = 3. Je tady patrné, Zze bod A ma mensi

hustotu neZ jeho sousedé.

- --ﬁ_**

Obrazek 2.3.7: Porovnani hustoty bodu A s hustotami jeho sousedi (Zdroj [11])

Dosazitelnou vzdalenost je pak mozné demonstrovat na dalSim Obrdzku 2.3.8. Ten zobrazuje, ze
body B a C maji stejnou dosazitelnou vzdalenost (k = 3), zatimco D neni k-nejblizsi soused bodu

A, a tak bude reachability_distance; (D, A) rovna jeho skutecné vzdalenosti od bodu A.
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Obrazek 2.3.8: Dosazitelna vzdalenost (Zdroj[11])

Pomoci Obrdzku 2.3.8 je také Iépe predstavitelny pojem dosaZitelné vzdalenosti. Ta je dana napfr.
pro body A, C jako reachability_distance, (A, C) = max{k_distance(C),d(A,C)}. Je-li
parametr k = 3, pak i bod C patfi mezi k-nejblizSich sousedd bodu A, a tak je dosaZitelna
vzdalenost rovna vyssi hodnoté, coz je konkrétné vtomto pripadé k_distance(C). Zatimco

dosaZitelna vzdalenost mezi body A a D je brana jako jejich prava vzdalenost d(4, D).

Dale Ize dle [11] definovat tzv. mistni dosaZitelnou hustotu (local reachability density) pozorovani

A jako

=1
INk (A)]

Da se také interpretovat jako prevracena hodnota primérné dosazitelné vzddalenosti bodu A

od jeho sousedu. Jsou-li nalezeny duplicitni hodnoty, mze lrd(A) nabyvat také nekonedna.

Mistni faktor odlehlosti je pak dle [12] definovan jako

Ird(B)
EBENk(A) lT‘d(A) (9)

|Nie (D]

LOF,(4) =

Tento faktor lze také interpretovat jako primér poméru mistni dosaZitelné hustoty sousedl
a mistni dosazitelné hustoty bodu A. Vypoctena hodnota pak udava odlehlost bodu. Pokud je tato
hodnota blizka 1, pak lze fici, Ze mistni dosaZitelné hustoty jsou srovnatelné a pozorovani tak neni
odlehlé. Zatimco prevySuje-li LOF hodnotu 1, detekuje outlier. Hodnota prevysujici 1 je

zpUsobena vyssi hustotou sousedll a naopak nizsi hustotou bodu A.
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2.4 Outliers v regresi

Regresni analyza je velmi vyuZivanym nastrojem pfi zkoumani datovych souborl v praxi, nebot
na zdkladé ziskanych informaci z dat umoZnuje pozorovateli tvofit predikci budouciho vyvoje.
Pravé predikce je nejzadanéjsim vysledkem rlznych statistickych analyz, a je tedy poZadovano,
aby byla co moZna nejpresnéjsi. A pravé mozné odlehlé hodnoty v datech mohou zpusobit volbu

Spatného modelu nebo ,jen” Spatny odhad budoucich hodnot.

Proto je velmi duleZité pred samotnou regresni analyzou posoudit kvalitu dat a to zejména
s ohledem na mozné vlivné body, coz jsou takové body, které mohou vyznamné ovlivnit regresni
analyzu. Takovymi body mohou byt opét spravné hodnoty, které ovsem vybocuji od ostatnich.
Takové body oznacujeme jako body s vysokym vlivem, které je vSak nutné ponechat v datovém
souboru, nebot v sobé ukryvaji dlleZité informace vyvoje dat. Opét vsak mlZe dochazet také

k tzv. hrubym chybdm, at uz chybou lidského faktoru nebo Spatnym nastavenim méfidel.

Specidlné vregresi jsou pak pod pojmem outliers chapdna odlehla pozorovani ve sméru
vysvétlované proménné Y, zatimco odlehla pozorovani ve sméru vysvétlujici proménné X budou

oznacovdna leverage points [19].

Leverage point Outlier

Obrazek 2.4.1: Zobrazeni Outliers a Leverage points

Vregresi se k identifikaci vlivnych bod( pouZivaji miry detekce zalozené na reziduich. Pficemz

existuje nékolik typ( rezidui, kterd jsou vyuZivana.
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2.4.1 Typy rezidui

V dalim textu bude uvaZovan linedrni normalni regresni model Y~N(Xf,02I), pomoci kterého

budou definovany typy rezidui.
e Klasicka rezidua

Pro linedrni normalni regresni model Y~N(XB,a2I) oznaéme e =Y — X[ rezidua vyjadFujici
rozdil mezi naméfenymi hodnotami Y = (y4,¥,,..7,,)T a vyrovnanymi hodnotami ¥ = XTh

odhadnutymi metodou nejmensich ¢tvercd, kde b = (XTX)~1xTY.

Klasicka rezidua Ize tedy vyjadfit jako

e =Y, -7, (10)

Tato rezidua maji nulovou stfedni hodnotu, nekonstantni rozptyl a jsou navzajem zavisla.
e Normovana rezidua

Normovana rezidua lze vyjadrit

e.
e == (11)
s
tedy pomérem klasickych rezidui a odmocnénym odhadem rezidualniho rozptylu, ktery je dan

T
jako s2 = % , kde n je pocet pozorovani a p je pocet sloupci matice X.

Tato rezidua maji opét nulovou stfedni hodnotu, ale jejich rozptyl je var (ei(N)) = (1 — hy), kde

h;; jsou diagonalni prvky projekéni matice H, kterd je dana jako H = X(XTX)~1XT. Normovand

rezidua jsou navzajem zavisla.
e Studentizovana rezidua (jackknife)

Studentizovana rezidua Ize vyjadrit

el = L (12)
l S-pv1—hy
kde s(z_i) je odhad rezidualniho rozptylu bez i tého pozorovani
(¥ = Xb_p) (¥ — Xb_p)
2 = &) (&) (13)

=D~ n—-p-—1
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Pficemz vypocetni tvar s(z_l-) je zalozen na odhadu rezidualniho rozptylu a projekéni matici H [20,

21]
2 2
Tog__ & a2 G
<2 :e ¢ 1_hii:(n PS" Ty (14)
=) n—-p-—1 n—-p—1

V rovnici (13) je vyuZit vyraz b(_i), coz je odhad parametr(i modelu f ziskany na zakladé vSech n

pozorovani bez i-tého, tedy

_ (yT -1,71
by = (XCoXn)  XEoYn (15)

kde X(—;) a Y~ znazornuji matici a vektor bez i-tého pozorovani, tj.

[ X11 X12 T X1p T
X21 X22 Tt Xzp
X—p = |¥i-11 Xi-1z 77 Xi-1p (16)
Xit11 Xit12z 0 Xitip
L Xn1 Xn2 0 Xpp |
_ T
Yy = uyve o Yicw Yier o Yal (17)

Studentizovana jackknife rezidua maji nulovou stfedni hodnotu, jednotkovy rozptyl a jsou
navzajem zdvisld a navic maji Studentovo t-rozdéleni se stupni volnosti v =n —p — 1. A pravé
na zakladé znalosti rozdéleni téchto rezidui lze testovat odlehld pozorovani [26]. Za odlehld Ize

posuzovat takova rezidua, jejichZ absolutni hodnota je vétsi neZ kvantil t-rozdéleni t;_, /2p.

Pro detekci odlehlych hodnot vSak budou vyuZity spiSe miry, k tomu uréené, které vyuziji vyse

definovanych typu rezidui.

2.4.2 Miry detekce vlivnych bodii

Jiz vySe bylo zminéno, Ze pfi detekci odlehlych hodnot v regresi, jsou tyto body oznacovany spise
jako vlivné body, které zaroven mlzeme rozdélit na vlivné body ve sméru osy x (leverage points)
a vlivné body ve sméru osy y (outliers). Stejné tak existuji miry detekujici pravé leverage points

a outliers.
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2.4.2.1 Detekce leverage points pomoci projekcéni matice H
Pro detekci leverage points lze vyuzit projekéni matici, kterou lze ziskat z dat jako H =
X(XTX)"1XT. Nenachazi—-li se v datech 7adné odlehlé hodnoty ve sméru osy x, tedy leverage
points, pak by vSechny diagonaini prvky matice (h;;) mély byt pfiblizné stejné [27]. Je tedy nutné

hledat vybocujici hodnoty na diagonale projekéni matice.

Pro projekéni matici H také plati, Ze jeji stopa odpovida poétu odhadovanych parametri. Plati

tedy

n
tTH=Zhii=p (18)
i=1

Pak by mélo platit, pokud se v datech nenachazi leverage points

hi; = (19)

S

Jako body podezielé z odlehlosti ve sméru osy x, Ize povaZovat pozorovani, pro ktera plati [20, 22]

2
hy > 22 (20)
n

2.4.2.2 Williamsiiv graf

Pro detekci leverage points se vyuZiva také nepfeberné mnozZstvi grafickych metod. V této praci
bude zminéna alespon jedna tato metoda, a to tzv. Williamsiv graf, kde je detekce leverage

points opét zaloZena na diagondlnich hodnotach projekéni matice H [22,23].

Vtomto grafu jsou na ose x znazornény diagonalni prvky projekéni matice a na ose y pak
Studentizovana jackknife rezidua v absolutni hodnoté. V grafu jsou pak uvedeny také mezni linie
pro detekci jak leverage points, tak outliers. A to mezni linie pro outliers, tedy ve sméru osy y:

y = ti_q(n —p), coZ znadi (1 — @)% kvantil Studentova rozdéleni s n — p stupni volnosti a poté

S . y 2
mezni linie pro leverage points, tedy ve sméru osy x: x = f.
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Vysledny graf mize vypadat nasledovné
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Obrazek 2.4.2: Williamsav graf detekce leverage points

V Obrdzku 2.4.2 |ze pak identifikovat leverage points vpravo od mezni hodnoty, tedy svislé pfimky

a nasledné téz outliers nad mezni hodnotou, tedy vodorovnou pfimkou.

2.4.2.3 Cookova vzddlenost
Cookova vzdalenost je ¢asto vyuzivanou metodou pro identifikaci outliers v regresi. Tato metoda

méfi vliv i-tého pozorovani na hodnotu odhadu vektoru S regresniho modelu [27].

Cookova vzdalenost je definovana

_ (P =) (=T (21)

D; 2

Tato vzddlenost udavd zménu rezidudlniho soucdtu ctvercl zplsobenou vypusténim i-tého

pozorovani.

Jinak lIze Cookovu vzdalenost definovat také diky znalosti Studentizovanych jackknife rezidui

a projekcni matice H [22]

D, = & _hu (22)
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Orientacné plati, Ze je-li Cookova vzdalenost D; > 1, lze detekovat i-té pozorovani jako vlivny
bod. Hodnotu D; je vSak moZné porovnavat také s kvantilem Fisherova rozdéleni, a to konkrétné

s kvantilem F, (p,n — p). Outliers jsou tedy identifikovany, jestlize plati D; > F,(p,n — p).

2.4.2.4 Welsch-Kuhova vzddlenost

Tato metoda méfi vliv i-tého pozorovani nejen na hodnotu odhadu vektoru g, ale simultanné také

na odhad parametru o2 [20].

Welsch-Kuhova vzdalenost je tak definovana

WK, = |}’L - }’i(—i)| (23)

5(—i)\/h_u

Stejné tak je mozné tuto vzdalenost definovat pomoci Studentizovanych rezidui

WK, = [e"| (24)

Vysoké hodnoty tohoto kritéria pak opét svéd¢i o vyrazném vlivu i-tého pozorovani. Tyto hodnoty

je dle [25] vhodné srovndvat s mezni hodnotou

2\/% pripadné vhodnéji s 2 | (25)

Tuto metodu lze nalézt téZ pod oznalenim DFFITS, naptiklad ve zdroji [20] ¢i jinych odbornych

materialech.
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3 Numerické experimenty

VysSe uvedené metody identifikace odlehlych pozorovani byly teoreticky popsany, ale pro lepsi
pochopeni je vhodnéjsi vyuzit jednotlivé metody na konkrétnich datech. K tomuto Ucelu tak
budou provedeny numerické experimenty na generovanych datech v programu Matlab
a nasledné také identifikovany odlehlé hodnoty. Provedeni numerickych experimentd by také

mélo pomoci odhalit vyhody a nevyhody jednotlivych metod, které budou pouzity.

3.1 Numerické experimenty jednorozmérnych dat

V této casti budou provedeny numerické experimenty pro jednorozmérna data. Z vySe uvedenych
metod tak pripadaji v vahu parametrické metody: Grubbslv test a Dean-Dixonlv test. Jako

doplrikovd metoda budou vyuzity Boxploty, které graficky znazorni rozlozeni dat souboru.

Obé parametrické metody jsou zaloZzené na predpokladu toho, Ze data pochazi z normdlniho

rozdéleni, a tak je nutné pfi generovdni dat tuto podminku dodrzZet.

3.1.1 Grubbsiyv test

Jak jiz bylo feceno, tento test je vhodny pro vétSi soubory dat. Pro ucely numerickych
experimentl bylo zvoleno nékolik sad dat, kazda o 50 hodnotach. Samozfejmosti je variabilni
pocet hodnot, pocet sad, ale také parametry normalniho rozdéleni, tedy stfedni hodnota

a rozptyl.

Jako prvni konkrétni parametry generovanych dat byly zvoleny sady o 50 hodnotach. Téchto sad
pak 10 pfi jednom kroku generovani. Pro vSechny tyto soubory dat byly zvoleny parametry
normalniho rozdéleni u = 5,02 = 2. Takto generovana data pak byla zdmérné ,poskozena“
nékolika hodnotami, které mohou znazorfiovat hrubé chyby pfi sbéru dat nebo jejich nadsledném
zpracovani. Toto poskozeni bylo provedeno pomoci libovolnych hodnot, které byly pfi¢teny nebo
naopak odecteny od hodnot generovanych z normalniho rozdéleni. Zvoleny byly 4 rGzné hodnoty
pro pricteni, a to 2 kladné a 2 zaporné. Konkrétné byla zvolena poskozeni 8,3, —3,—7. V kazdé
sadé se tak nachazi 4 zdmérné poskozené hodnoty, které by mély byt identifikovany na zakladé

Grubbsova testu pro odlehlé hodnoty.
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Graficky Ize tato generovana data zobrazit pomoci Boxplotl nasledovné:
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Obrazek 3.1.1: Boxploty numerického experimentu pro Grubbsiv test

Na Obrdzku 3.1.1 jsou znazornény medidny jednotlivych soubor(i dat ¢ervenou linii a pozorovani
podezield zodlehlosti pak modrymi kolecky. Z charakteru generovanych dat tak v kazdém
souboru vznikl jiny pocet pfipadné odlehlych hodnot. Dale bude tato grafickd metoda porovnana
s vysledky Grubbsova testu. Na data byla tato metoda aplikovdna opakované, dokud nebyly obé

hodnoty testovacich kritérii T; a T,, vypoctené dle vzorci (1) mensi nez kriticka hodnota T,.

-0,531 -2,453 13,495 -2,793 12,553 -3,877 -2,280 -3,899 -3,158 -3,329
11,800 11,659 -1,661 12,641 -1,092 12,814 12,139 13,204 11,075
9,768 13,849 0,925

Tabulka 3.1.1: Zjisténé outliery generovanych dat Grubbsovym testem

Z Tabulky 3.1.1 je vidét, Ze ze 4 zdmérné poskozenych hodnot test odhalil v nadpolovi¢ni vétsiné
pouze 2. Také Ize fici, Ze v porovnani s vySe zobrazenym grafem, je pravé Grubbs(v test ponékud
flexibilnéjsi, nebot obecné detekuje méné odlehlych hodnot v jednotlivych sadach, nez Boxploty.
Zatimco napftiklad v 5. sadé jsou z grafu znatelné 4 odlehlé hodnoty, Grubbs(v test odhalil pouze
jednu. Ve vétsiné pripad( nebyly odhaleny jako odlehlé hodnoty ty, které byly poskozeny nizsi

hodnotou z dvojice zvolenych pro pficteni (pfipadné odecteni) ke generovanym dattm.
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3.1.2 Dean-Dixonuyv test

Tento test je opét zavisly na predpokladu normalniho rozdéleni, ale na rozdil od Grubbsova testu

je tato metoda urcena spiSe pro mensi rozsahy dat.

Opét bude tvoreno 10 souborl dat vidy s 10 pozorovanimi, coZ je maximalni mozny pocet pro
Dean-Dixon(v test. Stakto malym poctem pozorovani neni mozné pfilis poskozovat hodnoty,
a tak budou poskozena pouze 2 pozorovani, a to opét jedno vice a jedno v mensi mife. Konkrétné

pak pfi¢tenim &isel 8 a 3. Model normalniho rozdéleni byl ponechan s parametry u = 5,02 =

S témito parametry byly ziskany ndsledujici Boxploty
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Obrazek 3.1.2: Boxploty numerického experimentu pro Dean-Dixontv test

A také hodnoty Dean-Dixonova testu, ktery odhalil nasledujici odlehld pozorovani.

- 12,447 - 12,645 - 14,812 13,750 - 14,178 -

Tabulka 3.1.2: Zjisténé outliery generovanych dat Dean-Dixonovym testem
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Z téchto hodnot je patrné, Ze ackoliv byly v souborech dat zamérné poskozeny 2 hodnoty,
v nékterych sadach dat nebyly viilbec detekovany. V pfipadé, Ze byla néjakd hodnota odhalena,
vzdy byla touto hodnotou ta s vys$sim poskozenim. BohuZel se ale také muze stat, Ze poskozenim
souboru dat o 10 pozorovanich dvéma hrubymi chybami, doslo k poruseni predpokladu

normalniho rozdéleni.

Z Cisel ziskanych pfi experimentech Dean-Dixonova testu bylo zjiSténo, Ze metoda funguje
spolehlivé, obsahuji-li data jednu velmi vyrazné odlehlou hodnotu. Toto tvrzeni je moZné dolozit

prikladem, kdy bylo poskozeno vzdy jen jedno pozorovani pfictenim hodnoty 10.
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Obrazek 3.1.3: Boxploty pro Dean-Dixonlv test s jednim poskozenim souboru dat

12,933 14,350 16,750 16,222 14,692 14,377 13,752 12,800 16,160 14,254

Tabulka 3.1.3: Detekované odlehlé hodnoty Dean-Dixonovym testem

Problémem této metody muizZe byt fakt, Ze je zaloZena na podilu vzdalenosti dvou sousednich
hodnot a rozpéti celého souboru dat. Bude-li totiz soubor zdmérné poskozen jednim pozorovanim
odlehlym ve sméru kladnych hodnot a druhym ve sméru zapornych hodnot, navySuje se zminéné
rozpéti souboru, coz zapriCinuje snizovani testové statistiky a nasledné pripadné zamitnuti

hypotézy o odlehlosti hodnot.
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Tato vlastnost mlzZe byt demonstrovana v nasledujicim pfikladu. Bude ponechan model se
stejnymi parametry, tedy 10 souborl hodnot vidy po 10 pozorovanich s predpokladem
normalniho rozdéleni s parametry u = 5,02 = 2. Po$kozeny nyni budou 2 hodnoty, a to pfi¢tenim

¢isla 8 a také jeho odectenim.
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Obrazek 3.1.4: Boxploty pro Dean-Dixonlv test se dvéma poskozenimi

Zatimco Boxploty odhalily odlehlé hodnoty v celkem deviti sadach dat, Dean-Dixonuv test pouze
v poloviné ptipadl. V péti sadach dat tak vyhodnotil hodnoty jako odpovidajici, a tedy Zadné
odlehlé.

-4,118 - -3,507 - -3,144  -2,264 - - - -4,906
14,345 = 14,542 = 12,463 12,093 = = = 11,999

Tabulka 3.1.4: Detekované odlehlé hodnoty Dean-Dixonovym testem

VysSe uvedenymi numerickymi experimenty jednorozmérnych metod, byly zjiStény hlavni vyhody
i nevyhody Grubbsova a Dean-Dixonova testu. Tyto metody detekovani outliers jsou jednodussi
na implementaci algoritmu pro zvolena data. Také Ize fici, Ze nejsou ndroc¢né na statisticky aparat
potfebny k aplikaci metody, nebot jsou zaloZeny na testovaci statistice, kterou je nutné vidy
porovnat s kritickou hodnotou, aby bylo moZzné vzdy pfijmout ¢i zamitnout hypotézu odlehlého

pozorovani.
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Jako hlavni nevyhodu lze chapat predpoklad normalniho rozdéleni. Zvlasté pro Dean-Dixon(v test,
kdy soubor dat obsahuje nejvyse 10 pozorovani, je tézké s jistotou tvrdit, Ze zkoumana data

odpovidaji normalnimu rozdéleni, zvlasté pak, pokud obsahuji odlehlou hodnotu.

Pokud tedy data neodpovidaji normdlnimu rozdéleni, je moziné aplikovat Boxplot, jako
neparametrickou metodu identifikace outliers. Zde je ovSsem zase velmi dlleZité davat pozor
navySe zminéné efekty, které se mohou objevovat v souborech dat, tedy masking effect

a swamping effect v jednorozmérném provedeni.

3.2 Numerické experimenty vicerozmérnych dat

3.2.1 Mahalanobisova vzdalenost

Numerické experimenty Mahalanobisovy vzdalenosti budou provadény na datech pochazejicich
z dvourozmérného normalniho rozdéleni. Tato data jsou nahodné generovdna pomoci
vypocetniho prostiedi Matlab, kde byl vyuzit pfikaz mvnrnd. Tento pfikaz umozifiuje generovat
data dvourozmérného normalniho rozdéleni s predem definovanymi stfednimi hodnotami

a kovarianc¢ni matici.

Pro ucely numerickych experimentll byly zvoleny parametry dvourozmérného normalniho

rozdéleni:

p=24a", I= (1?6 W)

S témito parametry bylo generovano 300 hodnot a ndsledné sedm z nich zdmérné poskozeno,
jako demonstrace hrubych chyb v datech. Poruseny byly dvé hodnoty pouze ve sméru osy x, dvé
hodnoty pouze ve sméru osy y a tfi hodnoty vobou smérech zdroven. Budou-li tato data

zobrazena v grafu, budou Iépe vidét poskozené hodnoty.
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Obrazek 3.2.1: Generovana data spolu s poskozenymi hodnotami

Na Obrdzku 3.2.1 jsou Cervené znadzornéna zamérné poskozend data. Ovsem hned dva tyto body

se vizualné nachazi velmi blizko vétsiné dat a je tak mozné, Ze nebudou hodnoceny jako odlehlé.

PFi posuzovani odlehlosti dat pomoci Mahalanobisovy vzdalenosti byly tyto vzdalenosti vypocteny
pro vSechny body. Pozorovani podezield z odlehlosti jsou pro hodnotitele ta, ktera nabyvaji
nejvyssich ¢isel Mahalanobisovy vzdalenosti. Tyto hodnoty Ize v Matlabu spocitat pomoci prikazu
mahal (X,Y). Pro lepsi nazornost pak mohou byt data vykreslena v barevné skale odstupriované

podle narUstajici Mahalanobisovy vzdalenosti.

+  Data normalniho rozdéleni +  Data narmalniho rozdsleni
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Obrazek 3.2.2: Mahalanobisova vzdalenost generovanych dat (vievo) a poskozenych dat (vpravo)
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V Obrdzku 3.2.2 je vidét, Ze nejvzdalenéjsi hodnotou z generovanych dat (zobrazené na grafu
vlevo) dle Mahalanobisovy vzdalenosti je bod zabarveny rudou barvou v pravém hornim rohu
grafu. Tento bod dosahuje Mahalanobisovy vzdalenosti 12,25 a vzhledem k parametriim
vypoctenym ze vSech dat mohou byt jako outliers hodnoceny i ostatni ¢ervené zabarvené body,

které jsou ve vzdalenosti 10,03 ¢i 9,84.

Zatimco v pfipadé, kdy jsou nékterd pozorovani zdmérné poskozena pfictenim nebo odectenim
hodnot 3 aZ 4, dochazi k vétsim odstuplim hodnot od zbytku dat. Timto konkrétnim poskozenim
souboru doslo k nardstu maximalni hodnoty Mahalanobisovy vzdalenosti na 33,74, coZz odpovida
rudému bodu situovanému vpravo uprostied (graf vpravo). Zde je vidét, Ze hodnoty plvodné
vygenerované se i s Mahalanobisovou vzdalenosti kolem cisla 12 nemusi hodnotit jako odlehlé.
Pomoci této metody tak byly detekovdny vsechny zdmérné poskozené hodnoty kromé jedné.
Budou-li totiz zobrazeny vzdalenosti bez pfi¢tenych poskozujicich hodnot a poté snimi, lze

odhalit, Ze mezi nejvétsimi Mahalanobisovymi vzdalenosti jsou pravé ty, které byly zdmérné

poskozeny. Odhaleny vsak nejsou vsechny.

1 0,283 33,739 12,247 33,739
2 4,063 18,372 10,025 25,688
3 4,610 9,727 9,835 20,925
4 1,232 3,077 8,961 18,372
5 0,970 8,213 8,755 11,351
6 2,026 20,925 8,629 9,727
7 0,387 25,688 8,244 8,213
8 0,129 0,122 7,827 7,983
9 12,247 11,351 7,539 7,407
10 7,214 6,625 7,214 7,042

Tabulka 3.2.1: Mahalanobisovy vzdalenosti prvnich deseti boda

V Tabulce 3.2.1 je zobrazeno prvnich deset bod( a jejich Mahalanobisovy vzdalenosti, pricemz
prvnich sedm bodl bylo zamérné poskozeno. V pravé casti tabulky jsou pak vSechny hodnoty
souboru sefazeny od nejvétsi vzddlenosti. Nyni uZ je pouze na pozorovateli, které hodnoty
na zdkladé Mahalanobisovy vzddlenosti vyhodnoti jako odlehlé. Budou-li jako odlehlé brany
hodnoty prevysujici Cislo 18, obsahuje soubor s upravenymi pozorovanimi 4 odlehlé hodnoty.
Vsechny ¢tyfi hodnoty pak byly zdmérné poskozeny. Z tabulky lze vycist, Ze témito hodnotami byly

prvni, druha, Sesta a sedma.
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Hlavni nevyhodou této metody je absence jakéhokoliv rozhodovaciho kritéria. Je tak vyhradné
na pozorovateli, zda hodnoty podezielé z odlehlosti vyhodnoti jako outliers. Tato metoda je tak
spiSe doplnujici grafickd a bylo by vhodné, doplnit ji pfed rozhodnutim jeSté néjakou jinou, kterd

by potvrdila nebo naopak vyvratila domnénky pozorovatele o odlehlosti.

3.2.2 Metoda KDIST a MeanDIST

Tyto metody vyuZivaji princip k-nejblizSich sousedl, pticemz hlavnim rozdilem mezi nimi je
hodnota vzdalenosti, kterd je ddle vyuzivana. V pfipadé metody KDIST, je dale kazdému bodu
pfitazena hodnota maximalni vzdalenosti z k-nejblizsich sousedld od tohoto bodu. V pfipadé
MeanDIST, je ptifazenou hodnotou pramér vzdalenosti vSech k-nejblizSich sousedl zvoleného
bodu. Pro tyto dvé metody bylo vygenerovdno 10 pozorovani, na kterych bude demonstrovan
princip metod. Tato pozorovani jsou zndzornéna na nasledujicim Obrdzku 3.2.3. Spolu s nimi jsou
na obrazku uvedena poradi, ve kterém byly hodnoty generované, pro lepsi orientaci v naslednych

vypoctech.

»9

*10

*7

*6

Obrazek 3.2.3: Data generovana pro metody KDIST a MeanDIST
Nyni je nutné pro kazdy bod nalézt k-nejblizSich sousedd. V tomto pfipadé bylo zvoleno k = 3. Je
nékolik moznosti, jak méfit vzdalenost mezi body. Vtéto préaci byla zvolena Euklidovska
vzdalenost a nasledné Mahalanobisova. Pomoci obou typl vzdalenosti byly pro kazdy bod urceny

vzdalenosti od 3-nejblizSich sousedl a nasledné vypocteny hodnoty KDIST a MeanDIST.

37



Metody identifikace odlehlych pozorovani

Bc. Zuzana Loudova

V matlabovském programu jsou vyobrazeny sousedé pro kazdy bod. Zde bude pro nazornost
uveden alespon jeden takovy, kde zvoleny bod je oznacen cernym kfizkem a jeho 3-nejblizsi

sousedé pak sedym krouzkem.

1§;

Obrazek 3.2.4: 3-nejblizsi sousedé sedmého bodu (Euklidovska vzdalenost)

V Obrdzku 3.2.4 jsou znazornény 3 nejblizsi sousedé sedmého bodu v poradi pomoci Euklidovské
vzdalenosti. VyuZije-li se vSak Mahalanobisova vzdalenost, dochazi v nékolika pfipadech k nalezeni
odlisnych sousednich bod(. Napfiklad budou-li hledani sousedé opét sedmého bodu v poradi, ale
pomoci Mahalanobisovy vzdalenosti, pfi vyuziti kovarian¢ni matice, pomoci které byla data

generovana, metoda nalezne jiné sousedni body zndzornéné v Obrdzku 3.2.5.

Obrazek 3.2.5: 3-nejblizsi sousedé sedmého bodu (Mahalanobisova vzdalenost)
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Odlisné budou také ziskané hodnoty KDIST a MeanDIST. Ty jsou pro srovnani zobrazeny

v nasledujici Tabulce 3.2.2.

Tabulka 3.2.2: Vypoctené hodnoty KDIST a MeanDIST (Euklidovska i Mahalanobisova vzdalenost)

Na zakladé téchto vzdalenosti byly nasledné vypocteny diference mezi sefazenymi hodnotami,
které jsou dulezité pro vypocet mezni hodnoty, od které se body v souboru dat hodnoti jako
mozné outliers. Pfi vypoctu této mezni hodnoty je velmi dileZita volba parametru t, nebot udava,

jak se zméni mezni hranice v porovnani s maximalni deferenci hodnot KDIST &i MeanDIST.

Metodou KDIST zaloZzenou na hledani soused Euklidovskou vzdalenosti byly pfi volbé parametru
t = 0,5 az 0,7 nalezeny pravé 2 body podezielé z odlehlosti, a to konkrétné body Sest a devét

zobrazené na nasledujicim Obrdzku 3.2.6.

Obrazek 3.2.6: Detekované outliers metodou KDIST (Euklidovska vzdalenost)
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Pravé na Obrdzku 3.2.6 je mozné vidét, Ze mUZe nastat problém s nékterym z efektl. Zaroven zde
nastava situace, kdy vzdalenéjsim bodim byla pridélena podobna hodnota KDIST a bod ¢islo 3

(na Obrdzku 3.2.6 vlevo dole) nebyl vyhodnocen jako odlehly, zatimco blizsi bod ¢islo 6 ano.

Pfi volbé parametru t = 0,75 az 0,95 je metodou nalezen pouze jeden outlier, a to bod cislo 9

zobrazeny na nasledujicim Obrdzku 3.2.7.

Obrazek 3.2.7: Detekované outliers metodou KDIST (Euklidovska vzdalenost)

Metodou MeanDIST zalozenou na hledani sousedl Euklidovskou vzdalenosti bylo pfi volbé

parametru t = 0,7 nalezeno az 5 bodl podezielych z odlehlosti.

Obrazek 3.2.8: Detekované outliers metodou MeanDIST (Euklidovska vzdalenost)
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Pfi volbé parametru t = 0,75 az 0,8 jsou metodou MeanDIST nalezeny outliers Ctyfi, a to tak, Ze

v poradi desaty bod neni detekovan jako odlehly.

Obrazek 3.2.9: Detekované outliers metodou MeanDIST (Euklidovska vzdalenost)

Pfi volbé parametru t = 0,85 az 0,9 jsou metodou nalezeny pouze 2 outliers. Zobrazeny jsou

na nasledujicim Obrdzku 3.2.10.

Obrazek 3.2.10: Detekované outliers metodou MeanDIST (Euklidovska vzdalenost)
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Zatim byly provadény numerické experimenty a detekce outliers metodami KDIST a MeanDIST
za pomoci Euklidovské vzdalenosti, ale jak jiz bylo vySe poznamenano, je moziné vyuZit i jiné
vzdalenosti, jako napfiklad Mahalanobisovu. Rozdily v hodnotach KDIST a MeanDIST u téchto
vzdalenosti jsou zaznamenany jiz v Tabulce 3.2.2. Nyni tak bude tento rozdil zhodnocen také
z hlediska detekovanych odlehlych bodu. JelikoZ je vypocet Mahalanobisovy vzdalenosti zaloZzen
na predem definovanych parametrech mnohorozmérného rozdéleni, bude pro tuto vzdalenost
vyuzita kovarianéni matice, pomoci které byla data generovdna. Budou-li generovana data

barevné zobrazena dle Mahalanobisovy vzdalenosti, bude mozné odhadovat odlehlé body.
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Obrazek 3.2.11: Mahalanobisovy vzdalenosti generovanych dat pro metody KDIST a MeanDIST
Diky Obrdzku 3.2.11 by mohly byt jako odlehlé body hodnoceny body Cislo 1,2,3 a mozna také 9,

coz jsou pozorovani hodnocena jako odlehla odlisné od predchozich, které byly pocitany pomoci

Euklidovské vzdalenosti.

Budou-li nyni na tato data aplikovdany metody detekce outliers KDIST a MeanDIST zalozené
na Mahalanobisovych vzdalenostech, budou ziskdany nasledujici hodnoty bodl podezielych

z odlehlosti. Body jsou zapsany v nasledujici Tabulce podle svého poradi generovani.
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2,89 1,3,6,7

2,89 1,3,6

2,89 1,3
8,9 1,3
8,9 1,3
8,9 1,3
8,9 1,3
8,9 1,3
8,9 1,3

9 3

Tabulka 3.2.3: Detekované outliers metodami KDIST a MeanDIST (Mahalanobisova vzdalenost)

V této tabulce je vidét, Ze kazdd z metod detekovala jiné odlehlé body. Zatimco metodou KDIST
jsou za odlehlé povaZované body v pravé horni ¢asti souboru dat, metoda MeanDIST odhalila
outliers spiSe v levé spodni ¢asti. Tato skutecnost je zobrazena na nasledujicich Obrdzcich 3.2.12

a3.213.

Obrazek 3.2.12: Detekované outliers metodou KDIST, t = 0, 5 aZ 0, 6 (Mahalanobisova vzdalenost)
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Obrazek 3.2.13: Detekované outliers metodou MeanDIST, t = 0, 5 (Mahalanobisova vzdalenost)

V ramci téchto dvou metod je hned nékolik dllezitych volenych parametr(i. Nejprve je velmi
dilezité, jaka vzdalenost bude zvolena pro hledani k-nejblizSich soused(. Rozdil mezi
detekovanymi odlehlymi body v zavislosti na volbé vzdalenosti je patrny vyse. DalsSim dualezitym
parametrem je volba t, protoZe s narUstajici hodnotou muzZe identifikovat mensi mnozstvi
outliers. V neposledni radé je také dllezité, zda pro detekci bude vyuzita metoda KDIST, zaloZena
na vzdalenosti k-nejblizsSiho souseda, nebo metoda MeanDIST, zaloZzena na prliméru vzdalenosti k-

nejblizsich sousedl zvoleného bodu.

Problémem téchto metod je také vyskyt néjakého efektu dat, ktery byl popsdn v teoretické ¢asti
prace (Masking effect, Swamping effect). U generovanych dat pro tyto metody nelze s jistotou
vyloucit pritomnost néjakého tohoto efektu, také z divodu malého poctu generovanych dat.
Proto budou metody aplikovany na vétsi soubor dat generovany z dvourozmérného normalniho

rozdéleni s parametry
1 1,3
— T — ’
p=023)", z‘(1,3 5)-

Generovano je celkem 400 hodnot, které je mozné znazornit v nasledujicim Obrdzku 3.2.14,

udavajici také Mahalanobisovy vzdalenosti vSech bodu.
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Obrazek 3.2.14: Mahalanobisovy vzdalenosti generovanych dat pro metody KDIST a MeanDIST
Z tohoto obrazku by mohlo byt identifikovdno pfiblizné 6 odlehlych hodnot. Nyni budou na tato
data aplikovany metody KDIST a MeanDIST. Nejdtive zaloZzené na hledani 5-nejblizsich sousedu

pomoci Mahalanobisovy vzdalenosti a nasledné pomoci Euklidovské vzdalenosti.

Zatimco metoda KDIST (Mahalanobisova vzdalenost) odhalila rlizny pocet outliers v zavislosti
na volbé parametru t, metoda MeanDIST detekovala pro vSsechny hodnoty parametru t vidy jen

jeden odlehly bod.

10 T T T T T T T

Obrazek 3.2.15: Detekované outliers metodou KDIST, t = 0, 5 (Mahalanobisova vzdalenost)
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Pocet detekovanych outliers v zavislosti na volbé parametru t metodou KDIST je zapsan
v nasledujici Tabulce 3.2.4.

7

6 6 6 6 5 4 4 3 2

Tabulka 3.2.4: Pocet detekovanych outliers metodou KDIST (Mahalanobisova vzdalenost)

Pfi volbé parametru t = 0,9 jsou tak detekované 3 odlehlé hodnoty zobrazené na nasledujicim

Obradzku 3.2.16.

N
-
o=
-
[
w
=N
m
3]

Obrazek 3.2.16: Detekované outliers metodou KDIST, t = 0, 9 (Mahalanobisova vzdalenost)

Jak jiz bylo zminéno vyse, metodou MeanDIST byl jako odlehly identifikovan pouze jediny bod,
a to bez ohledu na zménu voleného parametru t.

10 T T T T T T T

Obrazek 3.2.17: Detekovany outlier metodou MeanDIST (Mahalanobisova vzdalenost)
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Vyuzitim Euklidovské vzdalenosti namisto Mahalanobisovy se zméni predevsim pocet
detekovanych outliers metodou KDIST, kde pro voleny parametr t = 0,5 pripadné 0,55 jsou

identifikovdny 2 odlehlé body zobrazené v nasledujicim Obrdzku 3.2.18.

10 T T T T T T T

Obrazek 3.2.18: Detekované outliers metodou KDIST, t = 0, 5 (Euklidovska vzdalenost)

Volbou parametru t vyssi nez 0,55 je ziskan pouze jeden odlehly bod, a to ten, ktery se

na Obrdzku 3.2.18 nachazi v levém dolni rohu.

Metodou MeanDIST, kterd hledd sousedy jednotlivych bodl pomoci Euklidovskych vzdalenosti,
jsou ziskany dva odlehlé body bez ohledu na volbu parametru t. TakZe pro kaZdou volbu
parametru t v rozmezi 0,50 az 0,95 jsou nalezeny odlehlé body totozné s metodou KDIST, t = 0,5,

jejiz outliers jsou znazornény v Obrdzku 3.2.18.

Bude-li v zavéru numerickych experimentll metod KDIST a MeanDIST jesté vyuzita graficka
metoda bagplot, budou ziskany dva odlehlé body. Vysledny bagplot je zobrazeny na nasledujicim
Obrdzku 3.2.19. Nejen diky tomuto bagplotu lze konstatovat, Ze bod v pravém hornim rohu
souboru dat mlze byt odlehlym bodem, a tak by bylo vhodné dlikladné zvazit, zda hodnotu
ponechat k dalSimu analyzovani nebo ji radéji vyloucit ze souboru, aby neskreslovala pfipadné

vysledky statistickych analyz.
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-

Obrazek 3.2.19: Bagplot generovanych dat pro metody KDIST a MeanDIST

Velkou vyhodou metod KDIST a MeanDIST je fakt, Ze jsou to metody neparametrické a je tedy
mozné vyuzit jejich aparat na jakakoliv dvourozmérna data, kde neni pfitomen Zadny nezadouci
efekt. Také je mozné libovolné ménit pocet nejblizSich sousedl, pomoci kterych budou potfebné
hodnoty pocitany. Stejné tak je zcela na pozorovateli volba typu vzdalenosti mezi sousednimi

body.

AvSak metody maji také nevyhody. Jedna z nich spociva v jiz zminéném problému, kdy ze dvou
blizkych hodnot byla jako outlier detekovdna pouze jedna, zatimco druhd ne. Tento jev lze
pozorovat napfiklad na Obrdzku 3.2.6 nebo 3.2.18. Toto je zplsobeno malou diferenci podobné
vzdalenych bodd, ¢imZ jeden z nich neni odhalen. Vhodné by proto bylo jiz detekované outliers

vyradit ze souboru dat a zvolenou metodu aplikovat opakované.

Dalsi nevyhodou se stava volba parametru t, na kterém zdavisi pocet detekovanych odlehlych

hodnot. Je tak velmi tézké tento parametr zvolit vhodné.
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3.2.3 Local outlier factor

Tato metoda je zaloZenad na porovnavani hustoty sousedl v okoli jednotlivych bodu, pricemz
odlehlymi hodnotami jsou ty, jejichz hustota sousedU je nizsi nez ostatnich dat. Hustota bodu je

pak posuzovana pomoci k-nejblizsich sousedd.

Pro ucéely numerickych experimentd byl zvolen soubor dat o velikosti deseti pozorovani,
na kterych bude demonstrovan princip metody. Tato pozorovani jsou zobrazena v Obrdzku 3.2.20

a zaroven jsou ocislovana pro lepsi orientaci v nasledujicich vypoctech.
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Obrazek 3.2.20: Data pro detekci outliers metodou LOF

JelikoZ se jedna o metodu zaloZenou na hustoté sousedu jednotlivych pozorovani, Ize oéekavat, Ze
pfipadné odlehlé hodnoty se budou vyskytovat na okraji souboru dat. Aby vSak mohlo byt
rozhodnuto na zakladé metody LOF, je nutné nejdfive zjistit k-nejblizsi sousedy jednotlivych bodi
a jejich vzdalenosti. V praci byl zvolen parametr k = 3. Budou tak hledani vidy 3 sousedé
jednotlivych pozorovani. Pro lepsi nazornost bude ukazan zvoleny bod ze souboru pozorovani
a jeho 3 nejblizsi sousedé. Tento bod je znacen cernym kfizkem a jeho sousedé jsou pak v Sedém

kruhu. Vzdalenost mezi nimi byla pocitdna v programu Matlab jako Euklidovska vzdalenost.
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Nyni je potfeba ziskat vzdalenosti k_distance jednotlivych bodu, které odpovidaji vzdalenosti

bodu a jeho 3-nejblizsiho souseda. Tyto vzdalenosti jsou uvedeny v nasledujici Tabulce 3.2.5.

1,342 0,640 0,583 0,447 0,583 0,447 0,510 0,608 0,566 1,082

Tabulka 3.2.5: Tabulka k-distance jednotlivych bodut
Jiz z této tabulky je vidét, Ze pravé prvni a desaté pozorovani jsou vzdalenéjsi od svého tretiho
souseda vice nezli ostatni. Kidentifikaci outliers to vSak nestaci, a tak nasledujicim krokem
v metodé LOF bude vypolet tzv. dosaZitelné vzddlenosti reachability_distance, (A, B) dle
vzorce (7). Jednoduse feceno, kazdé dvojici bodl bude pfifazena dosazitelnd vzdalenost tak, ze
budou opét vypocteny Euklidovské vzdalenosti mezi jednotlivymi body a nasledné porovnany dle
vzorce (7) s pfislusnou k_distance vzdalenosti. Jako reachability_distance; (A, B) pak bude
urcena ta vyssi hodnota. Presné hodnoty dosazitelnych vzdalenosti |ze najit v Priloze 3. této prace.
Je také treba mit na paméti, Ze tyto vzddalenosti nejsou symetrické, a tak plati, Ze

reachability_distancey (A, B) # reachability_distance, (B, A).

Dalsim krokem metody LOF je vypocet tzv. mistni dosaZitelné hustoty (Ird), kterd vyZaduje
dosazZitelné vzdalenosti vsech sousedl zvoleného bodu. Hodnoty Ird vypoctené dle vzorce (8)
budou uvedeny v nasledujici Tabulce 3.2.6, pficemz | Ny (A)| je rovna Cislu 3, nebot byli hledani tfi

sousedé kazdého bodu.
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0,833 1,796 1,796 1,796 1,859 1,948 1,851 1,782 1,782 1,150

Tabulka 3.2.6: Tabulka mistnich dosazZitelnych hustot jednotlivych bodt

Z Tabulky 3.2.6 vsak zatim o odlehlosti pozorovani nelze nic urcitého fici. Je tak nutné provést
posledni krok metody, a to za pomoci mistnich dosaZitelnych hustot vypocitat konecny mistni

faktor odlehlosti (LOF) dle vzorce (9).

. 2,155 1,028 1,028 1,028 1,003 0,942 0,993 1,044 1,044 1,569

Tabulka 3.2.7: Vysledné hodnoty mistniho faktoru odlehlosti (LOF)

Jak jiz bylo zminéno v teoretické ¢asti prace, pokud je hodnota LOF blizka cislu 1, Ize Fici, Ze mistni
dosazitelné hustoty bodu a jeho sousedi je srovnatelné a pozorovani tak neni odlehlé. Zatimco
prevysuje-li LOF hodnotu 1, Ize detekovat outlier, nebot &islo prevysujici jedni¢ku je zpGsobeno
vySsi hustotou soused( oproti hustoté zkoumaného bodu. Zde by tak mohla byt identifikovana
pozorovani 1 a 10 jako odlehla. Tento zavér by mohl odpovidat také vizualnimu rozloZeni bodd,

které bylo zobrazeno napfiklad v Obrdzku 3.2.20.

Nyni bude proveden experiment s vétSim poctem dat, coZ je reprezentovano 300 pozorovanimi.

Jedna se o ndhodné generovana data z dvourozmérného normalniho rozdéleni, opét s parametry

— T —
H= (2, 4) ’ X= (1,6 4

které Ize zobrazit v nasledujicim Obrdzku 3.2.22.
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Obrazek 3.2.22: Vétsi pocet dat pro identifikaci outliers metodou LOF
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S vétsim poctem dat bude navySen také pocet soused( hledaného bodu. Misto tfi nejblizsich
sousedu jich nyni bude hledano pét. Ve vsech dalSich vypoctech tak bude k = 5. Po aplikaci
nezbytnych krokd metody LOF, vypoctu k_distance vzdalenosti, které nyni odpovidaji vzdalenosti
zkoumaného bodu a jeho patého souseda, ¢i vypoctu dosazitelnych vzdalenosti a mistnich
dosazitelnych hustot budou ziskany také hodnoty mistniho faktoru odlehlosti kazdého pozorovani.

Tyto hodnoty je mozné nalézt v Priloze 4. této prace.

Jako outliers Ize v3ak hodnotit pouze ta pozorovani, jejichz LOF prevysuje Cislo 1. Jako hranici
identifikace outliers byla zvolena hodnota 1,5. OvSem zaleZi pouze na pozorovateli, jak hranici
stanovi. Tato podminka v tomto pfipadé znamenad, Ze bylo nalezeno 17 potencidlné odlehlych

hodnot zobrazenych nize spolu s jejich LOF hodnotami.

2,399 1,917 1,545 2,247 1,503 1,581 1,812 1,524 1,992

1,737 1,832 1,959 1,569 1,508 1,663 1,711 1,773

Tabulka 3.2.8: Outliers spolu s jejich LOF hodnotami pfevysujicimi zvolenou hranici

Graficky znazornéné generované hodnoty spolu s hodnotami podezielymi z odlehlosti dle metody

LOF je moZné znazornit ndsledovné.
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Obrazek 3.2.23: Generovana data spolu s hodnotami podezielymi z odlehlosti

V Obrdzku 3.2.23 jsou hodnoty podezrelé z odlehlosti zndzornény ¢ervené. Ovsem pfi posuzovani
odlehlosti hodnot velmi zaleZi na volbé hranice, ktera udava rozdil mezi outliers a neodlehlymi

hodnotami. Stejné tak je ovsem duleZité vyvarovat se jiz zminénym efektim mnohorozmérnych
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v

dat (Masking effect a Swamping effect). Bude-li zvolena ,ptisnéjsi“ hranice detekce outliers,
napfiklad 1,3, bude ziskano vice odlehlych hodnot, a to konkrétné 32. Tato situace je nazorné

zobrazena v nasledujicim Obrdzku 3.2.24.
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Obrazek 3.2.24: Identifikované outliers dle LOF s nizsi hranici
V této metodé je tedy opravdu velmi dilezita volba hrani¢ni hodnoty pro detekci outliers, kterou
pozorovatel pouzije. Z tohoto divodu budou nyni v Obrdzku 3.2.8 znazornény pocty detekovanych

odlehlych hodnot pro zkoumany soubor dat a rtizné volby hrani¢nich bodi metody LOF.
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Pocet detekovanych outliers

10

12 1.4 16 1.8 2 22 2.4 26
Hraniéni hodnoty pro LOF

Obrazek 3.2.25: Poéty detekovanych odlehlych hodnot pfi riizné hranici uréeni outliers
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Rozdil mezi volenymi hrani¢nimi body je vidy 0,05. Takto voleny interval mezi jednotlivymi
hodnotami pro metodu LOF naznacuje exponencialni pokles poctu detekovanych odlehlych
hodnot. Zatimco volba hranié¢ni hodnoty pozorovatelem 1,2 udava pocet detekovanych outliers 43
a drobnd zména na hraniéni hodnotu 1,25 pak o 8 odlehlych hodnot méné, volba hranice vyssi nez

2 detekuje maximadlné dvé odlehlé hodnoty.

Density-based metoda LOF je velmi citlivd na volbu hrani¢ni hodnoty detekce outliers, jak jiz bylo
zminéno, a také na drobné oddéleni shluku dat od celého souboru, coz mize byt vidét napfiklad
také v Obrdzku 3.2.24 vlevé spodni c¢asti, kde se nachazi detekovany outlier uprostied
»spravnych” hodnot. Bude-li tato metoda zaloZend na porovnani hustot sousedl jednotlivych
bodd doplnéna grafickou metodou Mahalanobisovy vzdalenosti definované v kapitole 2.3.1, lze

vyloucit tato pozorovani z mnoziny outliers.
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Obrazek 3.2.26: Mahalanobisovy vzdalenosti v datovém souboru

Ovsem pomoci Mahalanobisovych vzdalenosti bude detekovdno mnohem méné odlehlych
hodnot, a tak je opét na pozorovateli, aby pokud mozno zkontroloval ptipadné chyby v souboru
dat a nasledné rozhodl, zda jsou hodnoty spravné ¢i chybné. DllezZitym rozhodnutim pak zlstava,
zda tyto hodnoty podezielé z odlehlosti v souboru dat ponechd, nebo je naopak ze souboru

vyradi.
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Rozdilnych vysledkll Ize dosahnou také v pfipadé, Ze misto Euklidovské vzdalenosti pti hledani k-
nejblizsich sousedll bude vyuZita vzdalenost Mahalanobisova. Napfiklad pfi volbé mezni hranice
detekce outliers 1,7 jsou jako odlehlé hodnoty identifikované nasledujici, zobrazené

v Obrdzku 3.2.27.
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Obrazek 3.2.27: Identifikované outliers metodou LOF (Mahalanobisova vzdalenost)

s_

Pfi volbé Mahalanobisovy vzdalenosti jako nastroje pro odhaleni k-nejblizsich sousedd, dochazi
k exponencidlnimu poklesu detekovanych odlehlych hodnot s narlistem mezni hranice identifikace
outliers rychleji nez v pfipadé Euklidovské vzdalenosti. Toto je moZné dolozZit nasledujici

hodnotami.
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Obrazek 3.2.28: Pocty detekovanych outliers metodou LOF (Mahalanobisova vdalenost)
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Opét je mozné porovnat detekované odlehlé hodnoty metodou LOF jesté s grafickou metodou,
a to bagplotem, ktery oviem identifikuje pouze jediny outlier a samoziejmé nezohledruje hustotu

sousednich bodu.

10F

Obrazek 3.2.29: Bagplot generovanych dat pro metodu LOF

Nevyhodou této metody muiZe byt opét volba hranice, kdy jsou detekovany odlehlé hodnoty,
nebot drobnou zménou této hranice je detekovén jiny pocet outliers. Dalsi vlastnosti metody je
velka citlivost na efekty dat. Jen trochu vétsi vzdalenost bodd od vétsiho shluku dat zapficinuje

mensi hustotu téchto bodU a nasledné tedy jejich detekci jako outliers.

3.3 Numerické experimenty detekce vlivnych bodii v regresi

Data ve formé Casové fady se v praxi nejcastéji vyuzivaji k predikci budouciho vyvoje zkoumaného
faktoru. Zde je proto velmi dllezité odhalit mozné vlivné body, které by vyznamné zkreslily

vysledky dalsich statistickych postupl a vedly by tak k chybnym predikcim budoucich hodnot.

Jak jiz bylo vysvétleno v teoretické ¢asti, vlivné body se v regresi rozdéluji na leverage points (body
odlehlé ve sméru osy x) a outliers (body odlehlé ve sméru osy y). Tyto odlehlé hodnoty je pak
mozné odhalit pomoci projekéni matice H, Williamsova grafu, Cookovy vzdalenosti ¢i Welsch-

Kuhovy vzdalenosti.

Pro ucely numerickych experiment, kde budou popsany vSechny tyto metody, jsou vygenerovana

data znazornujici ¢asovou fadu slinedrnim trendem. Tato pozorovani jsou ddna regresnim
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modelem vetvaru Y = Sy + ;X + ¢, kde koeficienty Sy, 1 byly zvoleny konkrétné ve tvaru
Bo =1, =0,7 a € reprezentuje nahodnou chybu modelu a bude tak generovdno pomoci
normovaného normalniho rozdéleni. Pomoci takto zvolenych parametrd jsou vygenerovana data

zobrazenad na nasledujicim Obrdzku 3.3.1.

Obrazek 3.3.1: Data generovana dle regresniho modelu
Aby mohly byt detekovany vlivné body, budou do tohoto souboru dat zamérné zafazeny odlehlé
hodnoty, které mohou ovliviiovat regresni pfimku. Zvolené vlivné body jsou zobrazeny

v nasledujicim Obrdzku 3.3.2.
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Obrazek 3.3.2: Generovana data spolu se zvolenymi vlivnymi body
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Kazdy jednotlivy bod, ktery byl zvolen jako vybocujici, ovliviiuje také regresni pfimku dat
plvodnich, vygenerovanych podle zvoleného regresniho modelu. Tyto regresni pfimky byly
vypoéteny pomoci programu Matlab a jeho funkci polyfit a polyval. Zndzornény budou

na nasledujicich Obrdzcich 3.3.3, 3.3.4, 3.3.5, 3.3.6 a 3.3.7.
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16 #  Qutlier 4
Regresni pfimka dat %
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Obrazek 3.3.3: Regresni pfimky dat a dat s vlivnym bodem
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Obrazek 3.3.4:Regresni pfimky dat a dat s vlivnym bodem
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Obrazek 3.3.5: Regresni pfimky dat a dat s vlivnym bodem
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Obrazek 3.3.6: Regresni pfimky dat a dat s vlivnym bodem
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Obrazek 3.3.7: Regresni pfimky dat a dat s vlivnym bodem
Nasledné budou zobrazeny vsSechny zvolené vlivné body spolu s generovanymi daty a jejich
regresnimi prfimkami. Regresni pfimka zohlednujici vSechny zamérné vlivné body je znazornéna

¢ernou barvou na Obrdzku 3.3.8.
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Obrazek 3.3.8: Vsechny zamérné vlivné body a regresni pfimka
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Tato grafickd zobrazeni je vhodné doloZit konkrétnimi zménami parametrl jednotlivych
regresnich pfimek. Plvodni data byla generovana dle regresniho modeluY =1+ 0,7 - X + ¢, kde
€ reprezentuje ndhodnou chybu modelu odpovidajici normovanému normalnimu rozdéleni, tedy
e~ N(0,1) a generovano bylo celkem 100 hodnot. Koeficienty regresnich pfimek jsou dolozeny

v nasledujici Tabulce 3.3.1.

Tabulka 3.3.1: Koeficienty regresnich pfimek generovanych dat s rtiznymi vlivnymi body

Diky koeficientim zobrazenym v Tabulce 3.3.1 Ize konstatovat, Ze napfriklad svétle modry bod,
graficky vyobrazen také v Obrdzku 3.3.5, neni pfilis vlivnym bodem, nebot respektuje trend
generovanych dat bez jakychkoliv outliers. Naopak nejvétsi zména regresni pfimky nastdva pfi

kombinaci vSech zamérné zvolenych vlivnych bodd.

Toto vSak neni Zadnd metoda detekce vlivhych bod(, aby mohlo byt feceno, ktery zamérné
zvoleny bod mimo generovana data je odlehly, at uZ outlier ¢i leverage point. Pravé proto budou
nyni aplikovany metody detekce vlivnych bod( v regresi, které byly popsané v teoretické ¢asti

prace.

3.3.1 Williamsiiv graf

Tato metoda graficky zobrazuje zavislost Studentizovanych jackknife rezidui na diagonalnich
hodnotach projekéni matice H. Pro generovand data dle zvoleného regresniho modelu je
WilliamsUv graf zobrazen v nasledujicim Obrdzku 3.3.9, ze kterého Ize identifikovat vlivné body ve
sméru osy y, ackoli nebyly zamérné zvoleny a jsou tak vysledkem samotného generovani

a ndhodné chyby modelu.
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0.06

Obrazek 3.3.9: Williamsav graf generovanych hodnot dle regresniho modelu

Takovychto vlivnych bodl ve sméru osy y bylo v datech nalezeno pomoci Williamsova grafu

hned 8. Budou-li tyto outliers zobrazeny v pivodnim datovém souboru, bude prehlednéji vidét

vliv téchto bod( ve sméru osy y.
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Obrazek 3.3.10: Data pro regresi s outliers podle Williamsova grafu
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Budou-li dale pfidany jednotlivé zamérné vlivné body, zobrazené také v Obrdzku 3.3.2, budou

ziskany Williamsovy grafy.
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Obrazek 3.3.11: Williamsav graf s prvnim zvolenym (¢ervenym) bodem

Timto pfidanym zdmérné vlivnym bodem se mimo jiné také posunula mez detekce outliers, a tak

byly identifikovany Ctyfi outliers generovanych dat a samozifejmé bod zamérné odlehly.
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Obrazek 3.3.12: Williamsav graf s druhym zvolenym (oranZovym) bodem

63



Metody identifikace odlehlych pozorovani

Bc. Zuzana Loudova

Z Obrdzku 3.3.12 je patrné, zZe druhy zvoleny bod je vlivnym bodem ve sméru osy x a zdroven také

ve sméru osy y. Toto lze pozorovat také na Obrdzku 3.3.4, kde je tento bod zobrazen s celym

souborem generovanych hodnot.

studentizovana e

35

25

1 1 1 1
0.0 0.02 0.03 0.04

h

1
0.058 0.06

Obrazek 3.3.13: Williamsav graf se tfetim zvolenym (svétle modrym) bodem

Tento bod je charakteristicky tim, Ze respektuje trend zvoleného regresniho modelu, a tak neni

detekovan jako outlier, ale pouze jako leverage point, tedy vybocujici ve sméru osy x od zbylych

dat.
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Obrazek 3.3.14: Williamsuv graf se ¢tvrtym zvolenym (fialovym) bodem
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Obrazek 3.3.15: Williamsutv graf s patym zvolenym (zelenym) bodem
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Obrazek 3.3.16: Williamsuav graf se vSemi zvolenymi body
Diky Obrdzku 3.3.16 Ize identifikovat vSech 5 zamérné zvolenych vlivnych bodl, konkrétné pak tfi
outliers, jeden leverage point a jeden outlier a zaroven leverage point. Toto tvrzeni je mozné
dolozit také Obrdzkem 3.3.2, kde jsou zobrazeny vlivné body, a to dva odlehlé body ve sméru

osy X a Ctyti odlehlé body ve sméru osy y.
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3.3.2 Detekce leverage points pomoci projekéni matice H

Nyni pljde o to, detekovat pouze leverage points, tedy body odlehlé ve sméru osy x. Z predeslych
Williamsovych grafl aplikovanych na tataz data lze predpokladat, Ze budou odhaleny dva leverage

points, které byly zbarveny svétle modrou a oranZovou barvou.

Leverage points jsou pomoci této metody detekovany diky projekéni matici H = X(XTX)~1XT
a jejich diagonalnich prvkd. V programu Matlab Ize tyto hodnoty ziskat pfikazem regstats, kde se

pravé diagonalni prvky projekéni matice skryvaji pod pojmenovanim leverage.

Tato metoda detekce vlivnych bod({ ve sméru osy x uddva, Ze za leverage point lze povaZovat
takovy bod, jehoz hodnota diagonalniho prvku v projekéni matici prevySuje pomér stopy matice H
vyndasobeny dvéma a poctu hodnot v souboru dat, tedy pokud plati h;; > %p. Timto zplsobem byly
detekovany dva leverage points presné dle predpokladl, a to druhy (oranZovy) a treti (svétle

modry) bod. Toto tvrzeni lze doloZit konkrétnimi hodnotami uvedenymi v nasledujici

Tabulce 3.3.2.

0,018 0,040 0,049 0,013 0,014
0,038 0,038 0,038 0,038 0,038
- ano ano - -

Tabulka 3.3.2: Hodnoty detekujici leverage points

3.3.3 Cookova vzdalenost a Welsch-Kuhova vzdalenost

Obé tyto vzdalenosti pomdhaji pozorovateli detekovat outliers, tedy vlivné body ve sméru osy vy.
Stejné tak jsou obé metody zaloZené na Studentizovanych jackknife reziduich. Rozdilem je, ze
Cookova vzdalenost méfi vliv i-tého pozorovdni na hodnotu odhadu vektoru f regresniho
modelu, zatimco Welsch-Kuhova vzdalenost méfi vliv i-tého pozorovani nejen na hodnotu odhadu
vektoru 3, ale simultanné také na odhad parametru a2. V programu Matlab lze opét tyto hodnoty
ziskat prikazem regstats, kde se pravé Cookova vzdalenost i-tého pozorovani skryva

pod pojmenovanim cookd a Welsch-Kuhova vzdalenost i-tého pozorovani pod pojmenovanim

dffits.

JelikoZ jsou obé metody zalozené na Studentizovanych jackknife reziduich a jejich velikostech,
budou na nasledujicim Obrdzku 3.3.17 zobrazena pravé Studentizovana rezidua vygenerovaného
souboru dat pomoci zvoleného regresniho modelu. Dale jsou pak ¢ervené oznacena rezidua, ktera

byla pomoci Cookovy vzdalenosti detekovana jako rezidua hodnot podezielych z odlehlosti. Tedy
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takovd rezidua, jejichz pomoci byla vypoctena hodnota Cookovy vzdalenosti vétsi nez kvantil
E,(p,n—p). Vtomto konkrétnim ptipadé byly vzdalenosti porovnavany s kvantilem
Fo,05(2;98) = 0,0513. Tuto mez v zakladnim generovaném souboru prekrocilo pét Cookovych

vzdalenosti.

studentizovana jackknife rezidua
o
1

0 10 20 30 40 50 60 70 80 90 100

Obrazek 3.3.17: Studentizovana jackknife rezidua generovaného souboru dat (Cookova vzdalenost)

Dle Cookovy vzdalenosti jsou tak jako outliers podezielé nasledujici body.
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Obrazek 3.3.18: Detekované outliers pomoci Cookovy vzdalenosti
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Bude-li na stejnych datech vyuzita misto Cookovy vzdalenosti Welsch-Kuhova vzdalenost, odhali

se vice outliers, a to stejné body jako v predeslém pripadé plus dalsi tfi.
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Obrazek 3.3.20: Detekované outliers pomoci Welsch-Kuhovy vzdalenosti
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Pomoci obou vzdalenosti, Cookovy i Welsch-Kuhovy, byly dale detekovany outliers v souborech
dat vZdy s jednim zamérné vloZzenym vlivnym bodem a na zavér také v kombinaci vSech takto
zvolenych pozorovani spolu s generovanymi daty. Ziskané vysledky jsou zapsany v nasledujici
Tabulce 3.3.3, kde Cisla detekovanych outliers urcuji poradi vlivného bodu v souboru dat. Pricem?

v zakladnim souboru se nachazi 100 pozorovani. Dale je vidy zamérné vloZen jeden vlivhy bod

a na zaveér jsou vyuzity vSechny tyto body, které je mozné nazorné vidét opét v Obrdzku 3.3.2.

3;9;10; 3;9;94,; a.an. 3;9;10; a. 3;9;94; 101;102;
12,94 01 IO ppge 3FOL g 1045105
ff;i{;i{ 3,9,94;  3;9,12,94; ff;i{;g‘, 3,912, 39,94  101;102;
w0 101 | 94101 101 104,105

Tabulka 3.3.3: Detekové outliers pomoci Cookovy a Welsch-Kuhovy vzdalenosti

Z téchto hodnot je patrné, Ze obé metody detekce vlivnych bodd odhalily podobnd pozorovani.
Pomoci Cookovy vzdalenosti bylo sice detekovano méné bodd, ale pro obé metody plati, Ze
v pfipadé souboru generovanych dat bez ptfidani jakéhokoliv zamérné vlivného bodu dochazi
k odhaleni stejnych pozorovani jako v pfipadé, kdy je k souboru ptipojen svétle modry bod, ktery
respektuje trend zvoleného regresniho modelu a neni tak vlivnym bodem, ale pouze vybocujicim.
V dalSich ¢tyfech moznostech, kdy byl k zdkladnimu souboru dat pfidélen vidy jeden zamérné

vlivny bod, doslo k identifikaci taktéZ pravé tohoto bodu, a to pomoci obou metod.

V pfipadé generovanych dat spolu se viemi zamérné zvolenymi body, byly pomoci obou metod
detekovany pravé ctyfi outliers. Mezi zdmérné zvolenymi body chybi pozorovani v poradi 103,
které vsak respektuje trend regresniho modelu, a tak neni identifikovano jako vlivny bod. Toto
tvrzeni lze opét dolozit grafy Studentizovanych jackknife rezidui spolu s oznacenymi rezidui

hodnot, které jsou podezielé z odlehlosti.
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Obrazek 3.3.21: Studentizovana jackknife rezidua generovaného souboru dat se vSemi zamérné zvolenymi vlivnymi
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Obrazek 3.3.22: Detekované outliers celého souboru dat se vSemi zamérné zvolenymi vlivnymi body
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4 Realna data

Detekce odlehlych pozorovani ma Siroké vyuZiti i v praxi, kdy je nutné hledat z néjakého divodu
vybocujici hodnoty od béznych a rozhodnout, zda jsou to hodnoty chybné nebo naopak extrémni,

které mohou udavat zménu zkoumaného faktoru.

Casto se detekce odlehlych hodnot vyuZivd také v pojistovnictvi, bankovnictvi nebo lékafstvi

¢i jinych oborech, kde pomdaha odhalovat podvodna jednani klientl nebo odlisné reakce na lécbu.

Pro ucely této diplomové prace byla vyuZita data, kterd uddvaji poruchovost stroju v zavislosti
na vlhkosti nebo teploté v pribéhu doby zkusebniho provozu. Ziskana byla z vysledné prace
smluvniho vyzkumu NTIS za rok 2014, ktery je veden pod cislem zakazky 52 9181. Tento smluvni
vyzkum byl realizovdan na katedie matematiky, Fakulty aplikovanych véd na Zapadoceské
univerzité. K dispozici je 4861 zaznam(, které obsahuji ¢as kontroly soucasné s naméfrenou
teplotou a vlhkosti. Nasledné je kazda tato kontrola doplnéna informaci, zda byla zjiSténa porucha

stroje, pripadné jakého druhu porucha byla. Poruchy jsou oznaceny nasledujicim zplsobem:

e Ok — pfi kontrole nebyla nalezena zadna porucha (oznaceni 0%)

e Skiip — technologie zarucujici nizky tepelny odpor a stdlost pfi tepelném cyklovani
(oznaceni 1)

e Ridici karta (oznaceni 2)

e Trakéni motor (oznaceni 3)

e Cerpadlo (oznaceni 4)

e Odpornik (oznaceni 5)

e Pomocny pohon (oznaceni 6)

Bez jakékoliv poruchy se v souboru dat nachazi celkem 4774 zaznam, zatimco s poruchami pak
87. Detekce odlehlych hodnot mzZe byt uplatnéna jak pro jednorozmérna data teplot (pro
hodnoty bez poruch a hodnoty s poruchami) a vihkosti, tak pro vicerozmérna data poruchovosti

pfi zavislosti na obou zvolenych parametrech, tedy vihkosti a teploté.

Jako prvni budou zkoumdny data pomoci jednorozmérnych metod detekce outliers. JelikoZ

hodnoty jednotlivych skupin neodpovidaji normalnimu rozdéleni, nelze vyuzit metody typu

! Oznadeni uvedené vidy za konkrétnim typem poruchy slou#i korientaci ve vypoétech

v programu Matlab.
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Grubbslv test ¢i Dean-Dixonlv test, které pravé normalni rozdéleni predpokladaji. Z tohoto

dlvodu budou vyuZity pouze boxploty. Ziskané budou nasledujici grafy.
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Obrazek 4.1: Boxploty podle teploty
Obrdzek 4.1 znazornuje boxploty teploty dat bez poruch (oznacené 0) a dat, kde se vyskytly
poruchy (oznacené 1). Diky témto boxplotdim nebyly nalezeny Zadné odlehlé hodnoty teplot

jednotlivych skupin dat (bezporuchova a poruchova).
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Obrazek 4.2: Boxloty podle vihkosti
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Naopak v Obrdzku 4.2, ktery uvadi boxploty vlhkosti, bylo nalezeno nékolik outliers ve skupiné dat
s poruchami. Tyto odlehlé hodnoty jsou zobrazeny jako ¢ervené krizky. Z téchto boxplotl tak Ize
vycist, Ze v pripadé poruch byly naméreny vihkosti extrémné vysoké (kolem 90 %), které jsou vsak

odlehlé od vétsiho poétu hodnot, nebot medianem vlhkosti ve skupiné poruch je 45,67 %.

Dale se nabizi, prozkoumat jednotlivé typy poruch z hlediska teploty a vlihkosti.
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Obrazek 4.3: Boxploty teploty podle typu poruchy

V Obrdzku 4.3 jsou vyobrazeny boxploty dat podle typu poruchy spolu s daty bez poruch
(oznacené 0). Pod oznacenim 6 se skryva porucha pomocného pohonu. K této poruse doslo pouze
v jediném pripadé, a tak je , boxplot“ uveden pouze jako medianova linie. Opét zde neni nalezen
zadny outlier, a tak budou nyni zkoumana data podle vlhkosti, kde jsou néjaké odlehlé hodnoty
ocCekavané jiz diky Obrdzku 4.2. Jen zatim nebylo specifikovano, o jaky typ poruchy se jedna.

Tomuto by mél byt ndpomocny nasledujici Obrdzek 4.4.

73



90

80

70

60

50

40

30

20

Metody identifikace odlehlych pozorovani

-- L
| + — 4
| + + :
|
| i
|
|
| i
| - - s
| | | i
| | | —
| | |
| | |
| | | | .
| | | |
[ A W S ]
0 1 2 3 4 5 B

Obrazek 4.4: Boxploty vihkosti podle typu poruchy
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V Obrdzku 4.4 jsou blize znazornény nalezené odlehlé hodnoty vlhkosti pfi poruchach. Jeden

outlier se vyskytl pfi poruse skiip (oznacené 1) a dale 3 outliers pti poruse Fidici karty (oznacené 2).

V boxplotech je opét znazornéno, Zze medidnovd hodnota téchto poruch se pohybuje mirné pod

50 %, zatimco outliers se vyskytuji kolem 90 % vlhkosti.

Tato data lze vSak zkoumat také z pohledu vicerozmérnych metod. Budou-li sou¢asné zkoumany

teploty avlhkosti jednotlivych kontrol, bude ziskan nasledujici Obrdzek 4.5, kde jsou modrou

barvou zobrazeny bezporuchové kombinace teplot a vlhkosti a ¢ervenou pak poruchové.
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Obrazek 4.5: Zobrazeni vicerozmérnych redinych dat
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Také je mozné rozlisit jednotlivé typy poruch a nazorné je vyobrazit v Obrdzku 4.6.
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Obrazek 4.6: Zobrazeni vicerozmérnych realnych dat s typy poruch

Z Obrdzku 4.6 opét nelze usuzovat, Ze by se data fidila néjakym znadmym vicerozmérnym
rozdélenim, a tak je moZné aplikovat pouze neparametrické metody detekce odlehlych hodnot

ve vicerozmérnych souborech dat.

Prvni takovouto metodou je metoda KDIST, pfipadné MeanDIST, které jsou zaloZené
na vzdalenostech k-nejblizSich sousedl. Tyto metody budou aplikovany nejdfive na data,
ve kterych nebyly nalezeny Zadné poruchy a nasledné na poruchova méreni. Toto rozdéleni dat
pak bude vyuzZito i pfi ostatnich metodach detekce outliers. Metodami KDIST a MeanDIST, které
hledaly 5-nejblizsi sousedy kazdého bodu a jsou zaloZzeny na vypoctu Euklidovskych vzdalenosti,
jsou ziskany vysledky zobrazené v nasledujicich Obrdzcich 4.7 a 4.8. Zatimco metodou KDIST jsou
nalezeny vidy stejné odlehlé hodnoty pfi jakékoliv volbé parametru t, metodou MeanDIST jsou

nalezeny pfi volbach t = 0,5 a 0,6 Ctyri outliers a pfi volbé napfiklad t = 0,7 pak dva outliers.
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Obrazek 4.7: Detekované outliers metodou KDIST
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Obrazek 4.8: Detekované outliers metodou MeanDIST, t = 0,6

Vysledky ziskané metodami KDIST a MeanDIST lze srovnat také s vysledky ziskanymi pomoci jinych
postupd. Dalsi metodou (neparametrickou), jak detekovat odlehlé hodnoty vicerozmérnych dat, je
tzv. LOF metoda, ktera je zaloZena na porovnavani hustot bod( a jejich k-nejblizsich sousedl. Tato
metoda vSak neni pfilis vhodna pro detekci outliers vtomto souboru dat, protoZe je zde mnoho

totoznych hodnot, coz zplsobi, Ze nulové vzdalenosti k-nejblizsiho souseda dale ovliviiuji vypocet

hodnot Ird jednotlivych bodd. A to tim zplsobem, Ze hodnoty Ird nabyvaji nekonecna, coz ovsem
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také vede k nekonecnu v potfebném ukazateli LOF, pomoci které lze detekovat outliers. Takto
vsak tyto body detekovat nelze, protoZze pokud by opét platila mez identifikace outliers vyssi nez
1, pfi volbé meze 1,2 by metoda detekovala hned 1073 odlehlych hodnot, které jsou zobrazeny

na Obrdzku 4.9. Vétsina z nich je viak detekovana chybné z divodu duplicity bodu.
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Obrazek 4.9: Detekované ,outliers" metodou LOF

Jako posledni je moZné na data aplikovat bagplot, ktery také znazorni odlehlé body.
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Obrazek 4.10: Bagplot dat bez poruch
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Porovnanim vysledkd metodou bagplot spolu s metodami KDIST a MeanDIST jsou jako odlehlé
hodnoty detekovany takové kontrolni body, kdy byla namérena nizka teplota a vlhkost pod 20 %

nebo naopak pres 70 %.

Nyni je moiné detekovat jeSté outliers v datech, kdy nastala porucha. Téchto hodnot bylo
v datech nalezeno celkem 87. Opét budou aplikovany metody KDIST, MeanDIST a na zavér
bagplot. JelikoZ je zde mensi pocet zkoumanych hodnot, bude uplatnéna také metod LOF, ktera

v predeslém pripadé selhala kvili velkému mnozstvi duplicitnich hodnot.

Ovsem redlna data strojd, u kterych byla objevena porucha, nejsou pfilis kompaktni a nelze také
s presnosti tvrdit, Ze neobsahuji Masking effect nebo Swamping effect. Pravé z tohoto dlvodu je
mozné, ze metody nebudou fungovat pfesné, jak je potfeba. Navic u metod KDIST a MeanDIST
nastava problém, ktery byl zminény jiz pfi numerickych experimentech, a to podobna hodnota
KDIST (pfipadné MeanDIST), coz zapficinuje nepatrnou diferenci mezi témito body a jako outlier
bude detekovan pouze jeden znich. Stouto znalosti je mozné zobrazit detekované odlehlé

hodnoty metodou KDIST na Obrdzku 4.11, kdy pocet outliers se opét neméni v zdvislosti

na voleném parametru t.
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Obrazek 4.11: Detekovany outlier dat poruch metodou KDIST

Na Obrdzku 4.11 je patrné, Ze se zde objevuje mensi skupina dat v levém hornim rohu grafu, ktera

mUzZe ovliviiovat cely soubor a nasledné tak také detekci odlehlych hodnot.

Metodou MeanDIST pfi volbé parametru t = 0,5 pak byly detekovany jako odlehlé hodnoty body

zobrazené na nasledujicim Obrdzku 4.12.
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Obrazek 4.12: Detekované outliers dat poruch metodou MeanDIST, t = 0,5

S rostoucim parametrem t pak ubyvaji identifikované odlehlé hodnoty, a to tak, ze jako outliers

zUstavaji detekované hodnoty, jejichz vihkost odpovida 20 %.

Zde jiz mGze byt uplatnéna také metoda LOF, nebot nedochazi k Zadnym duplicitnim bodlm, a tim
padem kvypoctim nekonecna ve vysledném mistnim faktoru odlehlosti. Opét vsak zalezi
na volbé, kdy je pozorovani povazovano za odlehlé. Pocty detekovanych outliers v zavislosti
na volbé hranice je uvedena v nasledujicim Obrdzku 4.13.
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Obrazek 4.13: Pocty detekovanych outliers metodou LOF v zavislosti na volbé hranice

79



Metody identifikace odlehlych pozorovani

Bc. Zuzana Loudova

Pfi volbé hranice 1,5 jsou tak jako odlehlé hodnoty uréeny body uvedené na Obrdzku 4.14,

zatimco pfi volbé hranice 1,8 je jich o poznani méné a jsou uvedené na Obrdzku 4.15.
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Obrazek 4.14: Detekované outliers metodou LOF pfi hranici 1,5
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Obrazek 4.15: Detekované outliers metodou LOF pfi hranici 1,8

Pokud jde tedy o tato data, bylo by vhodné prekontrolovat 5 hodnot tvoficich mensi shluk v levém

hornim rohu grafu, aby nebyly metody zkreslovany pfipadnymi efekty. Pfipadné by bylo mozné

viechny tyto hodnoty povaZovat za odlehlé. VSe ovSem zdleZi na pozorovateli a zplsobu, jak

vyhodnoti, zda zvolené hodnoty vyradi z dalSich analyz nebo je ponecha jako extrémni hodnoty,

které nesou duleZitou informaci o souboru dat.
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5 Zaver

Cilem této diplomové prace bylo prozkoumat a popsat rizné metody identifikace odlehlych
pozorovani, které se vyuzivaji v nejrliznéjsich pripadech, kdy je potfebné odhalit moziné chybné
hodnoty v datovych souborech. V soucasné dobé dochazi k analyzovani velkého mnoiZstvi dat.
Z téchto dat pak mohou byt tvoreny predikce budouciho vyvoje, a tak je velmi dileZité, aby byla
data spravna, bez jakychkoliv chyb zplsobenych lidskym faktorem nebo naptiklad poruchou
pristroj vyuZitych ke sbéru a zpracovani dat. Detekce outliers je tak zasadni disciplinou

predchazejici dalSimu statistickému zpracovani ziskanych dat.

V praci byly popsany nejriiznéjsi metody detekce odlehlych hodnot. Nejdfive metody, které je
mozné vyuzivat pro identifikaci outliers v jednorozmérnych datech, jako jsou GrubbsUyv test, Dean-
Dixonuv test a grafickd metoda — boxploty. Grubbslv a Dean-Dixon(v test jsou parametrickymi
metodami predpoklddajici normalni rozdéleni souboru dat, ptficemz volba vhodného testu zavisi

také na mnoistvi testovanych hodnot.

Nasledovaly metody vhodné pro vicerozmérna data. Ty mohou byt rozdéleny na distance-based
metody a density-based metody. Detailné popsany a nasledné vyuZity byly metody KDIST
a MeanDIST, jako zastupci metod k-nejblizSich soused(, a nasledné také Local outlier factor (LOF),
jako zastupce metod zaloZenych na porovnani hustot bodu a jeho k-nejblizsich soused(i. Doplnény

byly grafickou metodou — bagplot a detekci odlehlych bod(i pomoci Mahalanobisovy vzdalenosti.

V tvahu byly brany také casové rfady a detekce outliers v regresi. JelikoZ ma mnoho zkoumanych
datovych soubor(i ¢asovy charakter, neni vhodné opomenout ani tuto moznost. Pro detekci tzv.
vlivnych bod(l se vyuZiva vice metod. V regresi jsou navic rozliSovany odlehlé hodnoty ve sméru
osy x (leverage points) a ve sméru osy y (outliers). Pro identifikaci leverage points byla vyuZita
metoda zaloZzend na porovnavani diagonalnich prvkd projekéni matice H. Pro identifikaci outliers
pak Cookova vzdalenost a Welsch-Kuhova vzdalenost. Tyto metody byly doplnény opét grafickou

metodou — Williamsovym grafem.

Pro lepsi nazornost a princip fungovani jednotlivych metod byly provedeny numerické
experimenty v programu Matlab. Vidy byly vygenerovany datové soubory dle potiebnych
predpokladli pro jednotlivé metody detekce outliers a nasledné zde byly zamérné poskozeny
nékteré z hodnot nebo byly do souboru zamérné odlehlé hodnoty pfidany. Tyto numerické
experimenty také odhalily vyhody a nevyhody jednotlivych metod. Pokud jde napfiklad o metody

jednorozmérnych dat, jako jsou Grubbs(v a Dean-DixonUv test, jako nevyhoda se jevi predpoklad
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normalniho rozdéleni. Dojde-li totiz k pfidani zdmérné odlehlych hodnot k souboru dat o deseti
pozorovanich, mlZe se stat, Ze normalita nezlstane zachovana. Z tohoto dlvodu je vhodné

doplnit metodu jesté neparametrickymi boxploty.

Pfi detekci odlehlych pozorovani ve vicerozmérnych datech metodami KDIST a MeanDIST je
nejvétsi nevyhodou, existuje-li v souboru vice potencidlné odlehlych hodnot, kterym je vsak
pfitazena podobna hodnota KDIST (pfipadné MeanDIST). V tomto ptipadé je totiz diference
sefazenych hodnot minimalni a body nemusi byt odhalené jako odlehlé. Postup detekce outliers je
tak vhodné opakovat. Dalsi nevyhodou je volba parametru t € (0,1), jehoz hodnota ovliviiuje

pocet detekovanych outliers a je zcela na pozorovateli.

Metoda LOF detekujici odlehlé hodnoty na zakladé porovnavani hustot bodu a jeho k-nejblizsich
sousedll je pak velmi citlivd na vyskyt Masking effectu nebo Swamping effectu. Hlavni nevyhoda
této metody vSak nastdva, pokud se v souboru dat vyskytnou totoznd pozorovani, coz nastalo také
v pfipadé realnych dat. Metody detekce outliers vicerozmérnych dat byly také doplnény grafickou

metodou — bagplot.

Na zavér prace byly zkoumané metody aplikovany na realna data, kde bylo zjisténo, Ze odlehlé
hodnoty se nachazi v datech v pfipadé poruch stroji. Konkrétné pak v zaznamech, pfi jakych
hodnotach vihkosti dochazi k porucham strojl, kde byly detekované outliers pfi vihkosti kolem
90 %. Budou-li data chapdna jako vicerozmérnd, pak lze identifikovat outliers také pti zavislosti
vlhkosti na teploté a na pozorovateli tak zaleZi, zda nékteré detekované hodnoty vyhodnoti jako

extrémy nebo jako odlehlé hodnoty, a bude dale fesit, jak se s nimi vyporadat.
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Prilohy

Priloha 1. - Tabulka Kritickych hodnot T, pro Grubbsiiv test

1,153 1,155
1,463 1,493
1,671 1,749
1,822 1,944
1,938 2,097
2,032 2,221
2,110 2,323
2,176 2,410
2,234 2,484
2,285 2,549
2,331 2,607
2,372 2,658
2,409 2,705
2,443 2,747
2,475 2,785
2,504 2,821
2,531 2,853
2,557 2,884
2,745 3,103
2,868 3,239
2,957 3,337
3,027 3,411
3,084 3,471
3,132 3,521
3,173 3,563
3,210 3,600

Tabulka Pfilohy.1: Tabulka kritickych hodnot pro Grubbslv test (Zdroj [5], vlastni zpracovani)
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Priloha 2. - Tabulka Kritickych hodnot Q, pro Dean-Dixoniiv test

Tabulka Pfilohy.2: Tabulka kritickych hodnot pro Dean-Dixoniv test (Zdroj [6], vlastni zpracovani)

Priloha 3. - Dosazitelné vzdalenosti zvolenych bodt

= 1,342 1,342 1,342 1,697 1,720 1,924 2,283 2,280 3,002
1,118 - 0,640 0,640 0,728 0,640 0,806 1,166 1,204 1,887
1,140 0,583 = 0,583 0,583 0,583 0,825 1,170 1,140 1,879
1,342 0,447 0,447 - 0,600 0,447 0,583 0,943 1,000 1,664
1,697 0,728 0,583 0,600 = 0,583 0,583 0,806 0,632 1,432
1,720 0,640 0,583 0,447 0,447 - 0,447 0,608 0,566 1,300
1,924 0,806 0,825 0,583 0,583 0,510 = 0,510 0,510 1,082
2,283 1,166 1,170 0,943 0,806 0,608 0,608 - 0,608 0,721
2,280 1,204 1,140 1,000 0,632 0,566 0,566 0,566 = 0,806
3,002 1,837 1,879 1,664 1,432 1,300 1,082 1,082 1,082 -

Tabulka Pfilohy.3: Tabulka dosaZitelnych vzdalenosti zvolenych bodii metody LOF
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Tabulka Pfilohy.4: Mistni faktory odlehlosti - 1.¢ast
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Priloha 4. - Mistni faktory odlehlosti (LOF) vSech pozorov
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Tabulka Pfilohy.5: Mistni faktory odlehlosti - 2.¢ast
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