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Řı́zenı́ dialogového systému s využitı́m zpětnovazebnı́ho učenı́
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1 Úvod
Dialogové systémy umožňujı́ přirozenou komunikaci člověka a stroje. Pravidla, kterými

se řı́dı́, je možné trénovat metodami strojového učenı́. Zpětnovazebnı́ (též posilované) učenı́ se
zakládá na myšlence, že se biologičtı́ agenti (zvı́řata, lidé) učı́ předevšı́m interakcı́ s okolnı́m
prostředı́m. Dostatečným zı́skávánı́m zkušenostı́ (opakovánı́m) jsme schopni odvodit a předvı́-
dat očekávanou odměnu při následovánı́ určité posloupnosti akcı́ (strategie).

Kromě agenta a prostředı́, přı́p. modelu prostředı́ jsou dalšı́mi prvky posilovaného učenı́
pravidla, odměny a očekávané odměny. V každém čase, po provedenı́ akce, předá prostředı́
agentovi hodnotu odměny. Ta hodnotı́ nový stav systému. Výše odměny pak definuje, zda
akce vedle k tomu, že je systém ve stavu horšı́m pro agenta (nı́zké hodnoty) nebo ve stavu
přı́větivějšı́m (vyššı́ hodnoty). To lze přirovnat k bolesti, resp. potěšenı́ u biologických systémů.

Cı́lem agenta ovšem nenı́ maximalizace okamžité odměnu za provedenou akci, ale maxi-
malizace tzv. návratnosti za celou dobu prováděnı́ akcı́. Některé akce totiž mohou vést k nı́zké
okamžité odměně, ale v budoucnu k vyššı́ návratnosti. Agent tedy musı́ být schopen odhadnout
výši návratnosti v budoucnu a výběr akcı́ založit právě na tomto odhadu.

2 Formálnı́ popis
Formálně pak můžeme hovořit o interakcı́ch agenta a prostředı́ v diskrétnı́ch časových

okamžicı́ch t = 0, 1, 2, . . .. V každé časovém okamžiku agent zı́skává stav prostředı́ St ∈ S,
kde S je množina všech možných stavů prostředı́. Agent pak vybı́rá akci At ∈ A(St), kde
A(St) je množinou všech možných akcı́ za stavu St. V dalšı́m časovém okamžiku zı́skává agent
odměnu Rt+1 ∈ R ⊂ < a nový stav prostředı́ St+1. Předpokládáme, že stav systému v sobě
sdružuje veškeré informace o minulosti. Jedná se o tzv. Markovův rozhodovacı́ proces. Dále
předpokládáme, že posloupnost akcı́ povede k cı́li v konečném počtu časových okamžiků.

Jednou z možných metod odhadu očekávané návratnosti posilovaného učenı́ je využitı́
neuronových sı́tı́. Jejich využitı́ v oblasti hranı́ her na základě obrazového vstupu je demon-
strováno v Mnih (2013).

Autoři použı́vajı́ snı́ženou návratnost v čase t definovanou jako Gt =
∑T

t′=t γ
t′−tRt′ , kde

T je čas dosaženı́ cı́le a γ ∈< 0, 1 > faktor snı́ženı́ odměny. Dále definujı́ optimálnı́ hodnotu kri-
teriálnı́ funkce Q∗(st, At), která je maximálnı́ návratnostı́ při znalosti posloupnosti akcı́ a stavů
st = S1, A1, S2, A2, . . . , At−1, St a při provedenı́ akceAt, jakoQ∗(st, At) = maxπ E[Gt|st, At].
Při znalosti sekvence st+1 v následujı́cı́m okamžiku a znalosti Q∗(st+1, At+1) pro všechny
možné akce pak Q∗(st, At) = Est+1 [R + γmaxAt+1 Q

∗(st+1, At+1)|s, A].
Právě k aproximaci Q(st, At; θ) ≈ Q∗(st, At) této funkce autoři využı́vajı́ neuronových

sı́tı́. Trénovánı́ parametrů sı́tě θ probı́há iterativně minimalizacı́ posloupnosti ztrátových funkcı́
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Li(θi) = Es,A
[
(yi −Q(s, A; θi))2

]
. K optimalizaci ztrátové funkce lze volit gradientnı́ metody.

Během prvnı́ch iteracı́ učenı́ je vhodné volit akce At náhodně s pravděpodobnostı́ ε, která se s
počtem iteracı́ snižuje.

3 Řı́zenı́ dialogu s informaci o odjezdech a přı́jezdech vlaků
Systém sloužı́ jako potvrzenı́ konceptu, že lze teorii zpětnovazebnı́ho učenı́ použı́t i pro

část řı́zenı́ dialogového systému - volbu posloupnosti akcı́ systému. Definováno bylo 7 možných
akcı́, které systém může provést: dotaz na nástupnı́ stanici, dotaz na cı́lovou stanici, dotaz na
obě stanice, potvrzenı́ uživatelem vyřčené informace, potvrzenı́ uživatelem vyřčené informace
následované dotazem na nástupnı́ stanici, potvrzenı́ uživatelem vyřčené informace následované
dotazem na cı́lovou stanici a přečtenı́ nalezených výsledků.

Na rozdı́l od hranı́ her je vhodné chovánı́ uživatele modelovat, nebot’ trénovánı́ z in-
terakce s reálným uživatelem je časově náročné. Proto byl expertně vytvořen model reakce
uživatele na akce systému a generovánı́ odměn na základě znalostı́ z vývoje dialogového systé-
mu ze stejné domény.

Stav prostředı́, který sloužı́ jako vstup pro neuronovou sı́t’, je vektor uchovávajı́cı́ typy
sémantických entit obsažených v promluvě uživatele a informaci o stavu systému (vyplněné
sloty). Neuronová sı́t’ má 2 plně propojené skryté vrstvy (164 a 150 neuronů) vstupnı́ vrstva
má neuronů 17 a výstupnı́ vrstva má 7 neuronů (lineárnı́ aktivačnı́ funkce). Aktivačnı́ funkce
skrytých vrstev jsou ReLU a v době trénovánı́ za každou následuje dropout vrstva s pravdě-
podobnostı́ 0,2. Optimalizace je prováděna algoritmem Adam. Po každé akci je provedeno
přetrénovánı́ sı́tě. Z historie poslednı́ch 100 n-tic (stav, akce, odměna, přı́znak konce dialogu,
stav po provedenı́ akce) je pro přetrénovánı́ náhodně vybı́rána dávka 50 n-tic. Jedna epocha je
jednı́m celým dialogem, trénovánı́ probı́halo 500 epoch.

4 Závěr
Natrénovaná sı́t’ byla testována na 10 000 dialozı́ch za použitı́ stejného modelu uživatele

jako při tréninku a jako mı́ra pro vyhodnocenı́ byl zvolen poměr dokončených dialogů. Dialog
se považoval za nedokončený, pokud přesáhl počet 10 akcı́ systému nebo pokud se systém
pokusil provést akci, aniž by pro ni měl k dispozici dostatek informacı́. Tento poměr činil 93 %.

Několik z testovacı́ch dialogů bylo kontrolováno člověkem seznámeným s doménou a
průběh těchto dialogů odpovı́dal průběhu dřı́ve vytvořených expertnı́ch dialogových systémů.
Můžeme tedy konstatovat, že tento koncept zı́skávánı́ strategie řı́zenı́ je vhodný pro využitı́
s dialogovými systémy. V budoucnu bude třeba se zaměřit předevšı́m na vhodné modelovánı́
chovánı́ uživatele, kde je zapotřebı́ bud’ výborných znalostı́ experta na danou doménu nebo
velké množstvı́ dat, které umožnı́ model vytvořit.

Dalšı́ výzvou je použitı́ této metody učenı́ pro systémy inkrementálnı́, kdy se o reakci
systému rozhoduje inkrementálně po menšı́ch jednotkách, než jsou promluvy (např. rámce au-
dia, fonémy, slova).
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