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Abstract

Cesky

Automaticka klasifikace dokumentu je loha, ve které dokumenty zarazujeme do ur-
¢itych kategorif dle jejich obsahu (napt. politika, sport, ...). V préci je feSena prede-
vsim vice tiidni klasifikace, ve které muze dokument pattit do vice kategorii. Cilem
prace bylo prozkoumat moznosti vicejazycné klasifikace dokumentt. V ramci feseni
je porovnavana metoda LDA s klasifikaci po strojovém ptekladu do cilového jazyka.
Pouzity jsou klasifikacni metody maximalni entropie a metoda podpurnych vek-
tortu. K prekladu textu jsou pouzity statistické systémy pro strojovy preklad Moses
a Google translate. Pro testovani byly vybrany 3 rozdilné kolekce. Prvni kolekce
byla dodéna od Ceské tiskové kancelafe, zatimco zbylé dvé byly nalezeny na inter-
netu. Provedené experimenty ukazaly, ze varianta se strojovym prekladem poskytuje
solidni vysledky. Zatimco klasifikovani za pouziti metody LDA dosahovalo nizsich
vysledku a nelze ho pro ulohu doporucit. Dale bylo ukazano jak kvalita prekladu
ovlivinuje vyslednou klasifikaci.

Klicova slova: Kklasifikace, vice tiidni, SVM, maximalni entropie, naivni bayes,
LDA, klasifikace vicejazyénych dokumentu, strojovy preklad, SMT

English

Automatic classification of documents is a task, where each document is classified
into some categories based on its content (e.g politics, sport, etc.). The thesis is pri-
marily focused on multi-label classification, where each document can belong to more
than one category. The main aim of the thesis is a multilingual document classifi-
cation. LDA method is compared with a classification after machine translation into
a target language. Maximum entropy and vector machines are used as classification
methods. Statistical machine translation systems Moses and Google Translate are
used for the text translation. For testing three different collections were selected.
The first collection was delivered from the Czech News Agency, while the other two
were found on the Internet. The experiments that were done showed that the ma-
chine translation provides good-quality results. On the other hand, classification
with LDA method achieved worse results and cannot be recommended for the task.
Furthermore, it was shown how the quality of the translation affects the final clas-
sification.



Keywords: classification, multi-label, SVM, maximum entropy, naive bayes, LDA,
multilingual document classification, machine translation, SMT
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1 Uvod

Objem textovych dat na internetu neustale stoupa. Data pochéazi z celého svéta,
proto jsou k dispozici v mnoha ruznych jazycich. Aby byla data pouzitelna, je ne-
zbytné jejich tridéni na zakladé obsahu. Napriklad ¢lanek muze byt zarazen pod ka-
tegorie politika, sport nebo kultura. Clinky ¢asto lze zafadit pod vice kategorii,
které mohou byt znacné specifické. Naptiklad po zatazeni ¢lanku do kategorie sport
muze byt dale tfidén podle typu sportu (fotbal, hokej). Po takovém rozdéleni ¢lanku
muze uzivatel jednoduse ziskat pristup presné k tomu, co ho zajima.

Ke spravnému zarazeni dokumentu je nejprve nutné provést analyzu jeho obsahu,
po které je mozné dokument zafadit. PTi soucasném objemu dat neni v lidskych
silach vSechna data rucné tiidit. Proto je vhodné tuto ¢innost automatizovat, coz
je pouzitim existujicich metod proveditelné. Soucasné metody pracuji na podobném
principu, ktery spociva v nalezeni ur¢itych vzoru a podobnosti, na jejichz zakladeée
mohou byt dokumenty tridény.

Tato prace se zabyva kategorizaci dokumentu podle obsahu do jedné ¢i vice ka-
tegorii. V nékolika jazycich jsou zkouméany dva rozdilné piistupy. Prvnim pristupem
je pomoci prekladu dokumentu do cilového jazyka s naslednou klasifikaci preloze-
ného. Druhym pftistupem je pomoci obecné reprezentace, ve které probiha klasifikace
porovnavanim podobnosti mezi dokumenty. Pro variantu s prekladem je testovano,
jak moc ovliviuje kvalita prekladu vyslednou klasifikaci.

Po pfeéteni prace by meél ¢tenar porozumét soucasnym piistupum ve strojo-
vém piekladu, problému klasifikace dokumentu a moznostem klasifikace dokumentu
v cizim jazyce. Dale by mél byt schopen realizovat pteklad z libovolného jazyka,
konfigurovat vytvorenou aplikaci a provadét upravené experimenty.



2 Strojovy preklad

Strojova preklad je proces automatického prekladu z jednoho jazyka do jiného po-
moci pocitace. Jednd se o komplikovanou tlohu, které je vénovano znacné usili.
V soucasné dobé jsou k dispozici systémy, jejichz vystup je dostatecné kvalitni
pro pouziti v mnoha oblastech. V této kapitole budou rozebrany soucasné pristupy
k feSeni a budou zvoleny vhodné nastroje. Na zavér budou popsany moznosti ohod-
noceni kvality prekladu.

2.1 Lingvisticka teorie prekladu

Jednd se o obecnou teorii, jak prelozit text z jednoho jazyka do druhého. V lin-
gvistické teorii jsou 3 ruzné piistupy k prekladu textu [11]. Ndro¢nost jednotlivych
pristupu je znézornéna pomoci prekladového trojihelniku (Vauquois triangle) viz ob-
razek 2.1.

interlingua
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Obrazek 2.1: Prekladovy trojihelnk [23]

Direct translation model

Ptelozi a preusporada slova nebo n-gramy.

Transfer model

Pouziva znalosti o jazykovych odlisnostech. Jednotlivé faze prekladu:
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e analyzuje lexikalni a syntaktickou strukturu zdrojové véty
e prevadi strukturu ze zdrojového do cilového jazyka
e generuje odpovidajici vétu v cilovém jazyku

Interlingua model

Zjisti vyznam a vyjadii ho v cilovém jazyku. Jednotlivé faze prekladu:

e analyzuje lexikalni, syntaktickou a sémantickou strukturu zdrojové véty
e interpretuje vyznam do kanonického umélého jazyka
e generuje vétu v cilovém jazyku z kanonického jazyka

2.2 Architektury systému

Pro strojovy preklad je k dispozici nékolik rozdilnych pristupu [3, 11]. V nasledujici
sekci budou popsany pouzivané pristupy systému a bude zvolena optimalni varianta.

2.2.1 Pravidlovy strojovy preklad

Nejstarsim pristupem ke strojovému prekladu je pravidlovy pristup, obvykle oznaco-
vany jako RBMT (Rule-based Machine Translation) [3, 11]. Rule-Based M T systémy
pouzivaji lingvisticky prekladovy model. Systém obsahuje sadu prekladovych pravi-
del a slovnik. Pomoci pravidel je analyzovana zdrojova véta, ktera je transformovana
do cilového jazyka. Tato pravidla musi byt vytvorena lingvisty, coz je primarnim
problémem téchto systému. Protoze je tvorba téchto pravidel casové velmi naroéna
a vyzaduje specialisty, vyvoj systému je velmi nakladnou a ¢asové naro¢nou tlohou.
Pridani kazdého dalsiho pravidla navic nezarucuje, ze systém bude pracovat stejné
nebo lépe. Pouziti tohoto pristupu muze ale byt jedinym feSenim pro jazyky, které
nemaji k dispozici dostatecné mnozstvi paralelniho textu (korpust) k natrénovéni.
Pouziti muze byt vhodné, pokud se jedna o jednoduché jazyKky.

2.2.2 Statisticky strojovy preklad

Zvysovani vypocetni sily pocitac¢ii umoznilo néstup statistickych metod [3, 11].
To vytvorilo alternativu k RBMT a umoznilo eliminovat dosavadni problémy se stro-
jovym piekladem. Znalosti jsou implementovany matematickymi modely, které sys-
tém sam definuje z paralelnich korpusu. Nasledkem toho je natrénovani systému
pro nové jazyky mnohem snazsi. Systému staci poskytnout dostateéné mnozstvi pa-
ralelnich korpusu pro trénink (¢im vice dat je k dispozici, tim je preklad lepsi). V sou-
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casné dobé existuji dvé varianty systému: Statistical Machine Translation (SMT)
a Example-Based Machine Translation (EBMT).

2.2.3 Hybridni strojovy preklad

Aktuélné se vyzkum strojového prekladu zamétuje na hybridni pieklad [11], ktery
kombinuje RBMT a SMT systémy. Je navrzen pro praci s méné daty k trénovani.
Informace ziskava u¢enim z dat a pouzitim implementovanych piekladovych pravi-
del. Hlavni myslenkou je automaticky se naucit prekladova pravidla z omezeného
mnozstvi dat.

2.2.4 Celkové Porovnani

V nésledujici tabulce 2.1 jsou porovnany vyhody a nevyhody RBMT a SMT systému:

Vyhody Nevyhody

RBMT
Zalozen na lingvistické teorii Vyzaduje lingvisticka pravidla a slovnik

Dostacujici pro jednoduché jazyky | Jazykové zavisly
Nenarocény na vypocetni pozadavky | Drahé vytvoreni a rozsiteni systému

Jednoduché odhaleni chyb Doba vytvoreni systému

SMT

Nevyzaduje lingvistické znalosti Vyzaduje paralelni texty

Redukuje cenu lidskych zdroju Vyzaduje velké vypocetni pozadavky
Trénovan lidskymi pieklady Nérocné odhaleni chyb

Snadné vytvoreni systému Bez lingvistického pozadi

Tabulka 2.1: Srovnani RBMT a SMT systému [3]

Jednim z pozadavku je umoznit preklad z vice ruznych jazyku. SMT systémy
umoznuji rychlé a snadné vytvoreni prekladu pro novy jazyk pomoci paralelnich
textu. Paralelni texty jsou dostupné pro mmnoho jazyku a jsou zpravidla volné do-
stupné. Na zakladé vyse uvedenych duvodu bude pro preklad pouzit SMT systém.
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2.3 Pouzité nastroje

V praci budou pouzity systémy, které jsou implementaci SMT prekladu. Pro stro-
jovy preklad jsou v soucasné dobé nejcastéji pouzivany SMT systémy. V nésledujici
sekci budou zvoleny konkrétni systémy pro pieklad. Dale budou probrany evaluacni
metriky, které slouzi pro ohodnoceni kvality prekladu.

2.3.1 Moses

Moses je implementaci statistického Feseni strojového ptrekladu [4]. Jednd se o open-
source projekt pod licenci LGPL. Mezi vyhody systému, ktery musi byt natrénovan
je to, ze ho muzeme natrénovat na takovych datech, ktera jsou blizko typu preklé-
danych dat. Tim muze byt ve vysledku dosazeno kvalitnéjsich vysledku, nez bézné
jiz natrénované systémy.

Moses sestava ze dvou hlavnich komponent: training pipeline a dekodér. Training
pipeline je kolekce nédstroju (primarné v perlu spolu s C++), které transformuji data
na strojovy prekladovy model. Dekodér je aplikace v C++, ktera z natrénovaného
prekladového modelu a zdrojovych vét prelozi vétu ze zdrojového do cilového jazyka.
Vzhledem k volné licenci a vSem potfebnym nastrojum je Moses nejpouzivanéjsi
open-source SMT systém.

2.3.2 Google Translate

Google Translate je stejné jako Moses implementaci statistického teSeni strojového
prekladu [24]. V soucasné dobé umoziuje preklad do vice nez stovky jazyku. Dispo-
nuje funkcemi na automatické rozpoznani zdrojového jazyku. Pro preklad poskytuje
webové rozhrani, které je k dispozici zdarma. V tomto rozhrani je ale omezena ma-
ximalni délka textu k prekladu. Pro vyvojare a preklad delsich textu je k dispozici
API, které je placené na zakladé poctu prelozenych slov.

2.4 Evaluac¢ni metriky

Vysledny strojovy preklad musi byt mozné ohodnotit, aby mohla byt zjisténa kvalita
vytvoreného prekladu. K ohodnoceni kvality se pouzivaji dva zékladni piistupy [5].
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2.4.1 Lidska evaluace

Kwvalita prekladu je hodnocena trénovanym prekladatelem, ktery ohodnocuje kvalitu
dle stanovené stupnice [5]. Takové ohodnoceni je velmi presné a vypovidé o kvalité
prekladu. Zéaroven je ale ohodnoceni subjektivni a jeho zopakovani je velmi obtizné.
Hlavnim problémem je predevsim doba nutnd k jeho provedeni, od které se odviji
také jeho vysoka cena.

2.4.2 Automaticka Evaluace

Kvalita prekladu je vyhodnocena strojové, na zakladé porovnani vytvoreného pre-
kladu s referenénimi lidskymi preklady [5]. Detaily porovnani jsou zavislé na zvolené
metrice. Vyhodou je predevsim rychlost a cena. Problémem ale je, Ze vyslednd me-
trika nemusi byt prilis vypovidajici o kvalité prekladu. Automaticka evaluace bude
pouzita pro ohodnoceni zvolenych systému v ramci této prace. Jako nejcastéji pou-
zivana automaticka evaluace je oznacovana metrika BLEU.

BLEU

Obvykle muze mit véta nékolik kvalitnich piekladu [6]. Preklady se mohou lisit v po-
uzitych slovech nebo pouze poradim jednotlivych slov. Tato metrika vychéazi z pred-
pokladu, ze ¢im je strojovy pieklad blizsi profesionalnimu lidskému prekladu, tim
je lepsi. Proto metrika vyuziva referencni lidsky pteklad, ktery porovnava se stro-
jovym prekladem. Metrika méri, jak dobfe se strojovy preklad prekryva s referenc-
nimi lidskymi preklady. K tomu pouziva statistiku pro n-gramy. N-gramova ptresnost
je v BLEU pocitana dle vzorce 2.1.

> Y. Countyy (n— gram)
Dy = CeCandidates n—grameC (2 1)
" > > Count (n — gram) '

CeCandidates n—grameC

kde Count;, je maximélni pocet n-gramu vyskytujicich se ve strojovém a re-
ferencnim prekladu. Count(n — gram) je pocet n-gramu ve strojovém piekladu.
Pro odstranéni velmi kratkych prekladi, které se snazi maximalizovat jejich skore
presnosti, BLEU vypocitava tzv. trest za strucnost (brevity penalty) dle vzorce 2.2

1 iflel > |r]
BP = 2.2
{61|T|/|c| lf |C| S |fr'| ( )
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kde || je délka strojového prekladu a |r| je délka referenéniho prekladu. Pro vy-
pocet BLEU je pouzit vzorec 2.3.

N
BLEU = BP x exp () _ wylogpy) (2.3)

n=1

N je standardné nastaveno na 4 a w, (vahovy faktor) je nastaven na 1/N.



3 Reprezentace dokumentu pomoci
metody LDA

V této kapitole bude probrana moznost obecné reprezentace dokumentu za pomoci
LDA, diky které nebude nutné dokumenty prekladat.

3.1 Latentni Dirichletova alokace

Latentni Dirichletova alokace (LDA) je generativni pravdépodobnostni model [7, 8].
Zékladni myslenkou je, ze kazdy dokument je reprezentovan jako ndhodnd smés
skrytych témat, ve kterém je kazdé téma charakterizovano rozdélenim slov.

Princip

V mnoziné dokumentu ma byt identifikovdno k témat. Nejprve je nutné vyjadrit
pravdépodobnost generovani kolekce dokumentu, a poté hledat takové parametry,
které tuto pravdépodobnost maximalizuji. Za pomoci téchto parametru lze vyjadrit
vektor témat pro kazdy dokument a rozdéleni pravdépodobnosti slov pro kazdé téma.
Tento postup je oznacovany jako generativni model a podle [8] vypada nasledovné:

e Pro kazdy dokument i z kolekce vsech dokumentu vyber parametry multi-
nomického rozdéleni theta(i) z Dirichletova rozdéleni s parametry alfa. Obé
rozdéleni maji k dimenzi — tedy tolik, kolik témat chceme identifikovat. Alfa
je vektor k redlnych ¢isel mensich nez 1, kterd jsou spolec¢né pro vsechny do-
kumenty a jedna se o tzv. hyperparametr LDA modelu. Pro kazdy dokument
tedy vybereme pravdépodobnosti pro vSechna z k témat. Diky volbé parametru
Dirichletova rozdéleni mensich nez 1 bude zajisténo, ze s nejvétsi pravdépodob-
nosti bude mit pouze nékolik malo témat nezanedbatelnou pravdépodobnost,
nefikame vsak, ktera to budou. To odpovida skutecnosti, kde dokument vét-
Sinou pojednava pouze o nékolika malo tématech.

e Pro kazdou pozici slova j v dokumentu ¢ vyber z Dirichletova rozdéleni s para-
metry theta (i) téma z(i, j). Pro kazdou slovni pozici v dokumentu si tedy ho-
dime k-sténnou kostkou, jejiz pravdépodobnosti jsou dény parametry theta(i)

a pritadime pozici prislusného tématu.

e Pro kazdou pozici (i, j) vyber slovo w(, j) z multinomického rozdéleni phi(z(i, j)).
Multinomické rozdéleni phi slov pro témata je globédlni a podobné jako theta
m& parametry generované z Dirichletova rozdéleni, tentokrat s parametrem
beta.
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Pro nalezeni parametru LDA, a tudiz i pozadovanych vektoru témat pro doku-
menty, je tfeba maximalizovat pravdépodobnost modelu pro poskytnuta trénovaci
data. Pro inferenci se v LDA vyuzivaji aproximativni metody. Mezi nejcastéji pou-
zivané patii variacni metody a Gibbsovo vzorkovani.

3.2 Vyhodnoceni podobnosti

Aby bylo mozné shlukovat dokumenty patfici k sobé, je nutné vypocitat jejich vza-
jemnou podobnost. V nésledujici sekci jsou popsény dvé zakladni metody [9)].

3.2.1 Kosinova podobnost

Jednou z nejpouzivanéjSich metrik pro porovnavani podobnosti textovych doku-
mentu je kosinova podobnost [9]. Kdyz jsou dokumenty reprezentovény jako vektory,
podobnost dokumentt odpovida podobnosti vektortu. Kosinova podobnost dvou do-
kumentu v, a v, je vypoctena vzorcem 3.1.

—

V- Up

[0al- 0|

SIM (vg,0) = (3.1)

kde v; 4 a v jsou n dimenziondlni vektory. Vysledna hodnota je v intervalu [0,1],
pricemz hodnota 1 oznacuje shodné dokumenty.

3.2.2 FEuklidovska vzdalenost

Euklidovska vzdélenost je standardni metrika pro feSeni geometrickych problému,
kterd se ¢asto pouziva pro shlukovani [9]. Vypocet vzdalenosti mezi dvéma doku-
menty d, a dp, které jsou reprezentovany vektory v, a v, je vypoctena vzorcem 3.2.

N

d(va, 0h) = Z (Via — Vip)? (3.2)

i=1

kde v; 4 a v;, tvoii soufadnice vektori v, a vy, pro dimenzi 7. N je velikost dimenze.



4 Automaticka klasifikace

V nésledujici kapitole bude vysvétlena automaticka klasifikace. Budou popsany typy
problému a uceni. Déle budou vysvétleny metody, které budou vyuzity pro klasifi-
kaci. Na zavér bude zvolen néstroj ke klasifikaci a popsany metriky pro vyhodnoceni
presnosti klasifikace.

4.1 Popis problému

Automatickou klasifikaci lze oznagcit za dlohu [14], ve které se kazdé polozce v roz-
hodovaci matici pridéli hodnota z intervalu {0,1}.

d [ fa [T T
C1 all e | A7 ... | Q1n
Cj aj1 e | Ay ... | Qjp
Cm | Qmi1 «oo | Amj veo | Qmn

C={cy, ..., cm } je kolekce preddefinovanych kategorii a D = { dy, ..., d,, } je kolekce
dokumentt, které maji byt klasifikovany. Hodnota 1 pro aj; je interpretovana jako
rozhodnuti pro dokument d;, Ze patii pod kategorii ¢;. zatimco hodnota 0 je inter-
pretovéna jako rozhodnuti pro dokument dj, Ze nepatii pod kategorii ¢;.

4.2 Typy klasifikaénich problému

Klasifikaci dokumentti muzeme rozdélit na 3 podmnoziny [10] v zévislosti na tom,
do kolika kategorii dokument zafazujeme.

4.2.1 Binarni klasifikace

Dokument miuze patiit do jedné ze dvou kategorii. Vystupem klasifikatoru je ano
nebo ne. Muze se napiiklad jednat o klasifikaci spamu - jednd/nejednd se o spam.
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4.2.2 Klasifikace do vice oddélenych trid

Dokument muze patiit pouze do jedné kategorie, ale celkovy pocet kategorii je vétsi
nez dva. Prikladem muze byt klasifikace obrazku ovoce, kdy se muze jednat o pome-
rance, jablka nebo hrusky. Predpokladem je, ze se na obrazku nemuze vyskytovat
vice druhu, ale vzdy pouze jeden.

4.2.3 Vice tridni klasifikace

Dokument muze pattit do jedné nebo vice kategorii. Prikladem muze byt novinovy
clanek, ktery lze zaradit pod politiku a finance. Vice tiidni klasifikace je hlavnim
cilem této prace.

4.3 Klasifika¢ni metody

Pro klasifikaci byly na zakladé studia literatury vybrany metody: Naivni Bayes,
Maximélni entropie a Metoda podpurnych vektortu. V nasledujici sekci je uvedeno
zékladni déleni metod podle typu uceni [12] a jsou popsany zvolené metody.

4.3.1 Typy uceni
S ucitelem (supervised)

Pro trénovani klasifikator obdrzi mnozinu trénovacich dat, které maji oznacenu
ttidu, do které patri. Z téchto dat se klasifikator nauci pravidla pro klasifikaci do jed-
notlivych tiid. Tento typ uceni je nejcastéji pouzivany a bude vyuzit pro tuto praci.

Bez ucitele (unsupervised)

Mnozina trénovacich dat neobsahuje informaci o ttidé, do které patii. Cilem je na-
lézt podobnosti mezi jednotlivymi dokumenty a na jejim zakladé rozpoznat ttidy.
Nalezené ttidy je poté nutné ruéné pojmenovat.

Castecné uceni s utitelem (semi-supervised)

Jedna se o kombinaci dvou predchozich metod. K trénovani se pouzivaji data anoto-
vana ucitelem spolu s daty bez pritazené tiidy. Této metody se vyuziva pokud mame

11
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malé mnozstvi oznacenych dat, ale zaroven mame dostatek neoznacenych dat.

4.3.2 Naivni Bayesuv klasifikator

Pro tlohu automatické klasifikace je v literatuie velmi rozsiten tento klasifikator [1,
15]. Mezi jeho prednosti patii predevsim jednoduchost a rychlost klasifikace. Pred-
pokladem pro klasifikaci je nezavislosti atributu.

Princip

Zarazeni dokumentu do tfidy probiha vypoc¢tem podminénych pravdépodobnosti
pro kazdou tiidu a vybérem ttidy s maximalni aposteriorni pravdépodobnosti. Vypo-
¢et aposteriorni pravdépodobnost (pravdépodobnost zarazeni dokumentu d do tfidy c)
je proveden pouzitim Bayesovi véty (vzorec 4.1).

P(c)P(d|c)

Pleld) = =5

(4.1)

Apriorni pravdépodobnost P(c) je vypoctena z trénovacich dat pomoci vzorce 4.2.

P(c) = =< (4.2)

kde N, je pocet dokumentu ve tiidé a N je celkovy pocet dokumentii. Podminéna
pravdépodobnost P(d|c) je vypoctena pouzitim vzorce 4.3.

P(d|c) = H?I”—détd)' g P(t]e) D (4.3)

Hodnota f(t, d) urcuje pocet vyskytu termu ¢ v dokumentu d. Hodnota ng urcuje
pocet termu v dokumentu.

Podminénou pravdépodobnost P(t|c) uréime za pomoci vzorce 4.4.
Tct
P(tlc) = =——— (4.4)
Zt’ev Ter

kde Tct je pocet vyskytu ¢t v trénovacich dokumentech pro t¥idu ¢, déleny souctem
vyskytu vsech ¢t v dané tride.

Vybeér nejlepsi tiidy pro dokument je proveden dle vzorce 4.5.

Cmap = arg max,.oP(c|d) = arg max P(c) H P(tg|c) (4.5)
k=1
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Klasifikacni metody

kde n je pocet slov v dokumentu.

Modely

Pro tento klasifikator jsou pouzivany dva modely: Multinomidlni a Bernoulliho, které
se lisi reprezentaci termu. Multinomialni model si uchovava pocet vyskytu termu
oproti Bernoulliho modelu, ktery pro term uchovava pouze to, zda ho dokument
obsahuje. V tabulce 4.1 je uvedeno srovnani obou modelu.

Multinomialni model

Bernoulliho model

¢innost modelu

generovani tokenu

generovani dokumentu

nahodna proménna

X =t if t na dané pozici

U, = t if v dokumentu

reprezentace d =<ty, ..., tx, ..., tny >, d =<eq, ..., €, ..., ep >,
dokumentu treV e; € {0,1}
odhad parametru P(X =tlc) P(U; = elc)

rozhodovaci pravidlo

P(c) ngkgnd P(X = tc)

P(c)[1,,ev P(Ui = eilc)

vicenasobny vyskyt

bran v tvahu

ignorovan

délka dokumentu

zvladne delsi dokumenty

nejlépe funguje pro kratké
dokumenty

pocet priznaku

zvladne vétsi pocet

nejlépe funguje jen s
nékolika

odhad pro ptiznak the

P(X = the|c) ~ 0.05

~

P(Upe = 1]¢) ~ 1.0

Tabulka 4.1: Srovnani Multinomidlniho a Bernoulliho modelu [1]

4.3.3 Maximalni entropie

Dalsim klasifikdtorem je klasifikdtor maximéalni entropie [18], ktery poskytuje velmi
dobré vysledky pro kategorizaci textu.

Princip

Trénovaci data jsou pouzita pro nalezeni omezeni pravdépodobnostniho rozlozeni,
které musi byt splnéno pri odhadu modelu. Jako vektor ptriznakt oznacime funkci
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fi(d, ) pro dokument d a tfidu ¢. D je mnozina trénovacich dat. Cilem je nalezeni
modelu, ktery bude tomuto rozlozeni odpovidat. Hledana podminéna pravdépodob-
nost P(c|d) zatazeni dokumentu d do tiidy ¢ musi spliovat vlastnost 4.6.

%QUWNW=ZHWZHMM@@ (4.6)

deD

P(D) oznacuje pravdépodobnostni rozdéleni dokumentu, které ale nezndme. Proto
je za pouziti trénovacich dat vytvorena aproximace této hodnoty viz vzorec 4.7.
1 1
D] 2= i eld) = 75 > > Pleld)fi(d. o) (4.7)

deD deD c¢

Dalsim krokem je nalezeni ptiznakovych funkci z trénovacich dat, které budou
vhodné pro klasifikaci. Poté je nutné pro kazdy priznak vypocitat ocekavanou hod-
notu, ktera bude pouzita jako omezeni modelu.

Parametricka forma

Po vypocteni vSech omezeni je zaruceno, ze nalezeny model mé maximalni entropii.
Podle [19] muze byt ukdzano, ze rozlozeni ma vzdy exponencialni formu viz vzo-
rec 4.8.

Pleld) = ﬁeajp (3 Nifilds)) (4.8)

kde f;(d,c) je model priznaku, \; je parametr, ktery ma byt odhadnut a Z(d)
je normalizacni faktor pro zajisténi spravné hodnoty pravdépodobnosti vypocteny
podle vzorce 4.9.

Z(d) = Zexp (Z Aifi(d, c)) (4.9)

Po vy¢isleni vSech omezeni z oznacenych trénovacich dat je feseni problému ma-
ximalni entropie také fesenim dudlniho vérohodnostniho problému (maximum like-
hood problem) pro modely, které maji stejnou exponencidlni formu. Navic je zaru-
¢eno, ze konvexni funkce ma jedno globalni maximum a zadna lokalni maxima. Proto
existuje jedno mozné tfeseni pro nalezeni maximalni entropie, za pouziti Gradient-
ntho (Hill climbing) algoritmu. Z libovolného pocatecniho odhadu exponencidlniho
rozdéleni konverguje k feseni vérohodnostniho problému, které je zéaroven globdlnim
feSenim maximalni entropie.

14



Automatickd klasifikace Klasifikacni metody

4.3.4 Metoda podpurnych vektori

Dalsi zvolenou metodou klasifikace je metoda podpurnych vektoru dale oznac¢ovana
jako SVM (Support Vector Machine) [1, 16, 17]. Pro jednoduchost se omezime na bi-
narni klasifikator. Metoda hleda nadrovinu, ktera v prostoru piiznaku optimalné
rozdéluje trénovaci data. Optimalni nadrovina je takova, ve které je minimalni vzda-
lenost bodu od nadroviny pro obé mnoziny co nejvétsi. Grafické zndzornéni metody
se nachazi na obrazku 4.1.

Obrazek 4.1: Optimalni nadrovina

Cervené oznacené body na obrézku znazornuji podpurné vektory (support vec-
tors), z kterych je uréena nadrovina viz rovnice 4.10

w.x—b=0 (4.10)

Podle nadrovin je provedena klasifikace pro jednotlivé ttidy. VSechny body spl-
nujici podminku 4.11

w.x—b>1 (4.11)

jsou zarazeny do tiidy "modrych kolecek” (standardné oznacované jako y=+1).
Vsechny body spliujici podminku 4.12

w.x—b<1 (4.12)
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jsou naopak zafazeny do tiidy "oranzovych kolecek” (standardné oznacované jako
y=-1). Pro uvedené podminky je hleddni nadroviny nasledujicim optimaliza¢nim
problémem 4.13.

1
(w,b) = argma:céHwHQ (4.13)

K teseni tohoto optimalizacniho problému se pouziva tzv. dudlni problém.

Dualni problém

Pro tento ptipad se hledaji parametry «;, které jsou fesenim rovnice 4.14.
. n 1 n n
a = argmax (Z &%= Z Z a0y, (24, 25)) (4.14)
i=1 i=1 i=j

za podminek

a; < 0,1 = 1,2..naZoz,-yi =0

=1

Za pomoci nalezenych parametru a vypocéitame hodnotu w podle vzorce 4.15
n
w= Z YT (4.15)
i=1

Nelinearni klasifikace

Doposud jsme se zabyvaly jednoduchym piipadem, ve kterém jsou data snadno
linearné rozdélitelna. Pri realném pouziti ovSem data obvykle nejsou linearné roz-
délitelna. Proto se jako TeSeni pouziva prevedeni dat do vyssi dimenze, které pre-
vede tlohu na linearné separovatelnou. K prevedeni existuje jednoduchy zptusob,
tzv. trik (kernel trick), ktery pro uréeni nadroviny pouziva skaldrni sou¢iny jadrové
funkce

K = (&}, 3)) =2, , 7 (4.16)
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4.4 Natrénovani klasifikatoru a klasifikace

Proces klasifikace se sklada ze dvou fazi [13]. Prvni fazi je ucici faze (learnig phase),
ve které se klasifikator trénuje na rozpoznani jednotlivych tiid. Z trénovacich dat
nalezne priznaky, slouzici ke klasifikaci. Druhou fazi je klasifikace (classification),
ve které je pro prichozi dokument pouzit natrénovany klasifikdator, ktery muze do-
kument zaradit do dané kategorie. Cely prubéh je znazornén na obrazku 4.2.

Learning Phase

for Topics

1.N

B . Classifier
Definition of Topics 1 .. N Topic Parameters
> Learner >
sample documents

Classification

Topic Topic Association o
B —— Classifier "

Obrazek 4.2: Prubéh klasifikace [13]

4.4.1 Nastroje ke klasifikaci

Na zdkladé doporuceni byla pro klasifikaci zvolena knihovna Brainy [20]. Brainy
obsahuje vSechny typy klasifikatoru, které maji byt pouzity a je k dispozici zdarma.
Proto byla zvolena jako optimalni moznost, bez nutnosti hledat dalsi nastroje.

Brainy

Jednd se o knihovnu [20] pro klasifikaci napsanou v JAVE, ktera pochézi ze ZCU.
Brainy se sklada ze ti{ hlavnich komponent viz obrazek 4.3. Primarni komponentou
je machine learning, kterd poskytuje rozhrani pro klasifikaci nebo clustering. Dalsi
komponentou je ML, ktera obsahuje efektivni implementaci linearné algebraickych
struktur a algoritmu. Posledni komponentou je feature processing, ktera ma na sta-
rosti tvorbu matic a vektoru z objektu poskytnutych uzivatelem.

Pouziti knihovny sestava z nékolika fazi. Prvni fazi je extrakce priznaku, ve které
jsou uzivatelské objekty prevedeny na matice a vektory. Druhé faze je zavisla na po-
uzitém typu 1lohy, pro nasi tlohu je zajimava tiloha typu uceni s uc¢itelem. Pro tuto
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Feature Processing
FeatureSet XML Feature
Linear Algebra Math
ML algorithms
Feature
Classification Selection Optimization
Clustering Regression Statistics

Obrazek 4.3: Komponenty knihovny Brainy [20]

ulohu uzivatel nejprve inicializuje trénovaci t¥idu implementujici zvolenou metodu.
Trénovaci ttida poté zpracuje trénovaci data a vytvoii klasifikator. Po natrénovani je
klasifikator pripraven k pouziti. Schéma celého procesu je znazornéno na obrazku 4.4

Training
data Feature Training
Extraction phase
_> -- '> Featute Selection |- - -
Opt / Test
' . | hase
4- - - Feature Induction I P
""" | I

Input I —} Training algorithm : Output
data - _______i______ data

Obrazek 4.4: Schéma klasifikacni ulohy [20]

4.4.2 Evaluac¢ni metriky

Pro urceni presnosti klasifikace se pouziva nékolik evalua¢énich metrik [1]. Pro vy-
hodnoceni toho, zda byl dokument spravné zatrazen je potieba znat tiidu, do které
dokument patii. Na zakladé toho lze urcit konfuzni matici, ktera je nutna pro vy-
¢isleni vétsiny metrik. Matice a jeji jednotlivé prvky jsou vysvétleny tabulkou 4.2.
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Automatickd klasifikace Natrénovdni klasifikatoru a klasifikace

Relevantni | Nerelevantni
Obdrzené tp fp

Neobdrzené fn tn

Tabulka 4.2: Kontingenéni tabulka

Vysvétleni jednotlivych bunek:

e tp (true positive) - predikovand kategorie se shoduje se spravnou kategorii

)
)

e fn (false negative) - klasifikator nezafadil dokument do kategorie, do které patii

e fp (false positive) - predikovand kategorie se neshoduje se spravnou kategorii

e tn (true negative) - klasifikator spravné nezaradil dokument do kategorie

Presnost

Ptesnost (precision) je pomér z obdrzenych vysledku, které jsou relevantni. Vypocet
je urcen pomoci vzorce 4.17.

tp
P = 4.17
tp+ fp (4.17)

ijlnost
Uplnost (recall) je pomér z relevantnich vysledku, které byly obdrzeny. Vypocet je
urcen pomoci vzorce 4.18.

t
R=—"
tp+ fn

(4.18)

F-mira

F-mira patii k nejpouzivanéjsim metrikdm pro ohodnoceni kvality klasifikace. Je za-
lozena na predpokladu, ze pozadujeme co nejvyssi uplnost, pricemz tolerujeme jen ur-
¢ité procento nerelevantnich vysledku. Vypocet je proveden za pomoci presnosti
a uplnosti, kdy se jednd o jejich harmonicky prumeér viz vzorec 4.19.

7 1 :(52+1)PR tde 52:1—04)

4.1
1 1 ,BQP + R o ( 9)
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Automatickd klasifikace Natrénovdni klasifikatoru a klasifikace

kde o € [0, 1] a tedy 5% € [0, oq].

Standardné pouzivané hodnoty jsou o = 1/2 nebo f = 1. Pii jejichz pouziti
se metrika oznacuje jako Fi a vzorec 4.19 se zjednodusi na vzorec 4.20.

Fg_y = (4.20)

P+R
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5 Analyza datovych kolekci

Data pro trénovani a testovani klasifikdtorti poskytla Ceska tiskova kancelai (dale
jen CTK). Dodané kolekce byly dvou typu. Prvni kolekce obsahovala ceské doku-
menty, ulozené jako textové soubory. Druha kolekce obsahovala cizojazycéné zpravy,
ulozené v- XML souboru. Kolekce byly dle zadani doplnény o dvé dalsi volné do-
stupné kolekce v cizim jazyce. V nasledujici kapitole jsou vSechny kolekce detailné
analyzovany.

5.1 CTK ¢eské dokumenty

Tato kolekce je souhrnem Geskych dokumenti ziskanych od CTK'. Byla dodéna jako
kolekce textovych souboru, které ve svém nazvu obsahuji vsechny kategorie, do kte-
rych patti. Kolekce obsahuje celkem 11 955 dokumentt, které obsahuji 2 922 319
slov. Distribuce délek dokumentu je znazornéna na obrazku 5.1.
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2500

2000

1500

Dokumenti

1000

500

100 200 300 400 500 600 700 800 900 1000
Délka dokumentu (slova)

Obrézek 5.1: Distribuce délek dokumentu

V kolekci je k dispozici celkem 60 kategorii. Kazdy dokument muze patfit do vice
kategorii. Distribuce poctu kategorii pro dokumenty je znazornéna na obrazku 5.2.

http://home.zcu.cz/ pkral/sw/
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Analyjza datovych kolekct CTK anglické dokumenty
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Dokumentd

Pocet kategorif

Obrazek 5.2: Distribuce poctu kategorii pro dokumenty

5.2 CTK anglické dokumenty

Tato kolekce je souhrnem cizojazycnych dokumentt ziskanych od CTK. Byla do-
dana jako XML soubor, ktery obsahoval velké mmnozstvi atributu. Mezi dulezité
atributy patii zprava, agentura (z agentury lze urcit jazyk, ve kterém je dokument)
a kategorie. Kolekce obsahuje 4 501 dokumentu v anglickém jazyce, které obsahuji
2 230 239 slov. Distribuce délek dokumentu je znazornéna na obrazku 5.3.
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Obréazek 5.3: Distribuce délek dokumentu

V kolekci je k dispozici celkem 12 kategorii, pricemz kazdy dokument patii pouze
do jedné kategorie. Celkovy pocet kategorii je nizky a proto je mozné zobrazit pocet
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Analyza datovych kolekct

Reuters

dokumentu pro vSechny kategorie. Kategorie jsou velmi obecné, ale nékteré lze pii-
blizné namapovat na ¢eskou kolekci od CTK. Distribuce kategorii pro dokumenty je
znazornéna na obrazku 5.4.
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Obréazek 5.4:
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Distribuce kategorii pro dokumenty

Tato kolekce je souhrnem anglickych dokumenttt od Reuters?. Je k dispozici jako ko-
lekce textovych souboru, které jsou rozdéleny do kategorii podle slozek, ve kterych
se nachazi. Kolekce je rozdélena na kolekci pro trénovani a testovani. Obsahuje cel-
kem 3 744 testovacich a 9 583 trénovacich dokumentu, které obsahuji 2 022 177 slov.
Distribuce délek dokumentti je znédzornéna na obrazku 5.5.
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Obrézek 5.5: Distribuce délek dokumentu

2http://disi.unitn.it/moschitti/corpora.htm
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Analyza datovych kolekct BBC

V kolekei je k dispozici celkem 90 kategorii, pricemz kazdy dokument patii pouze
do jedné kategorie. Kategorie jsou velmi specifické, a proto je nelze namapovat na ¢es-
kou kolekci od CTK.

5.4 BBC

Tato kolekce je souhrnem anglickych dokumenti, které pochdzeji od BBC?. Kon-
krétné se jedna o internetového zpravodajstvi za obdobi 2004-2005. Je k dispo-
zici jako kolekce textovych soubort, které jsou podle slozek rozdéleny do kate-
gorii, do kterych patii. Kolekce obsahuje celkem 2225 dokumentu, které obsahuji
854 490 slov. Distribuce délek dokumentt je znazornéna na obrazku 5.5.
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Obrézek 5.6: Distribuce délek dokumentu

V kolekci je k dispozici celkem 5 kategorii, pficemz kazdy dokument patii pouze
do jedné kategorie. Celkovy pocet kategorii je nizky, a proto je mozné zobrazit pocet
dokumentu pro vSechny kategorie. Distribuce kategorii pro dokumenty je zndzornéna
na obrazku 5.4. Kategorie jsou obecné a lze je namapovat na ¢eskou kolekei od CTK.

3http://mlg.ucd.ie/datasets/bbc.html
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Analyza datovych kolekct BBC
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Obrazek 5.7: Distribuce kategorii pro dokumenty
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6 Programové reseni

V nasledujici kapitole je popsano, jakym zpusobem bylo vytvoreno programové fe-
Seni. Nejprve jsou rozebrany detaily pouzité pti klasifikaci a vytvoreny klasifikacni
program. Dale je vysvétlen zpusob trénovani systému pro preklad a zpusob, jakym
jsou systémy pouzity.

6.1 Klasifikace

Pro klasifikaci byla zvolena moznost trénovani s ucitelem. Z klasifika¢nich metod
byly vybrany nasledujici - Naive Bayes, Maxim&lni entropie a SVM. Uvedené metody
funguji pro binarni klasifikator, ale pro testovani je nutné prevést ilohu na vice t¥idni
klasifikaci. Pro prevod na tento typ tlohy se pouzivaji postupy, které jsou popsané
v ¢asti vice ttidni klasifikace. Poté je popséana ktizova validace, kterda se pouziva
k dukladnému ovéreni vysledk.

6.1.1 Vice tridni klasifikace

Binarni sjednoceni

Pro kazdou kategorii je natrénovan binarni klasifikator. Trénovaci data jsou pro kazdy
klasifikator rozdélena na dvé mnoziny. Prvni mnozinou jsou dokumenty, které ob-
sahuji danou kategorii. Druhou jsou vsSechny dokumenty, které neobsahuji danou
kategorii. Pti vice ttidni klasifikaci je klasifikovano postupné kazdym binarnim kla-
sifikatorem a dokument je zarazen do dané kategorie, pokud je pravdépodobnost
zatazeni do prvni tiidy vétsi nez do druhé. Nevyhodou této metody je predevsim
¢asova narocnost trénovani a klasifikace.

Prahovani

Pro vsechny kategorie je natrénovan jeden spolecny klasifikator. Pri klasifikaci je
dokument zafazen pod kazdou kategorii, pro kterou je pravdépodobnost, ze patii
do dané kategorie vétsi, nez stanovend mez. Vyhodou této metody je predevsim
rychlost, oproti binarnimu sjednoceni. Problémem je ale nalezeni vhodné meze.
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Programové reseni Testovaci program

6.1.2 Krizova validace

Vstupni mnozina dat je rozdélena na podmnoziny. Jedna mnozina je urcena jako tes-
tovaci, zatimco zbylé slouzi jako trénovaci mnoziny. Tento proces se nékolikrat opa-
kuje, pokazdé s jinou podmnozinou pro trénovaci a testovaci mnozinu, az je mnozina
postupné otestovana cela.

6.1.3 Priznaky

Pro klasifikaci je nutné zvolit priznaky, které budou pouzity pro klasifikaci. V aplikaci
jsou pouzivany dva modely, které jsou dale popséany.

Model - Bag of words

Model je natrénovan pomoci trénovacich dokumentu, ze kterych jsou ulozena vsechna
slova s poc¢tem vyskytu. Kazdy dokument ke klasifikaci je reprezentovan indexy slov.

Model pro LDA

Model si ulozi vektory vsech trénovacich dokumentu. Pti klasifikaci je vektor doku-
mentu porovnavan se vSéemi vektory trénovacich dokumentu. Podobnost dokumentu
je vyhodnocovana pomoci kosinové podobnosti.

6.2 Testovaci program

Pro experimenty byl vytvofen program, umoznujici konfiguraci a spousténi testu.
Program poskytuje statistiky pro testovany korpus, umoznuje spousténi testu pro jednu
kolekci, kterd je testovana. Déle 1ze testy provadét pro dvé kolekce, kdy jako tréno-
vaci jsou pouzity ¢eské dokumenty od CTK a testovaci je zvolend kolekce v cizim
jazyce. Diagram prubéhu klasifikace se nachézi na obrazku 6.1. Jednotlivé metody
jsou dale strucné popsany.

LoadAllDocuments - Metoda nacte vSechny soubory a ulozi je do struktury pro dalsi
zpracovani.

LoadTranslatedDocuments - pfelozené zpravy se nahraji ze souboru a aktualizuji
se zaznamy jednotlivych dokumenti. Metoda nahrava soubory nebo soubor podle
nastavené kolekce a typu prekladového systému.
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Testovaci program

posledni ¢ast?
ano

ne

prelozené? ano
ne
loadDocuments loadTranslated ’

| |
I

categoriesPreparation ’

i

‘ RemovecategoriesWithLowOccurences

i

‘ CreateTrainingData

threshold metoda? class

‘TestThreshold’ ‘ TestClass ’

| |
l

% WriteResults ’

Obrazek 6.1: Diagram testovactho programu

CategoriesPreparation - z nac¢tenych trénovacich dokumentu se ziskaji vsechny ka-

tegorie.

RemoveCategoriesWithLowOccurences - odstrani se kategorie, které obsahuji mensi
pocet trénovacich dokumentt nez je stanovena mez. Tyto kategorie jsou odstranény
také ze vSech dokumentu a pokud dokument jiz nepatii do zadné dalsi kategorie,

pak je vyhozen.

CreateTrainingData - pripravi data pro trénovani. Odstrani ze zprav html znaky

a zpravy jsou tokenizovany.

28



Programové reseni Testovaci program

TestThreshold - natrénuje a otestuje klasifikator prahovanim.
TestClass - natrénuje a otestuje klasifikator binarnim sjednocenim.
WriteResults - zapise vysledky metrik (pfesnost, uplnost, f-mira) do souboru.

Metody TestThreshold a TestClass pracuji podle algoritmu, ktery je popsan
na obrazku 6.2. Metody se lisi v nepatrnych detailech, které jsou déle popsany.

‘ Priprava trénovacich dokumentu a jejich kategorii

i

‘ Nacteni klasifikdtoru ’

|

ne
ne

‘ Natrénovani klasifikdtoru

|

1

‘ Klasifikace dokumentu ’

l

‘ Ulozeni klasifikdtoru ’

i

‘ Vyhodnoceni vysledku a zapis

Obrazek 6.2: Diagram metody klasifikace

TestThreshold pti vyhodnoceni vysledku pro dokument uréi pravdépodobnost
zatazeni do kazdé kategorie. Dokument je do kategorie zatfazen, pokud je dana hod-
nota vétsi nez stanovena prahovaci mez. Alternativné muze dokument zatadit pouze
do ttidy s nejvétsi pravdépodobnosti. Pii této klasifikaci je pouzit pouze jeden kla-
sifikator.

29



Programové reseni Trénovani systému pro preklad

TestClass naproti tomu obsahuje tolik klasifikatoru, kolik je kategorii. Pfi vy-
hodnoceni vysledku je dokument zatazen do kategorie, pokud je pravdépodobnost
ze do ni patii veétsi nez 0,5. Klasifikace je provadéna v cyklu podle poctu kategorii.
TestClass je tedy vyrazné pomalejsi, ale oproti TestThreshold neni tfeba urcovat
vhodnou prahovaci mez.

Nacteni klasifikatoru - je metoda, ktera zjist'uje zda jiz nebyl klasifikator natrénovan.
Pokud byl natrénovén, pak je ulozen na disku a lze ho nacist. Toto je umoznéno
vyuzitim serializace, kterda umoznuje ulozit celou tiidu a také ji jednoduSe nacist.
Tento postup usetti velké mnozstvi ¢asu, nebot’ trénovani klasifikatoru je pro velké
mnozstvi dat ¢asové narocnou ulohou.

6.3 Trénovani systému pro preklad

Pro preklad byly zvoleny systémy pouzivajici statisticky strojovy pieklad. Ty musi
byt nejprve natrénovany pomoci paralelnich korpusu. V nasledujici sekci je popsan
zpusob vybéru korpusu a je popsano, jak byly systémy trénovany.

6.4 Paralelni korpusy

Jako vychozi jazyk pro testovani byla zvolena anglictina, kterd bude preklddana
do ¢estiny. Nasledujici sekce obsahuje popis nalezenych korpusu a duvody pro zvoleni
pouzitého trénovaciho korpusu.

Europarl

Europarl! je korpus obsahujici zdznamy z jednani Evropského parlamentu [21]. Tyto
zaznamy jsou prekladéany do rodnych jazyku vsech ¢lenskych zemi Evropské Unie.
Velikost korpusu je zavisld na datu vstupu, kdy byla zemé do Unie piijata. Cesko-
anglicky korpus obsahuje 646 605 paralelnich vét.

CzEng 1.0

CzEng 1.0? je ¢tvrté vydani paralelniho esko-anglického korpusu od Ustavu formaln{
a aplikované lingvistiky (UFAL), ktery je volné k dispozici pro nekomeréni tcely [22].

Yhttp://www.statmt.org/europarl/
2http://ufal.mff.cuni.cz/czeng
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Programové reseni Trénovani systému pro preklad

Korpus obsahuje 15 136 126 paralelnich vét, ze sedmi ruznych zdroju (napiiklad
z evropské legislativy, filmovych titulku, technické dokumentace).

Volba korpusu

Vysledna kvalita prekladu statistickych strojovych systému je zavisld na mnozstvi
dat, které maji k dispozici pro trénovani. Pro natrénovani systému Moses je nutné
zvolit vhodny korpus. Pouziti CzEng 1.0 korpusu by bylo vhodnéjsi, nebot’ obsahuje
podstatné vice dat a kvalita prekladu roste s po¢tem trénovacich dat. Jednim z cilu
této prace ale je, porovnat vliv kvality prekladu na klasifikaci. Proto je vhodné,
aby jeden systém poskytoval horsi pieklad. Europarl korpus je podstatné mensi
nez CzEng 1.0 korpus a tak pfi natrénovani systému Moses korpusem Europarl
dostaneme znatelné horsi preklad. Google translate nemusi byt trénovan a poskytuje
vysoce kvalitni preklad, proto je vhodné, aby Moses nebyl natrénovan prilis velkym
korpusem. Dalsi vyhodou Europarl korpusu je, ze je k dispozici pro vSechny jazyky
¢lenskych zemi EU. Systém tak muze byt natrénovan pro vice jazyku z podobnych
dat. Z téchto duvodu bude pro natrénovani systému pro preklad pouzit Europarl
korpus.

6.5 Trénovani systému pro preklad

Statistické strojové systémy musi byt natrénovany za pomoci paralelnich korpust.
V testovaci aplikaci jsou vyuzivany systémy Moses a Google translate. Google translate
poskytuje preklad prostrednictvim API sluzby. Moses je k dispozici ve formé sys-
tému, ktery musi byt nejprve natrénovan paralelnim korpusem.

Moses

Moses je natrénovan za pomoci Europarl korpusu. Tento korpus musi byt pred tré-
novanim podroben nésledujicim krokum:

e tokenizace - Mezi slova a interpunkci je vlozena mezera

e truecasing - Pocdtecni slova v kazdé véte jsou konvertovana (velikost pismen)
na jejich nejpravdépodobnéjsi variantu

e cleaning - Prazdné nebo dlouhé véty jsou odstranény, dale jsou odstranény
nespravné zarovhané veéty.

Poté je nutné vytvorit jazykovy model pro cilovy jazyk. Po tomto kroku je k dis-
pozici vSe potfebné a muze probéhnout trénovani systému. Kdyz je dokonceno tré-
novani, pak je jiz mozné prekladat text. Dale lze provést ladéni systému, které
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vylepsuje kvalitu prekladu. Tento krok byl pfi trénovani preskoc¢en, aby bylo mozné
zjistit vliv kvality prekladu na klasifikaci.

6.6 Preklad systémem

V nasledujici sekci je popsan zpusob, jakym jsou oba systémy pro pieklad pouzi-
vany. Vytvoreny program ke klasifikaci pripravi soubor se vSemi zpravami a jejich
identifikatorem pro pieklad. Tento soubor je za pomoci systému prelozen a poté
si program ke klasifikaci nacte prelozeny soubor.

6.6.1 Preklad pomoci systému Moses

Pteklad pomoci systému Moses je jednoduchy, ale musi byt natrénovan paralelnim
korpusem. Pti prekladu staci nejprve tokenizovat soubor pro preklad. Poté se jednim
prikazem spusti preklad, po jehoz dokonceni mohou byt ptfelozené zpravy nahrany
zpét do programu ke klasifikaci.

6.6.2 Preklad pomoci Google translate

Béhem prohlizeni webu byla nalezena moznost bezplatného pouziti systému Go-
ogle translate. Google poskytuje adresu k prekladové API, které ma nékolik za-
kladnich omezeni. Jednim z nich je maximélni velikost textu pro preklad, ktery
je omezen na 2000 znakiu. Kvuli tomuto omezeni je text k prekladu nutné vhodné
rozdélovat na casti, které poté lze prelozit. Dalsim problémem je vystupni format
prekladu, ktery je nutné zpracovat pomoci regularnich vyrazu. Ukazka forméatu vy-
stupu pri prekladu dvou anglickych vét viz obrazek 6.3.

[ [
["Dnes je pond&li. ","Today is monday.",,,1],
["To je jen test.","This is just a test.",,,0]
] uenn]

Obrazek 6.3: Google translate - ukazka formatu vystupu

Pro tuto dlohu byla vytvorena samostatnéd aplikace, kterd nacte soubor k pre-
lozeni. Z tohoto souboru nacte cely tadek, podle jehoz zacatku provede operaci.
V zavislosti na nastaveni pak muze byt proveden preklad. Tento fadek je nacten
a rozdélen tak, aby byl mensi nez 2000 znaku. Poté je pielozen pomoci Google
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Programové reseni Klasifikace pouzitim LDA

translate API, které vraci vysledek ve vyse uvedeném formatu. Vysledek je zpra-
covén reguldrnimi vyrazy a ulozen. Rédek je zpracovavén do té doby, nez je cely
prelozen. Pti rozdélovani radku tak, aby mél méné nez 2000 znaku musi brat zretel
na to, aby véta davala smysl a Google ji mohl kvalitné prelozit. Proto je fadek roz-
délovan do vét, které jsou postupné pridavany k prekladu az do povolené velikosti.
Takto je postupné tadek prekladan po vétach, nez je cely prelozen. Tento postup
se opakuje do prelozeni celého souboru.

6.7 Klasifikace pouzitim LDA

LDA reprezentuje dokument jako vektor pravdépodobnosti pro vsechna definovand
témata. Pro tlohu klasifikace bylo zvoleno LDA se 100 tématy. K umoznéni klasifi-
kace z jednoho jazyka do druhého je nutné mit dva modely reprezentace dokumentu.
Jeden pro cesky jazyk a druhy pro cizi jazyk. Témata musi byt pro oba modely
totozna a tudiz musi byt LDA natrénovano ze shodné anotovanych dat. Pro porov-
nani pak lze pouzit kosinovou metriku, kterd muze pouzitim dvou modelt porovnat
dokumenty v rozdilnych jazycich a urcit jejich podobnost. Vyslednd podobnost je
v intervalu <0,1>, pricemz vysledek 1 znamena, ze jsou dokumenty identické.

Cely proces je zobrazen na obrazku 6.4. Vstupni dokument je dle jazyka zpraco-
van prislusnym LDA modelem, které jej transformuje na vektor. Tento vektor muze
byt klasifikovan pouzitim kosinové podobnosti. Piiznaky pro klasifikovany dokument
jsou jeho podobnosti se vSemi trénovacimi dokumenty. Implementace metody LDA
k pouziti v testovacim program byla obdrzena od vedouciho prace spolu s natréno-
vanymi modely pro cesky a anglicky jazyk.

Vstupni
dokument
Dokumentv Dokumentv
teském jazyce anglickém jazyce
CZ EN
LDA LDA

\ /

Vektor — Klasifikace

(Kosinova podobnost)

Obrézek 6.4: Klasifikace metodou LDA
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7 Dosazené vysledky

V této kapitole budou provedeny testy jednotlivych metod a parametri. Testy bu-
dou provedeny na étyfech riznych datovych kolekei. Prvnf kolekee je od CTK, kterd
obsahuje dokumenty v ceském jazyce. Zbylé tii kolekce obsahuji dokumenty v ang-
lickém jazyce, picemz se jednd o kolekce od CTK, Reuters a BBC.

Pro klasifikaci byly vybrany metody zvolené v predchozich kapitolach, tedy me-
toda maximalni entropie, SVM a Naive bayes. Pro klasifikaci do vice ttid budou po-
uzity dva pristupy k vice t¥idni klasifikaci - binarni sjednoceni a prahovani. Kolekce
v Ceském jazyce bude podrobena testu, jak minimalni pocet trénovacich dokumentu
pro kategorii ovliviuje klasifikaci bindarnim sjednocenim. Déle standardnim testum
na zjisténi presnosti klasifikace prahovanim.

Kolekce v anglickém jazyce budou podrobeny dvéma rozdilnym testum. Prvni
test bude proveden pro zjisténi, jak kvalita prekladu ovliviiuje vyslednou klasifikaci.
Pro tento test je pripraven pieklad dvéma rtiznorodymi nastroji - Google translate
a Moses. Kvalita prekladu obou nastroju bude vyhodnocena metrikou BLEU.

Dalsim testem bude klasifikace bez prekladu, za pomoci obecné reprezentace
dokumentu pomoci LDA. Poté, pokud to bude proveditelné, budou kategorie dané
kolekce namapovany na ceskou kolekci a budou provedeny testy na natrénovaném
modelu (CZ) pro testovaci dokumenty z anglického jazyka.

Neékteré kolekce mohou byt rozdéleny na trénovaci a testovaci data. V takovém
pripadé je respektovano toto rozdéleni a klasifikace je provedena s danym rozdélenim.
Obvykle ale data takto rozdélena nejsou a neni jich k dispozici velké mnozstvi.
V takovém ptipadé testovani probihd za pomoci kiizové validace s parametrem 5.
To znamena, ze se kolekce rozdéli na 5 stejnych ¢asti, kdy pro trénovani jsou pouzity
4/5 a pro testovani zbyvajici cast. Klasifikace pro jednu kolekci je tak spusténa
celkem pétkrat a to pro vsechny mozné kombinace. Ziskané vysledky jsou nésledné
ZPrumerovany. Uspésnost klasifikace je vyhodnocena za pomoci metriky f-mira.

7.1 Klasifikace ¢eskych dokumentit od CTK

Klasifikace na ¢eskych dokumentech je provedena pouzitim binarniho sjednoceni
a prahovani, které jsou nasledné porovnany. Pro klasifikaci bindrnim sjednocenim
je proveden test, jak minimalni pocet trénovacich dokumentu pro kategorii ovliviiuje
vysledky klasifikace viz tabulka 7.1.
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Dosazené vysledky Klasifikace ceskyjch dokumenti od CTK

Pocet Pocet ME SVM
dokumentti| kategorif Presnost Uplnost F-mira | Piesnost Uplnost F-mira
1 60 0,899 0,693 0,782 0,905 0,663 0,766
5 59 0,899 0,693 0,782 0,905 0,663 0,766
10 59 0,899 0,693 0,782 0,905 0,663 0,766
25 55 0,899 0,693 0,783 0,905 0,666 0,767
50 48 0,898 0,694 0,783 0,905 0,670 0,770
100 45 0,898 0,698 0,786 0,905 0,675 0,774
200 5 0,897 0,705 0,790 0,905 0,685 0,779
500 5 0,892 0,722 0,798 0,899 0,709 0,793

Tabulka 7.1: Klasifikace ¢eskych dokumentu bindrnim sjednocenim (vliv minimé4l-
niho poé¢tu trénovacich dokumentu pro kategorii)

Vysledky f-miry pro vliv minimalniho poctu trénovacich dokumentt pro katego-
rii, pii pouziti klasifikace binarnim sjednocenim jsou zobrazeny v grafu 7.1. Vysledky
jsou volbou minimalniho poétu trénovacich dokumentu ovlivnény minimélné nejspise
proto, ze pfi malém mnozstvi trénovacich dokumentu je jich také malo pro testovani.
Proto prilis neovliviuji vysledky metrik. Ze ziskanych vysledki lze nicméné usoudit,
ze minimalni pocet trénovacich dokumentu pro kategorii nema prili§ vyznamny vliv,
a proto uz nebude dale zkouman. Jako vychozi pocet pro dalsi testy bude zvolen
minimalni pocet trénovacich dokumentt na 100.

Pocet kategorii

59 55 45 5
0.8 T

F-mira

0.765 [ | | | | | | | | |
50 100 150 200 250 300 350 400 450 500

Pocet dokumentti

Obrazek 7.1: Vliv minimalniho poctu trénovacich dokumentu pro kategorii na klasi-
fikaci bindrnim sjednocenim.
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Dosazené vysledky

Klasifikace ceskyjch dokumenti od CTK

Dalsim testem je klasifikace prahovanim viz tabulka 7.2. Pro prah byly vybrany
hodnoty v intervalu [0,1], v tabulce jsou ale zobrazeny pouze nejlepsi vysledky.
Je tedy zobrazeno celkem 8 hodnot, s krokem 0,05 az do hodnoty 0,35. Pro klasifikaci
prahovanim jsou vysledky f-miry zobrazeny také v grafu 7.2.

Hodnota meze pro prahovani
Metoda | Metrika
0,01 | 0,06 | 0,1 | 0,15 | 02 | 025 | 0,3 | 0,35
Presnost | 0,453 | 0,769 | 0,864 | 0,900 | 0,917 | 0,928 | 0,935 | 0,940
ME | Uplnost | 0,851 | 0,716 | 0,620 | 0,548 | 0,487 | 0,437 | 0,392 | 0,353
F-mira | 0,589 | 0,742 | 0,722 | 0,682 | 0,636 | 0,594 | 0,552 | 0,513
Presnost | 0,613 | 0,690 | 0,735 | 0,764 | 0,783 | 0,794 | 0,799 | 0,802
SVM | Uplnost | 0,517 | 0,466 | 0,436 | 0,411 | 0,386 | 0,359 | 0,337 | 0,309
F-mira | 0,561 | 0,556 | 0,547 | 0,534 | 0,517 | 0,494 | 0,474 | 0,446
Tabulka 7.2: Klasifikace ¢eskych dokumentu prahovanim
0.75 - B
0.7
0.65
0.55
0.5 - i
0.45 - <
04 O.‘05 0‘.1 0.‘15 O‘.2 O.‘25 C;.S 0.35

Obrazek 7.2: F-mira pii klasifikaci ¢eskych dokumentu prahovanim

Hodnota prahu

Experimenty ukazaly jako optimélni hodnotu meze pro prahovani 0,05. Pti zjem-
néni intervalu kolem nalezené hodnoty by se mohlo podatrit najit nalézt lepsi vy-
sledky, zlepseni by ale bylo miniméalni.
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Dosazené vysledky Ohodnoceni kvality prekladu systémau

7.2 Ohodnoceni kvality prekladu systému

Jednim z naplanovanych testu je zjisténi vlivu kvality prekladu na vysledky klasifi-
kace. Proto musi byt ohodnoceno, jak kvalitni preklad systémy poskytuji. Preklad
bude ziskavan ze dvou systému - Google translate a Moses. Vystup obou systému
bude ohodnocen pouzitim BLEU metriky.

Pro vyhodnoceni metriky BLEU musi byt k dispozici text k prelozeni (v an-
glickém jazyce) a referencni lidsky preklad (v ¢eském jazyce). K porovnani obou
systému pro pieklad byly zvoleny dva testovaci korpusy'. Vystup obou systému byl
vyhodnocen metrikou BLEU viz tabulka 7.3.

Systém pro preklad nc_devtest nc-dev
Google translate 27,09 % 37,69 %
Moses 7,63 % 13,28 %

Tabulka 7.3: Porovnani systému pro pireklad metrikou BLEU

7.3 Klasifikace anglickych dokumentti od CTK

Pro klasifikaci anglickych dokumenti od CTK jsou opét zvoleny metody bindrniho
sjednoceni a prahovani, které jsou vzajemné porovnavany. K porovnéani jsou zvoleny
dva rozdilné testy:

e V prvni ¢asti se porovnavaji dva odlisné pristupy ke klasifikaci na jedné kolekci.
Prvnim je preklad dokumentu do ¢estiny a jeho nasledna klasifikace, ktera je
znazornéna na obrazku 7.3. Druhym je obecna reprezentace dokumentu po-
moci LDA, ktera nevyzaduje preklad, ale zkouma podobnost mezi dokumenty
pomoci kosinové podobnosti. Prubéh klasifikace metodou LDA je znazornén
na obrazku 7.4.

e V druhé ¢asti se porovnavaji dva odlisné piistupy ke klasifikaci pro dvé od-
lisné kolekce. Kolekce anglickych dokumentu je pouzita jako testovaci, zatimco
model je natrénovén ceskou kolekei od CTK. Prvnim pifstupem je pieklad
dokumentu do ¢estiny a jeho nasledna klasifikace, ktera je znazornéna na ob-
razku 7.5. Druhym je obecnd reprezentace dokumentu pomoci LDA, kterd
nevyzaduje ptreklad, ale zkouma podobnost mezi dokumenty pomoci kosinové
podobnosti. Prubéh klasifikace metodou LDA je znazornén na obrazku 7.6.

"http://www.statmt.org/wmt07/shared-task.html
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Dosazené vysledky Klasifikace anglickjch dokumenti od CTK

7.3.1 Testovani pro jednu kolekci

Na obrazku 7.3 je znazornén prubéh klasifikace, pfi pouziti varianty s prekladem
a naslednou klasifikaci. Anglicka kolekce slouzi jako trénovaci a zaroven testovaci.

Trénovaci faze

Trénovaci Preklad Dokument Trénovani

dokument (EN) * Dokumentu (CZ) * Kasifikatoru
Klasifikacni faze Klasifikace
dokumentu
Vstupni Preklad Dokument Natrénovany Dokument s prifazenymi
dokument (EN) > Dokumentu > (CZ) > Kiasifiktor kategoriemi

Obrézek 7.3: Varianta s prekladem dokumentt a naslednou klasifikaci (pro jednu
kolekei)

Na obrazku 7.4 je znazornén prubéh klasifikace, pti pouziti varianty s metodou
LDA. V této varianté anglicka kolekce slouzi jako trénovaci a zaroven testovaci.
Trénovaci faze spociva v ulozeni vSech vektoru transformovanych z trénovacich do-
kumentu metodou LDA pri pouziti anglického modelu. Pri klasifikaci jsou priznaky
ziskany porovnanim vektoru vstupniho dokumentu se vSemi vektory trénovacich
dokumentu. Vstupni dokument je preveden na vektor pouzitim LDA anglického
modelu.

Trénovaci faze

Trénovaci EN Vektor Véechny trénovaci
dokument (EN) > Lpa > > vektory (LDA EN)

. Lo Klasifikace
Klasifikacni faze dokumentu
Vstupni EN Vektor Klasifikace Dokument s pFifazenymi
dokument (EN) > LDA > > (Kosinova podobnost) kategoriemi

Obrazek 7.4: Varianta s pouzitim metody LDA (pro jednu kolekci)

Nasledujici klasifikace je provedena binarnim sjednocenim viz tabulka 7.4. Pro tuto
klasifikaci byl minimélni pocet trénovacich dokumentu pro kategorii stanoven na 50
a to vzhledem k celkovému poc¢tu dokumentt, ktery je oproti kolekci s ¢eskymi
dokumenty polovicéni. Pri této klasifikaci bylo k dispozici celkem 7 kategorii.
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Dosazené vysledky Klasifikace anglickjch dokumenti od CTK

Preklad Metrika Metoda
ME SVM
Presnost 0,893 0,899
Google Uplnost 0,820 0,801
F-mira 0,855 0,847
Ptesnost 0,880 0,895
Moses Uplnost 0,820 0,796
F-mira 0,849 0,843
Ptesnost 0,740 0,754
LDA Uplnost 0,739 0,730
F-mira 0,739 0,742

Tabulka 7.4: Srovnani klasifikace binarnim sjednocenim pro metodu s prekladem
anglickych dokumentu a metody LDA

Vzhledem k tomu, ze dokumenty v této kolekci patii vzdy jen do jedné kate-
gorie, pii klasifikaci prahovanim neni tfeba urcovat vhodnou hodnotu. Misto toho
staci dokument zaradit do kategorie, ktera ma nejvyssi pravdépodobnost. Pti takové
klasifikaci bude ptresnost a tiplnost vzdy stejna. Nebot’ F-mira je pouze harmonicky
prumeér presnosti a uplnosti. Proto ma smysl uvadét pti klasifikaci prahovanim pouze
hodnotu f-miry. Klasifikaci prahovanim zobrazuje tabulka 7.5.

Preklad Metoda
ME SVM
Google 0,866 0,850
Moses 0,861 0,846
LDA 0,749 0,739

Tabulka 7.5: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA

7.3.2 Kategorie namapované na ceskou kolekci

Nasledujici testy se snazi porovnat, jak kvalita prekladu ovlivinuje klasifikaci a zda
neni lepsi reprezentace dokumentu pomoci metody LDA. Pro tento test byly katego-
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Dosazené vysledky Klasifikace anglickjch dokumenti od CTK

rie z anglické kolekce pouzité v predchozich experimentech namapovany na kategorie
v ceské kolekci od CTK, aby si co nejpfesnéji odpovidaly. Kategorie v anglické ko-
lekci jsou ale dosti obecné na rozdil od c¢eskych, které jsou velmi specifické, proto
nemusi byt namapovani uplné presné. Pro ziskani ptibliznych vysledku k vytycenym
cilim je ale namapovani dostacujici.

Na obrazku 7.5 je znazornén prubeéh klasifikace, pti pouziti varianty s prekladem
a néslednou klasifikaci. Pro tento test byla celd ¢eskd kolekce od CTK pouzita jako
trénovaci a byly na ni natrénovany klasifikatory. Anglické dokumenty slouzily pouze
jako testovaci.

Trénovaci faze

Trénovaci . Trénovani
dokument (CZ) 7 Kklasifikatoru
e 2 e Klasifikace
Klasifikacni faze l dokumentu
Vstupni dokument Preklad Dokument Natrénovany Dokument s pfifazenymi
(EN) > Dokumentu > (cZ) > Kasifikator kategoriemi

Obrédzek 7.5: Varianta s prekladem dokumentu a ndslednou klasifikact (trénovact ko-
lekce - ¢eské dokumenty od CTK, testovaci kolekce - kolekce anglickych dokumenti)

Na obrazku 7.6 je znazornén prubéh klasifikace, pfi pouziti varianty s metodou
LDA. Ceské kolekce od CTK slouzi jako trénovaci, zatimco kolekce anglickych do-
kumentt jako testovaci. Trénovaci faze spociva v ulozeni vSech vektoru transformo-
vanych z trénovacich dokumentu metodou LDA pfti pouziti ¢eského modelu. P1i kla-
sifikaci jsou priznaky ziskany porovnanim vektoru vstupniho dokumentu se vSemi
vektory trénovacich dokumentu. Vstupni dokument je preveden na vektor pouzitim
LDA anglického modelu.

Trénovaci faze

Trénovaci cz Vektor Véechny trénovaci
dokument (CZ) > LDA i »  vektory (LDA CZ)
oo Klasifikace
Klasifikacni faze dokumentu
Vstupni EN Vektor Klasifikace Dokument s pfifazenymi
dokument (EN) > LDA ’ ’ (Kosinova podobnost) kategoriemi

Obrfizek 7.6: Varianta s pouzitim metody LDA (trénovaci kolekce - ceské dokumenty
od CTK, testovaci kolekce - kolekce anglickych dokument)
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Dosazené vysledky Klasifikace anglickjch dokumenti od CTK

Pro tyto testy byly zvoleny dva rozdilné scénate:

e V prvnim byly vSechny kategorie, které se nevyskytovaly v testovacich datech
ponechany.

e Zatimco ve druhém scénafti byly kategorie, které se nevyskytovaly v testovacich
datech odstranény.

Prvni scénar - vSechny kategorie ponechany

V tomto scénafi testu byly ponechany i kategorie, které se nevyskytuji v testovacich
datech. Klasifikace tak bude znatelné ovlivnéna a jsou ocekavany horsi vysledky.
Nejprve je provedena klasifikace binarnim sjednocenim viz tabulka 7.6.

Picklad Metrika Metoda
ME SVM
Ptesnost 0,385 0,510
Google Uplnost 0,436 0,380
F-mira 0,409 0,436
Ptesnost 0,382 0,546
Moses Uplnost 0,401 0,352
F-mira 0,391 0,428
Ptesnost 0,018 0,088
LDA Uplnost 0,041 0,291
F-mira 0,025 0,135

Tabulka 7.6: Srovnani klasifikace binarnim sjednocenim pro metodu s prekladem
anglickych dokumentt a metody LDA (model dokumentu natrénovan ¢eskou kolekei)

Daéle je klasifikace provedena prahovanim viz tabulka 7.7. Vysledky f-miry pro kla-
sifikaci jsou zobrazeny v grafu 7.7.
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Dosazené vysledky Klasifikace anglickjch dokumenti od CTK

Hodnota meze pro prahovani
0,010 | 0,050 | 0,100 | 0,150 | 0,200 | 0,250 | 0,300 | 0,350
Ptesnost | 0,147 | 0,303 | 0,387 | 0,434 | 0,464 | 0,494 | 0,515 | 0,528

Metoda | Metrika

Google ,
(ME) Uplnost | 0,660 | 0,580 | 0,538 | 0,508 | 0,482 | 0,463 | 0,445 | 0,425

F-mira | 0,241 | 0,398 | 0,450 | 0,468 | 0,473 | 0,478 | 0,477 | 0,471
Ptesnost | 0,131 | 0,282 | 0,366 | 0,418 | 0,450 | 0,481 | 0,502 | 0,517

Moses ,
(ME) Uplnost | 0,677 | 0,587 | 0,532 | 0,494 | 0,464 | 0,441 | 0,420 | 0,400

F-mira | 0,220 | 0,381 | 0,434 | 0,453 | 0,457 | 0,460 | 0,457 | 0,451

Ptesnost | 0,040 | 0,120 | 0,234 | 0,370 | 0,513 | 0,597 | 0,699 | 0,500

LDA ,
(ME) Uplnost | 0,859 | 0,500 | 0,339 | 0,261 | 0,159 | 0,059 | 0,017 | 0,000

F-mira | 0,077 | 0,194 | 0,276 | 0,306 | 0,243 | 0,108 | 0,033 | 0,001

Ptesnost | 0,092 | 0,224 | 0,295 | 0,333 | 0,357 | 0,373 | 0,382 | 0,407

Google ,
(SVM) Uplnost | 0,556 | 0,418 | 0,371 | 0,347 | 0,327 | 0,313 | 0,302 | 0,284

F-mira | 0,158 | 0,292 | 0,328 | 0,340 | 0,342 | 0,341 | 0,337 | 0,335
Ptesnost | 0,115 | 0,239 | 0,289 | 0,320 | 0,337 | 0,353 | 0,361 | 0,375

Moses ,
(SVM) Uplnost | 0,486 | 0,392 | 0,357 | 0,341 | 0,324 | 0,310 | 0,301 | 0,286

F-mira | 0,186 | 0,297 | 0,319 | 0,330 | 0,331 | 0,330 | 0,329 | 0,325

Ptesnost | 0,019 | 0,019 | 0,004 | 0,003 | 0,001 | 0,001 | 0,000 | 0,001

LDA ,
(SVM) Uplnost | 0,085 | 0,076 | 0,009 | 0,005 | 0,001 | 0,001 | 0,000 | 0,000

F-mira | 0,031 | 0,030 | 0,006 | 0,004 | 0,001 | 0,001 | 0,000 | 0,000

Tabulka 7.7: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA (model dokumentu natrénovan ¢eskou kolekei)
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Klasifikace anglickjch dokumenti od CTK

F-mira

01|

google (ME) ———

moses (ME) ———
LDA (ME)

google (SVM) ———
moses (SVM)
LDA (SVM)

0.05 0.1

! |
0.15 0.2
Hodnota prahu

0.25 0.3 0.35

Obrazek 7.7: F-mira pii klasifikaci prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA (model dokumentu natrénovan ¢eskou kolekei)

Druhy scénar - kategorie nevyskytujici se v testovacich datech nepouzity

Nasleduji testy pro druhy scénaf testu, ve kterém nebyly pouzity kategorie, které
se nevyskytuji v testovacich datech. Klasifikace tak nebude ovlivnéna a jsou oce-
kavany lepsi vysledky, nez v predchozim scénafi. Klasifikaci bindrnim sjednocenim

zobrazuje tabulka 7.8.

Preklad Metrika Metoda
ME SVM
Ptesnost 0,635 0,669
Google Uplnost 0,498 0,451
F-mira 0,558 0,539
Ptesnost 0,625 0,682
Moses Uplnost 0,458 0,435
F-mira 0,529 0,531
Ptesnost 0,086 0,200
LDA Uplnost 0,071 0,081
F-mira 0,078 0,115

Tabulka 7.8: Srovnani klasifikace bindarnim sjednocenim pro metodu s prekladem
anglickych dokumentti a metody LDA (model dokumentu natrénovan ¢eskou kolekei)
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Klasifikace pro druhy scénéf je provedena také prahovanim viz tabulka 7.9. Vy-
sledky f-miry pro klasifikaci jsou zobrazeny v grafu 7.8.

Hodnota meze pro prahovani
0,010 | 0,050 | 0,100 | 0,150 | 0,200 | 0,250 | 0,300 | 0,350
Ptesnost | 0,450 | 0,536 | 0,572 | 0,592 | 0,607 | 0,617 | 0,626 | 0,634

Metoda | Metrika

Google ,
(ME) Uplnost | 0,718 | 0,663 | 0,632 | 0,612 | 0,600 | 0,586 | 0,575 | 0,565

F-mira | 0,553 | 0,593 | 0,600 | 0,602 | 0,604 | 0,601 | 0,599 | 0,598
Ptesnost | 0,413 | 0,504 | 0,549 | 0,573 | 0,588 | 0,602 | 0,613 | 0,620

Moses ,
(ME) Uplnost | 0,728 | 0,665 | 0,633 | 0,616 | 0,599 | 0,586 | 0,572 | 0,559

F-mira | 0,527 | 0,574 | 0,588 | 0,594 | 0,593 | 0,594 | 0,592 | 0,588

Ptesnost | 0,407 | 0,409 | 0,391 | 0,402 | 0,389 | 0,397 | 0,411 | 0,426

LDA ,
(ME) Uplnost | 0,351 | 0,348 | 0,332 | 0,342 | 0,331 | 0,337 | 0,349 | 0,362

F-mira | 0,377 | 0,376 | 0,359 | 0,370 | 0,358 | 0,365 | 0,378 | 0,391

Ptesnost | 0,401 | 0,408 | 0,414 | 0,471 | 0,517 | 0,541 | 0,554 | 0,578

Google ,
(SVM) Uplnost | 0,668 | 0,649 | 0,642 | 0,585 | 0,549 | 0,523 | 0,505 | 0,473

F-mira | 0,501 | 0,501 | 0,503 | 0,522 | 0,533 | 0,532 | 0,528 | 0,520
Ptesnost | 0,445 | 0,456 | 0,461 | 0,502 | 0,538 | 0,557 | 0,564 | 0,580

Moses ,
(SVM) Uplnost | 0,622 | 0,605 | 0,596 | 0,566 | 0,542 | 0,524 | 0,512 | 0,491

F-mira | 0,519 | 0,520 | 0,520 | 0,532 | 0,540 | 0,540 | 0,537 | 0,531

Ptesnost | 0,346 | 0,331 | 0,330 | 0,342 | 0,316 | 0,383 | 0,387 | 0,398

LDA )
(SvM) | Uplnost | 0459 | 0,452 | 0,403 | 0,377 | 0,368 | 0,381 | 0,329 | 0,342

F-mira | 0,395 | 0,382 | 0,363 | 0,358 | 0,340 | 0,382 | 0,356 | 0,368

Tabulka 7.9: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentt a metody LDA (model dokumentu natrénovan ¢eskou kolekef)
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Obrazek 7.8: F-mira pii klasifikaci prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA (model dokumentu natrénovan ¢eskou kolekei)

7.4 Klasifikace anglickych dokumenti od Reuters

Pro klasifikaci anglickych dokumentu z kolekce Reuters jsou opét zvoleny metody
binarniho sjednoceni a prahovani, které jsou vzajemné porovnavany. Béhem téchto
testu se porovnavaji dva odlisné pristupy ke klasifikaci na jedné kolekci. Prvnim
je preklad dokumentu do cestiny a jeho nasledna klasifikace. Druhym je obecna
reprezentace dokumentu pomoci LDA, kterd nevyzaduje preklad, ale zkoumé po-
dobnost mezi dokumenty pomoci kosinové podobnosti.

Tuto kolekci se nepodafilo namapovat na ¢eskou kolekci, a proto byly prove-
deny testy pouze na jedné kolekci. Na obrazku 7.9 je znazornén prubéh klasifikace,
pri pouziti varianty s prekladem a naslednou klasifikaci. Anglicka kolekce slouzi jako
trénovaci a zaroven testovaci.

Trénovaci faze

Trénovaci Preklad Dokument Trénovani

dokument (EN) > Dokumentu > (cz) > Kiasifikatoru
Klasifikacni faze Klasifikace
dokumentu
Vstupni Preklad Dokument Natrénovany Dokument s prifazenymi
dokument (EN) Dokumentu (cz) klasifikator kategoriemi

Obrazek 7.9: Varianta s prekladem dokumentu a naslednou klasifikaci (pro jednu
kolekei)
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Na obrazku 7.10 je znazornén prubch klasifikace, pfi pouziti varianty s metodou
LDA. Anglicka kolekce slouzi jako trénovaci a zaroven testovaci. Trénovaci faze spo-
¢iva v ulozeni vsech vektoru transformovanych z trénovacich dokumentu metodou
LDA pri pouziti anglického modelu. Pti klasifikaci jsou priznaky ziskany porovna-
nim vektoru vstupniho dokumentu se vSemi vektory trénovacich dokumentu. Vstupni
dokument je preveden na vektor pouzitim LDA anglického modelu.

Trénovaci faze

Trénovaci EN Vektor Véechny trénovaci
dokument (EN) > DA > > vektory (LDA EN)
. Klasifikace
Klasifikacni faze dokumentu
Vstupni EN Vektor Klasifikace Dokument s pFifazenymi
dokument (EN) 3 LDA ’ ’ (Kesinova podobnost) 3 kategoriemi

Obrézek 7.10: Varianta s pouzitim metody LDA (pro jednu kolekci)

Klasifikaci binarnim sjednocenim zobrazuje tabulka 7.10. Minimdlni pocet tré-
novacich dokumentu pro kategorii byl stanoven na 100. Pii této kvalifikaci bylo
k dispozici celkem 16 kategorii.

Preklad Metrika Metoda
ME SVM
Ptesnost 0,880 0,891
Google Uplnost 0,789 0,759
F-mira 0,832 0,820
Ptesnost 0,873 0,895
Moses Uplnost 0,794 0,754
F-mira 0,832 0,818
Ptesnost 0,591 0,598
LDA Uplnost 0,594 0,599
F-mira 0,592 0,599

Tabulka 7.10: Srovnani klasifikace bindrnim sjednocenim pro metodu s prekladem
anglickych dokumentu a metody LDA
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Tato kolekce obsahuje dokumenty, které mohou patfit pouze do jedné kategorie.
Vzhledem k tomu, ze dokumenty v této kolekci patii vzdy jen do jedné kategorie,
pri klasifikaci prahovanim neni tfeba urcovat vhodnou hodnotu. Misto toho prira-
dime dokument kategorii, kterd ma nejvyssi pravdépodobnost. Klasifikaci prahova-
nim zobrazuje tabulka 7.11.

Preklad Metoda
ME SVM
Google 0,841 0,823
Moses 0,848 0,818
LDA 0,594 0,562

Tabulka 7.11: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA

7.5 Klasifikace anglickych dokumentii od BBC

Pro klasifikaci anglickych dokument z kolekce BBC jsou opét zvoleny metody binar-
niho sjednoceni a prahovani, které jsou vzajemné porovnavany. Béhem téchto testu
se porovnavaji dva odlisné ptistupy ke klasifikaci na dvou rozdilnych kolekcich. Prv-
nim je preklad dokumentu do ¢estiny a jeho nasledna klasifikace. Druhym je obecné
reprezentace dokumentu pomoci LDA, kterd nevyzaduje ptreklad, ale zkoumé po-
dobnost mezi dokumenty pomoci kosinové podobnosti.

Diky tspésnému namapovéani kategorif na ceské dokumenty od CTK se bude
jednat o testy pro nauceny model z ceskych dat a testy pouze pro jednu kolekci
nebudou provedeny. Dokumenty od BBC maji obecné kategorie, kterych je celkem
pét. Namapovano bylo vsech pét kategorii, pricemz kazda byla namapovana na jednu
kategorii z ¢eskych dat.

Pro testy byla ¢eskd kolekce od CTK pouzita jako trénovaci a byly na ni na-
trénovany klasifikatory. Anglické kolekce slouzila pouze jako testovaci. Na obrazku
7.11 je znazornén prubéh klasifikace, pti pouziti varianty s prekladem a néaslednou
klasifikaci.
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Trénovaci faze

Trénovaci . Trénovani
dokument (CZ) 7 Kklasifikatoru
e 2 e Klasifikace
Klasifikacni faze l dokumentu
Vstupni dokument Preklad Dokument Natrénovany Dokument s pfifazenymi
(EN) Dekumentu (cZ) klasifikator kategoriemi

Obrdzek 7.11: Varianta s prekladem dokumentu a ndslednou klasifikact (trénovact
kolekce - ¢eské dokumenty od CTK, testovaci kolekce - kolekce anglickych doku-
mentu)

Na obrazku 7.12 je znazornén prubéh klasifikace, pii pouziti varianty s metodou
LDA. Cesk4 kolekce od CTK slouzi jako trénovaci, zatimco kolekce anglickych do-
kumentt jako testovaci. Trénovaci faze spociva v ulozeni vSech vektoru transformo-
vanych z trénovacich dokumentu metodou LDA pfi pouziti ¢eského modelu. Pii kla-
sifikaci jsou priznaky ziskany porovnanim vektoru vstupniho dokumentu se vSemi
vektory trénovacich dokumentu. Vstupni dokument je preveden na vektor pouzitim
LDA anglického modelu.

Trénovaci faze

Trénovaci cz Vektor Vsechny trénovaci
dokument (CZ) ? LDA » » vektory (LDA CZ)

oo Klasifikace
Klasifikacni faze dokumentu

Vstupni EN Vektor Klasifikace Dokument s pfifazenymi
dokument (EN) ? LDA ’ ’ (Kosinova podobnost) ? kategoriemi

Obrézek 7.12: Varianta s pouzitim metody LDA (trénovaci kolekce - Ceské doku-
menty od CTK, testovaci kolekce - kolekce anglickych dokument)

Pro tyto testy byly pripraveny dva testovaci scénére:

e V prvnim byly vSechny kategorie, které se nevyskytovaly v testovacich datech
ponechany.

e Zatimco ve druhém scénari byly kategorie, které se nevyskytovaly v testovacich
datech odstranény.

48



Dosazené visledky

Klasifikace anglickijch dokumenti od BBC

Prvni scénar - vSechny kategorie ponechany

V tomto scénari testu byly ponechany i kategorie, které se nevyskytuji v testovacich
datech. Klasifikace tak bude znatelné ovlivnéna a jsou ocekavany horsi vysledky.
Nejprve je provedena klasifikace binarnim sjednocenim viz tabulka 7.12.

Preklad Metrika Metoda
ME SVM
Ptesnost 0,390 0,500
Google Uplnost 0,567 0,526
F-mira 0,462 0,512
Piesnost 0,379 0,516
Moses Uplnost 0,480 0,445
F-mira 0,423 0,478
Ptesnost 0,032 0,048
LDA Uplnost 0,102 0,351
F-mira 0,049 0,085

Tabulka 7.12: Srovnani klasifikace binarnim sjednocenim pro metodu s prekladem
anglickych dokumentt a metody LDA (model dokumentu natrénovan ¢eskou kolekei)

Déle je klasifikace provedena prahovanim viz tabulka 7.13.

Preklad Metoda
ME SVM
Google 0,519 0,373
Moses 0,480 0,299
LDA 0,226 0

Tabulka 7.13: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentu a metody LDA (model dokumentu natrénovan ¢eskou kolekef)
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Druhy scénari - kategorie nevyskytujici se v testovacich datech vyhozeny

Nasleduji testy pro druhy scénar testu, ve kterém nebyly pouzity kategorie, které
se nevyskytuji v testovacich datech. Klasifikace tak nebude ovlivnéna a jsou oce-
kavany lepsi vysledky, nez v predchozim scénari. Klasifikace binarnim sjednocenim
viz tabulka 7.14.

Preklad Metrika Metoda
ME SVM
Ptesnost 0,682 0,770
Google Uplnost 0,633 0,629
F-mira 0,656 0,692
Ptesnost 0,614 0,701
Moses Uplnost 0,573 0,524
F-mira 0,593 0,600
Ptesnost 0,295 0,223
LDA Uplnost 0,136 0,320
F-mira 0,186 0,263

Tabulka 7.14: Srovnani klasifikace binarnim sjednocenim pro metodu s prekladem
anglickych dokumentti a metody LDA (model dokumentu natrénovan ¢eskou kolekef)

Klasifikace je také provedena prahovanim viz tabulka 7.15.

Preklad Metoda
ME SVM
Google 0,707 0,701
Moses 0,648 0,650
LDA 0,432 0,380

Tabulka 7.15: Srovnani klasifikace prahovanim pro metodu s prekladem anglickych
dokumentt a metody LDA (model dokumentu natrénovan ¢eskou kolekef)
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7.6 Zhodnoceni vysledku

Béhem testovani se neosvédcila klasifikacni metoda Naive Bayes, ktera poskytovala
velmi Spatné vysledky. Vysledky této metody proto nejsou uvedeny v této praci.
Proto testovani probéhlo vyuzitim metod ME a SVM. Tyto metody béhem testu
poskytovaly uspokojivé vysledky, které se ale v nékterych piipadech lisily pomérné
vyrazne.

Z variant pro klasifikaci cizojazy¢nych dokumentu predéilo klasifikovani po stro-
jovém prekladu klasifikaci pouzitim LDA. LDA dosahovala horsich vysledku a nelze
ji pro tuto tlohu doporucit. Metoda klasifikace po strojovém ptekladu dosahovala
solidnich vysledku, které lze povazovat za vhodné k aplika¢nimu nasazeni. PTi po-
uziti klasifikace binarnim sjednocenim dosahovala lepsich vysledku metoda SVM,
pro kterou byl nejvétsi naméreny rozdil f-miry 0,05. Naproti tomu pii klasifikaci
prahovanim dosahovala lepsich vysledku metoda Maximélni entropie. Ktera dosahla
nejvétsiho rozdilu f-miry 0,181.

Kvalita prekladu na klasifikaci méla ocekavany vliv a kvalitnéjsi preklad dosa-
hoval lepsich vysledku, rozdily ale nebyly prilis velké. Maximélni dosazené rozdily
mezi vystupy byly pro f-miru 0,074. Z toho lze usoudit, ze uspokojivych vysledku
pii klasifikaci mezi rozdilnymi jazyky lze dosahnout i za pouziti horsiho ptrekladu.
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8 Zaveér

Cilem této prace bylo prozkoumat moznosti automatické klasifikace cizojazycnych
dokumentu. V praci byly rozebrany dva rozdilné pristupy ke klasifikaci. Prvnim
pristupem byl preklad za pomoci statistického strojového systému, pro ktery byly
zvoleny dva rozdilné systémy. Dalsim cilem pro tuto variantu bylo prozkoumat vliv
kvality prekladu na klasifikaci. Druhym pristupem bylo reprezentovani dokumentu
za pomoci obecné reprezentace vyuzitim metody LDA, ktera dokaze porovnat po-
dobnost dokumentu v ruznych jazycich.

V praci bylo provedeno velké mnozstvi experimenti. Nejprve byly otestovany
metody pouzité pro klasifikaci na dokumentech v jednom jazyce. Tyto testy ukéazaly,
ze metoda LDA s porovnavanim podobnosti dokumentu muze slouzit pro klasifikaci,
ackoliv nedosahuje tak kvalitnich vysledku, jako klasifikace po prekladu.

Pro dalsi experiment byly cizojazycné kolekce namapovany na ceskou kolekci
od CTK, kterd slouzila jako trénovaci kolekce. To bylo problematické, nebot’ ka-
tegorie kolekei byly dosti obecné oproti ¢eské kolekci od CTK, kterd méla velmi
specifické kategorie. Poté nasledovaly testy pro oba pristupy, ve kterych LDA do-
sahovalo horsich vysledku. Oproti tomu klasifikace po prekladu poskytovala solidni
vysledky. Testy dale ukazaly, ze pti klasifikaci prahovanim dosahuje lepsich vysledku
metoda Maximalni entropie. Zatimco pti pouziti bindrniho sjednoceni dosahuje lep-
sich vysledku klasifikdtor SVM.

Pri klasifikaci s prekladem byl dale testovan vliv kvality ptrekladu na klasifi-
kaci, ktery potvrdil ocekavani, nebot’ kvalitnéjsi preklad dosahoval lepsich vysledku.
Nicméné i nepiilis kvalitni preklad dosahoval prekvapivé dobrych vysledku. Pro kla-
sifikaci cizojazycnych dokumentu tak lze doporuéit variantu s prekladem.

Pro dalsi experimenty by bylo vhodné vytvotit kolekci v cizim jazyce, ktera
by obsahovala dokumenty se stejnymi kategoriemi jako trénovaci dokumenty v ces-
kém jazyce. Idealné tak, aby byly dokumenty do kategorii zarazené kvalifikovanym
expertem. Takové kolekce, které by odpovidaly kategoriemi dokumenttim od CTK
nebyly na internetu nalezeny.

52



Seznam zkratek

RBMT - Rule-based Machine Translation

SMT - Statistical Machine Translation

LDA - Latentni Dirichletova alokace (Latent Dirichlet allocation)
ME - Maximaélni entropie

SVM - Metoda podpurnych vektoru (Support Vector Machine)
API - Application Programming Interface

CTK - Ceska tiskova kancelaf

BBC - British Broadcasting Corporation
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A  Systémy pro pieklad

A.1 Moses

A.1.1 Instalace a trénovani

Popis instalace a natrénovani systému se nachézi na strance http://www.statmt.
org/moses/?n=Moses.Baseline. Doporucena je instalace na opera¢nim systému Li-
nux. Systém byl testovan na operacnim systému Debian 8 v 64-bit verzi.

A.1.2 Preklad

P1i ptekladu je nejprve nutné prekladany text ptipravit. Pro tyto kroky ma Moses
pripravené skripty. Prvnim krokem je tokenizace textu:

~/mosesdecoder/scripts/tokenizer/tokenizer.perl -1 en \
< dev/newstest2011.en > newstest2011.tok.en

Dalsim krokem je truecasing, ktery vyzaduje jazykovy model:

~/mosesdecoder/scripts/recaser/truecase.perl --model truecase-model.en \
< newstest2011.tok.en > newstest201l.true.en

Poté lze prelozit soubor:

~/mosesdecoder/scripts/training/filter-model-given-input.pl \
filtered-newstest2011 mert-work/moses.ini ~/corpus/newstest2011.true.en \
-Binarizer ~/mosesdecoder/bin/processPhraseTableMin

A.1.3 Ohodnoceni kvality piekladu

Kvalita prekladu je ohodnocena za pouziti metriky BLEU. Skripty implementujici
tuto metriku jsou soucasti Moses instalace. K dispozici musi byt prelozeny text k
ohodnoceni a referencni lidsky preklad. Oba soubory musi byt tokenizovany a na-
sledné podrobeny truecasingu. Poté 1ze provést ohodnoceni kvality nasledujicim pii-
kazem:


http://www.statmt.org/moses/?n=Moses.Baseline
http://www.statmt.org/moses/?n=Moses.Baseline

Systémy pro preklad Google translate

“/mosesdecoder/scripts/generic/multi-bleu.perl \
-lc “/corpus/newstest2011.true.cs \
< “/working/newstest2011.translated.cs

A.2 Google translate

Aplikace je vytvorena v jazyku C#, jako konzolova aplikace. Je snadno konfiguro-
vatelnd pomoci properties.file.

A.2.1 Preklad

Aplikace je navrzena tak, aby prekladala postupné jeden textovy soubor. Funguje
ve dvou rezimech, prvnim rezimem je pieklad fadek po tadku. Druhy rezim je
pro preklad dokumentu, pro ktery je v textovém souboru jeho id a zprava. Po-
kud se preklad nepodafi, coz se muze vyjimecné stat naptiklad kvuli timeoutu.
Pak uklada do souboru s chybami ¢islo dokumentu, pro ktery ptreklad selhal. Po do-
konceni je vysledkem soubor s prekladem a soubor s chybami. Aplikace je konfigu-
rovatelna za pomoci properties.file:

e mode - Oznacuje mod, ktery bude pouzit pro preklad. Povolené hodnoty jsou
1 a 2. 1 znadi preklad textu bez indexu. 2 znad¢i preklad dokumentu, které jsou
rozliSeny indexem.

e inputFile - Soubor k prekladu

e outputFile - Vystupni soubor obsahujici prelozeny text

e errorFile - Soubor obsahujici indexy dokument, jejichz pteklad se nezdafil
e targetLanguage - zkratka jazyka, do kterého ma byt preklad proveden

e sourceLanguage - zkratka jazyka, ve kterém je soubor k piekladu

A.2.2 Ukazkova konfigurace

<?xml version="1.0" encoding="utf-8" 7>
<configuration>
<startup>
<supportedRuntime version="v4.0" sku=".NETFramework,Version=v4.5" />
</startup>
<appSettings>
<add key="mode" value="1" />
<add key="inputFile" value="input.txt" />
<add key="outputFile" value="translated.txt" />
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<add key="errorFile" value="errors.txt" />
<add key="targetLanguage" value="cs" />
<add key="sourcelLanguage" value="en" />
</appSettings>
</configuration>



B Aplikace pro klasifikaci

Aplikace pro klasifikaci je vytvorena v jazyku JAVA. Aplikace poskytuje vSechny
metody potrebné pro klasifikaci. Konfigurace experimentu je nastavitelna za pomoci
properties.file. Nastaveni pro nékolik experimentu je soucasti odevzdaného archivu.

B.1 Konfigurace

e path - cesta do které se ukladaji vysledky a odkud jsou nacitany klasifikatory

e MIN_DOCS_FOR_TRAINING - miniméalni poc¢et trénovacich dokumentu pro
kategorii. Pokud kategorie neobsahuje dany pocet, je trénovacim a testovacim
dokumentum kategorie odstranéna.

e DIVIDE_SIZE - parametr pro kiizovou validaci. Pro parametr 5 je provedeno
5 testu a data rozdélena na 5 Gasti.

e translate - urcuje zda se jedna o klasifikaci z ciziho jazyka. Mozné hodnoty
jsou true/false.

e google - urcuje zda byl dokument pielozen Googlem. V piipade false byl prelo-
zen pomoci Moses. Tato hodnota je nastavovana z duvodu, ze google preklada
vzdy jen jeden soubor, zatimco Moses prekldda dokumenty soubor po souboru.
Coz je nutné zohlednit pii nac¢itani. Mozné hodnoty jsou true/false.

e loadTranslated - urcuje, zda se maji nacist prelozené soubory pti klasifikaci
z ciziho jazyka. Mozné hodnoty jsou true/false.

e method - urcuje typ klasifikace, ktera ma byt pouzita. Mozné hodnoty jsou
threshold, class, lda.

e classificatorType - urcuje metodu, kterd bude pouzita pti klasifikaci. Mozné
hodnoty jsou ME, SVM, bayes.

e thresholdValue - urcuje hodnotu meze pii klasifikaci prahovanim.

e testsForOneCollection - urcuje zda jsou testy provedeny pouze pro jednu ko-
lekci. Mozné hodnoty jsou true/false. Pfi true je k testovani a trénovani po-
uzita pouze jedna kolekce. Pii false je k trénovani pouzita kolekce ceskych
dokumentti od CTK a pro testovani je vybrana kolekce zvolend dle parametru
collection. Pro testovaci kolekci jsou kategorie namapovany na kolekci tréno-
vaci.

e removeOtherCategories - urc¢uje zda pfi testech pro vice kolekei maji byt od-
stranény kategorie, které se nevyskytuji v testovacich datech.

e collection - urcuje kolekci, kterda ma byt pouzita. Mozné hodnoty jsou ctk,
reuters, bbc.

e threshold_only_best - urcuje zda ma byt pfi klasifikaci prahovanim dokument
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zatazen pouze do kategorie, ktera ma nejvyssi pravdépodobnost. Mozné hod-
noty jsou true/false. Pti false je dokument zatazovan pod kategorii, pokud je
pravdépodobnost vyskytu vétsi nez stanovena prahovaci mez.

e ldaClass - Bere se v potaz pouze pii nastaveném parametru method LDA.
Oznacuje zda pro LDA pouzit typ klasifikace bindrniho sjednoceni. Pii false je
pouzit typ klasifikace prahovanim. Mozné hodnoty jsou true/false.

e ldaFile - cesta k natrénovanému cesko-anglickému modelu

Spusténi klasifikace probihda vhodnym nastavenim vyse uvedenych parametri.
Poté 1ze spustit jar soubor aplikace:

java -Xmx7256M -jar classification.jar

Dulezitym parametrem je nastaveni velikost paméti, kterou ma aplikace k dispo-
zici. To je provedeno pouzitim parametru -Xmx. Pfi trénovan{ klasifikatoru pro LDA
je naptiklad nutné az 17 GB paméti. Po probéhnuti klasifikace jsou vysledky do-
stupné dle definovaného parametru path v konfiguracnim souboru, ve slozce vypis.
Po probéhnuti klasifikace jsou ukladany klasifikatory, které 1ze pii opakované klasi-
fikaci nacist bez nutnosti klasifikator znovu trénovat. Trénovani nékterych klasifika-
toru je pti velkém mnozstvi dat ¢asové naro¢nou tlohou.

B.2 Ukazkova konfigurace

e path=test/

e MIN_DOCS_FOR_TRAINING=100
e DIVIDE_SIZE=5

e translate=true

e google=false

e loadTranslated=false

e method=Ilda

e classificatorType=SVM

e thresholdValue=0.5

e cosine=true

e testsForOneCollection=false
e removeOtherCategories=false
e collection=ctk

e threshold_only_best=false

e ldaClass=false
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e ldaFile=data/LDA _cz-en_100topics.bin
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