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literatury a pramen̊u, jejichž úplný seznam je jej́ı součást́ı.
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Poděkováńı
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Abstrakt

Tato práce se zabývá vlastnostmi měřeńı na systému Android. Rozeb́ırá několik možnost́ı,
jak lze využ́ıt inerciálńıch senzor̊u v mobilńıch telefonech k rozpoznáváńı pohybových ak-
tivit člověka.

Je zde popsáno několik vědeckých praćı, které demonstruj́ı možnosti využit́ı inerciálńıch
senzor̊u v mobilńıch telefonech. Např́ıklad aplikace detekuj́ıćı spánkové cykly, aplikace de-
tekuj́ıćı obstrukčńı spánkovou apnoe nebo náramek, který detekuje epileptické záchvaty
uživatele.

Dále jsou zde rozebrány možnosti a skutečné vlastnosti senzor̊u, které nab́ıźı systém
Android.

Potom je diskutován návrh algoritmu pro detekci epileptických záchvat̊u. Jsou zde
uvedeny grafy s naměřenými hodnotami od skutečných pacient̊u s epileptickými záchvaty
a jejich analýza.

Na závěr jsou testovány schopnosti mobilńıho telefonu detekovat r̊uzné frekvence ze
signálu źıskaného z akcelerometru. Mobilńı akcelerometr je porovnáván s pr̊umyslovým
akcelerometrem od firmy Kistler.

Kĺıčová slova: android, inerciálńı senzory, epilepsie, záchvat, spánek

Abstract

The thesis deals with characteristics of measuring on the Android system. It analyses
a few options of using inertial sensors in mobile phones to detect human physical activity.

It describes several scientific works which demonstrates some ways of using inertial
sensors in mobile phones. For example applications detecting sleep cycles, obstructive
sleeping apnea or a bracelet detecting epileptic fit of the user.

Furthermore there are examined capabilities and real characteristics of the sensors
which are offered by Android system.

Then there is discussed a project of algorithm for detecting epileptic fit including charts
with measured values of real patients suffering from epileptic fits and their analysis.

Finally capabilities of a mobile phone have been tested to detect various frequency
rates received from accelerometer signal. Mobile accelerometer is compared with industrial
accelerometer made by Kistler company.

Keywords: android, inercial senzors, epilepsi, seizure, sleep
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3.3 Deklarované vlastnosti lineárńıho akcelerometru . . . . . . . . . . . . . . . . . . 15
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5 Analýza naměřených dat 22
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Kapitola 1

Úvod

V dnešńı době použ́ıvá chytré telefony kolem 60 % obyvatel České republiky [5] a d́ıky zabudo-
vaným senzor̊um maj́ı chytré telefony téměř neomezené možnosti využit́ı. Tato práce pojednává
o několika možných využit́ı senzor̊u v chytrých telefonech a také vyhodnocuje schopnosti měřeńı
pomoćı těchto senzor̊u.

1.1 Struktura bakalářské práce

V prvńı kapitole jsou sepsány poznámky k použitým pojmům a značeńım, které byly v rámci
této bakalářské práce použity.

V druhé kapitole je popsáno několik praćı, které demonstruj́ı možnosti využit́ı inerciálńıch
senzor̊u. Prvńı práce se zabývá aplikaćı pro mobilńı telefony, která detekuje spánkové cykly
a umožňuje tak uživatel̊um lépe vstávat. Daľśı práce se zabývaj́ı detekćı obstrukčńı spánkové
apnoe (OSA), což je porucha dýcháńı vázaná na spánek [13]. A nakonec je popsána dizertačńı
práce, která se zabývá návrhem algoritmu pro detekci epileptických záchvat̊u uživatele a návrhem
náramku se senzory pro záznam elektrodermálńı aktivity a aktigrafie (záznam z akcelerometru),
na který by byl tento algoritmus implementován.

Ve třet́ı kapitole jsou popsány možnosti, které nab́ıźı systém Android pro měřeńı pomoćı
zabudovaných senzor̊u. Dále jsou zde popsány skutečné vzorkovaćı frekvence telefonu oproti
deklarovaným, potom také je zde diskutována spolehlivost vzorkováńı na systému Android a
na závěr je zde popsána závislost schopnosti detekovat r̊uzné frekvence o r̊uzné amplitudě na
r̊uzných senzorech.

Ve čtvrté kapitole je stručně popsána nemoc epilepsie a s ńı souvisej́ıćı epileptické záchvaty.
Ćılem bylo učinit tento odstavec co nejstručněǰśı a popsat jen skutečně informace, které jsou
potřeba vědět k problému detekce epileptických záchvat̊u.

V páté kapitole je provedena analýza naměřených dat, která byla naměřena na pacien-
tech trṕıćımi epileptickými záchvaty. Jsou zde popsány r̊uzné zp̊usoby měřeńı, jejich výhody a
nevýhody.
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V šesté kapitole je stručně naznačen algoritmus, jak byla aplikace naprogramována. Autor
zveřejňuje zdrojové kódy pod licenćı Apache license, verze 2.0, takže si čtenář může kódy proj́ıt
a popř́ıpadě využ́ıt. Zdrojové kódy jsou přiloženy na CD, které je součást́ı této práce.

V sedmé kapitole jsou prezentovány výsledky testováńı akcelerometru v mobilńım telefonu.
Akcelerometr v mobilńım telefonu byl porovnán s pr̊umyslovým akcelerometrem od firmy Kistler
model 8640A50. Jsou zde analyzovány schopnosti telefonu rozpoznat určité pohybové frekvence
a porovnány se schopnostmi speciálńıho pr̊umyslového akcelerometru.

1.2 Použité matematické aparáty

1.2.1 Diskrétńı Fourierova transformace

Definice použité DFT diskrétńıho signálu x[k] ∈ R s N prvky:

y[n] =
N−1∑
k=0

x[k]e−i 2π
N
nk (1.1)

A inverzńı Fourierova transformace:

x[k] =
1

N

N−1∑
n=0

y[n]ei 2π
N
nk (1.2)

1.2.2 Lineárńı interpolace

Lineárńı interpolace byla použita pro stejnoměrné navzorkováńı signálu, jelikož systém Android
negarantuje, aby vzorkovaćı perioda byla konstantńı.

Lineárńı interpolace signálu prob́ıhala následovně. Byla zjǐstěna perioda vzorkováńı Ts
vyděleńım celkové doby měřeńı T počtem naměřených hodnot o 1 zmenšenou, protože mezi
N naměřenými hodnotami je N − 1 period viz rovnice (1.3).

Ts =
T

N − 1
(1.3)

Následně byl vygenerován časový vektor s N prvky vzdálených od sebe dle vzorkovaćı pe-
riody Ts. Pro každý prvek ti časového vektoru byla pak následně spočtena funkčńı hodnota fi
dle vzorce (1.4).

fi = yn + (yn+1 − yn)
ti − xn

xn+1 − xn
, (1.4)

kde t je hodnota časového vektoru, yn je funkčńı hodnota naměřeného signálu v čase xn a yn+1

je funkčńı hodnota naměřeného signálu v čase xn+1. Přičemž plat́ı xn < xn+1 a ti ∈ [xn, xn+1].
Závorky [ ] znamenaj́ı uzavřený interval.
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1.2.3 Dominantńı frekvence signálu

V této práci je pojem dominantńı frekvence definována následovně.
Necht’ existuje konečná komplexńı posloupnost o velikosti N , reprezentuj́ıćı diskrétńı Fourie-

rovu transformaci (1.1) reálného signálu se vzorkovaćı frekvenćı fs. Tato posloupnost je značena
x[n] ∈ C. Dominantńı frekvenci se urč́ı tak, že se spočte absolutńı hodnota každého komplexńıho
č́ısla x[n] č́ımž je źıskána reálná posloupnost y[n] (1.5).

y[n] = |x[n]| (1.5)

Z této reálné posloupnosti pak určen index nmax maximálńı hodnoty, reprezentuj́ıćı norma-
lizovanou maximálńı frekvenci (1.6).

nmax = arg max(y[n]) (1.6)

Dominantńı frekvenci pak spočtena dle vzorce

fdom =
fs · nmax

N
(1.7)

Pokud byl reálný signál, ze kterého vznikla posloupnost x[n], vzorkován v čase, pak je
dominantńı frekvence fdom v Hz.

1.2.4 Energie a efektivńı hodnota signálu

Spojitá definice

Energie obecného signálu x(t) je definována jako (1.8)

E =

∫ ∞
−∞
|x(t)|2dt (1.8)

Diskrétńı definice

Energie diskrétńıho signálu x[n] se vzorkovaćı periodou Ts je definována jako (1.9)

E = Ts

∞∑
n=−∞

|x[n]|2 (1.9)

Efektivńı hodnota

xef =

√
lim
T→∞

1

2T

∫ T

−T
|x(t)|2dt (1.10)
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Kapitola 2

Současný stav monitorováńı
pohybových aktivit

V této kapitole jsou popsány r̊uzné zp̊usoby využit́ı inerciálńıch senzor̊u v mobilńıch telefonech.
Jsou zde zmı́něny aplikace monitoruj́ıćı člověka celý den pomoćı inerciálńıch senzor̊u, které
pak následně klasifikuj́ı jaké pohybové aktivity dělal během dne. Dále bude popsána aplikace
pozoruj́ıćı spánek uživatele pomoćı inerciálńıch a jiných mobilńıch senzor̊u, d́ıky čemuž aplikace
dokáže stanovit optimálńı dobu buzeńı. Nakonec budou popsány aplikace, které pozoruj́ı spánek
uživatele, avšak jejich úkol neńı stanovit optimálńı dobu buzeńı, ale určit, jestli uživatel netrṕı
nemoćı zvanou obstrukčńı spánková apnoe (OSA).

2.1 Aplikace rozpoznávaj́ıćı typ činnosti uživatele

Vědc̊um z University of Massachusetts [2] se podařilo vytvořit mobilńı aplikaci, která dokáže
pomoćı inerciálńıch senzor̊u rozpoznávat denńı aktivity uživatele. Klasifikaci aktivit rozdělili do
dvou př́ıpad̊u umı́stěńı telefonu. Prvńı př́ıpad je, když telefon držen v ruce, a druhý je, když se
telefon nacháźı v kapse. Aplikace rozpoznává následuj́ıćı druhy aktivit.

• Pomalá ch̊uze

• Rychlá ch̊uze

• Běh

• Pohyb po schodech nahoru

• Pohyb po schodech dol̊u

• Tanec (Aerobik)
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Tabulka 2.1: Výsledky testováńı aplikace pro jednotlivé klasifikátory [2, s. 455]
Klasifikátor Přesnost (v ruce) Přesnost (v kapse)
Vı́cevrstvá perceptronová śıt’ 89.48 % 89.72 %
SVM 88.76 % 77.27 %
Náhodný les 87.55 % 85.15 %
LMT 85.89 % 85.04 %
Simple logistic 85.41 % 85.05 %
LogitBoost 82.54 % 82.24 %

Tabulka 2.2: Výsledky kombinaćı klasifikátor̊u (VPS = Vı́cevrstvá perceptronová śıt’)
V ruce

Kombinace klasifikátor̊u Přesnost
VPS, LogitBoost, SVM 91.15 %
VPS, LogitBoost, SVM, LMT 90.90 %
VPS, LogitBoost, SVM, Náhodný les 90.90 %
VPS, LogitBoost 88.51 %
VPS, SVM 88.27 %
VPS, LogitBoost, SVM, Náhodný les, LMT 81.10 %

V kapse
Kombinace klasifikátor̊u Přesnost
VPS, Náhodný les, Simple logistic 90.34 %
VPS, LogitBoost, Simple logistic, Náhodný les 90.34 %
VPS, LogitBoost, Simple logistic 88.47 %
VPS, Náhodný les, LMT, Simple logistic 88.16 %
VPS, LMT, Simple logistic 86.92 %
VPS, LogitBoost, Simple logistic, Náhodný les, LMT 83.18 %

Pro klasifikaci naměřených dat použili klasifikátory Náhodný les, Vı́cevrstvá Perceptronová
śıt, Support vector machines (SVM), Logistic model tree (LMT), Simple logistic a LogitBoost.
Tyto klasifikátory byly natrénovány a otestovány pomoćı metody kř́ıžové validace. Výsledky
jejich zjǐstěńı přesnosti pro jednotlivé klasifikátory lze nalézt v tabulce 2.1.

Pro zlepšeńı klasifikace se pak rozhodli zkombinovat výsledky jednotlivých klasifikátor̊u.
Výsledkem těchto kombinaćı je tabulka 2.2. Jak je vidět, kombinaćı klasifikátor̊u se nám zvýšila
maximálńı přesnost z 89.72 % na 91.15 %.
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2.2 Aplikace detekuj́ıćı spánkové cykly

Daľśı aplikace využ́ıvaj́ıćı inerciálńıch senzor̊u jsou aplikace monitoruj́ıćı uživatel̊uv spánek a
jeho spánkové cykly. Dı́ky znalosti, ve kterém spánkovém cyklu se uživatel nacháźı, je aplikace
schopna určit optimálńı dobu vstáváńı. Tyto aplikace tvrd́ı, že uživatel se pak d́ıky této funkci
bude ćıtit v́ıce odpočatý a bude se mu lépe vstávat [17, 20, 23].

Podobnou aplikaci vyvinul kolektiv W. Gu et al. z Č́ıny z Tsinghua University [12]. Jejich
aplikace nazvaná Sleep Hunter využ́ıvá několik senzor̊u, které jsou př́ıstupné na mobilńım te-
lefonu. Z inerciálńıch senzor̊u źıská záznam z akcelerometru tzv. aktigrafie, dále źıská záznam
z mikrofonu, ze senzoru intenzity světla, informaci o délce spánku a informaci o uživateli. Infor-
mace o délce spánku je doba, jak dlouho aktuálně prob́ıhá výpočet detekce spánkových cykl̊u.
Jinými slovy se poč́ıtá počet sekund od doby, kdy uživatel zapne aplikaci. Informace o uživateli
je pouze informace o věku uživatele.

S těmito daty byli schopni naprogramovat aplikaci pro operačńı systém Android, která
dokázala klasifikovat spánkové cykly s 64.55% přesnost́ı. Dle autor̊u je to prozat́ım nejpřesněǰśı
z aplikaćı pro detekci spánkových cykl̊u, které využ́ıvaj́ı tyto senzory a informace.

2.2.1 Spánkový cyklus

Fyziologické komunity obvykle děĺı spánkový cyklus na 3 fáze. Konkrétně na fázi rapid eye
movement (REM) v překladu z angličtiny rychlý pohyb oč́ı, potom fáze hlubokého spánku a
fáze lehkého spánku [12]. REM fáze se obvykle spojuje se sny.

Do těchto tř́ı tř́ıd je pak spánek klasifikován. Aplikace snaž́ıćı se o optimálńı čas probuzeńı
se snaž́ı odhadnout, kdy budete ve fázi lehkého spánku a v té vás vzbudit, protože lehký spánek
je údajně pro probuzeńı nejlepš́ı.

2.2.2 Algoritmus

Kolektiv W. Gu et al. vytvořil pro každý použitý senzor klasifikátor, který určoval, jaké události
se podle senzoru staly.

Pro mikrofon vytvořili klasifikátor Support Vector Machine (SVM), který klasifikuje do tř́ıd
kašel, mluveńı ze spańı, apneusis (zástava dýcháńı v trvalém nádechu)[21], tachypnoe (zrychlené
dýcháńı)[1], chrápáńı a obyčejný spánek.

Pro záznam z akcelerometru vytvořili práh ξ, který odlǐsoval šum senzor̊u od pohybové
události. Dále pak tyto události klasifikovali do dvou tř́ıd. Prvńı tř́ıda nazvaná micro body mo-
vement byla definovaná jako událost kratš́ı než 1s a druhá tř́ıda nazvaná macro body movement
byla definovaná jako událost deľśı než 2.8 sekundy.

Pro senzor intenzity světla vymysleli klasifikátor s pevnými prahy. Klasifikace prob́ıhala do
3 tř́ıd - slabé osvětleńı, středńı osvětleńı, silné osvětleńı s danými prahy 10 lx a 2000 lx.

Výsledný obrazový vektor pro klasifikátor spánkových cykl̊u je popsán v rovnici (2.1).

Xt = {NB(t);NA(t);NI(t);ND(t);NP} (2.1)
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Obrázek 2.1: Časový pr̊uběh detekce spánkových cykl̊u [12, str. 9] (Zeo = př́ıstroj pro měřeńı
EEG a detekci spánkových cykl̊u)

kde NB(t) je počet výskyt̊u micro body movement a macro body movement v čase t; NA(t) je
počet detekćı všech tř́ıd, kromě obyčejného spánku, v čase t; NI(t) je index tř́ıdy osvětleńı v
čase t ; ND(t) je doba od spuštěńı detekce (doba spánku) v čase t a NP je věk uživatele.

2.2.3 Výsledky

Pro tento obrazový vektor pak následně vytvořili klasifikátor conditional random field (CRF).
Po otestováńı klasifikátoru bylo zjǐstěno, že přesnost detekce aplikace Sleep Hunter dosahuje
64.55 %. Přesnost aplikace nejlépe vystihuje obrázek 2.1, který popisuje jak byl klasifikátor
schopen správně zařadit daný časový úsek do správného typu spánkového cyklu.

2.3 Aplikace pro detekci obstrukčńı spánkové apnoe

2.3.1 Obstrukčńı spánková apnoe

Spánková apnoe je definována jako výskyt zástav dechu ve spánku (apnoických nebo hypopno-
ických pauz), které trvaj́ı nejméně 10 sekund a opakuj́ı se v́ıce než 5 krát za hodinu spánku [13].

Obstrukčńı spánková apnoe (OSA) je definována jako apnoe při které přetrvává dýchaćı
úsiĺı [13].

Centrálńı spánková apnoe je definována jako apnoe, při které neńı př́ıtomno dýchaćı úsiĺı [13].
Apnoe se nazývá smı́̌senou, jestliže zač́ıná jako centrálńı (bez dýchaćıho úsiĺı), ale dýchaćı

úsiĺı se během jej́ıho trváńı obnov́ı, tedy konč́ı jako obstrukčńı [13].

2.3.2 Současný stav

Dı́ky senzor̊um v mobilńım telefonu se nab́ıźı možnost neustálého sledováńı uživatele-pacienta
a d́ıky tomu pak lékař nebo dokonce samotný telefon může určit zda člověk má či nemá OSA.
Byly nalezeny dvě vědecké práce zabývaj́ıćı se detekćı obstrukčńı spánkové apnoe [3, 16]. Obě
tyto práce použ́ıvaj́ı ke klasifikaci mobilńı telefon respektive jeho akcelerometr a mikrofon. Dále
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ale potřebuj́ı pro klasifikaci i polysomnografický signál (PPG). PPG signál se většinou źıskává
pomoćı pulsńıho oxymetru, který se umı́st’uje na prst.

Ani jednu z těchto vědeckých praćı tedy neńı možné v praxi provést výhradně za použit́ı
mobilńıho telefonu. Nav́ıc Behar et al. [3] doporučuj́ı umı́stit mikrofon k nosu a na hrud’ a akce-
lerometr (telefon) připevnit k paži pacienta. V práci od Al-Mardini et al. [16] doporučuj́ı umı́stit
mikrofon na krk a akcelerometr (telefon) na paži pacienta. Obě z těchto podmı́nek by mohly
být pro uživatele během spánku nepř́ıjemné a tud́ıž nevhodné pro dlouhodobé pozorováńı. V
daľśıch sekćıch budou tyto práce rozebrány podrobněji.

2.3.3 Detekce OSA vyvinutá Behar et al.

V prvńı studii od Behar et al. [3] natrénovali klasifikátor Support Vector Machine na 735 paci-
entech a otestovali na 121 pacientech. Výsledkem byla klasifikace s přesnost́ı 92.2 %. Hlavńım
ćılem této práce bylo klasifikovat uživatele do jedné ze dvou skupin. Do skupiny zdravých
uživatel̊u netrṕıćı OSA a do skupiny trṕıćıch OSA.

Jakmile byla aplikace spuštěna, počkala 30 minut než uživatel usne a následně pak 4 hodiny
sb́ırala data. Po dokončeńı sběru dat provedla aplikace klasifikaci.

Jak už bylo řečeno, telefon muśı být umı́stěn na paži uživatele a mikrofon z telefonu muśı
být umı́stěn u nosu uživatele.

Pro klasifikaci použili následuj́ıćı údaje ze signál̊u

Aktigrafie

Telefon umı́stili během detekce na paži uživatele. Se vzorkovaćı frekvenćı 4 Hz pak źıskali zrych-
leńı ve všech osách x,y,z a pak spočetli celkovou amplitudu zrychleńı signálu, přičemž použili
high-pass filtr pro odstraněńı gravitace. Následně pak z měřeného intervalu spoč́ıtali logarit-
movanou varianci signálu během jedné sekundy (2.2). Hodnota pak byla použita jako obraz do
obrazového vektoru.

Xakceleromer(n) = Xac(n) = log(var(M(n)) + 1), (2.2)

kde M(n) je posloupnost naměřených dat mezi časy (n − 1)T a nT . T je perioda výpočt̊u
rovna 1 s.

Z aktigrafie a gyroskopu pak také určovali pozici těla. Klasifikačńı tř́ıdy pro pozici těla zvolili
následovně: ležeńı na zádech, sezeńı, lež́ıćı na břǐse a lež́ıćı na boku. Tyto pozice pak použili v
klasifikačńım algoritmu.

Zvukový záznam

Ze zvukového záznamu źıskali logaritmovanou varianci zvukového záznamu během jedné sekundy
se vzorkovaćı frekvenćı 8 kHz (2.3). Perioda výpočt̊u byla jedna sekunda. Klasifikace vycháźı
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z předpokladu, že 75% energie zvukového záznamu pacientem trṕıćı OSA je pod frekvencemi
2 kHz.

Xzvuk(n) = Xau(n) = log(var(M(n)) + 1), (2.3)

kde M(n) je posloupnost naměřených dat zvukového záznamu mezi časy (n − 1)T a nT . T je
perioda výpočt̊u rovna 1 s.

Oxygen Desaturation Index

Ze signálu PPG se vzorkovaćı frekvenćı 75 Hz źıskali Oxygen Desaturation Index (ODI), což je
počet, kolikrát za hodinu klesne nasyceńı kysĺıku pod 4 % normálńı (středńı) hodnoty, alespoň
na 10 sekund [16, část IV.A].

Údaje o uživateli

Uživatel vyplnil standardizovaný klinicky ověřený dotazńık [14], který mu na konci přidělil
pravděpodobnost, že trṕı OSA.

2.3.4 Detekce OSA vyvinutá Al-Mardini et al.

Druhá studie od Al-Mardini [16] et al. použ́ıvá pro klasifikaci stejné signály jako prvńı, jenom
provád́ı jiné výpočty. Stejně jako u prvńı práce źıskali vědci oxygen desaturation index (ODI).
V této práci však za pomoćı inerciálńıch senzor̊u vyfiltruj́ı z ODI okamžiky, kdy se pacient
převaloval v posteli, protože převalováńı může zp̊usobit nežádoućı ODI událost.

Dále pak určili ze záznamu z mikrofonu takzvaný apnea/ hypopnea index (AHI). Signál
naměřený z mikrofonu analyzovali každou sekundu. Spočetli energii signálu a následně určili,
zda je tato energie menš́ı než 90% obvyklé (pr̊uměrné) hodnoty. Pokud ano, pak určili, jak
dlouho tento stav trvá. Pokud tento stav vydržel v́ıce jak 10 s, pak událost obt́ıžného dýcháńı
byla detekována. Počet takovýchto událost́ı během jedné hodiny spánku se nazývá apnea/
hypopnea index (AHI).

Nakonec použili pro klasifikaci dotazńık, který určoval pravděpodobnost zda uživatel má či
nemá OSA. Tato pravěpodobnost je označena jako pretest.

Pro klasifikaci pak použili pr̊uměr z AHI a ODI a výsledek z dotazńıku označený jako
pretest. Konečná diagnóza se stanov́ı dle diagramu na obrázku 2.2.

Telefon během měřeńı doporučuj́ı umı́stit na paži pacienta, mikrofon na krk pacienta a
sńımač PPG signálu na prst pacienta.
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Obrázek 2.2: Klasifikačńı diagram [16]. pretest possibility je výsledek dotazńıku zda máte či
nemáte OSA

2.4 Aplikace detekuj́ıćı epileptické záchvaty pomoćı ak-

celerometru a elektrodermálńı aktivity

Disertačńı práce napsanou inženýrem Ming-Zher Poh [18] se zabývá návrhem náramku a algo-
ritmu pro detekci epileptických záchvat̊u. Inženýr Ming-Zher Poh navrhl náramek, který dokáže
pohodlně měřit elektrodermal activity a aktigrafii. Pomoćı těchto signálu pak navrhl algoritmus,
který dokáže detekovat tonicko-klonické záchvaty. Jeho algoritmus byl testován 4213 hodin na
80 pacientech, které pozoroval během celého dne. Dokázal detekovat 94 % tonicko-klonických
záchvat̊u s malým počtem falešných alarmů, přibližně 1 falešný alarm za den.
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Elektrodermálńı aktivita

Elektrodermálńı aktivita je záznam změny odporu k̊uže v čase mezi dvěma časovými okamžiky [10].
Měř́ı se pomoćı tzv. Elektropsychometeru neboli E-meter (převzato z angličtiny). E-meter bývá
součást́ı polygrafu. Polygraf je př́ıstroj pro záznam fyziologických změn v těle jako je např́ıklad
právě elektrodermálńı aktivita.

2.4.1 Zp̊usob měřeńı

Autor [18] analyzoval vždy 10 sekundové intervaly přičemž použ́ıval sliding window s 75%
překryt́ım předchoźıho signálu. To znamená, že analyzoval 75% dat z předchoźıch signál̊u a
25% nových dat. Vzorkovaćı frekvence je 32 Hz.

2.4.2 Redukce dat

Kv̊uli omezeným výpočetńım kapacitám a omezené výdrži baterie je vhodné, než se začne kla-
sifikovat, data filtrovat na ty, kde se děje pohyb a na ty, ve kterých se nic neděje. K této filtraci
použil Ming-Zher Poh modus signálu akcelerometru na daném intervalu a následně spoč́ıtal
směrodatnou odchylku. Interval, který měl směrodatnou odchylku menš́ı než 0.1g, byl vyhod-
nocen jako záznam bez pohybu a byl vyřazen pro daľśı klasifikaci. Ostatńı intervaly byly vyhla-
zeny pomoćı vyhlazovaćı funkce a následně byla spoč́ıtána diskrétńı Fourierova transformace
(DFT), jak je definována v rovnici (1.1).

Generalizované tonicko-klonické (GTC) záchvaty se skládaj́ı ze dvou fáźı. Tonické a klonické
fáze. Tonická fáze zahrnuje flexe a natažeńı sval̊u. Během klonické fáze se začnou svaly rychle
stahovat a roztahovat s frekvenćı nad 2 Hz [18]. Tuto vlastnost pak využil pro daľśı redukci
dat.

V každém výpočtu byly nalezeny d̊uležité frekvence, které definoval následuj́ıćım zp̊usobem.
Předpokládal, že absolutńı hodnoty koeficient̊u DFT neperiodického signálu jsou rozdělené
podle exponenciálńıho rozděleńı (2.4), kde λ je středńı hodnota signálu.

f(x) = λe−λx (2.4)

Z této distribučńı funkce určil práh Th, který určoval d̊uležité frekvence.

Th = − ln(p)

λ
, (2.5)

kde p = 0.01 je pravděpodobnost souvisej́ıćı s intervalem spolehlivosti. Velikost intervalu spo-
lehlivosti je tedy 99%.

Signál, který měl všechny frekvence menš́ı než Th, byl vyhodnocen tak, že žádný záchvat
nenastal. Pokud se tyto frekvence nalezly, byla z těchto frekvenćı nalezena dominantńı frekvence
viz definice v odstavci 1.2.3.

Jestliže tato dominantńı frekvence byla menš́ı než 2 Hz, bylo opět vyhodnoceno, že nenastal
záchvat. Jinak byl tento údaj použit dál pro klasifikaci.
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2.4.3 Extrakce vlastnost́ı po redukci dat

Celkem 19 vlastnost́ı signál̊u bylo extrahováno.

Analýza signálu v časové oblasti

Z časové analýzy źıskal středńı hodnotu, směrodatnou odchylku, efektivńı hodnotu signálu
(1.10) a odhad śıly, kterou źıskal sč́ıtáńım amplitud signálu (2.6) přes 10 sekundový interval.

a =

∫ n+∆

n

|ax(t)|+ |ax(t)|+ |ax(t)|dt (2.6)

Analýza signálu ve frekvenčńı oblasti

Většina energie signálu z denńıch aktivit spadá mezi frekvence 0.3 Hz až 3 Hz, kdežto během
záchvatu je většina energie koncentrována na frekvenćıch větš́ı než 2 Hz [18].

Po použit́ı vyhlazovaćı funkce spočetl spektrálńı analýzu signálu pomoćı Welchovy metody.
Následně pak celé spektrum (0 -10 Hz) bylo rozděleno na 8 interval̊u. Každému intervalu pak
následně spočetl celkovou integrovanou energii (1.8), kterou pak použil do obrazového vektoru.
Následně byla nalezena dominantńı frekvence 1.2.3 spolu se svoj́ı amplitudou. Ty také pak byly
použity do obrazového vektoru.

Nelineárńı analýza

Pro zjǐstěńı skrytých vzorc̊u chováńı a nelineárńıch vlastnost́ı signálu se spočetla entropie a
laminarita signálu.

2.4.4 Shrnut́ı

Ming-Zher Poh určil celkem 16 vlastnost́ı signálu, které použil jako obrazový vektor. 4 vlastnosti
z časové oblasti (středńı hodnotu, směrodatnou odchylku, efektivńı hodnotu signálu a odhad
śıly), 10 vlastnost́ı z frekvenčńı analýzy (dominantńı frekvence, jej́ı amplituda, a 8 hodnot
energíı interval̊u signálu) a 2 vlastnosti z nelineárńı analýzy (entropii a laminaritu).
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Kapitola 3

Vlastnosti měřeńı na systému Android

V této kapitole je popsán systém Android jako rozhrańı pro práci se senzory na mobilńım
telefonu. Jsou zde rozebrány tř́ıdy, metody a konstanty potřebné pro práci se senzory.

Pro systém Android byla naprogramována aplikace, na které byly všechny metody popsané
v této kapitole testovány. Rozhrańı bylo otestováno na mobilńım telefonu od společnosti Sam-
sung s č́ıslem modelu SM-G903F. Nakonec byly poznamenány rozd́ıly vlastnost́ı senzor̊u oproti
deklarovaným hodnotám v dokumentaci.

3.1 Senzory

Pro př́ıstup k senzor̊um v telefonu s operačńım systémem Android slouž́ı tř́ıda SensorManager.
Z této tř́ıdy je možno zažádat o daný typ senzoru (tř́ıda Sensor), který daný telefon má, a s
jeho pomoćı zaregistrovat SensonEventListener pro záznam hodnot.

Tř́ıda Sensor reprezentuje daný typ senzoru na telefonu. Z této tř́ıdy je možno źıskat vlast-
nosti senzor̊u deklarované výrobcem senzoru. V následuj́ıćım výčtu je uvedeno několik metod
pro zjǐstěńı vlastnost́ı senzoru.

• getMinDelay() - Maximálńı nastavitelná vzorkovaćı frekvence

• getMaxDelay() - Minimálńı nastavitelná vzorkovaćı frekvence

• getPower() - Hodnota v mA kolik spotřebuje senzor, pokud je použ́ıván.

• getResolution() - Rozlǐseńı senzoru v daných jednotkách. Pozn. Rozlǐseńı senzoru je
nejmenš́ı možná oblast, kterou senzor dokáže rozpoznat.

• getMaximumRange() - Maximálńı obor hodnot, který dokáže měřit

• getVendor() - Výrobce senzoru
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Operačńı systém Android má 4 druhy měř́ıćıch režimů. Prvńı je kontinuálńı, to je režim,
kdy s konstantńı vzorkovaćı periodou dostáváme data ze senzor̊u. Daľśı typ je on-change,
tedy čekaj́ıćı na změnu. Tento typ senzoru se ohláśı, pokud dojde ke změně hodnoty senzoru,
např́ıklad změna orientace telefonu. Třet́ı typ je jednorázový senzor. Ten vrát́ı hodnotu pouze
jednou a pak se usṕı. Př́ıkladem může být Significant motion senzor, který indikuje, že nastal
náhlý a velký pohyb. A pak jsou speciálńı režimy, které jsou specifické pro daný senzor [15].

Operačńı systém Android má pro prvńı režim, tedy kontinuálńı režim, předpřipravené vzor-
kovaćı periody pro typické př́ıpady užit́ı. Tyto konstanty se nacháźı ve tř́ıdě SensorManager.
Seznam konstant je vypsán v následuj́ıćım seznamu.

• SENSOR DELAY FASTEST nejrychleš́ı možná vzorkovaćı frekvence

• SENSOR DELAY NORMAL vhodný pro detekováńı změny orientace obrazovky

• SENSOR DELAY UI vhodné při zobrazováńı naměřených hodnot v uživatelském rozhrańı,
tak aby nebylo přet́ıžené a st́ıhalo naměřené hodnoty zobrazovat

• SENSOR DELAY GAME vhodné k hrám, které ke své funcionalitě potřebuj́ı akcelerometr

V této práci jsou zkoumány dva akcelerometry zabudované v mobilńım telefonu. Prvńı
akcelerometr je obyčejný akcelerometr, který sńımá zrychleńı v osách x,y,z jak je naznačeno na
obrázku 3.1. Druhý akcelerometr se nazývá linárńı akcelerometr a vraćı stejné hodnoty jako
obyčejný akcelerometr, akorát dokáže nav́ıc s pomoćı gyroskopu odfiltrovat ze signálu gravitaci.

U obou akcelerometr̊u je porovnána deklarovaná konstanta SENSOR DELAY FASTEST oproti
skutečné vzorkovaćı periodě. Je vhodné doplnit, že samotná konstanta SENSOR DELAY FASTEST

je celé č́ıslo, které pouze indikuje režim vzorkováńı. Skutečnou deklarovanou vzorkovaćı periodu
v milisekundách muśıme źıskat z metod tř́ıdy Sensor.

3.2 Deklarované vlastnosti akcelerometru

Následuj́ıćı údaje byly źıskány př́ımo z mobilu, přes funkce popsané v Android API. Následuje
seznam použitých funkćı a jejich zjǐstěné hodnoty.

• getMinDelay()

Maximálńı nastavitelná vzorkovaćı frekvence je 200 Hz, jinak řečeno perioda vzorkováńı
může být minimálně 5000 mikrosekund neboli 0.005 sekund.

• getMaxDelay()

Minimálńı nastavitelná vzorkovaćı frekvence je 5 Hz, jinak řečeno perioda vzorkováńı může
být maximálně 200 000 mikrosekund neboli 0.2 sekund.
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Obrázek 3.1: Osy akcelerometru vzhledem k telefonu.

• getPower()

Akcelerometr během použ́ıváńı spotřebuje 0.5 mA.

• getResolution()

Rozlǐseńı senzoru je 1.0 m s−2.

• getMaximumRange()

Maximálńı obor hodnot, který dokáže měřit, je dle dokumentace ±10 240 m s−2.

• getVendor()

Výrobce akcelerometru je InvenSense.

3.3 Deklarované vlastnosti lineárńıho akcelerometru

Tyto údaje byly źıskány př́ımo z mobilu, přes funkce popsané v Android API. Následuje seznam
použitých funkćı a jejich hodnoty.

• getMinDelay()

Maximálńı nastavitelná vzorkovaćı frekvence je 100 Hz, jinak řečeno perioda vzorkováńı
může být minimálně 10 000 mikrosekund neboli 0.01 sekund.

• getMaxDelay()

Minimálńı nastavitelná vzorkovaćı frekvence je 5 Hz, jinak řečeno perioda vzorkováńı může
být maximálně 200 000 mikrosekund neboli 0.2 sekund.
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• getPower()

Lineárńı akcelerometr během použ́ıváńı spotřebuje 0.5 mA.

• getResolution()

Rozlǐseńı senzoru je 1.0 m s−2.

• getMaximumRange()

Maximálńı obor hodnot, který dokáže měřit, je dle dokumentace ±10 240 m s−2.

• getVendor()

Výrobce lineárńıho akcelerometru je InvenSense.

3.4 Reálné naměřené vzorkovaćı frekvence

V této sekci jsou porovnány deklarované maximálńı frekvence vzorkováńı z metody getMinDelay()

a skutečná frekvence vzorkováńı v př́ıpadě, že byl nastaven režim vzorkováńı na SENSOR DELAY FASTEST.

3.4.1 Chyba vzorkovaćı frekvence v čase

V dokumentaci Android API je psáno, že vzorkovaćı frekvence je pouze orientačńı a neńı ga-
rantována stejná perioda vzorkováńı. Při bližš́ı analýze periody vzorkováńı bylo zjǐstěno, že
perioda vzorkováńı skutečně neńı v čase konstantńı, ale má tendenci se bĺıžit ke konstantńı
periodě vzorkováńı.

Tato chyba vzorkováńı je nejsṕı̌se zp̊usobena t́ım, že systém Android nemá na starosti pouze
zpracováváńı měřeńı z akcelerometru, ale i spoustu jiných proces̊u, a tak se může perioda
vzorkováńı měnit podle toho, jak je právě zat́ıženo CPU daného zař́ızeńı.

Tvrzeńı, že se perioda vzorkováńı bĺıž́ı ke konstantńı periodě při stálém zat́ıžeńı CPU,
dokazuje i graf změny periody vzorkováńı v čase na obrázku 3.2. Z grafu je poznat, že perioda
vzorkováńı se ustálila přibližně za 70 sekund. Nutno podotknout, že perioda neńı konstantńı,
ale měńı se maximálně v řádech deśıtkách nanosekund tzn. 10−8 s. Zjǐstěné hodnoty vzorkováńı
jsou určovány dle timestamp neboli časové známce, která je přikládána ke každé naměřené
hodnotě a indikuje čas měřeńı. Tato časována známka je v nanosekundách.

Daľśı jev, který je zaj́ımavý, je, že během jedné sekundy byla perioda vzorkováńı relativně
stejná pak, ale náhle stoupla (lze poznat ze schodovitosti grafu na obr. 3.2). Tento náhlý schod
se vyskytoval každou sekundu, tedy s frekvenćı 1 Hz. Tento jev by mohl mı́t vliv na Fourierovu
transformaci sledovaného signálu.
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Obrázek 3.2: Vývoj periody vzorkováńı v čase

3.4.2 Akcelerometr

Pro model SM-G903F bylo ze dvou měřeńı zjǐstěno, že frekvence vzorkováńı u prvńıho měřeńı
je 199.62 Hz a u druhého měřeńı 199.91 Hz. Což odpov́ıdá deklarované maximálńı frekvenci
vzorkováńı 200 Hz.

3.4.3 Lineárńı akcelerometr

Pro model SM-G903F bylo ze dvou měřeńı zjǐstěno, že frekvence vzorkováńı u prvńıho měřeńı
je 100.32 Hz a u druhého měřeńı 100.75 Hz. Skutečná frekvence vzorkováńı je tedy dokonce větš́ı
než deklarovaná maximálńı frekvence vzorkováńı 100 Hz.

3.5 Schopnost detekovat frekvence o r̊uzné amplitudě

Na obrázku 3.3 je naznačen obecný generátor signálu generuj́ıćı signál A sin(ωt). V obrázku je
zobrazena veličina x, která reprezentuje funkčńı hodnotu signálu v čase t. V př́ıpadě dokonalého
generátoru vibraćı, který by generoval pouze signál o frekvenci 1 Hz o amplitudě A = 1, by
vypadal pr̊uběh x jako ideálńı sinusový signál.

Z funkce pr̊uběhu polohy x (3.1) bylo spočteno okamžité zrychleńı x (3.3). V sekci 3.3 je
napsáno, že minimálńı zrychleńı, které je senzor schopen rozlǐsit, je 1 m s−2.
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Obrázek 3.3: Generátor obecného signálu A sin(ωt)

f(t) = A sin(ωt) (3.1)

df(t)

dt
= A cos(ωt)ω (3.2)

d2f(t)

dt2
= −A sin(ωt)ω2 (3.3)

Tedy aby bylo možno splnit podmı́nku, že senzor dokáže detekovat změny v signálu 1 m s−2,
muśı být amplituda zrychleńı x větš́ı než 1 m s−2. Muśı tedy platit nerovnice (3.4)

Aω2 ≥M, (3.4)

kde M je minimálńı detekovatelná hodnota v m s−2, která je daná výrobcem senzoru. Pro př́ıpad
mobilńıho akcelerometru je M = 1 m s−2 dle odstavce 3.3.

f ≥ 1

2π

√
M

A
=

1

2π

√
1

A
(3.5)
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Kapitola 4

Epilepsie

V této kapitole je definována a popsána epilepsie. Jsou zde rozebrány druhy epilepsíı a také
druhy epileptických záchvat̊u. Ćılem této kapitoly bylo źıskat znalosti o epilepsii tak, aby tyto
znalosti mohly být použity pro detekci epileptických záchvat̊u.

4.1 Praktická definice epilepsie

Definice epilepsie dle organizace International league against epilepsy (ILAE) [7]. Přeloženo z
angličtiny.

Def: Člověk trṕı epilepsíı pokud splňuje, alespoň jednu s následuj́ıćıch podmı́nek

1. Měl alespoň dva nevyprovokované záchvaty, které se staly minimálně 24 hodin po sobě.
To znamená, že doba mezi těmito dvěma záchvaty muśı být větš́ı než 24 hodin.

2. Měl jeden nevyprovokovaný (nebo reflexńı) záchvat a pravděpodobnost podobných záchvat̊u,
které by mohly nastat v pr̊uběhu př́ı̌st́ıch 10 let, je minimálně 60%.

3. Diagnóza syndromu epilepsie

Epilepsie je považována za vyléčenou pro ty, kteř́ı měli věkově závislý epileptický syndrom
a již opustili tuto fázi věku nebo ti, kteř́ı nedostali epileptický záchvat za posledńıch 10
let a zároveň nebrali žádné antiepileptika za posledńıch 5 let.

4.2 Epileptický záchvat

Epileptické záchvaty jsou definovány jako přechodně se objevuj́ıćı př́ıznaky, které jsou d̊usledkem
nadměrné či abnormálńı synchronńı aktivity neuron̊u v mozku. [19].
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4.2.1 Děleńı epileptických záchvat̊u

Upravené děleńı epilepsie dle dokumentu ILAE Commission [4].

• Generalizované záchvaty

– tonicko-klonické (of any kind)

– Absence

∗ Typické

∗ Atypické

∗ Absence se speciálńımi prvky

∗ Myoklonické absence

∗ Myoklonia očńıho v́ıčka

– Myoklonické

∗ Myoklonické

∗ Myoklonické atonické

∗ Myoklonické tonické

– Klonické

– Tonické

– Atonické

• Fokálńı (parciálńı) záchvat

• Neznámé

– Epileptické křeče

– (Události, které ještě nebyly jednoznačně diagnostikovány do předešlých kategoríı)

4.2.2 Popis častých druh̊u epileptických záchvat̊u

Pr̊uběhy a popis častých typ̊u záchvat̊u, zdroj Epilepsy Foundation [8]

• Klonické

záchvaty zahrnuj́ı opakované škubáńı, jsou vzácné (trvaj́ıćı pár sekund až minutu)

• Tonické záchvaty

svaly na těle ztuhnou, neztráćı se vědomı́, (trvaj́ıćı méně než 20 sekund)
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• Tonicko-klonické záchvaty

kombinace předchoźıch, tzn. nejprve tělo ztuhne a pak se začne třást (obvykle 1-3 minuty,
při deľśıch než 5 minut jde o život)

• Myoklonické záchvaty

krátké křečovité záškuby (obykle trvaj́ıćı 1-2 sekundy)

• Atonický záchvat

náhlá ztráta tonu svalu, stoj́ıćı člověk většinou nekontrolovaně spadne (trvaj́ıćı obvykle
15 sekund)

• Absenčńı záchvat

koukáńı do prázdna, nereaguje na okoĺı (10-20 sekund)

4.3 Shrnut́ı

Z uvedených epileptických záchvat̊u bude v této práci analyzováno pouze detekováńı generalizo-
vaných tonicko-klonických záchvat̊u z několika d̊uvod̊u. Prvńı d̊uvod je, že při generalizovaném
tonicko-klonickém záchvatu jde skutečně o život, protože trvá-li záchvat v́ıce než 5 minut, je
nutné zavolat lékaře [8]. Daľśım d̊uvodem je fakt, že při těhto záchvatech produkuje pacient
velké pohyby, které by mohly být snadno detekovány. A nakonec také proto, že tento typ
záchvat̊u je lidmi nejv́ıce spojován s epilepsíı.
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Kapitola 5

Analýza naměřených dat

V této kapitole jsou analyzována naměřená data, která byla źıskána pomoćı telefonu Samsung
Galaxy S5 Neo model SM-G903F. Byla naprogramována aplikace, která zaznamenávala hodnoty
ze senzoru a ukládala je do souboru. Po dokončeńı měřeńı byl soubor z telefonu extrahován a
analyzován. Výsledky těchto měřeńı jsou popsány v této kapitole.

Nejdř́ıve bude analyzován šum měřeńı, dále pak budou analyzována ”teoretická”data, to
jsou data, která jsou naměřena tak, jak bylo předpokládáno, že by takový záznam z akcelero-
metru epileptického záchvatu mohl vypadat. Při porovnáńı se skutečnými naměřenými daty se
ukázalo, že předpoklad byl špatný. Nakonec budou analyzována data skutečného epileptického
záchvatu.

5.1 Naměřená data v klidu

V této sekci bude analyzován šum měřeńı na senzoru. Časový pr̊uběh akcelerometru pokud je
zař́ızeńı v klidu můžeme vidět na obrázku 5.1. Je předpokládáno, že tento šum je b́ılý šum s
normálńım rozděleńım. Při měřeńı šumu byl telefon položen na st̊ul obrazovkou nahoru. Po
analýze naměřeného signálu byly určeny odhadované parametry rozděleńı (5.1).

N (µ,Σ), µ = 10−4 ·

 4.869
1.178
−57.77

 , Σ = 10−4 ·

1.335 0 0
0 1.295 0
0 0 3.893

 (5.1)

V praxi se však ukázalo, že se středńı hodnoty (offsety senzor̊u) v čase měńı a je nutné je
čas od času kalibrovat.

Z grafu Fourierovy transformace měřeného signálu 5.2 je zřetelné, že téměř odpov́ıdá Fou-
rierově transformaci b́ılého šumu s nulovou středńı hodnotou, který má amplitudy Fourierovy
transformace na všech frekvenćıch konstantńı.
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Analýza chybných frekvenćı v šumu okolo 10 Hz

U Fourierovy transformace signálu akcelerometru se na obrázku 5.2 v ose Z vyskytly vyšš́ı
amplitudy u frekvenćı okolo 10 Hz. Tyto chybné frekvence se čas od času vyskytovaly ve všech
osách, pokud se měřil pouze šum. Předpokládalo se, že tyto chybně detekované frekvence jsou
zp̊usobeny chybnou periodou vzorkováńı, která se na začátku měřeńı měńı s frekvenćı 1 Hz, jak
je popsáno v odstavci 3.4.1.

Toto tvrzeńı se nepotvrdilo a po několika opakovaných pokusech se tyto frekvence okolo
10 Hz stále vyskytovaly a to i po několika minutách měřeńı, kdy se perioda vzorkováńı již
ustálila.

Daľśı možný d̊uvod výskytu těchto frekvenćı by mohl být, že byl použit lineárńı akcelerometr
pro měřeńı. Lineárńı akcelerometr je virtuálńı senzor vytvořený pro systém Android, který
dokáže ze záznamu z akcelerometru odfiltrovat gravitačńı zrychleńı. To znamená, že s daty
bylo již manipulováno a chyba mohla být zanesena do měřeńı softwarově.

Proto byl otestován obyčejný akcelerometr, který je dle dokumentace Hardware senzor.
To znamená, že tento senzor neńı virtuálńı a skutečně fyzicky existuje. Měř́ı tedy př́ımo reálné
hodnoty prostřed́ı. Z toho vyplývá, že s daty nebylo nijak významně manipulováno a tud́ıž by
v nich neměla být žádná softwarová chyba.

Po otestováńı hardwarového akcelerometru bylo zjǐstěno, že se frekvence 10 Hz v signálu
stále vyskytuj́ı.

Nebyla tedy zjǐstěna zjevná př́ıčina výskytu frekvenćı okolo 10 Hz v naměřených signálech.
Daľśı možný d̊uvod by mohl být, že časové známky nejsou dostatečně přesné a perioda vzor-
kováńı je nadále i chybná, přestože časové známky tomu nenasvědčuj́ı.

5.2 Naměřená data při převalováńı na posteli

V tomto odstavci bude analyzován signál, který byl nasimulován účastńıkem výzkumu. Tento
signál simuluje převalováńı člověka v posteli. Časový záznam je vidět na obrázku 5.3. Graf je
rozdělen do několika část́ı. Prvńı tři řádky reprezentuj́ı časový pr̊uběh celého signálu v osách
x, y, z. Dále na daľśıch třech řádćıch je v lichých sloupćıch časový pr̊uběh vyř́ıznutého intervalu
signálu v osách x, y, z a v sudých sloupćıch je Fourierova transformace daného vyř́ıznutého
intervalu.

Byly analyzovány intervaly v čase 10-20 s a v čase 20-30 s. Na Fourierovy transformace
analyzovaných interval̊u byl použit stejný frekvenčńı filtr s horńı propust́ı, jako byl použit
v práci [18]. Z analyzovaných interval̊u na grafu je vidět, že dominantńı frekvence a energie
frekvenčńıho amplitudového spektra se soustřed́ı ve frekvenčńım pásmu od 0-5 Hz. Toto tvrzeńı
pak bude využito při návrhu teoretického klasifikátoru.
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Obrázek 5.1: Nefiltrovaný časový pr̊uběh záznamu z akcelerometru, pokud je zař́ızeńı v klidu

Obrázek 5.2: Pravá strana Fourierovy transformace nefiltrovaného signálu z obrázku 5.1

24



Obrázek 5.3: Grafy pr̊uběhu záznamu akcelerometru při převalováńı na posteli. Prvńı tři řádky
jsou grafy s celým časovým pr̊uběhem záznamu. Daľśı tři řádky obsahuj́ı v lichých sloupćıch
filtrovaný časový pr̊uběh výřezu daného času a v sudých sloupćıch je Fourierova transformace
daného signálu. Analýza interval̊u 10-20 sec a 20-30 sec
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5.3 Naměřená data při simulovaném epileptickém záchvatu

V této kapitole je popsáno, jak bylo předpokládáno, že by takový záznam z akcelerometru během
epileptického záchvatu mohl vypadat. Data byla nasimulována na účastńıkovi výzkumu, který
si přečetl popis epileptického záchvatu a následně se pod́ıval na video s pr̊uběhem takového
záchvatu. Poté se pak tento epileptický záchvat snažil napodobit. Výsledné grafy z měřeńı jsou
na obrázku 5.4. Telefon byl při simulaci umı́stěn pod poľstářem obrazovkou nahoru jako je na
obrázku 5.5.

Z grafu 5.4 je poznat, že celková doba simulace trvala 50 s. Prvńı tři řádky obsahuj́ı časový
pr̊uběh záznamu z akcelerometru. Na daľśıch třech řádćıch je zobrazen graf 10 s intervalu z
celkového signálu a vpravo od něj je graf Fourierovy transformace tohoto intervalu.

Z Fourierovy transformace obou 10 s interval̊u je vidět, že se největš́ı amplitudy vyskytuj́ı
ve frekvenćıch 5-10 Hz. Návrh frekvenčńıho klasifikátoru by tedy mohl vypadat následovně.
Pokud budou dominantńı frekvence soustředěné v intervalu 5-10 Hz, bude signál vyhodnocen
jako záchvat. Pokud budou frekvence soustředěné kolem 0-5 Hz bude záznam vyhodnocen jako
převalováńı na posteli.

Posléze bylo zjǐstěno, že teoretická data neodpov́ıdaj́ı skutečně naměřeným dat̊um. Tvrzeńı,
že dominantńı frekvence jsou soustředěné v intervalu 5-10 Hz, se pro zvolený zp̊usob měřeńı
nepotvrdilo.

5.4 Naměřená data skutečného epileptického záchvatu

V této sekci budou analyzovány data, která byla naměřena při skutečném epileptickém záchvatu.
Na všechny Fourierovy transformace naměřených dat, byl použit frekvenčńı filtr s horńı pro-
pust́ı. Byl použit stejný filtr jako v práci [18].

5.4.1 Zp̊usob měřeńı

Telefon s aplikaćı a návodem byl prop̊ujčen pečovateli, který se stará o pacienta s epilepsíı.
Ten pak dle návodu měřil pr̊uběh epileptického záchvatu pomoćı akcelerometru v telefonu.
Pečovatel dostal pokyn, aby umı́stil telefon dle vlastńıho uvážeńı na v́ıce druh̊u mı́st, aby bylo
zjǐstěno, které mı́sto je pro detekci nejlepš́ı. Pečovatel nakonec umı́stil telefon na dvě mı́sta a
to na pozici pod poľstářem a na pozici u nohou. Druhou pozici u nohou zvolil proto, že pacient
údajně nejv́ıce při záchvatu třese nohama.

Bohužel je nutné konstatovat, že nebyl zvolen vhodný zp̊usob měřeńı, protože z naměřených
dat nebylo možno se 100% jistotou ř́ıci, jestli se pacient nepřevaloval nebo jestli skutečně do-
stal epileptických záchvat. Pečovatel sice poznamenal čas v minutách, od kdy do kdy záchvat
prob́ıhal, ale pro přesněǰśı analýzu by byl potřeba záznam popisuj́ıćı pr̊uběh záchvatu v každé
sekundě. Pro źıskáńı této informace by byl potřeba EEG signál, který je dostatečně přesný
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Obrázek 5.4: Grafy simulovaného epileptického záchvatu. Prvńı tři řádky jsou grafy s celým
časovým pr̊uběhem záchvatu. Daľśı tři řádky obsahuj́ı v lichých sloupćıch filtrovaný časový
pr̊uběh výřezu daného času a v sudých sloupćıch je jejich Fourierova transformace
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Obrázek 5.5: Umı́stěńı telefonu při měřeńı pod poľstářem

pro detekováńı epileptických záchvat̊u a je považován za standard pro detekci epileptických
záchvat̊u [18].

5.4.2 Naměřená data

Telefon umı́stěn pod poľstářem

Na základě poznamenaných časových údaj̊u od pečovatele byl extrahován časový signál pr̊uběhu
záchvatu. Umı́stěńı telefonu během měřeńı je naznačeno na obrázku 5.5. Celý tento signál je
zobrazen na grafu 5.6. Dle poznámek pečovatele je celková doba záchvatu přibližně 2-3 minuty.

Z grafu 5.6 lze v čase rozpoznat pohybové události, avšak nedá se z nich určit, o jaký typ
události se jedná. Aby bylo možné určit o jaký pohybový typ události se jedná, tzn. rozlǐseńı zda
jde o epileptický záchvat nebo pouze o nějak lehký pohyb na posteli, je potřeba znát časový
pr̊uběh EEG signálu. Tento signál však neńı k dispozici a tak je předpokládáno, že všechny
pohybové události v daném signálu jsou součást́ı epileptického záchvatu.

Dále budou analyzovány d̊uležité časové úseky s délkou T = 10 sec. Graf intervalu od 100
do 110 sekundy lze vidět na obrázku 5.8. A Fourierova transformace tohoto intervalu je na
grafu 5.9. Ze spektrálńı analýzy je poznat, že v signálu jsou v osách x, y dominantńı frekvence
kolem 2 Hz a kolem 13 Hz. Amplitudy frekvenćı v ose Z jsou rozmı́stěny po celém spektru a
rozmı́stěńı amplitud má tvar rovnoramenného trojúhelńıku s krajńımi body v 0 a 35 Hz.

Daľśı výřez byl zvolen od 120. do 130. sekundy. Časový pr̊uběh lze vidět na obrázku 5.10
a Fourierova transformace je na obrázku 5.11. Z této spektrálńı analýzy nebylo źıskáno moc
informaćı o pr̊uběhu epileptickém záchvatu, protože amplitudy ve spektrálńı analýze jsou v
řádech 10−3, což už jsou řády šumu na senzorech, jak je zmı́něno v odstavci 5.1.

Bohužel z těchto výřez̊u ani z celkového signálu neńı poznat žádná charakteristická frekvence
pro epileptické záchvaty a proto p̊uvodńı teoretický návrh klasifikátoru nebude nejsṕı̌s fungovat.

28



Obrázek 5.6: Nefiltrovaný časový pr̊uběh celého záchvatu, pokud je telefon pod poľstářem,
intervaly a) a b) určeny pro podrobněǰśı analýzu

Obrázek 5.7: Filtrovaná pravá strana Fourierovy transformace signálu pr̊uběhu záchvatu z
obrázku 5.6

29



Obrázek 5.8: Interval a), výřez 10 sekundového signálu z pr̊uběhu záchvatu z obr. 5.6. Telefon
umı́stěn pod poľstářem, výřez z 100-110 sec

Obrázek 5.9: Filtrovaná Fourierova transformace časového intervalu na obr. 5.8, výřez časového
úseku 100-110 sec
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Obrázek 5.10: Interval b), výřez 10 sekundového signálu z pr̊uběhu záchvatu. Telefon umı́stěn
pod poľstářem, výřez z 120-130 sec

Obrázek 5.11: Filtrovaná Fourierova transformace časového intervalu na obr. 5.10, výřez
časového úseku 120-130 sec
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Telefon umı́stěn u nohou

Pro druhý zp̊usob měřeńı byla zvolena pozice u nohou pacienta. Přesná pozice telefonu na
posteli je naznačena na obrázku 5.12. Na obrázku 5.13 je časový pr̊uběh záznamu a na obrázku
5.14 je graf filtrované Fourierovy transformace celého časového pr̊uběhu.

Podobně jako v předchoźım př́ıpadě bylo provedeno několik výřez̊u pro podrobněǰśı analýzu
signálu. Prvńı vyř́ıznutý interval signálu byl v čase 60 - 70 s. Grafy tohoto intervalu jsou na
obrázćıch 5.15 a 5.16. V daném časovém intervalu je vidět, že do 64 s nebyla zaznamenána
žádná pohybová událost. Pak začalo kmitáńı s mı́rnými otřesy, následované několika sekundami
rychlého kmitáńı.

Po spektrálńı analýze signálu se ukázalo, energie a dominuj́ıćı frekvence signálu se soustřed́ı
v pásmu 0-5 Hz. Daľśı významné energetické pásmo pásmo bylo 5-10 Hz pro osy x, y a pro z
bylo druhé nejvýznamněǰśı pásmo 15-20 Hz, které sice neobsahovalo dominantńı frekvence, ale
mohlo by mı́t stejnou energii signálu jako v pásmu 5 Hz.

Daľśı analyzovaný interval byl v čase 80-90 sec. Graf časového pr̊uběhu intervalu je na
obrázku 5.17 a filtrovaná Fourierova transformace je na obrázku 5.18. Na časovém pr̊uběhu je
vidět, že pohybové události v signálu jsou soustředěny mezi 80-83 s. Po analýze spektrálńıho
signálu bylo zjǐstěno, že v ose z je energie signálu rozložena mezi frekvence 5 Hz až 25 Hz.
Přičemž dominantńı frekvence jsou v pásmu 15 Hz-20 Hz. V osách x, y vznikaly ṕıky v jednot-
livých frekvenćıch. Dominantńı frekvence v těchto osách nálež́ı intervalu 0-5 Hz.

Z obou těchto interval̊u ani z celkového měřeńı opět nebylo možno poznat žádná charakteris-
tické vlastnosti ani frekvence pro epileptické záchvaty a p̊uvodńı teoretický návrh klasifikátoru
tedy opět nebude s velkou pravděpodobnost́ı fungovat.

Obrázek 5.12: Umı́stěńı telefonu při měřeńı u nohou
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Obrázek 5.13: Časový pr̊uběh celého záchvatu, pokud je telefon u nohou; vyznačené intervaly
c),d) vybrány pro podrobněǰśı analýzu

Obrázek 5.14: Filtrovaná pravá strana Fourierovy transformace signálu na obrázku 5.13.
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Obrázek 5.15: Interval c), výřez z časového signálu 60-70 sekundy na obrázku 5.13

.

Obrázek 5.16: Filtrovaná Fourierova transformace časového intervalu na obr. 5.15, výřez
časového úseku 60-70 sec
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Obrázek 5.17: Interval d), výřez z časového signálu 80-90 sekundy z grafu na obrázku 5.13

.

Obrázek 5.18: Filtrovaná Fourierova transformace časového intervalu na obr. 5.15, výřez
časového úseku 80-90 sec
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5.5 Analýza umı́stěńı telefonu

Bylo zjǐstěno, že jeden z hlavńıch problémů pro detekci epileptických záchvat̊u pomoćı mobilńıho
telefonu bylo zvoleńı umı́stěńı pro telefon během měřeńı. V daľśıch kapitolách budou proto
diskutovány možnosti umı́stěńı mobilńıho telefonu společně s jejich výhodami a nevýhodami.

Telefon umı́stěn pod poľstářem

Prvńı návrh umı́stěńı telefonu bylo umı́stit telefon pod poľstář. Na prvńı pohled se může zdát
jako nejlepš́ı a zároveň nejjednodušš́ı řešeńı, avšak po analýze a otestováńı, bylo zjǐstěno, že to
neńı vhodné umı́stěńı.

Je předpokládáno, že vibračńı frekvence se do mobilu přenáš́ı dvěma směry. Prvńı směr
přenášeńı vede přes poľstář a druhý směr přenášeńı vede přes matraci postele. Protože byl
telefon umı́stěn pod poľstářem, který p̊usob́ı jako tlumič, jsou frekvence, které se přenášej́ı
přes poľstář, tlumené, a jejich velikost záviśı na celkovém tlumeńı poľstáře. Frekvence, které
jsou přenášeny přes matraci do telefonu, jsou také tlumené, ale zálež́ı na tvrdosti a celkové
pružnosti postele a jej́ı schopnosti přenášet tyto vibračńı frekvence do mobilu. Jelikož telefon
má minimálńı hodnotu, kterou dokáže rozlǐsit (viz odst. 3.5), neńı telefon vždy schopen všechny
tyto tlumené frekvence zachytit. A tud́ıž klasifikace nemuśı být vždy možná.

Telefon umı́stěn u nohou

Druhý návrh je podobný tomu prvńımu. Telefon je umı́stěn k nohám. Kv̊uli této konfiguraci se
na telefon přenáš́ı frekvence pouze přes matraci. Plat́ı tedy omezeńı jako v odstavci 5.5. Výhodou
oproti prvńımu umı́stěńı může být, že pacient by mohl u nohou generovat větš́ı amplitudy u
daných frekvenćı, než kdyby je generoval horńı polovinou těla. Dı́ky tomu by mohl být telefon
schopen detekovat lépe d̊uležité frekvence v signálu.

Avšak jak bylo zmı́něno v analýze naměřeného signálu s telefonem umı́stěným u nohou, ani
v tomto př́ıpadě nebyly detekovány žádné charakteristické vlastnosti a frekvence pro epileptický
záchvat.

Telefon umı́stěn na provázku

Posledńı navržený zp̊usob měřeńı byl zvolen tak, že se mobilńı telefon uvázal na provázek jako
je naznačeno na obrázku 5.19. Tento zp̊usob měřeńı však nebyl v praxi otestován a nejsou
známy vlastnosti tohoto zp̊usobu měřeńı. Provázek je umı́stěn např́ıč posteĺı, takže uživatel při
jakémkoliv pohybu na posteli by zp̊usobil, že by se telefon začal pohybovat ve směru x, jak je
naznačeno na obrázku 5.19.

Nevýhodou této konfigurace je, že je složitěǰśı na konstrukci, avšak výhody tohoto umı́stěńı
telefonu jsou oproti předchoźım návrh̊um velké. Za prvé je měřen záznam pouze v jedné ose
telefonu, č́ımž se nám sńıž́ı výpočetńı nároky na telefon a zároveň bude na detekci p̊usobit
pouze šum z jedné osy akcelerometru. Kdyby detekce kombinovala měřeńı ze všech tř́ı os, tak
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Obrázek 5.19: Návrh zp̊usobu měřeńı s telefonem na provázku

by se tento šum sč́ıtal a násobil a mohl by značně ovlivnit přesnost detekce. Daľśı výhodou je,
že nám na telefon dle modelu p̊usob́ı slabé tlumeńı dané tvrdost́ı postele, takže telefon by měl
být teoreticky schopen detekovat frekvence přesněji.
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Kapitola 6

Algoritmus a programováńı aplikace

6.1 Navrhnutý algoritmus

Zde je popsán navrhnutý algoritmus pro zpracováváńı dat z akcelerometru a následnou kla-
sifikaci dat, zda došlo k možnému epileptickému záchvatu. Nejdř́ıve se řeš́ı redukce dat, d́ıky
které se omeźı zátěž baterie a výpočetńıch nárok̊u na mobilńı telefon, a následně se zde rozeb́ırá
princip klasifikace dat.

6.1.1 Redukce dat

Protože mobilńı telefon má omezenou baterii a nemá takové výpočetńı schopnosti jako obyčejný
stolńı poč́ıtač, muśı být kv̊uli těmto omezeńım data filtrována. Filtrace dat, tj. rozhodnut́ı, která
data budou dále zpracována a která budou vyřazena, se odehrává dle algoritmu v následuj́ıćım
odstavci. Tato filtrace dat byla inspirovaná disertačńı praćı od inženýra Poh, Ming-Zher [18].

Spočte se velikost vektoru zrychleńı (6.1)

a =
√
a2
x + a2

y + a2
z (6.1)

a pokud je směrodatná odchylka signálu menš́ı než 0.1g, kde g je gravitačńı zrychleńı, tak je
signál považován bez pohybu a daľśı zpracováńı neńı nutné.

6.1.2 Algoritmus - Zpracováńı dat

Naměřená data byla zpracována dle následuj́ıćıho postupu. Nejdř́ıve byla spočtena lineárńı
interpolace, protože systém Android negarantuje stejné vzorkovaćı periody. Touto interpolaćı
byla tato chyba napravena. Dále byla interpolovaná data ověřena, zda se nemuśı vyřadit, tj.
zda variance těchto dat neńı menš́ı než 0.1g.

Pak byla na vektor naměřených hodnot, který měl většinou kolem 1000 prvk̊u, použita
vysokofrekvenčńı propust. Byla použita stejná propust jako v práci [18], která ji převzala z
[22]. Tato vysokofrekvenčńı propust má podle [22] mezńı frekvenci 0.043 Hz.
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Po použit́ı frekvenčńıho filtru byla použita Diskrétńı Fourierova transformace (1.1) s 1024
prvky. Prvky, které chyběly do počtu 1024, byly nahrazeny nulami. Pro spoč́ıtáńı Fourierovy
transformace byla použita metoda z knihovny od Apache Software Foundation Foundation,
konkrétně tř́ıda FastFourierTransformer.

Jakmile byl źıskán komplexńı vektor Fourierovy transformace, byla určena dominantńı frek-
vence (viz odstavec 1.2.3), která pak byla použita pro klasifikaci měřeného signálu.

6.1.3 Princip klasifikace

Z dizertačńı práce [18, odst. 5.3.5,str.94] byla převzata znalost, že signál měřený při gene-
ralizovaném tonicko-klonickém (GTC) záchvatu typicky obsahuje frekvence nad 2 Hz. Byla
navržena jednoduchá aplikace, která, pokud bude dominantńı frekvence signálu do 2 Hz, vy-
hodnot́ı měřeńı jako ”záchvat nenastal”, jinak měřeńı vyhodnot́ı jako ”záchvat nastal”.

6.2 Programováńı aplikace

Pro vytvořeńı aplikace bylo použito Android studio, což je officiálńı IDE (Integrated Develop-
ment Enviroment) pro vytvářeńı Android aplikaćı od Googlu. Zdrojové kódy jsou uloženy na
CD, které se přikládá společně s bakalářskou praćı.

Pro tuto aplikaci byly vytvořeny celkem tři aktivity, které tvořily uživatelské rozhrańı.
Byly pojmenovány MainActivity, KalibraceActivity a GrafActivity. Čtenář snadno dle
názv̊u nahlédne, že KalibraceActivity měla na starosti kalibraci senzor̊u akcelerometru,
GrafActivity měla na starosti vykreslováńı graf̊u a posledńı MainActivity ř́ıdila všechny
procesy v aplikaci.

Pro kontinuálńı sběr dat, tj. pro sběr dat, i když je telefon ”ve spánku”, byla vytvořena služba
jménem ServiceDetekce, která běžela na popřed́ı tzv. Foreground Service. Tato služba má
kontrolu nad všemi vlákny, ve kterých prob́ıhaj́ı výpočty a zápisy na disk. Sama běž́ı na svém
vlastńım vlákně, aby nezasahovala do běhu uživatelského rozhrańı. Aby tato služba nebyla z
optimalizačńıch d̊uvod̊u vypnuta, když je telefon dlouho ve spánku, byla j́ı nastavena prio-
rita stejná, jako maj́ı přehrávače hudby. Nav́ıc si tato služba při spuštěńı źıskala zámek tzv.
wakelock, což je zp̊usob, jak udržet CPU v běhu, i když se telefon ”tvář́ı”, že je ve spánku (má
vypnutou obrazovku).

Tato služba každých deset sekund měřeńı analyzuje naměřené hodnoty a výsledky pošle do
MainActivity, aby zobrazila výsledky uživateli. Aktivita MainActivity by mohla př́ıpadně
poslat tyto výsledky do GrafActivity, která vykresĺı grafy s danými výsledky.

Pro komunikaci mezi vlákny byly použity tř́ıdy Handler. Každá tř́ıda Handler je asociována
pouze s jedńım vláknem, na kterém pak zpracovává př́ıkazy (Messages), které byly do Handleru
poslány.

Pro vykreslováńı graf̊u v GrafActivity byla použita knihovna GraphView [11], která po-
skytuje jednoduché ovládáńı pro vykreslováńı graf̊u.
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Kapitola 7

Testováńı aplikace

Testováńı aplikace bylo provedeno na vibračńım generátoru sestrojeným na katedře Kyberne-
tiky. Telefon byl postaven na zař́ızeńı obrazovkou nahoru, tak aby se sńımaly kmity pouze v
ose z viz obrázek 3.1. Bylo provedeno celkem 5 měřeńı. Nejdř́ıve zař́ızeńı vyvolávalo kmity o
frekvenćıch 1 Hz, 5 Hz, 10 Hz a následně produkovalo kombinaci sinusoid s frekvencemi 1 Hz,
5 Hz, 10 Hz a následně kombinaci s frekvencemi 1 Hz, 2 Hz a 3 Hz. V měřeńı se objevil jev zvaný
zázněje. Ten je zde matematicky popsán a od̊uvodněn, proč se v měřeńı vyskytl.

7.1 Měřeńı

Pro měřeńı byl použit mobilńı telefon SM-G903F a pro kontrolu byl použit pr̊umyslový akcele-
rometr od firmy Kistler typ 8640A50.

Pr̊umyslový akcelerometr od firmy Kistler je jednoosý analogový piezoelektrický senzor s
následuj́ıćımi vlastnostmi, které byly źıskány z oficiálńıho data sheetu [6]. Rozpět́ı měřeného
signálu může být v intervalu ±50g, kde g je 9.806 65 m s−2. Citlivost senzoru je 100 mV/g. Pro
podrobněǰśı specifikace odkazuje autor na oficiálńı data sheet [6].

Jednoduchý model generátoru vibraćı je na obrázku 7.1. Fotka z měřeńı je pak na obrázku
7.2.

7.2 Zázněje v signálu

Zázněj je zvláštńı př́ıpad složeného kmitáńı, kdy se skládaj́ı v signálu dvě bĺızké frekvence.
Důsledkem tohoto jevu se amplituda výsledného signálu periodicky zmenšuje a zvětšuje. Tento
jev bude stručně matematicky odvozen.

40



Obrázek 7.1: Model generátoru vibraćı

Obrázek 7.2: Fotka použitého generátoru vibraćı společně s umı́stěným telefonem

41



Součet funkćı sinus

Necht’ v systému existuje signál x(t) ∈ R. Tento signál je složen ze součtu dvou funkćı sinus s
nulovou fáźı a r̊uznou frekvenćı. Prvńı funkce sinus popisuje frekvenci bud́ıćıho signálu systému
a druhá frekvence popisuje vlastńı frekvenci systému. Plat́ı následuj́ıćı rovnice:

x(t) = A1 sin(ω1t) + A2 sin(ω2t) (7.1)

po použit́ı goniometrických vzorc̊u a úpravách vznikne rovnice

x(t) = (A1 + A2) sin(
ω1 + ω2

2
t) cos(

ω1 − ω2

2
t) + (A1 − A2) cos(

ω1 + ω2

2
t) sin(

ω1 − ω2

2
t) (7.2)

Jestliže budou amplitudy A1 a A2 stejné, dostaneme následuj́ıćı rovnici

x(t) = 2A cos(
ω1 − ω2

2
t) sin(

ω1 + ω2

2
t) (7.3)

Rovnice (7.3) lze interpretovat jako funkce sin( (ω1+ω2)
2

t) s frekvenćı ω1 + ω2 a proměnlivou

amplitudou 2A cos( (ω2−ω1)
2

t). Tato interpretace odpov́ıdá skutečným naměřeným hodnotám (viz
odstavec 7.3).

Po převedeńı rovnice (7.3) z úhlové frekvence na frekvenci v Hz, d́ıky vztahu ω = 2πf , je
źıskána rovnice

x(t) = 2A sin cos(2π
f1 − f2

2
t)(2π

f1 + f2

2
t) (7.4)

Z rovnice (7.4) je vidět, že frekvence zázněj̊u v Hz je fz = f1 − f2 a frekvence změny
amplitudy je fa = f1 + f2, protože během jedné periody funkce sin a cos nabývá dvou maxim.
Pro shrnut́ı tedy plat́ı

x(t) = A1 sin(ω1t) + A2 sin(ω2t)

x(t) = 2A cos(2π
f1 − f2

2
t) sin(2π

f1 + f2

2
t)

kde frekvence zázněj̊u fz a frekvence změny amplitudy fa výsledného signálu x(t) je dána

fz = f1 − f2 (7.5)

fa = f1 + f2 (7.6)

Pokud je známa Fourierova transformaci signálu, je možno z ńı určit frekvence f1 a f2 a
určit z nich frekvenci zázněj̊u fz a frekvenci změny amplitudy fa. Geometrický význam fa a fz
v grafech je naznačen na obrázku 7.5.
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7.3 Výsledky měřeńı

Všechny generované sinusoidy maj́ı nulový fázový posun. Při měřeńı se vyskytl v měřených
signálech jev zvaný zázněje. Tento jev je matematicky popsán a vysvětlen v předchoźım od-
stavci 7.2.

7.3.1 1. Měřeńı - 1 Hz

V prvńım měřeńı byl generován sinusový signál o frekvenci 1 Hz. Měřený signál mobilńıho akce-
lerometru a pr̊umyslového akcelerometru v časové oblasti lze vidět v obrázku 7.3. Na obrázku 7.4
lze vidět jejich Fourierovu transformaci. Z tohoto grafu je vidět, že pr̊umyslový akcelerometr
byl přesněǰśı a správně identifikoval frekvence pouze kolem 1 Hz konkrétně frekvence 0.67 Hz a
1.27 Hz.

Mobilńı akcelerometr sice také správně identifikoval hlavńı frekvenci 1 Hz, ale zobrazily se
zde také frekvence okolo 7 Hz. Tato frekvence nebyla detekována na pr̊umyslovém akcelero-
metru, takže z nosńıku tato frekvence nejsṕı̌se nepocháźı. Tato chybná frekvence může být
d̊usledkem špatného vzorkováńı, jak je popsáno v odstavci 3.4.1.

Toto měřeńı se může zdát, že je v rozporu s podmı́nkou, která je určena v odstavci 7.4.
Podle tohoto odstavce by telefon neměl být schopen tuto frekvenci zaznamenat, jelikož senzor
mobilńıho akcelerometru nemá dostatečné rozlǐseńı. Zde je nutné dodat, že pouze pro generováńı
signálu s frekvenćı 1 Hz byla použita amplituda větš́ı než 2 mm.

Pokud je uvažováno, že v signálu vnikaly zázněje součtem funkćı sinus, lze určit frekvenci
ráz̊u a frekvenci změny amplitudy.

fa = f1 + f2 = 1.27 + 0.67 = 1.94 Hz (7.7)

a frekvence ráz̊u je dána
fz = f1 − f2 = 1.27− 0.67 = 0.6 Hz (7.8)

7.3.2 2. Měřeńı - 5 Hz

V druhém měřeńı byl generován sinusový signál o frekvenci 5 Hz. Grafy naměřeného signálu jsou
na obrázku 7.5 a Fourierova transformace je na obrázku 7.6. Fourierova transformace signálu
z mobilńıho signálu se zdá být téměř ideálńı, protože se nám maximálńı frekvence koncentruj́ı
pouze kolem 5 Hz, což je přesně tak, jak bylo mı́něno. U pr̊umyslového akcelerometru se nám
frekvence také koncentruj́ı jen kolem 5 Hz, ale projevuj́ı se zde zázněje. Co to jsou zázněje je
popsáno v odstavci 7.2.

Je předpokládáno, že zázněje tvoř́ı dva sinusové signály. Vznikaj́ı zde zázněje vlastńı frek-
vence nosńıku a frekvence generovaného signálu. Ve spodńım grafu na obrázku 7.5 je dobře
vidět, jak takový pr̊uběh zázněj̊u vypadá.
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Obrázek 7.3: Časový záznam z akcelerometr̊u se simulovanou sinusoidou s frekvenćı 1 Hz

Obrázek 7.4: Pravá strana Fourierovy transformace časového záznamu z obr. 7.3
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Zázněje

Fourierova transformace časového záznamu pr̊umyslového senzoru potvrzuje výskyt zázněj̊u v
signálu (viz obrázek 7.6). V této transformaci se vyskytuj́ı bĺızko sebe dvě dominantńı frekvence.
Tyto frekvence byly identifikovány jako 4.7 Hz a 5.3 Hz.

Je předpokládáno, že zázněje jsou zp̊usobené součtem dvou funkćı sinus s danými frekven-
cemi. S t́ımto předpokladem je možno určit vlastnosti signálu pomoćı vzorc̊u v odstavci 7.2.
Frekvence změny amplitudy je určena jako

fa = f1 + f2 = 5.3 + 4.7 = 10Hz (7.9)

a frekvence ráz̊u je dána
fz = f1 − f2 = 5.3− 4.7 = 0.6Hz (7.10)

Čtenář snadno nahlédne, že tyto hodnoty odpov́ıdaj́ı grafu na obrázku 7.5.
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Obrázek 7.5: Časový záznam z akcelerometr̊u se simulovanou sinusoidou s frekvenćı 5 Hz

Obrázek 7.6: Pravá strana Fourierovy transformace časového záznamu
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7.3.3 3. Měřeńı - 10 Hz

Ve třet́ım měřeńı byl generován signál o frekvenci 10 Hz. Grafy časového záznamu jsou opět
naznačeny na obrázćıch 7.7 a 7.8. Stejně jako u druhého měřeńı je Fourierova transformace
téměř ideálńı. Z časového a transformovaného záznamu je vidět, že mobilńı akcelerometr neměl
problém s měřeńım této frekvence. Fourierova transformace záznamu mobilńıho akcelerometru
je maximálńı okolo 10 Hz, což je přesně ta frekvence, která byla generována. V časovém záznamu
z pr̊umyslového akcelerometru se opět výrazně projevily zázněje.

Při bližš́ı analýze záznamu z pr̊umyslového akcelerometru byly identifikovány hlavńı frek-
vence signálu jako 9.7 Hz a 10.3 Hz. S těmito hodnotami opět je možno určit frekvenci zázněj̊u
a frekvenci změny amplitudy.

fz = f1 − f2 = 10.3− 9.7 = 0.6 Hz (7.11)

fa = f1 + f2 = 10.3 + 9.7 = 20 Hz (7.12)

7.3.4 4. Měřeńı - 1 Hz, 5 Hz a 10 Hz

Ve čtvrtém měřeńı byl již generovaný signál součtem několika funkćı sinus. Celkem byly gene-
rovány tři funkce sinus o frekvenćıch 1 Hz, 5 Hz a 10 Hz. Grafy na obrázćıch 7.9 a 7.10 už nejsou
tak ideálńı jako v předchoźıch př́ıpadech.

Pr̊umyslový senzor celkem správně dokázal rozpoznat hlavńı frekvence signálu, tedy frek-
vence okolo 1 Hz, 5 Hz a 10 Hz. Avšak frekvence v okoĺı 1 Hz nejsou nijak výrazné.

Fourierova transformace mobilńıho akcelerometru už nevypadá dle představ. Je zde správně
rozpoznána hlavńı frekvence 5 Hz a méně výrazná hlavńı frekvence okolo 10 Hz, avšak frekvence
1 Hz je utlumena a v signál̊u neńı téměř rozpoznatelná.

Z graf̊u Fourierovy transformace pr̊umyslového akcelerometru vyplývá, co bylo odvozeno v
odstavci 3.5 a to, že č́ım vyšš́ı frekvence, t́ım je potřeba větš́ı zrychleńı pro generováńı signálu
a tud́ıž je i daná frekvence lépe detekovatelná.

7.3.5 5. Měřeńı - 1 Hz, 2 Hz a 3 Hz

V posledńım pátém měřeńı byl analyzován signál s frekvencemi 1 Hz, 2 Hz a 3 Hz. Byly úmyslně
zvoleny frekvence ”bĺızko”sebe, aby byly otestovány schopnosti mobilńıho telefonu k rozpoznáńı
těchto bĺızkých frekvenćı. Dle naměřených dat a Fourierových transformaćı na obrázćıch 7.11 a
7.12 lze konstatovat, že ani pr̊umyslový signál nedokázal bezchybně rozpoznat hlavńı frekvence
signálu. Pr̊umyslový akcelerometr správně určil pouze frekvence 1 Hz a 3 Hz.

Lze se tedy domńıvat, že měřeńı, respektive generováńı signálu prob́ıhalo špatně. Jednot-
livé frekvence společně s vlastńı frekvenćı nosńıku tvořily zázněj, který výsledný signál kv̊uli
nelineárńım vlastnostem zdeformoval natolik, že akcelerometr nebyl schopen źıskat p̊uvodńı
frekvence signálu.
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Obrázek 7.7: Časový záznam z akcelerometr̊u se simulovanou sinusoidou s frekvenćı 10 Hz

Obrázek 7.8: Pravá strana Fourierovy transformace časového záznamu
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Obrázek 7.9: Časový záznam z akcelerometr̊u se simulovanými sinusoidami s frekvencemi 1 Hz,
5 Hz a 10 Hz

Obrázek 7.10: Pravá strana Fourierovy transformace časového záznamu
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Z toho d̊uvodu i mobilńı akcelerometr nebyl schopen správně rozpoznat hlavńı frekvence
signálu. Fourierova transformace signálu z mobilńıho akcelerometru naznačuje pouze hlavńı
frekvenci 3 Hz. Daľśım d̊uvodem nedetekováńı ńızkých frekvenćı může být opět malá amplituda
jak je zmı́něno v odst. 3.5 a 7.4.

7.4 Nedetekováńı ńızkých frekvenćı

Z obrázku 7.1 je zřejmé, že maximálńı amplituda je 1 mm neboli 0.001 m. Po dosazeńı M a A
do rovnice (3.5) odvozené v odstavci 3.5 bude źıskána rovnice (7.13). Z té vyplývá, že pro daný
mobilńı senzor je možno detekovat pouze frekvence větš́ı než přibližně 5 Hz.

f ≥ 1

2π

√
M

A
=

1

2π

√
1

0.001
∼= 5 Hz (7.13)

7.5 Shrnut́ı

Dle spočtených a naměřených údaj̊u lze konstatovat, že mobilńı akcelerometr dokáže spolehlivě
detekovat jednotlivé frekvence v signálu, pokud frekvence a amplituda signálu splňuje nerovnici
(7.13). Z této rovnice lze konstatovat, že schopnost detekováńı frekvence v signálu je závislá na
amplitudě signálu a na rozlǐseńı senzoru.

Byl matematicky odvozen jednoduchý typ zázněje součtu dvou funkćı sinus a pak byl použit
pro vysvětleńı jev̊u, které se odehrávaly při měřeńı. Zázněje byly zp̊usobeny interferenćı gene-
rovaného signálu a vlastńı frekvenćı nosńıku, který generoval bud́ıćı signál.

Dále bylo zjǐstěno, že pokud jsou měřené frekvence bĺızko u sebe, nemuśı být mobilńı ani
pr̊umyslový akcelerometr schopen bud’ kv̊uli př́ılǐs malým amplitudám daných frekvenćı, nebo
kv̊uli nelinearitám v signálu detekovat tyto frekvence přesně.
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Obrázek 7.11: Časový záznam z akcelerometr̊u se simulovanými sinusoidami s frekvencemi 1 Hz,
2 Hz a 3 Hz

Obrázek 7.12: Pravá strana Fourierovy transformace časového záznamu
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Kapitola 8

Závěr

V této bakalářské práci byly popsány vlastnosti inerciálńıch senzor̊u na mobilńıch telefonech
s operačńım systémem Android. Byly stanoveny omezeńı, skutečné vlastnosti oproti deklaro-
vaným a možnosti využit́ı těchto senzor̊u. Mezi tato omezeńı patř́ı např́ıklad nerovnice popisuj́ıćı
vztah mezi amplitudou, minimálńım rozlǐseńım senzoru a velikost́ı frekvence. Pokud tato ne-
rovnice plat́ı, lze z měřeného signálu, který je zat́ıžený šumem, určit hlavńı frekvence signálu
pomoćı Fourierovy transformace.

Vlastnosti akcelerometru v telefonu byly otestovány na generátoru vibraćı sestrojeným
na katedře Kybernetiky a porovnány s pr̊umyslovým akcelerometrem od firmy Kistler. Bylo
zjǐstěno, že ačkoliv má pr̊umyslový akcelerometr větš́ı frekvenci vzorkováńı, frekvenčńı spektra
mobilńıho akcelerometru a pr̊umyslového akcelerometru se nijak výrazně nelǐsila a lze proto
konstatovat, že mobilńı akcelerometr je vhodný pro detekci testovaných frekvenćı.

Následně byl popsán návrh algoritmu a zp̊usobu měřeńı pro detekci epileptických záchvat̊u
během spánku. Došlo se k závěru, že navrhovaný algoritmus a zp̊usob měřeńı neńı vhodný pro
použit́ı v praxi a jsou diskutovány alternativy.

Pro lepš́ı návrh algoritmu detekce epileptických záchvat̊u by bylo vhodné prozkoumat a
otestovat daľśı možné zp̊usoby měřeńı. Jinými slovy zjistit a navrhnout praktickou pozici te-
lefonu pro detekci vibraćı na posteli tak, aby d̊uležité frekvence byly minimálně tlumeny. Pro
zlepšeńı přesnosti detekce by bylo také vhodné kromě telefonu použ́ıvat i ”chytrý”náramek
nebo ”chytré”hodinky, které maj́ı v sobě zabudovaný akcelerometr. Neustálý kontakt s tělem
by zajǐst’oval přesněǰśı detekci a taky nové možnosti využit́ı.
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