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Děkuji vedoućımu bakalářské práce Ing. Ladislavu Lencovi, Ph.D. za jeho
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Abstract

Automatic image annotation

This thesis deals with the problem of automatic image annotation (AIA).

The goal of AIA is to assign one or more annotations (keywords) to an image.

The key task in solving AIA is obtaining image features. The thesis provides

an overview of methods used for this task. Subsequently, two such methods

LBP and SIFT are described in detail. These methods were chosen for imple-

mentation because they achieve excellent results both in AIA and other areas

of pattern recognition. The thesis also describes methods for classification

of descriptors. For classification, the method k-nearest vectors was chosen

and implemented. The resulting application is a system capable of testing

methods for automated annotation on commonly available databases. Im-

plemented methods were tested on several standard data sets and obtained

results are then compared with results from literature.



Abstrakt

Automatická anotace obrázku

Tato bakalářská práce se zabývá automatickou anotaćı obrázk̊u (AIA). Ćı-

lem této úlohy je přǐradit obrázku jednu nebo v́ıce anotaćı (kĺıčových slov).

Jednou z nejd̊uležitěǰśıch část́ı problematiky AIA je źıskáńı př́ıznak̊u z ob-

rázku. Metody pro źıskáńı př́ıznak̊u, použ́ıvaných v oblasti AIA, jsou na úvod

teoreticky shrnuty. Detailně práce popisuje metody LBP a SIFT. Tyto me-

tody dosahuj́ı vynikaj́ıćıch výsledk̊u i v daľśıch oblastech rozpoznáváńı vzor̊u,

a proto byly vybrány pro implementaci. Práce dále popisuje možnosti kla-

sifikace źıskaných deskriptor̊u. Pro klasifikaci byla vybrána a implemento-

vána metoda k-nejbližš́ıch vektor̊u. V rámci práce byl vytvořen systém, který

umožńı testováńı metod pro automatickou anotaci na běžně dostupných da-

tabáźıch. Implementované metody byly otestovány na několika standardńıch

datasetech a jejich výsledky byly srovnány s literaturou.
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6.2 Kř́ıžová validace . . . . . . . . . . . . . . . . . . . . . . . . . 31

7



7 Data 32

7.1 Data od ČTK . . . . . . . . . . . . . . . . . . . . . . . . . . 32

7.2 Corel 1000 dataset . . . . . . . . . . . . . . . . . . . . . . . 32

7.3 Li dataset . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33

7.4 Iapr-tc dataset . . . . . . . . . . . . . . . . . . . . . . . . . 33

8 Volba metod pro implementaci 34

8.1 Požadavky na software . . . . . . . . . . . . . . . . . . . . . 35

8.2 OpenCV . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

9 Architektura aplikace 36
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A.2 Přeložeńı a spuštěńı programu
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1 Úvod

Vzhledem k velkému rozkvětu digitálńıch technologíı vzniká stále větš́ı množ-

stv́ı vizuálńıch dat. Ta jsou dnes stejně běžná jako data textová. Z tohoto

d̊uvodu je zde urgentńı potřeba nalezeńı nástroj̊u, které umožńı efektivńı

správu vizuálńıch dat a rovněž poskytnou snadné a přesné vyhledáváńı. Dı́ky

tomu vznikly úlohy jako je indexováńı obrázk̊u, vyhledáváńı obrázk̊u na zá-

kladě obsahu a také automatická anotace.

Poč́ıtače nemaj́ı schopnost vńımat okolńı svět stejně jako lidé. Přesněji

řečeno, poč́ıtač vid́ı obrázek jako množinu binárńıch informaćı. Ćılem člověka

je naprogramovat poč́ıtač tak, aby na základě těchto informaćı byl schopen

určit, jaké objekty se na obrázku vyskytuj́ı.

Automatická anotace obrázku je proces, ve kterém jsou k obrázku auto-

maticky přǐrazena metadata, která obsahuj́ı kĺıčová slova, např́ıklad (d̊um,

zahrada, strom, plot).

Proces automatické anotace obrázku se skládá ze dvou část́ı. Jedńım

z nejd̊uležitěǰśıch krok̊u sémantického porozuměńı je extrakce kĺıčových př́ı-

znak̊u z obrázku. Správně zvolená reprezentace obsahu výrazně zlepšuje vý-

kon sémantického učeńı. Po extrakci kĺıčových př́ıznak̊u může přij́ıt samotná

anotace. V prvńım kroku prob́ıhá natrénováńı klasifikátoru, kdy je použita

množina již anotovaných obrázk̊u. Dı́ky tomu se k extrahovaným př́ızna-

k̊um obrázku přǐrad́ı slova popisuj́ıćı jejich význam. V druhé fázi prob́ıhá

anotace nových obrázk̊u. Nový obrázek je nejprve zpracován a jsou z něho

extrahovány př́ıznaky. Na základě př́ıznak̊u jsou pak pomoćı natrénovaného

klasifikátoru přǐrazena kĺıčová slova.

Ćılem práce je navržeńı a implementace softwaru umožňuj́ıćıho automa-

tickou anotaci obrázk̊u. V rámci toho budou prostudovany metody využ́ıvané

pro AIA. Práce nebude využ́ıvat nejjednodušš́ı metody extrakce př́ıznak̊u, ale

budou použity metody LBP a SIFT, které se již osvědčily v rámci jiné pro-

blematiky, např́ıklad rozpoznáváńı obličej̊u. Důležitou část́ı je také vhodná

volba testovaćıch dat. Výběr dat bude volen tak, aby byl svoj́ı charakteris-

tikou co nejv́ıce podobný dat̊um od ČTK a aby zároveň data byla použita

pro srovnáńı v jiných praćıch. Na základě experiment̊u na testovaćıch da-

tech bude vybraná nejvhodněǰśı metoda, která se použije na poskytnutá data

od ČTK.
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2 Extrakce př́ıznak̊u a

reprezentace obrázku

Protože obrázek je nestrukturované pole pixel̊u, prvńım krokem sémantic-

kého porozuměńı je extrakce př́ıznak̊u z těchto pixel̊u. Správně zvolená re-

prezentace obsahu obrázku výrazně zlepšuje výkon sémantického učeńı.

Př́ıznaky mohou být ńızkoúrovňové nebo vysokoúrovňové. Při klasifikaci

obrázk̊u jsou většinou použ́ıvany ńızkoúrovňové techniky. V současné době

jsou v metodách pro źıskáváńı př́ıznak̊u využ́ıvány dva př́ıstupy – globálně

nebo lokálně tvořené př́ıznaky. Podle [13] se trend ub́ırá směrem k využ́ı-

váńı lokálńıch př́ıznak̊u. Použit́ı lokálńıch př́ıznak̊u předpokládá segmentaci

obrázku na jednotlivé regiony. Globálńı př́ıznak je vypoč́ıtáván z celého ob-

rázku.

2.1 Segmentace

Segmentace obrázku je obvykle prvńım krokem k extrakci lokálńıch př́ı-

znak̊u.U problému automatické anotace obrázk̊u se běžně využ́ıvaj́ı následu-

j́ıćı metody: mř́ızkově založená, shlukově založená, obrysově založená, mo-

delově založená, grafově založená a metoda založená na postupném r̊ustu

region̊u. Nyńı bude každá z nich krátce popsána.

V mř́ıžkově založené metodě je obrázek rozdělen do blok̊u, ze kterých

jsou následně vypoč́ıtávány př́ıznaky. Blokově založené postupy jsou charak-

teristické ńızkou výpočetńı složitost́ı, nicméně bloky obvykle obsahuj́ı i část

vizuálně odlǐsných objekt̊u a proto taková segmentace nemůže vyhovovat

vždy.

Shlukově založené metody jsou použ́ıvány ke shlukováńı pixel̊u do sku-

pin, kdy každá skupina identifikuje region. Běžnou prax́ı je rozděleńı obrázku

do blok̊u pixel̊u 4x4. Z každého bloku jsou extrahovány př́ıznaky a ty jsou

následně využity pro shlukováńı. Každý shluk obsahuje pouze objekty, které

jsou si podobněǰśı, než objekty z jiné skupiny. Hlavńım problémem tohoto

př́ıstupu je nutnost předdefinováńı počtu segment̊u. Nevhodná volba počtu

segment̊u může zapř́ıčinit nesprávné výsledky. Volba počtu segment̊u se pro-

vád́ı heuristicky.

Hlavńı myšlenkou obrysově založené segmentace je rozvoj křivek kolem

objektu, jejichž ćılem je shoda s hranicemi objektu. Základńım problémem
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v tomto postupu je závislost na přesnosti detekce hran, pokud je kolem

objektu šum. Z tohoto d̊uvodu je postup aplikovatelný pouze na specifické

domény, jako např́ıklad nástroje pro zpracováńı obrázku.

Segmentačně založené algoritmy stav́ı na statistickém modelu. Široce vy-

už́ıván je systém BlobWorld [2], kdy je každý pixel reprezentován osmi-

dimensionálńım vektorem barev, textu a pozic. Pixel obrázku je následně

modelován jako náhodná proměnná s Gaussovým rozděleńım. Počet region̊u

a parametry Gaussova rozděleńı jsou vypoč́ıtávány s využit́ım algoritmu Ma-

ximalizace očekáváńı (EM). Jakmile je model parametr̊u nalezen, je s vyu-

ž́ıt́ım pravděpodobnost́ı vypoč́ıtáván vztah pixel-region. Vztah pixel-region

je využ́ıván k určeńı obrázkové segmentace. Hlavńım problémem je vysoká

výpočetńı náročnost.

Grafově založený algoritmus segmentace, známý také jako normalizo-

vaný řez (NCut), reprezentuje obrázek jako graf, kde vrcholy jsou pixely

a hrany jsou váhy reprezentuj́ıćı obsahové podobnosti mezi pixely. Myšlen-

kou je rozdělit vrcholy grafu do disjunktńıch množin tak, že celková podob-

nost mezi r̊uznými množinami je minimalizována. Každá množina je chápána

jako region. Nevýhodou je výpočetńı náročnost pro źıskáńı optimálńıho roz-

děleńı.

Široce využ́ıván je algoritmus s postupným r̊ustem region̊u. Prvńım kro-

kem je vybráńı množiny bod̊u (seed), které jsou vybrány na základě nějakého

kritéria (např́ıklad stupeň šedi). Následně je z těchto bod̊u procházeno okoĺı

a do regionu přidávany pouze ty body, které splňuj́ı kritérium pro náležitost

v daném regionu.

2.2 Barevné př́ıznaky

Barva je jednou z nejd̊uležitěǰśıch součást́ı obrázku. Barevné př́ıznaky jsou

informace źıskané z barevného prostoru či modelu. Barevnými prostory jsou

např́ıklad RGB, LUV, HSV, HMMD.

Jakmile je barevný prostor specifikován, jsou z obrázku či regionu extra-

hovány barevné př́ıznaky. Podle [13] patř́ı mezi d̊uležité barevné př́ıznaky

barevný histogram, barevný moment, vektor koherence barev a korelogram.

Také MPGE-7 standardizuje počet barevných př́ıznak̊u zahrnuj́ıćı deskriptor

dominantńı barvy a deskriptor škálovatelnosti barev.

V tabulce 2.1 na stránce 14 jsou srovnány výhody a nevýhody zmı́něných

metod.
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Obrázek 2.1: Histogram

2.2.1 Barevný histogram

Barevný histogram popisuje barevné rozložeńı obrázku. Kvantizuje barevný

prostor do r̊uzných množin a zaznamenává, kolik pixel̊u spadá do určité

množiny. Tento př́ıstup je robustńı v̊uči translaci a rotaci. Avšak barevný

histogram nepostkytuje prostorové informace a dimenze histogramu bývá

obvykle vysoká.

Na obrázku 2.1 je př́ıklad histogramu. Z graf̊u můžeme vyč́ıst, že odst́ıny

červené, zelené a modré jsou na obrázku předevš́ım v tmavém odst́ınu.

2.2.2 Barevné momenty

Barevné momenty jsou jeden z nejjednodušš́ıch př́ıznak̊u. Základem je před-

poklad, že rozložeńı barev v obrázku může být reprezentováno jako roz-

děleńı pravděpodobnosti. Momenty běžně poč́ıtaj́ı s pr̊uměrnou barvou v

obrázku, standartńı odchylkou a šikmost́ı. Vlastnosti se źıskávaj́ı bud’ z re-

gionu, nebo z celého obrázku.

2.2.3 Vektor koherence barev

Vektor koherence barev (CCV) zahrnuje prostorovou informaci do základ-

ńıho barevného histogramu. Množiny histogramu rozděluje na dvě kompo-

nenty – koherentńı a nekoherentńı. Koherent́ı komponenta zahrnuje ty pixely,

které jsou prostorově spojené. Naopak nekoherentńı komponenty zahrnuj́ı
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izolované pixely. Obvykle mı́vá větš́ı výkon než barevný histogram, nicméně

dimenze je dvakrát větš́ı než u konvenčńıho histogramu.

2.2.4 Barevný korelogram

Barevný korelogram maticově charakterizuje rozděleńı barevných pár̊u v ob-

rázku. Na korelogram můžeme nahĺıžet jako na 3D histogram, kde prvńı dvě

dimenze reprezentuj́ı barvu nějakého páru pixel̊u a třet́ı dimenźı je jejich

vzdálenost. Výkon korelogramu je lepš́ı než u histogramu a vektoru kohe-

rence barev, nicméně za cenu větš́ı výpočetńı náročnosti.

2.2.5 MPEG-7 deskriptory

Mezi MPEG-7 barevné deskriptory patř́ı deskriptor škálovatelnosti barev

(SCD). SCD je v podstatě histogram v HSV barvách a nav́ıc má lepš́ı škálo-

vatelnost. Stejně jako histogram, SCD také nezahrnuje prostorové informace.

Deskriptor dominantńı barvy (DCD) je také variaćı histogramu. DCD

vybere malý počet barev z nejvyšš́ıho zásobńıku histogramu. Doporučený

počet barev pro reprezentaci regionu je dle MPGE-7 1–8. Oproti tradičńımu

histogramu je DCD použ́ıvan na regiony namı́sto celého obrázku.

2.3 Př́ıznaky tvar̊u

Tvary jsou d̊uležité pro člověka k identifikaci a rozpoznáváńı objekt̊u reál-

ného světa. Zhang a Lu [13] klasifikuj́ı techniky pro extrakci tvar̊u na dvě

majoritńı skupiny: Obrysově založené a regionově založené metody.

Obrysově založené metody určuj́ı př́ıznaky tvar̊u pouze z hranic daného

tvaru, zat́ımco regionově založené metody extrahuj́ı vlastnosti z celého regi-

onu. Techniky založené pouze na tvaru jsou velmi náchylné na jakýkoliv šum,

tedy jakýkoliv šum znatelně poškod́ı tvar objektu. Z tohoto d̊uvodu se častěji

použ́ıvaj́ı regionově založené př́ıznaky tvar̊u. Př́ıznaky obvykle zahrnuj́ı mo-

menty, kruhovitost a výstřednost. Jednotlivé př́ıznaky nejsou př́ılǐs robustńı

a proto se většinou skládaj́ı pro vytvořeńı efektivněǰśıho deskriptoru.
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Metoda Výhody Nevýhody

Histogram Jednoduchý k

vypoč́ıtáńı,

intuitivńı

Vysoká dimenze, žádné

prostorové informace, citlivý na

šum

Barevné

momenty

Kompaktńı,

robustńı

Nedostatečné pro popis všech

barev, žádné prostorové

informace

Vektor

koherence

barev

Prostorové

informace

Vysoká dimenze, velká

výpočetńı náročnost

Korelogram Prostorové

informace

Velmi vysoká výpočetńı

náročnost. Citlivé na šum,

rotaci a škálováńı

Desktriptor

dominantńı

barvy

Kompaktńı,

robustńı.

Vńımáńı smyslu

Potřebuje post-processing pro

prostorové informace

Deskriptor

škálovatelnosti

barev

Kompaktńı dle

potřeby,

škálovatelnost

Žádne prostorové informace

Tabulka 2.1: Srovnáńı metod pro extrakci př́ıznak̊u z barev

2.4 Scale-invariant feature transform

Scale-invariant feature transform (SIFT) je algoritmus využ́ıvaný pro na-

lezeńı významných bod̊u v obrázku a vytvořeńı př́ıznak̊u v těchto bodech.

Algoritmus je popsán v článku [9]. SIFT algoritmus se skládá z hlavńıch 4

krok̊u.

Prvńım krokem je nalezeńı extrémů v tzv.
”
scale-space“. Na obrázku 2.2

je znázorněno, jak se hledaj́ı kĺıčové body pro r̊uzné škály. Na každé úrovni

škálováńı je aplikován Laplacián Gaussiánu (LoG) s r̊uznou směrodatnou

odchylkou σ u Gaussova rozděleńı. T́ımto zp̊usobem můžeme źıskat lokálńı

maxima např́ıč škálami a prostor, který nám dá množinu (x, y, σ) hodnot,

které reprezentuj́ı potenciálńı kĺıčové body na pozici (x, y) se škálou σ.

Tento př́ıstup je vypočetně náročný. Z tohoto d̊uvodu SIFT algoritmus

pouźıvá rozd́ıl Gaussián̊u (DoG), jenž je aproximaćı LoG. Rozd́ıl Gaussián̊u

je źıskán jako rozd́ıl rozmazáńı obrázku pomoćı Gussova filtru s rozd́ılným

σ. Tento proces se provede pro r̊uzné oktávy Gaussovy pyramidy obrázku,

viz obrázek 2.3.
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Obrázek 2.2: Na obrázku je znázorněn postup hledáńı potenciálńıch kĺıčo-

vých bod̊u pro algoritmus SIFT. Zdroj: readthedocs.org

Obrázek 2.3: Vytvořeńı rozd́ılu Gauusián̊u např́ıč oktávami.

Zdroj: readthedocs.org
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Jakmile je nalezen DoG, obrázky jsou prohledávány pro lokálńı extrémy

např́ıč škálami a prostorem. Např́ıklad jeden pixel v obrázku je porovnán s 8

sousedy ve stejné úrovni a odpov́ıdaj́ıćımi 9 pixely v předchoźı i následuj́ıćı

vrstvě (celkem 26 bod̊u). Pokud se jedná o lokálńı extrém, našli jsme po-

tenciálńı kĺıčový bod. Znamená to, že kĺıčový bod je nejlépe reprezentovaný

v dané škále, viz obrázek 2.4.

Obrázek 2.4: Zdroj: readthedocs.org

Jakmile jsou nalezeny potenciálńı kĺıčové body, muśı být eliminovány

nejméně kvalitńı z nich pro źıskáńı přesněǰśıch výsledk̊u. Pro źıskáńı přes-

něǰśıho umı́stěńı extrému je využit Taylor̊uv rozvoj škálovaného prostoru

a pokud je intenzita v tomto extrému menš́ı než prahová hodnota, je zamı́t-

nut.

DoG také častěji nacháźı hrany, které také muśı být odebrány. Koncep-

tem je to stejný problém jako u Harrisova detektoru roh̊u. Je použit Hessián

(H), který je využit pro vypočet hlavńıho zakř́ıveńı. Z Harrisova detektoru

roh̊u je známo, že pro hrany je jedno vlastńı č́ıslo větš́ı než ostatńı. Po-

kud je poměr vlastńıch č́ısel větš́ı než je prahová hodnota, kĺıčový bod je

zamı́tnut. Nyńı z̊ustaly pouze kĺıčové body s velkou mı́rou informace.

Následně je potřeba určit orientaci každého kĺıčového bodu. T́ım se źıská

invariance v̊uči otočeńı obrázku. Podle škály se projdou sousedńı body kolem

kĺıčového bodu a v této oblasti se spoč́ıtá gradient a směr. Je vytvořen

histogram orientace s 36 úrovněmi, které pokrývaj́ı 360 stupň̊u. Histogram

je ohodnocen gradientem a váhován pomoćı Gaussova rozděleńı s σ rovnému

1.5 krát škále kĺıčového bodu. Je vybrán nejvyšš́ı prvek v histogramu a daľśı

prvky nad 80% pro výpočet orientace.

Nyńı může být vytvořen deskriptor. Vezme se 16x16 okoĺı kĺıčového bodu,

které je rozdělené na 16 blok̊u velikosti 4x4. Pro každý pod blok je vytvořen

histogram orientaćı. Ve výsledku tedy vznikne 128 hodnot. Ty tvoř́ı vektor,

který je použit jako deskriptor kĺıčového bodu.
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2.5 Local binary pattern

Local binary pattern (LBP) je také jedńım z algoritmů pro źıskáńı či popsáńı

př́ıznak̊u obrázku.

Podle [5], prvotńım krokem je převod barev obrázku na stupeň šedi,

tedy každý pixel je reprezentován svoj́ı intenzitou. Následně se pro každý

pixel obrázku porovná jeho intenzita s intenzitou sousedńıch pixel̊u. Je-

jich zp̊usob označeńı je demonstrován na obrázku 2.5. Označ́ıme-li tedy

p0, p1, p2 . . . p7 jako intezity sousedńıch bod̊u a pc jako intenzitu centrálńıho

pixelu, pak pro funkci LBP (pc) plat́ı 2.1. Na výsledné hodnoty z 2.1 se ještě

aplikuje funkce 2.2. Nejlépe celý proces demonstruje obrázek 2.6

LBP (pc) =
7∑

i=0
s(pi − pc)2i (2.1)

s(x) =

1, x ≤ n

0, x < 0
(2.2)

Obrázek 2.5: Ukázka označeńı sousedńıch pixel̊u p0, p1, p2 . . . p7 centrálńıho

pixelu pc. Zdroj: [5]

.

Obrázek 2.6: Ukázka procesu LBP. Zdroj: [5]

.

Pro invarianci LBP v̊uči škálováńı byla navržena úprava. Jedná se o zo-

becněnou kruhovou formu LBP (N,R), kde N znač́ı počet sousedńıch bod̊u

a R představuje poloměr kružnice, na kterém jsou tyto sousedńı body rov-

noměrně rozpostřeny, viz. obrázek 2.9.
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Obrázek 2.7: Př́ıklad zobecněného kruhového operátoru LBP (8, 1),
LBP (16, 2) a LBP (8, 2). Zdroj: what-when-how.com

Vektor reprezentuj́ıćı obrázek se následně źıská spoč́ıtáńım histogramu,

kdy se pro všechny pixely obrázku urč́ı LBP hodnota. Ta při klasickém LBP

nabývá hodnot 0 – 255. Histogram má v tomto př́ıpadě š́ı̌rku intervalu 256.

Sloupce histogramu reprezentuj́ı četnost LBP hodnoty. Výsledný histogram

se bere jako deskriptor obrázku. Histogram lze poč́ıtat bud’ z celého obrázku

nebo lze obrázek rozdělit na regiony a pro každý region spoč́ıtat histogram

zvlášt’. Pokud se obrázek rozděĺı na 2 x 2 regiony, bude reprezentován čtyřmi

vektory.

2.6 Bag of Features

Bag of Features (BoF) je podle [12] metoda inspirována konceptem Bag

of Words (BoW), která se využ́ıvá pro zpracováńı textu. Při klasifikaci do-

kumentu je výsledkem histogram výskytu daných slov.

Pro reprezentaci obrázku za použit́ı BoF modelu může být s obrázkem

zacházeno jako s dokumentem. Nejprve se z obrázku extrahuj́ı př́ıznaky a pře-

vedou se na vektory. V daľśım kroku se tyto vektory převedou na tzv. slovńık.

To je možné např́ıklad za využit́ı k-means algoritmu přes všechny extraho-

vané vektory. Slova jsou následně definovány jako středy źıskaných cluster̊u.

Následně je každý př́ıznak obrázku namapován na určité slovo. Obrázek je

následně reprezentován jako histogram slov.

Př́ılǐs málo cluster̊u může zapř́ıčinit to, že některé př́ıznaky budou po-

psány nesprávným slovem. Na druhou stranu př́ılǐs mnoho slov může zapř́ı-

činit přeučeńı.

2.7 Bag of SIFT Features

V tomto př́ıstupu se z trénovaćı množiny vypoč́ıtaj́ı pro každý obrázek jeho

deskriptory. Jak již bylo zmı́něno v 2.4, deskriptor je vektor o 128 hodnotách.

Ze všech vektor̊u ze všech obrázk̊u trénovaćı množiny se provede shlukováńı
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Obrázek 2.8: Proces extrakce př́ıznak̊u s využit́ım LBP a SIFT a jejich ná-

sledné využit́ı pro hledáńı podobných obrázk̊u. Zdroj: [12].
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např́ıklad metodou k-means o počtu shluk̊u n. Výsledkem je n vektor̊u o 128

hodnotách reprezentuj́ıćı středy jednotlivých shluk̊u.

Nyńı se vytvoř́ı Bag of Features. Pro aktuálńı obrázek se spoč́ıtaj́ı spoč́ı-

taj́ı SIFT deskriptory. Následně se testuje pro každý deskriptor, do kterého

shluku patř́ı. Tyto informace se ukládaj́ı v podobě histogramu o velikosti n,

tedy pokud deskriptor spadá např́ıklad do shluku 1, inkrementujeme hod-

notu histogramu na této pozici o 1. T́ımto zp̊usobem je možné proj́ıt jak

testovaćı, tak i trénovaćı množiny a źıskat tak histogramy reprezentuj́ıćı jed-

notlivé obrázky. Výsledný histogram je deskriptorem obrázku.

2.8 Bag of LBP Features

Jak již zbylo zmı́něno v klasickém LBP (viz sekce 2.5), výsledné histogramy

lze źıskat bud’ z celého obrázku, nebo lze obrázek rozdělit na regiony. V me-

todě Bag of LBP Features se vždy vezme oblast o velikosti x a y. Pro oblast

se spoč́ıtá histogram a okénko se posune o určitý krok k nejprve vodorovně

a pokud se dojede na konec řádku, je okénko posunuto o krok k i svisle a řá-

dek se zpracovává znovu od začátku. T́ımto zp̊usobem se źıská z obrázku

množina vektor̊u.

Obrázek 2.9: Ukázka posunu okénka

Tento proces se aplikuje na všechny obrázky z trénovaćı množiny. Ze všech

vektor̊u ze všech obrázk̊u trénovaćı množiny se provede shlukováńı s počtem

shluk̊u n. Výsledkem je n vektor̊u o 256 hodnotách reprezentuj́ıćı středy

jednotlivých shluk̊u.

Nyńı se vytvoř́ı Bag of Features. Pro aktuálně zpracovávaný obrázek

se spoč́ıtaj́ı výše zmı́něné deskriptory (histogramy). Následně se testuje pro každý

deskriptor, do kterého shluku patř́ı. Tyto informace se ukládaj́ı v podobě

histogramu o velikosti n, tedy pokud deskriptor spadá např́ıklad do shluku
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1, inkrementujeme hodnotu histogramu na této pozici o 1. T́ımto zp̊usobem

je možné proj́ıt jak testovaćı, tak i trénovaćı množiny a źıskat tak histogramy

reprezentuj́ıćı jednotlivé obrázky. Výsledný histogram je deskriptorem ob-

rázku. Obrázek je tedy reprezentován histogramem př́ıslušnost́ı histogramů

k patřičnému shluku.
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3 Automatická anotace

Jakmile jsou obrázky reprezentovány pomoćı př́ıznak̊u źıskaných bud’ z glo-

bálńıch nebo lokálńıch metod, může být naučen klasifikačńı model na mno-

žině anotovaných obrázk̊u. Všeobecně se použ́ıvaj́ı 2 typy AIA př́ıstup̊u.

Prvńı př́ıstup je klasifikace do jedné tř́ıdy využ́ıvaj́ıćı konvenčńı klasifikačńı

metody. Druhým př́ıstupem je klasifikace do v́ıce tř́ıd využ́ıvaj́ıćı Bayesovské

metody. Tyto př́ıstupy budou nyńı popsány v následuj́ıćıch kapitolách.

3.1 Klasifikace do jedné tř́ıdy s využit́ım bi-

nárńı klasifikace

V tomto př́ıstupu jsou př́ıznaky obrázku přivedeny do konvenčńıho binár-

ńıho klasifikátoru. Výstupem klasifikátoru je sémantický koncept, který je

využ́ıván pro obrázkovou anotaci. Myšlenka klasifikace do jedné tř́ıdy je ekvi-

valentem anotace pomoćı shlukováńı. Tato metoda provede shlukováńı a ná-

sledně je každému obrázku z př́ıslušného shluku přǐrazena stejná anotace.

V tomto př́ıstupu jsou obvyklými nástroji support vector machines (SVM),

umělé neuronové śıtě (ANN) nebo rozhodovaćı strom (DT).

3.1.1 Anotace s využit́ım support vector machines

SVM klasifikátor hledá nadrovinu z trénovaćı množiny vzork̊u, tak aby je

rozdělil. Každý trénovaćı vzorek je reprezentován vektorem př́ıznak̊u a ano-

taćı. Nadrovina je určena takovým zp̊usobem, aby rozdělila největš́ı část

vzork̊u stejné tř́ıdy od ostatńıch.

3.1.2 Anotace s využit́ım umělých neuronových śıt́ı

Umělé neuronové śıtě (ANN), které maj́ı schopnost se naučit znalosti z tré-

novaćı množiny a následně je využ́ıt pro klasifikaci nového vzorku. ANN se

skládá z několika vrstev vnitřně propojených uzl̊u (neurony). Prvńı vrstva je

vstupńı vrstvou, která má počet neuron̊u rovný dimenzi vstupńıho vzorku.

Počet neuron̊u ve výstupńı vrstvě je roven počtu tř́ıd. Výběr počtu skry-

tých vrstev a počtu neuron̊u v každé skryté vrstvě jsou běžnými problémy

v ANN př́ıstupech. Spojovaćı hrany mezi neurony jiných vrstev jsou spojeny

s určitými váhami. Každý neuron pracuje jako procesový element a je ř́ızený
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aktivačńı funkćı, která generuje výstupy neuron̊u na základě váhy spojova-

ćıch hran a výstupy neuron̊u z předchoźı vrstvy. Během tréninku se ANN

uč́ı váhy hran, aby byla celková uč́ıćı chyba minimalizovaná.

Obecně řečeno, do neuronové śıtě vstouṕı nějaký vektor a výstupem

ze śıtě je tř́ıda, do které byl vektor klasifikován.

Obrázek 3.1: Neuronová śıt’. Vstupńı vektor má 37 parametr̊u a bude klasi-

fikován do jedné ze 3 tř́ıd – obloha, země, voda. Zdroj: [13].

3.1.3 Anotace s využit́ım rozhodovaćıho stromu

Rozhodovaćı strom (DT) je v́ıcestupňové rozhodováńı. V závislosti na po-

čtu rozhodnut́ı v každém vnitřńım uzlu, může být nazýván binárńım stro-

mem nebo n-nárńım. Na rozd́ıl od odstatńıch model̊u klasifikace, pro které

je obt́ıžné popsat vztah mezi vstupem a výstupem, tak v DT lze vstupńı

a výstupńı vtah vyjádřit s pomoćı lidsky srozumitelných pravidel, např́ıklad

”
pokud-tak“ pravidlo.

Ćılem je vytvořeńı modelu, který předpov́ıdá hodnotu výsledné proměnné

na základě několika vstupńıch proměnných.

DT je natrénován s využ́ıt́ım množiny anotovaných vzork̊u. Vzorky jsou

zastoupeny řadou atribut̊u. Během učeńı je DT vytvářen rekurzivně rozdě-

leńım trénovaćıch vzork̊u do disjunktńıch množin a pokaždé, když se vzorky

rozděĺı, atribut použ́ıváný pro děleńı se odstrańı. Postup se opakuje, dokud

vzorky nepatř́ı do jedné skupiny, nebo pokud strom dosáhl své maximálńı

hloubky, když nezbyl žádný atribut, podle kterého by šlo dále dělit.

Pro označeńı nového vzorku, strom je procházen od kořenového uzlu
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Obrázek 3.2: Strom demonstruje přežit́ı pasažer̊u na Titanicu (
”
sibsb“ je po-

čet na př́ıbuzných na palubě). Č́ısla pod listem představuj́ı pravděpodobnost

jevu a procento výskytu tohoto jevu. Zdroj: en.wikipedia.org

k list̊um pomoćı hodnot atribut̊u nového vzorku. Výsledkem je list, kam

daný vzorek dosáhne. Př́ıklad DT je ukázán v 3.2

3.2 Klasifikace do v́ıce tř́ıd s využit́ım Baye-

sovských metod

Rozd́ılem oproti binárńım klasifikačńım př́ıstup̊um je, že metody anotuj́ı

sńımek s využit́ım v́ıce sémantických kategoríı. Pojem klasifikace do v́ıce

tř́ıd souviśı s tzv.
”
multi-instance“ učeńım. Toto spojeńı se označuje multi-

instance multi-label učeńı (MIML).

Obrázek je anotován určitým výrazem, pokud některý z př́ıznak̊u ob-

rázku je s významem spojený. V d̊usledku toho může být obrázek anotován

v́ıce výrazy. Typický MIML je źıskán použit́ım pravděpodobnostńıch ná-

stroj̊u, jako jsou např́ıklad Bayesovy metody. Bayesovy metody pracuj́ı na

základě hledáńı posteriorńı pravděpodobnosti, zda obrázek patř́ı do jakékoli

konkrétńı koncepce, vzhledem k pozorováńı určitých znak̊u z obrázku či re-

gionu. Necht’ I1, I2, ..., In je množina obrázk̊u z množiny sémantických tř́ıd

c1, c2, ..., cn. Bayesovy modely se snaž́ı určit zadńı pravděpodobnost z pod-

mı́něné apriorńı pravděpodobnosti. Obrázek je definován př́ıznakovým vek-

torem x. Mějme apriorńı pravděpodobnosti p(ci) a podmı́něnou pravděpo-

dobnost p(x | ci), pak se pravděpodobnost, že obrázek I nálež́ı do tř́ıdy ci se

spoč́ıtá jako 3.1
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p(ci | x) = p(ci | x)
p(x) (3.1)

Protože rozděleńı p(x) je obvykle uniformńı pro všechny tř́ıdy, tř́ıda ob-

rázku I může být určena využit́ım kritéria maximalizace posteriorńı prav-

děpodobnosti 3.3

Obrázek 3.3: Maximalizace a výpočet podmı́něné pravděpodobnosti.

Zdroj: [13].

Varianty Bayesových model̊u se lǐśı podle toho, jak modeluj́ı podmı́něnou

pravděpodobnost p(x | ci). Obecně existuj́ı dva typy př́ıstup̊u: Bezparamet-

rický př́ıstup a parametrický př́ıstup.

3.2.1 Bezparametrický př́ıstup

V tomto př́ıstupu jsou podmı́něné pravděpodobnosti vypočteny bez předcho-

źıho předpokladu o rozděleńı př́ıznak̊u obrázku. Skutečné rozděleńı př́ıznak̊u

je naučeno z př́ıznak̊u trénovaćı množiny. V praxi jsou př́ıznaky obrázku nej-

prve kvantizovány do shluk̊u. Následně jsou př́ıznaky nahrazeny centroidem

shluku. Nalezeńım frekvence vzork̊u nálež́ıćı tř́ıdě je spoč́ıtaná podmı́něná

pravděpodobnost pro každou z tř́ıd. Např́ıklad pokud je xj nejbližš́ı centroid

přiznakového vektoru x, pak plat́ı 3.2

p(x | c) ≈ p(xj | c) = Počet vzork̊u v xj, které jsou z tř́ıdy c

Počet vzork̊u z tř́ıdyc
(3.2)

Kompletńı anotačńı proces této metody je ukázán na obrázku 3.4. Z

daného obrázku jsou extrahovány př́ıznaky a jsou porovnány s hodnotami

shluk̊u. Podmı́něné pravděpodobnostńı modely odpov́ıdaj́ıćı vybranému cen-

tru clusteru jsou pak použity k výpočtu posterior pravděpodobnost́ı. MAP

kritérium 3.3 se pak použ́ıvá k anotaci nového sńımku.

3.2.2 Parametrický př́ıstup

V tomto př́ıstupu je předpokládáno, že prostor př́ıznak̊u bude následovat

určitý typ známého kontinualńıho rozděleńı. Proto je podmı́něná pravděpo-

dobnost p(x | c) modelovaná za užit́ı přiznakového rozděleńı. Hlavńı proces
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Obrázek 3.4: Bayes̊uv anotačńı model. Zdroj [13]

je podobný tomu, ukázanému v obrázku 3.4. Př́ıznaky nebo regiony jsou

nejprve shlukovány a kvantizovány. Model podmı́něné pravděpodobnosti je

následně spoč́ıtán pro každý shluk. Podmı́něná pravděpodobnost p(x | c) je

obykle modelovaná jako mnohovariantńı Gassovo rozděleńı, jako je ukázano

v obrázku 3.5, kde d je dimenze přiznak̊u, x̄ a
∑

jsou pr̊uměry a dále se

zde pracuje s kovariantńı matićı, která ke spoč́ıtaná z trénovaćıch vektor̊u

přiznak̊u, nalež́ıćı tř́ıde c.

Paremetrický př́ıstup s sebou nese řadu problémů. Tento př́ıstup obvykle

předpokládá konkrétńı rozděleńı př́ıznak̊u, což nemuśı být vždy pravdou.

Nav́ıc parametr modelu jsou obvykle poč́ıtány optimalizačńımi metodami,

které většinou nemuśı konvergovat a nav́ıc je to velmi výpočetně náročné.

Obrázek 3.5: Podmı́něná pravděpodobnost při parametrickém př́ıstupu.

Zdroj: [13]

3.2.3 Hledáńı k nejbližš́ıch vektor̊u

Daľśım př́ıstupem je metoda hledáńı k nejbližš́ıch vektor̊u. Tato metoda je

principialně velmi podobná metodě k-nejbližš́ıch soused̊u ([3]). Předpoklá-

dejme, že existuje testovaćı množina vektor̊u, kdy každý vektor má přǐrazené
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anotace. Za těchto předpoklad̊u se vezme trénovaćı vektor. Pro tento vektor

se najde k nejbližš́ıch vektor̊u (v rámci jejich vzdálenosti. Lze použ́ıt např́ı-

klad metriku uvedenou v 4). Z těchto k nejbližš́ıch vektor̊u se použije jejich

anotace a následně přǐrad́ı k testovanému vektoru.

Při tomto př́ıstupu můžeme cht́ıt odfiltrovat anotace, jejichž výskyt nebyl

u k nejbližš́ıch soused̊u tak častý, jako u jiných anotaćı. Pro tento př́ıpad je

nutné zavést práh.

Necht’ je práh p, aktuálně zpracovávaná anotace ax, počet výskyt̊u ak-

tuálně zpracovávané anotace cx, celkový počet anotaćı total a množina při-

řazených anotaćı k testovanému vektoru A.

Pak plat́ı:

cx

total

> p, ax ∈ A
< p, ax /∈ A

(3.3)
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4 Porovnáváńı histogramů

Pro určeńı podobnosti histogramů existuje několik metrik. Za předpokladu,

že Hi je je značeńı histogramu a N je počet prvk̊u histogramu, lze použ́ıt

následuj́ıćı metody:

Korelace:

d(H1,H2) =
∑

I(H1(I)− H̄1)(H2(I)− H̄2)√∑
I(H1(I)− H̄1)2 ∑

I(H2(I)− H̄2)2
(4.1)

kde

H̄k = 1
N

∑
J

Hk(J) (4.2)

X2 vzdálenost:

d(H1,H2) =
∑

I

(H1(I)−H2(I))2

H1(I) (4.3)

Intesekce:

d(H1,H2) =
∑

I

min(H1(I), H2(I)) (4.4)

Vzdálenost Bhattacharyya:

d(H1,H2) =
√√√√1− 1√

H̄1H̄2N2

∑
I

√
H1(I) ·H2(I) (4.5)

Cosinová vzdálenost:

d(H1,H2) =

∑
I

H1(I)×H2I√∑
I

H1(I)2 ×
√∑

I

H2(I)2
(4.6)
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5 Vyhodnoceńı úspěšnosti

anotace

Podle [1], úspěšnost automatické anotace se hodnot́ı porovnáńım automa-

ticky generovaných anotaćı s anotacemi přidělenými člověkem.

5.1 Per word precision a recall

Pojem Precision a Recall je běžně využ́ıván pro zhodnoceńı výsledk̊u klasi-

fikace do v́ıce tř́ıd [1]. Označme Wh jako počet výskytu konkrétńı anotace

přidelené člověkem v testovaćı množině, Wauto jako počet počet přǐrazeńı

konkrétńı anotace automatickým anotováńı, Wc jako počet správně přiděle-

ných automatických anotaćı. Pak plat́ı:

Precision = Wc

Wauto

(5.1)

Recall = Wc

Wh

(5.2)

Precision – česky přesnost – představuje poměr mezi počtem správně při-

dělené, konkrétńı anotace a počtem, kolikrát konkrétńı anotace měla být

přidělena.

Recall – lze přeložit jako úplnost – představuje poměr mezi počtem správně

přidělené, konkrétńı anotace a počtem, kolikrát konkrétńı anotace byla při-

dělena.

V př́ıpadě, že vyjde vysoká hodnota pro recall a ńızká hodnota pro preci-

sion, znamená to, že se anotováńım źıskalo mnoho výsledk̊u, ale málo z nich

je korektńıch. Pokud hodnoty vyjdou opačně, znamená to, že se anotová-

ńım źıskálo málo, avšak korektńıch výsledk̊u. Ideálńım př́ıpadem je mı́t obě

hodnoty vysoké.

Pro zvýšeńı hodnoty recall je možné např́ıklad sńıžit práh u klasifikátor̊u

tak, aby vracel v́ıce výsledk̊u.

5.2 Accuracy

Accuracy neboli přesnost, se využ́ıvá u vyhodnoceńı klasifikace do jedné

tř́ıdy. U automatické anotace se předpokládá, že má objekt přǐrazené jedno
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slovo přǐrazené programem a jedno slovo přǐrazené člověkem. Označme aktu-

álně vyhodnocovaný objekt current, slovo źıskané anotace currenta a slovo

přǐrazené člověkem currenth. Pak pro výpočet pro jeden konkrétńı objekt

plat́ı:

accuracy(current) =

1, currenta = currenth

0, currenta! = currenth
(5.3)

Označme si celkový počet testovaných objekt̊u jako N . Celková přesnost pro

všechna data lze pak vypoč́ıtat jako:

totalAccuracy =

N∑
n=1

accuracy(n)

N
(5.4)
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6 Metody rozděleńı dat

Jak již bylo zmı́něno, poč́ıtač se potřebuje z nějakých dat nejprve natrénovat

a posléze je možné źıskat výsledky pro neznámá data. Je zde tedy potřeba

rozdělit data na trénovaćı a testovaćı množinu. Podle [6] existuje několik

metod. Nyńı budou krátce popsány.

6.1 Holdout

Metoda Holdout je z metod nejjednodušš́ı. Množina dat se rozděĺı na dvě

exkluzivńı množiny – testovaćı a trénovaćı. Běžně použ́ıvané rozděleńı bývá

2/3 z dat je přǐrazena množině trénovaćı a 1/3 množině testovaćı.

6.2 Kř́ıžová validace

Při kř́ıžové validaci se vstupńı množina dat rozděĺı na jednu exkluzivńı tré-

novaćı podmnožinu a zbylá data tvoř́ı trénovaćı data. Můžeme si např́ıklad

představit, že každý desátý prvek bude patřit pouze do trénovaćı množiny

a zbytek do testovaćı. Rozd́ılem oproti Holdout metodě (6.1) je, že se tento

proces opakuje několikrát, pokaždé s jiným výběrem testovaćı a trénovaćı

množiny. Podle [6] lze metody kř́ıžové validace rozdělit na k-fold, kompletńı.

K-fold kř́ıžová validace rozděĺı množinu dat do k exkluzivńıch podmnožin

D1, D2, . . . Dk stejné velikosti. Poč́ıtač je trénován k krát. Necht’ tedy plat́ı

t ∈ {1, 2, . . . , k}. Pak je pro každé trénováńı brána množina D\Dt a každé

testováńı množina Dt.

Kompletńı kř́ıžová validace vytvář́ı všechny kombinace testovaćıch a tré-

novaćıch množin. Tato metoda je však velmi náročná.
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7 Data

Jak již bylo zmı́něno, poč́ıtač se muśı nejprve nějaké znalosti naučit. K tomu

je potřeba mı́t množinu obrázk̊u a k nim patřičná metadata obsahuj́ıćı ano-

taci.

7.1 Data od ČTK

Pro práci nám jsou prop̊ujčeny obrázky od ČTK. Baĺık obsahuje 3383 ob-

rázk̊u. Obrázek má vždy metadata, která se jmenuj́ı stejně jako obrázek

a jsou ve formátu XML. Pro naši práćı jsou kĺıčové elementy jako Keyword
a Category Veškeré informace v metadatech jsou psané v českém jazyce.

Elementy Keyword a Category jsou vyplňovány redaktorem, či autorem

sńımku. Jak můžeme vidět na obrázku 7.1, element Keyword je velmi kon-

krétńı a často popisuje až př́ılǐs abstraktńı věci jako např́ıklad USA. Pro

naš́ı práci se tedy lépe hod́ı informace z elementu Category, který odpov́ıdá

kategoríı použivaným v ČTK.

Obrázek 7.1: Ukázka obrázku z ČTK datasetu. Tento obrázek byl anotován

slovy z elementu Keyword – USA, vesmı́r, ISS, 2. Z elementu Category je

k obrázku přǐrazeno označeńı – vat

7.2 Corel 1000 dataset

Pro rychlé otestováńı programu je potřeba užit́ı nějaké menš́ı databáze,

přesto s relevatńımi daty. Tuto podmı́nku splňuje Corel 1000 dataset, jenž

je podmnožinou Corel5K databáze. Tato databáze obrázk̊u byla využita

v ([8],[11]) a pro porovnáńı algoritmů pro vyhledáváńı obrázk̊u na základě
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obsahu. Databáze obsahuje 1000 obrázk̊u ve formátu JPG. K obrázk̊um neńı

přiložen žádný soubor s anotacemi. obrázky jsou rozdělený po stovkách do

kategoríı. Tedy např́ıklad 0 – 99 je prvńı kategorie, 100 – 199 druhá kategorie

atd. Z toho plyne, že každý obrázek bude mı́t právě jednu anotaci.

7.3 Li dataset

Tato databáze obrázk̊u byla vytvořena pro výzkum v oblasti vyhledáváńı

obrázk̊u a anotace ([7]). Databáze obsahuje 2360 obrázk̊u a jsou uloženy

ve formát̊u JPEG. K databázi je přiložený soubor annotation.txt. V něm

jsou uloženy informace jako pořad́ı obrázku, relativńı umı́stěńı obrázku v̊uči

souboru a jeho anotace. Informace o každém souboru jsou odděleny tabulá-

torem.

7.4 Iapr-tc dataset

Databáze obsahuje kolekci 20 000 obrázk̊u ve formátu JPG[4]. K datasetu

je přiložen soubor iaprtc12dictionary.txt, ve kterém je slovńık všech slov,

které se využ́ıvaj́ı při anotaci. Tento slovńık slouž́ı pro źıskáńı kĺıčových

slov z textu přiloženému ke každému obrázku. Jak již bylo zmı́něno, každý

obrázek má sv̊uj textový soubor o formátu připomı́naj́ıćı XML Pro naš́ı práci

obsahuje kĺıčové elementy jako DESCRIPTION a IMAGE. Element DESCRIPTION
představuje textový popis obrázku. Z něj je potřeba źıskat kĺıčová slova

pro anotaci. Element IMAGE obsahuje relativńı cestu k obrázku od kořenové

složky.
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8 Volba metod pro

implementaci

Kĺıčovým aspektem pro výběr metod jsou data, která se budou anotovat.

Práce je předevš́ım zaměřena na testovaćı data od ČTK. Obrázky u poskyt-

nutých dat jsou fotografie, z čehož plyne, že obrázky jsou velmi proměnlivé,

budou mı́t např́ıklad r̊uzné nasv́ıceńı, budou r̊uzně velké, nebo objekty na

obrázku budou r̊uzně pootočené. Z tohoto d̊uvodu a po konzultaci s vedou-

ćım práce jsem se rozhodl pro využit́ı metod pro extrakci př́ıznak̊u – Bag of

LBP Features a Bag of SIFT Features, nebot’ obě metody jsou invariantńı

v̊uči škálováńı. Dále jsem se rozhodl pro využit́ı základńı verze LBP, která je

jednodušš́ı než dvě předchoźı zmı́něné a bude tak využita pro porovnáńı ke

složitěǰśım metodám. Metoda SIFT je nav́ıc invariantńı v̊uči rotaci a po leh-

kých úpravách může být i odolná v̊uči r̊uznému nasv́ıceńı. Z tohoto d̊uvodu

od SIFT očekávám přesněǰśı výsledky, avšak za cenu větš́ı výpočetńı nároč-

nosti. Metody pro extrakci přiznak̊u – LBP a SIFT jsou součást́ı softwarové

knihovny OpenCV 8.2.

K porovnáńı dosažených výsledk̊u, budou využity databáze Iapr-tc da-

taset a Li dataset, které již mnoho praćı v oblasti AIA použilo k otestováńı

svých výsledk̊u, např́ıklad v práci [10]. Databáze Corel bude využita pro

otestováńı klasifikaci sńımk̊u do jedné tř́ıdy.

Při anotaci jsem se rozhodl pro jednoduchost využ́ıt vzdálenosti histo-

gramů popsané v kapitole 4. Tento př́ıstup umožňuje jak klasifikaci do jedné

tř́ıdy, tak i do v́ıce tř́ıd. Práce je navržena tak, aby výstup z předzpracova-

ných dat šel snadno použ́ıt na daľśı metody, jako jsou např́ıklad neuronové

śıtě.
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8.1 Požadavky na software

Program byl navržen na platformu Windows 7 a vyšš́ı, 64-bitové verze. Pro-

gram využ́ıvá knihovnu Dirent, která slouž́ı k procházeńı složek. V programu

je dále použ́ıvaná knihovna OpenCV, jej́ıž instalace je popsaná v uživatel-

ské př́ıručce. Pro přeložeńı programu je nutné mı́t nainstalovaný překladač

Microsoft Visual C++ 2012 (x64). Přeložeńı a spuštěńı programu je popsáno

v uživatelské př́ıručce.

8.2 OpenCV

OpenCV je otevřená, multiplatformńı, softwarová knihovna vydávaná pod

licenćı BSD. Knihovna má rozhrańı pro programovaćı jazyky jako je C++, C,

Python a Java. Knihovna byla navržena jako výpočetně efektivńı knihovna

se silným d̊urazem na výpočty prováděné v reálném čase.
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9 Architektura aplikace

Jak již bylo zmı́něno v předchoźıch kapitolách, proces automatické anotace

zahrnuje dva problémy – extrakce př́ıznak̊u a samotná automatická anotace.

Daľśım problémem je vyhodnoceńı správnosti výsledk̊u. Ćılem návrhu archi-

tektury programu je modulárnost každého z problému. Architektura je tedy

rozdělena na tři části.

9.1 Předzpracováńı dat

Vzhledem k tomu, že se v práci využ́ıvá několik databáźı obrázk̊u, které

nemaj́ı stejnou strukturu, je nutné je pro budoućı výpočty sjednotit. Pro

načteńı obrázk̊u a jejich metadat je zde rozhrańı IDatasetLoader. Rozhrańı

obsahuje čistě virtuálńı metodu GetDataset(), jenž vraćı mapu map<string,

FileCollection>. Kĺıčem mapy je název souboru bez suffixu a hodnotou

je objekt FileCollection. Ten obsahuje kĺıčové údaje o souboru jako na-

př́ıklad celá testa k souboru či přǐrazené anotace. Každá databáze má svou

vlastńı tř́ıdu pro nač́ıtáńı, která implementuje právě od IDatasetLoader.

Jsou to tř́ıdy CTKDatasetLoader, Iaprtc12DatasetLoader, ImageOrigDa-

tasetLoader a LiDatasetLoader. Tento návrh umožňuje snadné přidáńı

tř́ıd pro zpracováńı daľśıch databáźı.

Kolekce načtená s využit́ım rozhrańı IDatasetLoader, je následně zpra-

covaná s pomoćı jedné z tř́ıd implementuj́ıćı rozhrańı IExtractor. Rozhrańı

obsahuje č́ıstě virtuálńı funkci ProcessDataSet. Mezi tř́ıdy implementuj́ıćı

rozhrańı IExtractor patř́ı: LBP_simple (2.5), LBP_clustered (2.8) a Sift

(2.7).

Vzhledem k výpočetńı náročnosti shlukované metody Bag of SIFT featu-

res a Bag of LBP features, jsou již při extrakci rozděleny data na testovaćı

a trénovaćı množiny – foldy (6.2).

Předzpracované výsledky jsou následně exportovány do souboru s vyu-

žit́ım rozhrańı IDatasetExporter. Toto rozhrańı má č́ıstě virtuálńı metodu

ExportDataSet, která vyexportuje zpracovaná data do souboru. Dále je zde

tř́ıda DatasetExporter, která právě toto rozhrańı implementuje. Využit́ı

rozhrańı umožňuje v budoucnu snadnou implementaci daľśı tř́ıdy pro export

předzpracovaných dat.

Strukturu modulu pro předzpracováńı popisuje diagram na obrázku (9.1).
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Obrázek 9.1: Architektura aplikace – Nač́ıtáńı a zpracováńı databáźı obrázk̊u

9.2 Anotace obrázk̊u

Tento modul se zabývá samotným anotováńım předzpracovaných dat.

V prvńım kroku je nutné nač́ıst předzpracovaná data. O to se stará roz-

hrańı IProccessedDatasetLoader, od kterého implementuje tř́ıda Proces-

sedDatasetLoader. Rozhrańı obsahuje čistě virtuálńı metody void Load-

ProccessedDataSet a LoadFoldsProccessedDataSet. Prvńı zmı́něná me-

toda slouž́ı k načteńı předzpracovaných dat, které následně rozřad́ı na tes-

tovaćı a trénovaćı množiny (foldy). Druhá metoda slouž́ı pro načteńı před-

připravených množin ze soubor̊u. Užit́ım tohoto rozhrańı je budoućı snadná

rozšǐritelnost programu o daľśı předzpracovaná data, např́ıklad v jiném for-

mátu. Výsledkem rozhrańı IProccessedDatasetLoader je kolekce objekt̊u

ProcessedImage rozdělených na trénovaćı a testovaćı. Tř́ıda Processe-

dImage slouž́ı jako přepravka pro předzpracovaná data a zároveň v sobě

uchovává data pro anotace.

V daľśım kroku se hledaj́ı pro každý objekt z testovaćı množiny, přesněji

k jeho vektorové reprezentaci (deskriptor̊um), nejbližš́ı vektory z trénovaćı

množiny. O to se stará tř́ıda ClosestVectorFinder. Tř́ıda obsahuje metodu

FindIt, která má parametry jako metoda metriky vzdálenosti (4), práh 3.2.3

a parametr, zda brát pouze nejlepš́ı anotaci nebo všechny. Parametr metho-

dId může mı́t hodnot:

• 0 – Korelace

• 1 – X2 vzdálenost

• 2 – Vzdálenost Bhattacharyya
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Obrázek 9.2: Architektura aplikace – Anotace obrázk̊u

• 3 – Cosinová vzdálenost

Následně jsou výsledky anotace z testovaćı množiny zapsány do souboru

s využit́ım tř́ıdy AnnotatedDatasetExporter.

Strukturu modulu pro anotováńı popisuje diagram na obrázku 9.2

9.3 Vyhodnoceńı anotovaných dat

Tento modul slouž́ı k vyhodnoceńı anotovaných dat.

V prvńım kroku je nutné nač́ıst anotovaná data. To zajǐst’uje rozhrańı

IAnnotatedObjectLoader, od kterého implementuje tř́ıda AnnotatedOb-

jectLoader. Rozhrańı obsahuje č́ıstě virtuálńı metodu LoadAnnotatedOb-

jects. Výsledkem této metody je kolekce objekt̊u ProcessedImage rozděle-

ných na trénovaćı a testovaćı. V této fázi objekty obsahuj́ı i přǐrazené ano-

tace. Načtená kolekce je následně zpracovaná tř́ıdou Evaluator, která im-

plementuje rozhrańı IEvaluator. Rozhrańı obsahuje čistě virtuálńı metody

EvaluateAndExportResultToFile a EvaluateAccuracyAndExportResult.

Prvńı metoda slouž́ı k vypoč́ıtáńı preccision a recall. Teoreticky byly tyto

hodnoty popsané v sekci 5.1. Druhá metoda slouž́ı pro vypoč́ıtáńı a export

accuracy. Výpočet accuracy je popsán v sekci 5.2.

Strukturu modulu pro anotováńı popisuje diagram na obrázku 9.3
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Obrázek 9.3: Architektura aplikace – Vyhodnoceńı výsledk̊u
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10 Výsledky

Pro přehlednost jednotlivých sekćı této kapitoly je nutné si nadefinovat, jaké

metody s jakými parametry budou vyhodnocovány. Vzhledem k tomu, že

nastaveńı parametr̊u se lǐśı problém od problému, je vždy nutné nějakým

testováńım źıskat optimálńı hodnoty. Z toho d̊uvodu jsou všechny parame-

try voleny čistě experimentálně. Začněme definićı parametr̊u pro metody

extrakce př́ıznak̊u.

LBP 25

• metoda – Bag of LBP features,

• výška okénka – 50,

• š́ı̌rka okénka – 50,

• krok okénka – 25,

• výsledná velikost deskriptoru – 50

LBP 50

• metoda – Bag of LBP features,

• výška okénka – 100,

• š́ı̌rka okénka – 100,

• krok okénka – 50,

• výsledná velikost deskriptoru – 50

SIFT 25

• metoda – Bag of SIFT features,

• výsledná velikost deskriptoru – 25

SIFT 50

• metoda – Bag of SIFT features,

• výsledná velikost deskriptoru – 50
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LBP 1x1

• metoda – LBP,

• počet sloupc̊u – 1,

• počet řádek – 1,

LBP 2x2

• metoda – LBP,

• počet sloupc̊u – 2,

• počet řádek – 2,

LBP 4x4

• metoda – LBP,

• počet sloupc̊u – 4,

• počet řádek – 4,

Nyńı definujme parametry pro anotováńı.

Parametry anotováńı

• práh – 0,1,

• počet nejbližš́ıch vektor̊u – 5,

• počet množin kř́ıžové validace – 10 (vyjma Iaprtc-12),

• metrika porovnáńı histogramů – Bhattacharrya (zd̊uvodněńı popsané

v následuj́ıćı sekci 10.1)

V př́ıpadě dat Iaprtc-12 je testovaćı a trénovaćı množina rozdělena podle

testovaćıho protokolu použitého v dokumentu [1]. V ostatńıch př́ıpadech

jsou data rozdělena pomoćı kř́ıžové validace do deseti množiny.
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10.1 Volba nejlepš́ı metriky pro porovnáńı

histogramů

Jak bylo zmı́něno v kapitole 4, pro porovnáńı vzdálenosti vektor̊u existuje ně-

kolik metrik. Vzhledem k výpočetńı náročnosti předzpracováńı a následného

anotováńı dat jsem se rozhodl použ́ıt k porovnáńı výsledk̊u pouze jednu met-

riku. Zmı́něné metriky byly experimentálně otestované při anotaci předzpra-

covaných dat, źıskaných z datasetu Li. Jelikož plat́ı, že č́ım větš́ı je trénovaćı

množina, t́ım je anotováńı testovaných objekt̊u náročněǰśı, je volba tohoto

datasetu kompromisem mezi dostatečným počtem dat a výpočetńı nároč-

nost́ı.

Metoda Korelace X2 Intersekce Bhattacharyya Cosin

LBP 1x1 0,077 0,099 0,097 0,109 0,085

LBP 2x2 0,093 0,095 0,114 0,132 0,096

LBP 4x4 0,102 0,089 0,136 0,139 0,119

LBPC 25 0,072 0,116 0,095 0,119 0,073

LBPC 50 0,073 0.114 0,094 0,112 0,073

SIFT 25 0,073 0,086 0,073 0,086 0,078

SIFT 50 0,082 0,092 0,092 0,103 0,09∑
0,572 0,691 0,701 0,8 0,614

Tabulka 10.1: Naměřené výsledky metrik provnáńı histogramů. Jednotlivé

sloupce reprezentuj́ı vypoč́ıtanou hodnotu precision pro určitou metodu.

Z tabulky 10.1 vyplývá, že nejlepš́ı metrikou pro porovnáńı histogramů

bude zvolena metoda Bhattacharyya, která dosáhla nejlepš́ıch výsledk̊u ve

všech př́ıpadech.

10.2 Dosažené výsledky

Výsledky představuj́ı aritmetický pr̊uměr ze všech testovaćıch množin kon-

krétńıch dat. V tabulce 10.2 můžeme pozorovat vliv předzpracováńı na vý-

sledek klasifikace.

V př́ıpadě LBP se ukázalo, že č́ım větš́ı počet region̊u obrázek má, t́ım

lepš́ıch výsledk̊u pak klasifikace dosahuje. V př́ıpadě metod SIFT se proká-

zalo, že deľśı deskriptor lépe popisuje obrázek a t́ım metoda dosahuje lepš́ıch

výsledk̊u. V př́ıpadě metod LBPC můžeme pozorovat, že menš́ı velikost po-

suvného okénka a kroku dosahuje vyšš́ıch hodnot precision, nicméně rozd́ıl

neńı většinou moc markantńı.
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Metoda ČTK

p%

ČTK

r%

Iaprtc

p%

Iaprtc

r%

Li

p%

Li

r%

LBP

1x1

10,2 28,9 11,7 5.4 10,9 27,0

LBP

2x2

10,6 29,6 15,8 6,9 13,2 29,8

LBP

4x4

11,2 28,9 17,1 8.3 13,6 29,0

LBPC

25

9,2 28,3 12,7 3,8 11,9 28,7

LBPC

50

9,2 28,3 11,5 3,6 11,2 28,0

SIFT 25 8,2 24,3 9,5 3,6 8,6 23,8

SIFT 50 9,3 26,4 13,0 4,4 10,3 24.8

Tabulka 10.2: Dosažené výsledky. Ṕısmena p a r jsou zkratkami pro precission

a recall. Dosažené hodnoty jsou uváděny v procentech.

Zaj́ımavým úkazem u dat Iaprtc je ńızká hodnota recall v̊uči precision.

To nám ř́ıká, že klasifikátor přǐradil málo anotaćı, ale mnoho z nich přǐradil

správně. Nı́zkou hodnotu recall lze vysvětlit t́ım, že data od Iaprtc maj́ı

mnoho kategoríı a sńımky stejné kategorie si jsou málo podobné.

Nejlepš́ıch hodnot precision dosahuj́ı metody LBP, úplně nejlepš́ıch hod-

not konkrétně metoda LBP 4x4. Metody LBP také dosahuj́ı nejvyšš́ıch hod-

not recall. Metody LBPC, které extrahuj́ı př́ıznaky stejně jako LBP, ale nav́ıc

je pak shlukuj́ı, takových výsledk̊u nedosahuj́ı. Princip shlukováńı využ́ıvaj́ı

i metody SIFT. Metody SIFT dosahuj́ı podobných výsledk̊u. Pro data od

ČTK a Iaprtc dosahuje SIFT 50 lepš́ıch výsledk̊u než metody LBPC, naopak

tomu je však u dat Li. Nelze tak obecně ř́ıct, která z těchto dvou metod je

lepš́ı.

10.3 Doby běhu

10.3.1 Doba běhu přezpracováńı

V tabulce 10.3 můžeme pozorovat, že se doba běhu předzpracováńı konkrét-

ńıch metod může velmi výrazně lǐsit. U metody LBP sledujeme, že s při-

bývaj́ıćım počtem region̊u roste i doba předzpracováńı. Nejnáročněǰśı na

předzpracováńı byla metoda LBPC 25, kdy posouváńı okénka o malý krok

vygeneruje velké množstv́ı vektor̊u, ze kterých se následně např́ıč celou tré-
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Data LBP

1x1

LBP

2x2

LBP

4x4

LBPC

25

LBPC

50

SIFT

25

SIFT

50

ČTK 31,3 31,6 32,6 22632,1 5063,1 647,1 880,7

LI 7,3 7,7 8,6 5717,4 1299,6 251,5 359,1

Ia-

prtc

127,4 129,2 269,4 3881,2 2421,9 2238,8 2609,6

Co-

dak

3,2 3,7 3,8 2770,9 522,2 111,2 173,6

Tabulka 10.3: Naměřené doby běhu předzpracováńı. Hodnoty jsou uváděny

v sekundách. Doba byla měřena od začátku extrakce př́ıznak̊u z konkrétńıch

dat až po ukončeńı extrakce.

novaćı množinou vytvář́ı Bag of Features. Metoda LBPC 50, která svými

parametry vygeneruje podstatně méně vektor̊u, je podstatně rychleǰśı. V př́ı-

padě metod SIFT 25 a SIFT 50 pozorujeme, že i rozd́ılná velikost výsledného

vektoru má vliv na výkon – tedy č́ım větš́ı je počet shluk̊u (tedy i velikost

výsledného vektoru), t́ım déle předzpracováńı trvá.

10.3.2 Doba běhu anotováńı

Při pohledu na tabulku 10.4 můžeme ř́ıct, že na dobu běhu má vliv charak-

ter předzpracovaných dat. Jelikož v metodě k-nejbližš́ıch vektor̊u, která je

při anotaci využita, plat́ı, že č́ım v́ıce vektor̊u se muśı porovnat k nalezeńı

nejbližš́ıch, t́ım je metoda náročněǰśı. Toto tvrzeńı se potvrzuje při pohledu

na hodnoty dat, źıskaných z metod LBPC a SIFT.

Lze také tvrdit, že na rychlost má vliv velikost vektoru. Pokud se pod́ı-

váme na doby běhu u LBP 1 x 1, kde je obrázek reprezentován vektorem

o velikosti 255 a srovnáme je s výsledky LBPC 25 a 50 a SIFT 50, které

maj́ı velikost 50, LBP 1 x 1 vcelku zaostává. Nav́ıc nejkratš́ı dobu má me-

toda SIFT 25, která je reprezentovaná nejkratš́ım vektorem – 25.

Z logiky věci pak vyplývá, že nejdeľśı doby anotováńı bude dosahovat

metoda LBP 4x4, kde je obrázek reprezentován 8 vektory o délce 255.

10.4 Porovnáńı s výsledky dosaženými v li-

teratuře

Při výběru dataset̊u, které v práci slouž́ı k otestováńı navržených algoritmů,

bylo kĺıčovým parametrem naj́ıt takový, který byl využit i v jiných praćıch
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Data LBP

1x1

LBP

2x2

LBP

4x4

LBPC

25

LBPC

50

SIFT

25

SIFT

50

ČTK 52,8 166,9 657,8 47,01 46,6 46,0 46,9

LI 19,7 96,7 334,1 18,8 19,2 19,0 19,2

Ia-

prtc

3893,6 10375,4 12561,2 2205,1 2168,6 2001,8 2099,4

Co-

dak

3,7 12,8 56,6 3,4 3,4 3,4 3,5

Tabulka 10.4: Naměřené doby běhu anotováńı. Hodnoty jsou uváděny

v sekundách. Doba byla měřena od začátku anotováńı až po jeho ukončeńı.

Metoda p% r%

Lasso 28 29

JEC 28 29

MBRM 24 23

RGB 24 24

LAB 24 25

Haar 24 25

HSV 20 20

HaarQ 19 16

Gabor 15 15

GaborQ 8 9

Tabulka 10.5: Dosažené výsledky v literatuře. Ṕısmena p a r jsou zkratkami

pro precission a recall

z oblasti AIA a měl přesně nadefinovaný testovaćı protokol. Tyto parametry

splňuj́ı data Iaprtc-12. Výsledky dosažené na těchto datech jsou zmı́něny

v článku [1].

Výsledky pro precision v tabulce 10.5 dosahuj́ı hodnot v rozmeźı od 8%

do 28%. Hodnoty precision a recall jsou si většině př́ıpadech velmi podobné.

Lze sledovat, že s rostoućı hodnotou recall roste i precision.

V tabulce 10.6 jsou pro přehlednost uvedeny výsledky z metod navrže-

ných v této práci. Pro dosažené výsledky také plat́ı, že s rostoućı hodnotou

recall roste i hodnota precision, avšak zaj́ımavým rozd́ılem oproti výsledk̊um

z literatury jsou ńızké hodnoty pro recall.

Přesto ale výsledky dosahuj́ı v porovnáńı s výsledky v literatuře uspko-

jivých hodnot. Pro výsledky precision u všech navržených metod plat́ı, že

jsou lepš́ı, než nejhorš́ı hodnoty dosažené v literatuře.
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Metoda p% r%

LBP 4x4 17 8

LBP 2x2 16 7

SIFT 50 13 4

LBPC 25 13 4

LBP 1x1 12 5

LBPC 50 12 4

SIFT 25 9,5 4

Tabulka 10.6: Dosažené výsledky v literatuře. Ṕısmena p a r jsou zkratkami

pro precission a recall
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11 Závěr

V teoretické části byla popsaná problematika extrakce př́ıznak̊u. Podrobněji

byly popsané metody LBP a SIFT, které se osvědčily v jiných praćıch. Dále

je v práci popsaná problematika anotace, přesněji klasifikace do jedné a v́ıce

tř́ıd.

Po analýze byl navržen a implementován software pro automatickou ano-

taci dat a následné vyhodnoceńı dosažených výsledk̊u. Pro extrakci př́ıznak̊u

byly implemetovány metody LBP, Bag of LBP Features a Bag of SIFT

Features. Pro samotnou anotaci byla implementovaná metoda k-nejbliž́ıch

soused̊u. Při vývoji byl kladen d̊uraz na modulárńı architekturu programu

a snadnou rozšǐritelnost. Data jsou vždy exportovaná po jednotlivých kro-

ćıch, kdy vstupem jednoho modulu je výstup druhého modulu. Moduly ale

na sobě mohou pracovat nezávisle.

Funkčnost naimplementovaných metod byla otestovaná na několika da-

tabáźıch. Při práci bylo d̊uležité sjednotit r̊uznorodou strukturu dat na data

stejného formátu. Deskriptory předzpracovaných obrázk̊u jsou vektorového

typu a tud́ıž je možné práci v budoucnu rozš́ı̌rit o daľśı typy klasifikátor̊u,

např́ıklad neuronové śıtě. Podstatnou část práce zabralo vyhledáńı testo-

vaćıch dat. Ćılem bylo vyhledat data charakteristikou podobná dat̊um od

ČTK, tedy aby byla dostatečně rozsáhlá a měla jasně definovaný testovaćı

protokol. Daľśım d̊uležitým aspektem nav́ıc bylo, aby vybraná data byla již

použita v ostatńıch praćıch z oblasti AIA Byla snaha použ́ıt Corel5K data,

nebot’ jsou nejčastěji využ́ıvaná. Tato data jsou volně dostupná ke stažeńı,

nicméně neńı k nim přiložený soubor s anotacemi. Ten byl následně nalezen

na internetu, nicméně po implementaci nač́ıtáńı dat bylo zjǐstěno, že ano-

tace k obrázk̊um neodpov́ıdaj́ı. Nakonec byla pro porovnáńı výsledk̊u použita

data Iaprtc-12, která také splňovala všechny výše zmı́něné požadavky.
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12 Použité zkratky

AIA Automatic image annotation.

LBP Local binary pattern.

SIFT Scale invariant feature transform.

ČTK Česká tisková kancelář.

EM Expectation maximization.

nCut Normalizovaný řez.

CCV Vektor koherence barev.

SIFT Scale invariant feature transform.

LoG Laplacián Gaussián̊u.

DoG Rozd́ıl Gaussián̊u.

BoF Bag of Features.

BoW Bag of Words.

SVM Support vector machine.

ANN Umělé neuronové śıtě.

DT Rozhodovaćı strom.

MIML Multi-instance multi-label.
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[6] Kohavi, R. – others. A study of cross-validation and bootstrap for

accuracy estimation and model selection. In Ijcai, 14, s. 1137–1145, 1995.

[7] Li, J. Jia Li dataset [online]. Jia Li, 2016. [cit. 2016/27/04]. Dostupné z:
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A Uživatelská př́ıručka

Pro spuštěńı programu je nutné mı́t nainstalovanou knihovnu OpenCV. V

následuj́ıćı části bude popsáno, jak program spustit pro operačńı systém

Windows 10 s využit́ım vývojového přestřed́ı Visual Studio 2012.

A.1 Instalace OpenCV

Tato část čerpá téměř celý postup z diplomové práce [5] z části – Instalace

na operačńım systému Windows.

1. stáhněte instalačńı soubor OpenCV for Windows VERSION 2.4.9.

z adresy

http://opencv.org/downloads.html.

2. po stažeńı spust’te samorozbalovaćı archiv s právy administrátora (spus-

tit jako správce). Zvolite vhodnou cestu, např́ıklad C:\OpenCv\.

3. Nyńı je potřeba přidat systémovou proměnnou. Následuj́ıćı postup

předpokládá umı́stěńı rozbaleného archivu do C:\OpenCv\. Spust’te

př́ıkazovou řádku s právy administrátora a zadejte text:

setx -m OPENCVDIR C:\OpenCv\build\x64\vc11

4. Nyńı je potřeba nastavit cesty k dynamickým knihovnám. Klikněte

pravým tlač́ıtkem myši na
”
Tento poč́ıtač“ a vyberte

”
Vlastnosti“,

následně klikněte na
”
Upřesnit nastaveńı systému“. V otevřeném dia-

logu
”
Vlastnosti systému“ klikněte na tlač́ıtko

”
Promměnné prostřed́ı“.

V části
”
Uživatelské proměnné“ do proměnné

”
PATH“ přidejte nako-

nec řetězec %OPENCVDIR%\bin. V části
”
Systémové proměnné“ přidejte

novou proměnnou s názvem OPENCVDIR s hodnotou:

C:\OpenCv\build\x64\vc11.
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A.2 Přeložeńı a spuštěńı programu

ve vývojovém prostřed́ı

Visual Studio 2012

1. V tomto kroku se předpokládá, že máte nainstalované Visual Studio

2012. Otevřete si projekt spušteńım souboru BPAIA.sln.

2. Pokud jste správně postupovali při konfiguraci proměnných pro OpenCV,

projekt jde přeložit. To se dělá následovně:

V horńım menu vyberte Build -> Build solution.

3. Program se spoušt́ı s parametry popsaných v sekci A.3. Ty se nastavuj́ı

následovně:

V horńım menu vyberte Project -> Properties. Z výběru Configu-

ration vyberte možnost Release a z výběru Platform vyberte mož-

nost x64. Dále v Configuration properties zvolte Debugging. Zde

se do řádku Command Arguments vkládaj́ı př́ıkazy popsané v A.3.

4. Pokud se zadaj́ı neplatné vstupńı parametry, je uživateli vypsaná ná-

pověda a program je ukončen.

51



A.3 Ovládáńı programu

Parametry muśı být vždy zadávané v definovaném pořad́ı.

A.3.1 Zpracováńı databáze obrázk̊u

Př́ıkaz

-p <korenová slozka> <typ databaze> <zpracovani> <vysledek>

Popis parametr̊u

• <korenová slozka> – jedná se o cestu ke kořenové složce zvolené da-

tabáze obrázk̊u

• <typ databaze> – typ databáze obrázk̊u:

iaprtc - Iaprtc-12 databáze

ctk – ČTK databáze

corel – Corel databáze

li – Li databáze

• <zpracovani> – výběr metody zpracováńı:

lbp – LBP

lbpc – shlukované LBP s posuvným okénkem

sift – shlukovaný SIFT

• <vysledek> – cesta k výslednému souboru

Daľśı parametry

Na daľśı parametry je uživatel dotazován programem až po spuštěńı.

Parametr se ṕı̌se do konzole a odeśılá tlač́ıtkem na klávesnice – Enter.

Při výběru metody lbp je uživatel dotázán, zda chce výsledný soubor

rozdělit na trénovaćı a testovaćı množinu a na počet řádk̊u a sloupc̊u regionu.

Při výběru metody lbpc je uživatel dotázán, zda chce rozděleńı trénova-

ćıch množin nechat na programu, nebo zda má uživatel připravené soubory

pro testovaćı a trénovaćı množinu s názvy sńımk̊u pro identifikaci, do které

množiny patř́ı. Dále je uživatel dotazován na parametry posuvného okénka,

krok posunut́ı a velikost výsledného vektoru.

U metody sift je uživatel dotazován na rozděleńı množin jako u lbpc.

Dále je uživatel dotazován na požadovanou velikost výsledného vektoru.
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Př́ıklad

-p d:\pictures\ctk_image_text\ctk lbp d:\results\ctk.txt

A.3.2 Anotováńı předzpracovaných dat

s tvorbou množin

Př́ıkaz

-a <zdroj> <foldy> <nejblizsi> <prah> <metrika> <vysledek>

Popis parametr̊u

• zdroj – soubor s přezpracovanými daty ve tvaru <název snı́mku>;

<anotace oddělené čárkou>;<deskriptory oddělené čárkou>

• foldy – počet testovaćıch a trénovaćıch množin

• nejblizsi – počet hledaných nejbližš́ıch vektor̊u, ze kterých

je braná anotace

• prah – práh, s jakým budou anotace přijatá.

Parametr je v intervalu <0,1>

• metrika – zvolená metrika porovnáńı deskriptor̊u:

0 – Korelace

1 – X2 vzdálenost

2 – Vzdálenost Bhattacharyya

3 – Cosinová vzdálenost

• <vysledek> – cesta k výslednému souboru

Daľśı parametry

Na daľśı parametry je uživatel dotazován programem až po spuštěńı.

Parametr se ṕı̌se do konzole a odeśılá tlač́ıtkem na klávesnice – Enter.

Po spuštěńı př́ıkazu je uživatel dotázán, zda chce vybrat právě jeden

výsledek (ten nejlepš́ı). Tato možnost slouž́ı pro klasifikaci do jedné tř́ıdy.

V opačném př́ıpadě je vybráno v́ıce výsledk̊u.

Př́ıklad

-a d:\results\ctk_lbp.txt 10 5 0.1 2 d:\results\ctk_anot.txt
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A.3.3 Anotace předzpracovaných dat

se zadáńım množin

Př́ıkaz

-f <zdroj> <nejblizsi> <prah> <metrika> <vysledek>

Popis parametr̊u

• zdroj – cesta k souboru, který obsahuje cesty k soubor̊um reprezen-

tuj́ıćı jednotlivé množiny. Odkazované soubory obsahuj́ı data ve tvaru

<název snı́mku>;

<anotace oddělené čárkou>;<deskriptory oddělené čárkou>, kdy

testovaćı a trénovaćı množina je oddělena řádkou ###. Každý záznam

je na nové řádce.

• nejblizsi – počet hledaných nejbližš́ıch vektor̊u, ze kterých

je braná anotace

• prah – práh, s jakým budou anotace přijatá.

Parametr je v intervalu <0,1>

• metrika – zvolená metrika porovnáńı deskriptor̊u:

0 – Korelace

1 – X2 vzdálenost

2 – Vzdálenost Bhattacharyya

3 – Cosinová vzdálenost

• <vysledek> – cesta k výslednému souboru

Daľśı parametry

Na daľśı parametry je uživatel dotazován programem až po spuštěńı.

Parametr se ṕı̌se do konzole a odeśılá tlač́ıtkem na klávesnice – Enter.

Po spuštěńı př́ıkazu je uživatel dotázán, zda chce vybrat právě jeden

výsledek (ten nejlepš́ı). Tato možnost slouž́ı pro klasifikaci do jedné tř́ıdy.

V opačném př́ıpadě je vybráno v́ıce výsledk̊u.

Př́ıklad

-f d:\results\ctk_sift.txt 5 0.1 2 d:\results\ctk_anot.txt
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A.3.4 Vyhodnoceńı anotovaných dat

Př́ıkaz

-e <zdroj> <vysledek>

Popis parametr̊u

• zdroj – cesta k souboru s anotovanými daty ve tvaru: <název snı́mku>;

<přiřazené anotace oddělené čárkou>;<původnı́ anotace>;

<správně určené anotace jsou reprezentovány čı́slem 1,

špatně určené čı́slem 2. Hodnoty jsou oddělelny čárkou>.

Každý záznam je na nové řádce.

• <vysledek> – cesta k výslednému souboru

Daľśı parametry

Na daľśı parametry je uživatel dotazován programem až po spuštěńı.

Parametr se ṕı̌se do konzole a odeśılá tlač́ıtkem na klávesnice – Enter.

Po spuštěńı př́ıkazu je uživatel dotázán, zda zdrojová data obsahuj́ı pouze

nejlepš́ı výsledek. Tato možnost slouž́ı pro vyhodnoceńı klasifikace do jedné

tř́ıdy – program spoč́ıtá accuracy. V opačném př́ıpadě program spoč́ıtá

precision a recall.

Př́ıklad

-e: d:\results\ctk_anot.txt 5 0.1 2 d:\results\ctk_eval.txt
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