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Abstrakt. Dolovani asociaénich pravidel je jednou z popularnich data minin-
govych metod, prostfednictvim které lze objevovat zajimavé vztahy v datech.
Asociacni pravidla jsou vyuzitelna nejen pro analyzu chovani zakaznikd, ale ta-
ké pro tvorbu klasifika¢nich modeld ¢i pro detekei vyjimek. Algoritmy pro hle-
dani asocia¢nich pravidel maji v§ak také jednu nevyhodu — velké mnozstvi na-
1ézanych vysledkii. Pti ruénim feseni analytické otazky se musi data miningovy
expert probrat velkym mnozstvim pravidel a vybrat z nich jen ta opravdu zaji-
mava. V ramci tohoto pfispévku je predstavena metoda vybéru (ne)zajimavych
asociacnich pravidel dle jejich podobnosti s pravidly diive vybranymi do baze
znalosti. Tato metoda postprocessingu je implementovana ve webovém data
miningovém systému EasyMiner.
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1 Motivace

Dolovani asociacnich pravidel je jednim ze zakladnich typ data miningovych tloh,
vhodnych nejen pro analyzu nakupnich kosikd, ale také pro objevovani slozitéjsich
vztahll v datech. Nevyhodou algoritmi pro dolovani asocia¢nich pravidel jsou vSak
velké naroky na nasledné zpracovani vysledkd. I v ramci jednoduchych uloh lze na-
1ézt opravdu velké mnozstvi pravidel, ktera je nasledné nutné vyhodnotit z hlediska
jejich zajimavosti pro feSenou analytickou otazku. Ruéni vyhodnoceni vSech naleze-
nych pravidel data miningovym ¢i doménovym expertem je ¢asové velmi naro¢né,
netkuli nemozné. Dlouhodob¢ jsou tedy hledany moznosti filtrovani nalézanych pra-
videl at’ jiz v prubéhu zadani data miningové ulohy, v pribéhu procesu dolovani ¢i
V ramci zpracovani jejich vysledki.

V ramci vyzkumu realizovaného na Katedfe informacniho a znalostniho inzenyr-
stvi Vysoké $koly ekonomické v Praze v projektech SEWEBAR a posléze EasyMiner
(http://easyminer.eu) byly analyzovany mozZnosti zjednoduSeni procesu feSeni tloh
dolovani asociacnich pravidel a vybéru adekvatnich vysledk. V minulosti §lo o hle-
dani obdobnych asocia¢nich pravidel za vyuzZiti jejich zapisu ve formatu XML a jazy-
ka XQuery [1]. Posléze byla v ramci projektu EasyMiner navrZzena a implementovana
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baze znalosti umoziujici shromazd’ovani zajimavych a nezajimavych asociac¢nich
pravidel do ru¢né vytvarenych rule setit, vyuzitelnych jak pro ruéni vytvareni klasifi-
kacnich modeld, tak pro sdileni doménovych znalosti o potencialni zajimavosti pravi-
del. [2][3]

V ramci tohoto pfispévku je pfedstavena noveé implementovana metoda pro vizu-
alni zjednoduseni prochazeni asociacnich pravidel nalezenych v ramci data miningové
ulohy na zakladé hodnoceni jejich podobnosti s pravidly dfive pfidanymi do zvolené-
ho rule setu. Dand metoda je implementovana v grafickém uzivatelském rozhrani
webového data miningového systému EasyMiner (http://easyminer.eu).

Z hlediska zasazeni do kontextu aktualniho vyzkumu jsou v ramci dolovani asoci-
acnich pravidel v systému EasyMiner vyuzivany metody omezeni nalézanych pravi-
del pii zadavani data miningové ulohy a prace s doménovou znalosti (uloZzenou v bazi
znalosti). Uzivatel ma zaroven moznost volitelné vyuzit profezavani pravidel
za vyuziti algoritmu CBA [4]. Z relevantnich alternativnich pfistupti lze jmenovat
napiiklad metody dolovani asocia¢nich pravidel s omezenimi [5], jiz zminéné metody
profezavani nalézanych pravidel, nalézani zajimavych pravidel za vyuziti ontologii
[6] ¢i metody vizualizace a shlukovani obdobnych pravidel [7].

2 Baze znalosti

V ramci projektu EasyMiner je implementovana komplexni znalostni badze shromaz-
d'ujici informace o atributech vyuzivanych pro feSeni data miningovych tloh a jejich
metodach pfedzpracovani a také o pravidlech shromazdénych v ramci rule setd uloze-
nych taktéz v bazi znalosti. Baze znalosti byla poprvé piedstavena v [2]. Posléze byl
navrh dokonéen a implementovan v [3].

Baze znalosti se vnitfné sklada z trojice zakladnich typt ulozenych informaci: 1.
metainformace o zpracovavanych datech — meta-atributy a jejich formaty, 2. informa-
ce o vhodnych metodach predzpracovani konkrétnich typti dat (formati meta-
atributil) na atributy pouzitelné pro data mining, 3. konkrétni uloZena pravidla (a je-
jich seskupeni do rule sett).

Jednotlivé meta-atributy oznacuji zakladni typy dat, ve své podstaté jde o abs-
traktni skupiny atributi — napt. ,,vék“. Dané typy dat se posléze vyskytuji
v konkrétnich formatech — napt. ,,vék v letech®.

Pro jednotlivé formdty jsou definovany metody predzpracovadni uzivatelem nahra-
nych dat do podoby datovych atributii pouzitelnych pro dolovani asociacnich pravi-
del. Baze znalosti obsahuje informace o jiz definovanych metodach seskupeni hodnot
pomoci mnozin ¢i intervald.

V ramci feSeni data miningové Ulohy nejprve uzivatel nahraje sva vlastni data
do aplikace EasyMiner. Nasledné je vyzvan k jejich pfedzpracovani — vytvofeni atri-
butl z datovych sloupcti obsazenych v nahranych datech. K pfedzpracovani jsou vyu-
zivany metody ru¢né definovanych mnozin ¢i ru¢né ¢i automaticky definovanych
intervali.

V ramci predzpracovani jsou data namapovdana na meta-atributy ulozené v bazi
znalosti (a jejich konkrétni formaty). Ve vychozim stavu jsou formaty automaticky

62



Aplikacni prispevek

vytvafeny na zaklad¢ nahranych dat, voliteln¢ ma vSak uzivatel moznost znovu-pouzit
jiz existujici metodu pfedzpracovani — ¢imz dojde k namapovani datového sloupce na
jiz existujici format/meta-atribut. Na zakladé mapovani na formaty meta-atributti poté
mohou byt vyhodnoceny jako podobné (¢i totozné) také atributy, které se sice 1isi ve
svych nazvech, ale vznikly ze stejnych datovych sloupci.

V pribéhu dolovani ma nasledné uzivatel moznost pfidavat vybrand asociacni
pravidla do baze znalosti — za G¢elem vytvareni klasifikaénich modeli ¢i za ucelem
hodnoceni (ne)zajimavosti u dalsich, podobnych pravidel.

3 Hodnoceni zajimavosti asociaé¢nich pravidel

V ramci procesu dolovani asociacnich pravidel v grafickém rozhrani systému Easy-
Miner (Obr. 1) uzivatel nejprve piedzpracuje datové sloupce na atributy (Obr. 1 A,
B). Nasledn¢ definuje data miningovou ulohu vytvofenim vzoru hledanych asociac-
nich pravidel (Obr. 1 C) — tj. umisti zvolené atributy do antecedentu ¢i konsekventu
vzoru pravidel a definuje minimalni hodnoty poZzadovanych mér zajimavosti.! Po
spusténi dolovani jsou nalezené vysledky zobrazeny pfimo v ramci uzivatelského
rozhrani v sekci Discovered rules (Obr. 1 D). V ramci této sekce ma uzivatel moz-
nost pravidla fadit dle pouzitych mér zajimavosti a také oznacovat pravidla, kterd
povazuje za zajimava ¢i naopak za nezajimava.

Pfi prochazeni vysledkti ma uzivatel moznost ulozit vybrana pravidla do baze zna-
losti — pomoci jejich oznaceni za zajimava ¢i nezajimava. Nasledné jsou vSechna
ostatni pravidla hodnocena z hlediska podobnosti s takto ulozenymi pravidly a dle
jejich podobnosti je k nim doplnéna informace o tom, zda je nejpodobnéjsi pravidlo
ulozeno jako (ne)zajimavé. Dané porovnani je realizovano nejen ve vysledcich jedné
dil¢i data miningové ulohy, ale také u vSech uloh nasledujicich. Tj. pokud uzivatel
napf. oznaCi zvolené pravidlo za nezajimavé, bude jako nezajimavé oznaceno i
v piipadé, ze se vyskytne ve vysledcich nékteré z nasledujicich tloh. Oznacovani
zajimavosti pravidel je znazornéno na Obr. 2. K aktivaci vyhodnoceni podobnosti
daného jednotlivych pravidel je vyuzivan AJAX.

! Uzivatel mé k dispozici miry zajimavosti konfidence, podpora a lift. Voliteln& lze zapnout
také automatické profezani zobrazenych vysledki algoritmem CBA [4].
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Obr. 1. Uzivatelské rozhrani systému EasyMiner

[ District(Pribram) — status(C)
nfidence: 0.8 Support: 0.006

[ District(Mlada Boleslav) — status(C)
Confidence: 0.8 Support: 0.006

[J District(Rokycany) — status(C) €3 @ & &~
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l Up to 80% similarity with interesting Rule in Knowledge Base |

Obr. 2. Ukazka vyhodnoceni podobnosti asocia¢nich pravidel s pravidly ve znalostni
bazi

Pro porovnani s obsahem baze znalosti je vyuzivana mnozina atributii nachazeji-
cich se v antecedentu ¢i konsekventu konkrétniho asociaéniho pravidla a posléze je-
jich konkrétnich hodnot. Celé porovnani je za ucelem rychlosti realizovano jako
dvoufazové. V prvni fazi dochazi u pravidel nalezenych nad jednim konkrétnim dato-
vym souborem. V tomto piipadé dochazi nejprve k porovnani textové podobnosti
antecedentu a konsekventu danych pravidel.

V ramci podrobného porovnani je pravidlo: 1. rozdéleno na jednotlivé atributy ob-
sazené v antecedentu/konsekventu, 2. k jednotlivym atributim jsou v rAmci baze zna-
losti dohledany odpovidajici formaty meta-atributl (na zakladé informace o piedzpra-
covani dat), 3. dochazi k dekomponovani hodnot. Timto zpisobem jsou porovnavana
i pravidla ziskana na zaklad¢ analyz rozdilnych datovych souborti, pokud dané atribu-
ty vyuzivaji stejné formaty meta-atributt.

Z hlediska dekomponovani je naptiklad pravidlo

salary_intervals([10000;20000]) & district(Tachov) = status(good)

nejprve rozdéleno na jednotlivé atributy. Nasledné jsou k t€émto atributim dohledany
jejich konkrétni formaty meta-atributii — antecedent: salary/czk([10000,20000]), dis-
trict/towns(Tachov), konsekvent: status/sets(good). V poslednim kroku jsou hodnoty
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atributli nahrazeny identifikatory intervalti ¢i mnozin hodnot definovanych v bazi
znalosti. Z hlediska daného piikladu je hodnota atributu good definovana jako mnozi-
na puvodnich hodnot datového sloupce {,,A*, ,,B“}.

Pro stanoveni podobnosti je nejprve vyhodnocena shoda  atributl
v antecedentu/konsekventu pravidla a posléze shoda jejich hodnot. Kazda ¢ast pravi-
dla ma vahu 50 % celkového hodnoceni. Pro uzivatelskou srozumitelnost je nasledné
podobnost pfevedena na hodnoty ze skaly 0 — 100 %. V soucasné varianté nejsou
porovnavany hodnoty pouzitych mér zajimavosti.?

4 Zavér

V ramci tohoto pfispévku byla pfedstavena metoda hodnoceni zajimavosti nalézanych
asociacnich pravidel za vyuziti pravidel dfive ru¢né pridanych do baze znalosti. Dana
metoda byla implementovana v systému EasyMiner.

V ramci dal$iho vyvoje by mélo dojit k podrobnéjsimu uzivatelskému a vykon-
nostnimu testovani implementovanych algoritmi, testovani vhodnosti (ne)zahrnuti
hodnot mér zajimavosti pro stanoveni podobnosti pravidel a k usnadnéni ru¢niho
mapovani nahranych dat na existujici formaty meta-atributi baze znalosti.
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Podékovani: Tento ¢lanek vznikl diky podpoie z projektu IGA 29/2016 Vysoké sko-
ly ekonomické v Praze.

Annotation:
Rating of (Non)Interestingness of Association Rules using Knowledge Base

Data mining of association rules is one of popular data mining method used to dis-
covering of interesting relationships hidden in data. Association rules are applicable
not only for customer behavior analysis, but also for building of classification models
and for detection of exceptions. However, algorithms for discovery of association
rules have one disadvantage — many results, founded even in simple data mining
tasks. During the solving of analytical question, the data mining expert must deal with
a big count of rules and choose the interesting of them. This paper introduces a meth-
od of selection of (non) interesting association rules according to their similarity to
rules previously stored in knowledge base. This post-processing method is imple-
mented in the web data mining system EasyMiner.
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