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Anotace

Hlavńım tématem je problém automatické detekce moment̊u, ve kterých došlo k uzavřeńı
hlasivek, v digitalizovaném řečovém signálu. V začátku práce je vyložen vědomostńı základ
pojmů a princip̊u, na který je dle potřeby odkazováno. Následuje popis a porovnáńı vybraných
algoritmů, které řeš́ı úlohu nalezeńı základńıho hlasivkového tónu v řečovém signálu. V hlavńı
části této práce jsou popsány principy r̊uzných algoritmů určených pro detekci pitch mark̊u
v řečovém signálu a nechyb́ı srovnáńı jejich vlastnost́ı a dosažených výsledk̊u. Některé z těchto
algoritmů byly implementovány.

Kĺıčová slova

Pitch mark, automatická detekce pitch mark̊u, okamžik uzavřeńı hlasivek, řeč, řečový signál,
hlasivky, glotálńı signál, neuronová śıt’, backpropagation, základńı hlasivkový tón, kontura F0,
autokorelace, klasifikace znělosti, spektrum, Fourierova transformace, syntéza řeči, PSOLA.

Abstract

Automatic glottal closure instant detection problem is the goal of the thesis. At the beginning
of the thesis knowledge base is placed to support further research. The following part is focused
on comparing selected approaches, that are designed for pitch tracking task. Various selected
techniques determined for automatic pitch marking task are presented in the major part of the
thesis. Some of them were implemented. Comparison of all the available algorithms is included.
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cords, electroglottogram, neural network, backpropagation, fundamental frequency, F0 contour,
autocorrelation, voice classification, spectrum, Fourier transform, speech synthesis, PSOLA.
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2.3.4 Daľśı metody zpracováńı v časové oblasti . . . . . . . . . . . . . . . . . . 10
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Kapitola 1

Úvod

Lidé mezi sebou odedávna komunikuj́ı a tato komunikace se nejen jako celek, ale také jako
jej́ı d́ılč́ı části, vyv́ıj́ı a měńı. Lidská komunikace se rozpadá na hlavńı dvě části, a sice zvukovou
a obrazovou. Zpočátku se jednalo o posunky v době archaické společnosti. Řeč se vyvinula až
později, ale dnes se jedná o nejrozš́ı̌reněǰśı formu př́ımé lidské komunikace.

S pokrokem ve vědě a technice, předevš́ım na poli výpočetńı techniky, se v moderńı době
spolu s novými možnostmi naskýtá mnoho nápad̊u, jak lidem ušetřit práci či usnadnit život.
Pro předáńı informace výpočetńı technice lidé již několik desetilet́ı použ́ıvaj́ı polohovaćı zař́ızeńı,
klávesnice a daľśı ovládaćı prvky. Naopak výpočetńı technika poskytuje lidem zpětnou vazbu
prostřednictv́ım monitor̊u a displej̊u. Jsou zde i samozřejmě jiné multimediálńı periferie jako
mikrofon, reproduktory a daľśı. Zvýšeńı výpočetńıho výkonu osobńıch poč́ıtač̊u, ale také jejich
rozš́ı̌reńı do společnosti, přináš́ı možnosti pro vývoj nových aplikaćı a prostředk̊u, které mo-
hou lidem komunikaci usnadnit. Myšlenka je umožněńı př́ımé komunikace člověka s poč́ıtačem
zp̊usobem, který je pro člověka nejpřirozeněǰśı – řeč́ı.

Realizace této myšlenky by s sebou přinesla nejen usnadněńı rozmanitých úkon̊u na osobńıch
poč́ıtač́ıch pro běžné uživatele, ale také dokonce umožněńı provádět některé úkony uživatel̊um
handicapovaným (nevidomým, němým, pohybově postiženým). Pro realizaci zmı́něné myšlenky
je zásadńı (kromě př́ıpadných daľśıch sounáležitost́ı) vytvořeńı dvou systémů. Systému pro
rozpoznáváńı řeči a systému pro syntézu řeči. Poč́ıtač by potom byl schopen převádět text
na mluvenou řeč (text-to-speech) a naopak mluvenou řeč na text (automatic speech recogni-
tion). Vývoj v této oblasti vědy prob́ıhá již řadu let a pod́ıĺı se na něm škála pracovǐst’ po celém
světě. Vzniklo tak několik r̊uzných př́ıstup̊u pro obě d́ılč́ı úlohy. Je zřejmé, že každá z těchto úloh
vykazuje značnou složitost a skládá se opět z určitých d́ılč́ıch úkol̊u.
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Motivace a ćıle práce

Jednou ze stále určitým zp̊usobem použ́ıvaných metod v TTS1 systémech je metoda zvaná
TD-PSOLA2, která byla v historii velmi úspěšná. Tato metoda syntézy pracuje v časové doméně
a pro svou činnost potřebuje co nejpřesněji nalezené okamžiky uzavřeńı hlasivek v řečovém
signálu. Kvalita syntézy řeči systémů TTS na bázi PSOLA2 př́ımo záviśı na kvalitě detekce
okamžik̊u uzavřeńı hlasivek. Jedńım z hlavńıch smysl̊u této práce je porovnáńı algoritmů pro
automatickou detekci hlasivkových pulz̊u v řečovém signálu.

V současné době nejpřesněji pracuj́ıćı algoritmy detekuj́ıćı okamžiky uzavřeńı hlasivek nepra-
cuj́ı pouze s řečovým signálem, ale i se signálem EGG3. Řečńık, který má za úkol v nahrávaćım
studiu namluvit určitý řečový korpus, muśı často trávit dlouhé hodiny mluveńım se sńımačem
připevněným na krku, což s sebou nese několik nevýhod. Zejména to, že je to nepř́ıjemné, dále
také to, že tento sńımač může při mluveńı do určité mı́ry řečńıkovi

”
překážet“ a třeba i slabě

ovlivňovat hlas, ale také jsou zde problémy se správným připevněńım na krk řečńıka a s měńıćımi
se vlastnostmi signálu tohoto sńımače, pokud se jeho umı́stěńı změńı posunut́ım. Snahou je tedy
v ideálńım př́ıpadě źıskat algoritmus detekuj́ıćı okamžiky uzavřeńı hlasivek pouze v řečovém
signálu tak, aby jeho úspěšnost byla srovnatelná s algoritmy pracuj́ıćımi i s EGG3 signálem.

Existuje velké množstv́ı korpus̊u a studiových nahrávek, ke kterým nebyl poř́ızen při nahráváńı
také EGG3 signál. Ve skutečnosti je jich naprostá většina. Źıskáńım algoritmu pracuj́ıćıho pouze
nad řečovým signálem, který by se svou úspěšnost́ı detekce vyrovnal algoritmům použ́ıvaj́ıćım
i EGG signál, by bylo umožněno použ́ıt veškeré kvalitńı nahrávky, které byly poř́ızeny bez EGG
signálu v minulosti nebo ke kterým z nějakých d̊uvod̊u nebude možné EGG signál poř́ıdit.

Stručný popis kapitol práce

1. kapitola – Úvod – má za úkol informovat o situaci v tomto oboru a o ćılech této práce.

2. kapitola – Teoretický základ – shrnuje a vysvětluje pojmy a teorii zasahuj́ıćı do r̊uzných
směr̊u oboru této práce. O jednotlivé části této kapitoly se oṕıraj́ı kapitoly následuj́ıćı.

3. kapitola – Porovnáńı algoritm̊u výpočtu základńıho hlasivkového tónu – se stará o popis
a porovnáńı r̊uzných př́ıstup̊u realizuj́ıćıch úlohu

”
detekce základńıho hlasivkového tónu“.

4. kapitola – Porovnáńı algoritm̊u detekce hlasivkových pulz̊u – je kĺıčovou kapitolou této
práce. Zahrnuje v sobě popis vybraných algoritmů určených pro úlohu

”
automatické de-

tekce hlasivkových pulz̊u“ a zprostředkovává také jejich detailńı porovnáńı.

5. kapitola – Závěr – shrnuje a zhodnocuje źıskané výsledky a obsahuje náměty na daľśı práci
v rámci tématu práce.

1Systém text-to-speech pro konverzi textu na mluvenou řeč.
2PSOLA je zkratkou metody “Pitch Synchronous Overlap Add”, TD upřesňuje typ na pracuj́ıćı v časové

doméně. V podkapitole 2.5 bude podrobněji prezentován princip této metody.
3EGG je zkratka signálu ze sńımače zvaného

”
elektroglotograf“, který je konstruován pro připevněńı na krk

řečńıka a jeho úkolem je sńımat činnost hlasivek v čase. Jeho funkce je podrobněji vysvětlena v podkapitole 2.2.1.
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Kapitola 2

Teoretický základ

V této práci se použ́ıvá množstv́ı teoretických znalost́ı, odborných názv̊u a termı́n̊u, které jsou
spolu s d̊uležitými souvislostmi objasněny v této kapitole. Metody a principy uvedené v př́ı̌st́ıch
kapitolách budou na pojmy v této kapitole odkazovat. V prvńı řadě se jedná o teorii týkaj́ıćı se
přirozené produkce řeči a jej́ı digitalizaci. Následuj́ıćı část bude vypov́ıdat o některých metodách
zpracováńı řečového signálu. Podrobněji budou vysvětleny zp̊usoby určováńı základńıho hla-
sivkového tónu a v neposledńı řadě se zde bude vyskytovat dostatečné množstv́ı teorie o syntéze
řeči. Na konci této kapitoly bude stručně vysvětlen také princip neuronových śıt́ı, protože je
jednou z uvedených metod detekce hlasivkových pulz̊u využ́ıván.

2.1 Jazyk a řeč

Dávńı předkové dnešńıho člověka neměli schopnost mluvit. Až “Homo Sapiens”v dobách okolo
300 tiśıc let před naš́ım letopočtem použ́ıval k dorozumı́váńı jednoduchou řeč. Vznikly prvńı
jazyky a postupně se vyv́ıjely až dodnes. Jazyk je pojem, který je úzce spjat s řeč́ı. V současné
době existuje velké množstv́ı jazyk̊u (přibližně 6 tiśıc) a většina z nich má mluvenou i psanou
formu. Mluvená forma jazyka je řeč. Jedná se o př́ımou formu lidské komunikace. Má proto již
z principu za úkol přenos nějaké informace od řečńıka k posluchači.

2.1.1 Jazyk

Jazyk je obecně velmi složitý komunikačńı systém, který reprezentuje předevš́ım lidskou
schopnost vyjádřit myšlenku. Jak již bylo uvedeno, většina jazyk̊u se vyskytuje ve dvou podobách
a sice v mluvené (řeč) a v psané (ṕısmo). Psaná forma použ́ıvá zpravidla nějakou definovanou
sadu grafických element̊u – znak̊u. Mluvená forma se ř́ıd́ı složitou sadou pravidel pro správnou
výslovnost a skládá se z fonetických element̊u. Mluvená a psaná forma jazyka je považována za
ekvivalentńı s t́ım, že každá s sebou nese jisté výhody i nevýhody oproti té druhé [1].

2.1.2 Produkce řeči

Jak bylo již zmı́něno, řeč je mluvená forma jazyka přenášej́ıćı informaci. Primárńım médiem
pro přenos řeči je vzduch. Řeč je mechanické vlněńı (zvuk) a je vytvářena v tzv. hlasovém traktu
lidského těla. Hlasový trakt sestává z dechového, hlasového a artikulačńıho ústroj́ı. Dechové
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Obrázek 2.1: Hlasový trakt [2]

ústroj́ı lze v tomto př́ıpadě chápat jako zdroj energie a jeho součástmi jsou pĺıce, bránice, dýchaćı
svaly, pr̊udušky a pr̊udušnice. Hlasové ústroj́ı je ta část, kde se objevuje poprvé zvuk. Hlavńım
prvkem jsou hlasivky umı́stěné v nejužš́ı části hrtanu. Posléze se tento zvuk š́ı̌ŕı artikulačńım
ústroj́ım až ke rt̊um, odkud je vyzařován dále do okoĺı. Artikulačńı ústroj́ı frekvenčně měńı
vlastnosti zvuku podle postaveńı hrtanu, jazyka a zub̊u v ústńı dutině, měkkého patra, rt̊u
a může zde být také přidána šumová složka potřebná pro vysloveńı některých souhlásek. Proto
může celý hlasový trakt vyprodukovat téměř jakýkoliv zvuk. Činnosti všech spolupracuj́ıćıch
orgán̊u potřebných pro vznik řeči ř́ıd́ı mozek. Na obrázku 2.1 je hlavńı část hlasového traktu [1].

2.1.3 Informace zakódovaná v řeči

Bližš́ı informačńı pohled na řeč napov́ıdá, že existuje několik
”
vrstev“ řeči, které se navzájem

proĺınaj́ı. Řeč se obecně skládá z promluv, promluvy zase z vět, věty ze slov, slova z morfémů
a morfémy z fonémů, které jsou považovány za základńı stavebńı kameny řeči. Každý foném
odpov́ıdá charakteristickému postaveńı všech orgán̊u hlasového traktu a má proto i specifické
frekvenčńı vlastnosti. Každá řeč je posloupnost fonémů, ale ne každá posloupnost fonémů je řeč.

V řeči existuje akustická vrstva. V té se soustřed́ı na řeč jako na výstup hlasového traktu
z pohledu frekvenćı a mı́ru jejich zastoupeńı v tom kterém okamžiku řeči. Řeč může být reprezen-
tována bud’ samotným časovým pr̊uběhem akustického tlaku nebo amplitudově-frekvenčńım
časovým spektrem (spektrogram) a podobně. Daľśı vrstva je vrstva lingvistická a ta zkoumá
řeč a jej́ı obsah z jazykového pohledu od fonémů (fonologická úroveň jazyka), jejich skládáńı do
morfémů a slov (morfologická úroveň), dále slovosled slov (syntaktická úroveň), následuje vlastńı
informace jež byla vyřčena (sémantická úroveň) a konečně co t́ım bylo ve skutečnosti myšleno
(pragmatická úroveň). Lingvistická vrstva respektuje také informaci o gramatice a větné skladbě.
Posledńı vrstva řeči zkoumá subjektivńı informaci o řečńıkovi, tedy intonaci, rytmus, barvu hlasu
a jeho rozpoložeńı [3][4].
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Představme si konkrétńıho řečńıka jako unikátńı osobnost, která svým hlasem pronese kon-
krétńı větu. Potom pronesená věta nese informaci nejen o vysloveném textu, který sám o sobě ob-
sahuje určitá slova skládaj́ıćı se z menš́ıch jednotek v konkrétńım slovosledu, gramatiku a vlastně
i použitý jazyk, ale také informaci o řečńıkovi a jeho hlasovém traktu, jeho rozpoložeńı a několik
daľśıch informaćı. Na jedné takovéto větě může být zkoumáno:

”
Kdo ji řekl?“,

”
Co řekl?“,

”
V jakém jazyce to řekl?“,

”
Jak intonoval?“,

”
V jakém byl rozpoložeńı?“, ale dokonce i

”
Co t́ım

myslel?“ atd.

2.1.4 Digitalizace řeči

Pokud v tomto př́ıpadě uvedeme, že pracujeme s řeč́ı, neńı to tak úplně pravda. Ve skutečnosti
pracujeme s jej́ı č́ıslicovou reprezentaćı. Abychom źıskali č́ıslicovou reprezentaci řeči, je k tomu
potřeba mikrofon a např́ıklad zvuková karta. Mikrofon zprostředkovává konverzi spojitého pr̊ubě-
hu akustického tlaku na spojitý pr̊uběh napět́ı. Tento spojitý pr̊uběh napět́ı je ve zvukové kartě
ześılen a digitalizován.

Digitalizace prob́ıhá ve dvou kroćıch, vzorkováńı a kvantizace s kódováńım. Při vzorkováńı je
vzorkovačem každou vzorkovaćı periodu odečtena analogová hodnota spojitého pr̊uběhu napět́ı
a k ńı je přidělena jedna z konečného počtu hodnot. Pro r̊uzné použit́ı jsou doporučeny r̊uzné
standardy. V našem př́ıpadě jsou použ́ıvány hlasové nahrávky se vzorkovaćı frekvenćı 16 kHz
a s rozlǐseńım 16 bit̊u. Datový tok je tedy 256 kbps (kilobit̊u za vteřinu) [1].

2.2 Hlasivky a jejich vlastnosti

Hlasivky jsou párový sval viz. obrázek 2.1, který je při výdechu možno rozechvět proudem
vzduchu d́ıky jejich pružnosti. V mı́stech vzájemného kontaktu jsou tzv. hlasivkové řasy (vazivová
tkáň), které tuto pružnost zajǐst’uj́ı. U muž̊u se jejich délka pohybuje od 18 do 25 milimetr̊u,
u žen je to potom od 14 do 20 milimetr̊u. Tento parametr spolu s hmotnost́ı hlasivek a s tlakem
výdechu, ale i s vlastnostmi ostatńıch orgán̊u v hrtanu určuje rezonančńı frekvenci, na které
budou za normálńıch podmı́nek hlasivky kmitat. Tato frekvence se nazývá základńı hlasivkový
tón (“fundamental frequency”) a znač́ı se F0 a vypov́ıdá o tom, kolikrát za vteřinu dojde k jevu
nazývanému okamžik uzavřeńı hlasivek za normálńıch podmı́nek [5].

2.2.1 Činnost hlasivek a elektroglotograf

Činnost hlasivek mimo jiné technologie sńımá př́ıstroj zvaný
”
elektroglotograf“. Jedná se o dvě

elektrody připevněné na krk řečńıka. Řečńık d́ıky tomu při promluvách poskytuje kromě řečového
signálu nahrávaného mikrofonem ještě signál sńımaný elektroglotografem. Tento signál nazývaný
EGG signál lze vykreslit do grafu, kterému se pak ř́ıká

”
elektroglotogram“. Př́ıklad takového

signálu spolu s koresponduj́ıćım řečovým signálem zobrazuje obrázek 2.2. Lokálńı minima EGG
signálu na obrázku 2.2 vypov́ıdaj́ı o okamžićıch uzavřeńı hlasivek a naopak maxima odpov́ıdaj́ı
okamžik̊um úplného otevřeńı hlasivek.

V čase do 2,56 s lze vidět znělý úsek řečového signálu a odpov́ıdaj́ıćı př́ıčinu v podobě
chvěj́ıćıch se hlasivek na elektroglotogramu. Od času 2,56 s se hlasivky nechvěj́ı, jedná se o neznělý
úsek řeči tvořený čistě artikulačńım ústroj́ım. Konkrétně jde o přechod ze samohlásky

”
o“ přes
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souhlásku
”
j“ až po souhlásku

”
s“ představuj́ıćı neznělý úsek. V některých aplikaćıch se použ́ıvá

derivace EGG signálu, která se označuje jako DEGG.
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Obrázek 2.2: Řečový signál a odpov́ıdaj́ıćı elektroglotogram

2.2.2 Hlasivkové pulzy (pitch marky)

V pravé části obrázku 2.1 jsou vidět hlasivky v otevřené fázi. Pokud se d̊usledkem kmitáńı
při řeči v určitém okamžiku navzájem dotýkaj́ı a je proto uzavřen výdechový proud vzduchu,
pak je tento okamžik nazýván okamžik uzavřeńı hlasivek (“glottal closure instant”) nebo také
hlasivkový puls (“pitch mark”). Přesná znalost těchto okamžik̊u v řečovém signálu je d̊uležitá
pro některé metody syntézy řeči, předevš́ım pro systémy na bázi PSOLA. Jsou zde tři hlavńı
př́ıstupy, jak pitch marky v řečovém signálu detekovat.

Prvńım je detekovat pitch marky ručně nejlépe za použit́ı řečového signálu i elektroglo-
togramu, což je samozřejmě velmi zdlouhavé. Tento př́ıstup je však považován za nejpřesněǰśı,
potažmo referenčńı. V této práci bude v následuj́ıćıch kapitolách sada takto źıskaných pitch
mark̊u použita jako referenčńı.

Druhým př́ıstupem je vyhodnocovat řečový signál i elektroglotogram automaticky a využ́ıvat
tak obě informace. T́ımto př́ıstupem je možné źıskat výsledky bĺıž́ıćı se k ručńı detekci, nevýhodou
je však potřeba elektroglotogramu. Na pracovǐsti KKY1 se tento př́ıstup použ́ıvá a dosahuje velmi
dobrých výsledk̊u.

Třet́ım a posledńım př́ıstupem je analyzovat pouze řečový signál a v něm detekovat pitch
marky. Srovnáńı některých algoritmů pro automatickou detekci pitch mark̊u v řečovém signálu,
které r̊uznými zp̊usoby řeš́ı tento problém, je předmětem této práce.

1Katedra kybernetiky na Fakultě aplikovaných věd, Západočeská univerzita v Plzni



2.2. Hlasivky a jejich vlastnosti 7

2.44 2.46 2.48 2.5 2.52 2.54 2.56 2.58 2.6 2.62

−0.5

0

0.5

time [s]

am
pl

itu
de

 

 

2.44 2.46 2.48 2.5 2.52 2.54 2.56 2.58 2.6 2.62
0

50

100

150

200

time [s]

f0
 [H

z]

 

 

speech signal

f0 contour (ESPS)

Obrázek 2.3: Řečový signál a odpov́ıdaj́ıćı kontura F0

2.2.3 Základńı hlasivkový tón a jeho kontura

Základńı hlasivkový tón charakterizuje řečový signál a velmi úzce souviśı s výškou hlasu. Jeho
převrácená hodnota je tzv. základńı hlasivková perioda a znač́ı se T0. Základńı hlasivkový tón
F0 se během produkce řeči chová do určité mı́ry dynamicky podle toho, jak řečńık intonuje. Je
vhodné mluvit o dynamickém rozsahu, který se u muž̊u pohybuje od 80 do 150 Hz a u žen od
150 do 300 Hz [5].

Základńı hlasivkový tón může být pro konkrétńı okamžik řečového signálu určen bud’ analýzou
spektra daného okoĺı signálu nebo analýzou časového úseku řečového signálu. Jsou-li k dispozici
pitch marky źıskané z řečového nebo z EGG signálu, může být jednoduše určena hodnota F0

převráceńım hodnoty časového rozd́ılu mezi dvěma sousedńımi pitch marky. Zpravidla však pitch
marky k dispozici nejsou a kontura F0 bývá naopak použ́ıvána k jejich nalezeńı. Existuj́ı r̊uzné
př́ıstupy pro źıskáńı kontury F0. Základńım př́ıstupem je autokorelačńı metoda, ale použ́ıvá se
také třeba metoda AMDF (viz kapitola 2.3.3), která pracuje na podobném principu jako korelace.

Kontura F0 určuje vzájemnou vzdálenost soused́ıćıch pitch mark̊u v daném momentu řečového
signálu, a naopak vzdálenost soused́ıćıch pitch mark̊u v řečovém signálu př́ımo určuje bod kon-
tury F0. Je zřejmé, že úloha automatická detekce pitch mark̊u v řečovém signálu a úloha určeńı
kontury F0 řečového signálu maj́ı hodně společného a v některých př́ıpadech jedna využ́ıvá
výsledky té druhé pro sv̊uj účel a naopak. Prvńı zmı́něná je však do určité mı́ry obecněǰśı,
protože nalezeńım pitch mark̊u dojde také k źıskáńı kontury F0. Tento výrok naopak neplat́ı.

Obrázek 2.3 znázorňuje př́ıklad kontury F0 odpov́ıdaj́ıćı části řečového signálu shodné s tou na
obrázku 2.2. Opět je zřejmá souvislost mezi znělost́ı řečového signálu do času 2,56 s a konturou
F0, jej́ıž hodnota se pohybuje okolo 120 Hz. Naopak od času 2,56 s je řečový signál neznělý
a kontura F0 tuto skutečnost reflektuje nulovou hodnotou. Je zřejmá i souvislost mezi EGG
signálem z obrázku 2.2 a konturou F0 z obrázku 2.3.
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2.3 Zpracováńı signálu v časové oblasti

Jedná se o operace v časové doméně nad signálem, který nemuśı být řečový. Pro zpracováńı
r̊uzných signál̊u v r̊uzných odvětv́ıch se ustálilo několik základńıch a často použ́ıvaných funkćı.
Často je požadavek na tzv. krátkodobou analýzu, což znamená, že výsledná hodnota operace
v konkrétńım bodě je poč́ıtána z nějakého omezeného okoĺı signálu ke zpracováńı.

Aby se zamezilo vzniku zkresleńı a doćılilo požadovaného efektu, aplikuje se váhové okénko na
omezené okoĺı použité k výpočtu. Typy okének jsou r̊uzná a technika jejich použ́ıváńı se nazývá
okénkováńı (“windowing”). Většinu krátkodobých funkćı v časové oblasti lze obecně vyjádřit
vztahem

Qn =
∞∑

k=−∞

τ(s(k))w(n− k), (2.1)

kde Qn je krátkodobá charakteristika, s(k) je vzorek signálu v čase k, τ(...) vyjadřuje trans-
formačńı funkci a w(k) je okénko, s jehož pomoćı se vyb́ıraj́ı, př́ıpadně váž́ı vzorky s(k) [1].

Základńım okénkem je pravoúhlé okénko. Toto okénko je definované pro určitý interval jako
konstantńı funkce s hodnotou rovnou jedné, mimo interval je hodnota rovna nule. Vynásobeńı
signálu po vzorćıch takovýmto okénkem znamená výběr vzork̊u signálu a neměńı jejich hodnotu.
T́ım ale vznikaj́ı vyšš́ı harmonické složky kv̊uli ostrým okraj̊um, proto je zde snaha je potlačit.
Toho doćıĺıme přiděleńım snižuj́ıćı se váhy směrem k okraji okénka. Tuto vlastnost má např́ıklad
Hammingovo okénko, které se v časové oblasti zpracováńı signálu použ́ıvá nejčastěji, a které je
v intervalu n = 〈0, (L− 1)〉, kde L je počet vzork̊u vybraných okénkem, definováno vztahem

w(n) = 0, 54− 0, 46cos(2πn/(L− 1)). (2.2)

Kdekoliv mimo interval přiděluje nulovou hodnotu. V některých aplikaćıch (předevš́ım filtrace),
kde je požadavek na rekonstrukci signálu po aplikované transformaci, se častěji použ́ıvá Han-
ningovo okénko (ve vztahu 2.2 by se pouze mı́sto 0,54 a 0,46 objevilo 0,5), které má na rozd́ıl
od Hammingova nulové hodnoty na okraj́ıch [1][6].

2.3.1 Krátkodobá energie

Funkce zvaná krátkodobá energie (short-term energy) je funkce popisuj́ıćı množstv́ı energie
v pr̊uběhu analyzovaného signálu. Jej́ı pr̊uběh lze vyjádřit jako

En =
∞∑

k=−∞

[s(k)w(n− k)]2 , (2.3)

kde d̊uležitou roli hraje opět w(k) jakožto okénko. Je vhodné volit mikrosegment stejně dlouhý
jako vhodně zvolené okénko. Pro většinu aplikaćı se nab́ıźı Hammingovo okénko. Nevýhodou
funkce krátkodobé energie je citlivost zp̊usobená kvadrátem. Proto se někdy použ́ıvá funkce
krátkodobá intenzita, kde rozd́ıl oproti krátkodobé energii spoč́ıvá pouze v použit́ı absolutńı hod-
noty vzork̊u signálu s(k) a odstraněńı kvadrátu. Obě tyto funkce poskytuj́ı informaci o pr̊uměrné
hodnotě energie v daném mikrosegmentu signálu [1][6][7].

Pro shodný segment signálu, jako je zobrazen na obrázćıch 2.2 a 2.3, byla vyhodnocena funkce
krátkodobé energie, jež je znázorněna na obrázku 2.4.
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Obrázek 2.4: Řečový signál a odpov́ıdaj́ıćı kontura krátkodobé energie E, 10ms, Hamming

2.3.2 Krátkodobá autokorelačńı funkce

Obecně korelačńı funkce vyjadřuje mı́ru podobnosti dvou r̊uzných segment̊u signál̊u. Pokud
by byl porovnáván segment signálu s odlǐsným segmentem toho samého signálu, potom se jedná
o autokorelačńı funkci (“autocorrelation function, ACF”). Krátkodobá autokorelačńı funkce je
definována jako

Rn(m) =
∞∑

k=−∞

s(k)w(n− k)s(k +m)w(n− k −m), (2.4)

kde w(k) je okénko. Autokorelačńı funkce vykazuje vlastnosti, které jsou často využ́ıvány pro
zjǐstěńı periodicity signálu. Jej́ı lokálńı maxima se vyskytuj́ı v segmentech signálu, které jsou
nejv́ıce korelované s referenčńım segmentem. Toho se mimo jiné využ́ıvá pro źıskáńı kontury
základńıho hlasivkového tónu F0. Kontura F0 na obrázku 2.3 je źıskána pomoćı analýzy krátko-
dobé autokorelačńı funkce. Obrázek 2.5(b) zobrazuje př́ıklad krátkodobé autokorelačńı funkce
odpov́ıdaj́ıćıho segmentu signálu [1].

2.3.3 Krátkodobá pr̊uměrná rozd́ılová funkce

Krátkodobá pr̊uměrná rozd́ılová funkce (“average magnitude difference function, AMDF”) je
určitou obdobou krátkodobé autokorelace. Tato funkce je definována jako

D(τ) =
1

N − τ − 1

N−τ−1∑
k=0

|s(k)− s(k + τ)|, (2.5)

kde τ vyjadřuje posuv. Je opět možné použ́ıt okénko. Tato funkce spoč́ıvá ve zvoleńı segmentu,
zvyšováńı posuvu τ a v postupném vyč́ısleńı pr̊uběhu funkce, která vykazuje lokálńı minima při
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Obrázek 2.5: (a) řečový signál (modře), výběr segmentu řečového signálu obdélńıkovým okénkem
(červeně); (b) autokorelačńı funkce (ACF) (zeleně) ; (c) krátkodobá pr̊uměrná rozd́ılová funkce
(AMDF) (purpurově)

hodnotě posuvu odpov́ıdaj́ıćı periodicitě analyzovaného signálu. Autokorelačńı funkce vypov́ıdá
o periodicitě naopak ve svých maximech. Krátkodobá pr̊uměrná rozd́ılová funkce se proto také
použ́ıvá pro źıskáńı kontury F0 základńıho hlasivkového tónu. Obrázek 2.5(c) zobrazuje př́ıklad
krátkodobé pr̊uměrné rozd́ılové funkce odpov́ıdaj́ıćıho segmentu signálu [8].

2.3.4 Daľśı metody zpracováńı v časové oblasti

Často nastávaj́ı př́ıpady, kdy je vhodné analyzovat derivaci signálu. Ta se nahrazuje diferenćı
signálu. Pro vyšetřeńı znělosti či neznělosti řečových úsek̊u může být použita krátkodobá funkce
středńıho počtu pr̊uchod̊u signálu nulou, která nabývá velkých hodnot v neznělých úsećıch,
malých hodnot v úsećıch znělých a téměř nulových hodnot v úsećıch ticha. Detekce lokálńıch
maxim i minim (anglicky “peak picking”) je také častou d́ılč́ı úlohou.

Metod zpracováńı je samozřejmě obrovské množstv́ı, od obecných jako jsou výše zmı́něné,
až po specializované s úzkou možnost́ı použit́ı. Do sekce zpracováńı signálu v časové oblasti
spadá v podstatě i celá teorie filtrováńı, která samozřejmě spadá i do sekce zpracováńı signálu
ve frekvenčńı oblasti. Dále komprese, interpolace a převzorkováńı.
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2.4 Zpracováńı signálu ve frekvenčńı oblasti

Tak, jako se v časové oblasti dobře analyzuj́ı některé vlastnosti (podobnost po sobě jdoućıch
period, vývoj amplitudy, znělost a neznělost řeči apod.) řečového signálu, nebo jakéhokoliv jiného
signálu, tak ve frekvenčńı oblasti je časový signál transformován na spektrum (na nezávisle
proměnné ose figuruje mı́sto času frekvence), které poskytuje daľśı možnosti analýzy, které nebyly
možné nad signálem v oblasti časové. Je vhodné využ́ıvat výhod krátkodobé analýzy, přičemž
vývoj spektra např́ıč celým signálem potom může být znázorněn poskládáńım spekter paralelně
do grafu, kde jsou amplitudy vyznačeny např́ıklad pomoćı stupň̊u šedi.

2.4.1 Krátkodobá diskrétńı Fourierova transformace

Vypov́ıdaćı hodnota amplitudového spektra celého signálu neńı pro většinu aplikaćı analýzy
řeči zaj́ımavá. Využ́ıvá se proto opět výhod krátkodobé analýzy, kde docháźı k rozdělováńı
analyzovaného signálu na okna, pro která jsou potom vyč́ıslena spektra. Vyč́ısleńım spekter pro
každý vzorek signálu se źıskaj́ı amplitudová spektra, jejichž poskládáńı vznikne spektrogram
signálu.

K výpočtu diskrétńı Fourierovy transformace (DFT) i jej́ı inverzńı podoby se ve většině
př́ıpad̊u použ́ıvá algoritmus rychlé Fourierovy transformace (FFT). Ten má však určitá úskaĺı.
Hlavńım z nich je požadavek, aby počet vzork̊u segmentu signálu určeného pro výpočet byl
mocninou dvou. Pokud to neńı možné, použ́ıvá se nejbližš́ı vyšš́ı mocnina dvou, ale vzniká t́ım
chyba v podobě zkresleńı spektra hlavně v mı́stech vyšš́ıch frekvenćı. Vztah vyjadřuj́ıćı funkci
FFT je následuj́ıćı

Ŝr(n) =
R−1∑
m=0

ŝn(m)e−
j2π
R
rm =

R−1∑
m=0

ŝn(m)W−rm
R , (2.6)

kde Ŝr je R-bodová transformace v čase n posloupnosti ŝn analyzovaného signálu. V př́ıpadě
nutnosti použit́ı krátkého okénka nebo v př́ıpadě požadavku na analýzu definované části spektra
je vhodné použit́ı techniky zvané zoom [1].

2.4.2 Krátkodobé kepstrum

Pro některé aplikace se použ́ıvá tzv. kepstrum (z angl. cepstrum), které v podstatě vy-
pov́ıdá o frekvenčńıch vlastnostech spektra. Jde o inverzńı Fourierovu transformaci logaritmu
výkonového spektra neboli kvadrátu spektra, tedy formálně

C(τ) = F−1
{
log |F {ŝn}|2

}
, (2.7)

kde ŝn je posloupnost vzork̊u analyzovaného signálu, F označuje Fourierovu transformaci a F−1

označuje inverzńı Fourierovu transformaci. Dı́ky vlastnostem výkonového spektra (reálná sudá
funkce) může být inverzńı Fourierova transformace ve vztahu 2.7 nahrazena př́ımou Fourierovou
transformaćı [9][10].

Podobně jako u spektrogramu mohou být jednotlivá kepstra poskládána paralelně do grafu,
kde např́ıklad stupně šedi reprezentuj́ı amplitudu, č́ımž vzniká

”
kepstrogram“. Ten, jak ukazuje

článek [10], může být také využit pro źıskáńı kontury F0 základńıho hlasivkového tónu.
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2.4.3 Daľśı metody zpracováńı ve frekvenčńı oblasti

V prvńı řadě jde o celou teorii filtrováńı, předevš́ım pásmová filtrace. Často je alespoň přibližně
známé frekvenčńı pásmo, které má být analyzováno. Ostatńı frekvence jsou tak do určité mı́ry
pouze šumem a mohou být odfiltrovány. Dále se jedná o teorii okolo lineárńı prediktivńı analýzy,
homomorfńıho zpracováńı řeči a daľśıch př́ıstup̊u.

2.5 Syntéza řeči

Syntéza řeči je proces umělého vytvářeńı řeči. Zař́ızeńı prováděj́ıćı syntézu řeči se nazývá
syntetizér řeči. Je zde požadavek na co největš́ı kvalitu, kde ćılem je syntetická řeč k nerozeznáńı
od přirozené řeči. S t́ım souviśı i ohodnoceńı kvality syntetické řeči, které se neobejde bez posle-
chových test̊u. Syntetizér řeči je systém, který za využit́ı vstupńı informace tvoř́ı řečový signál.
Tato vstupńı informace zpravidla bývá kombinaćı fonetické a prozodické informace, kde fonetická
reprezentuje posloupnost fonémů a prozodická udává informaci o melodii, časováńı a intenzitě.
Systémy konverze textu na řeč (TTS) muśı nav́ıc obsahovat mechanismy pro převod holého
textu do fonetického popisu a dále pro generováńı prozodické informace. Existuj́ı tři základńı
př́ıstupy k syntéze řeči, na které se zaměř́ı následuj́ıćı podkapitoly. Artikulačńı syntéza, for-
mantová syntéza a korpusově orientovaná syntéza, která bude rozebrána podrobněji než ostatńı
[1]. Artikulačńı a formantová syntéza byly použ́ıvány do 90. let minulého stolet́ı. V současnosti
naprostá většina technik syntézy řeči spadá do korpusově orientované.

2.5.1 Artikulačńı syntéza

Tento př́ıstup vycháźı př́ımo z modelováńı hlasového traktu jako takového, včetně plic,
artikulátor̊u atd. a jejich pohyb̊u. Je nutné matematicky simulovat i výdechový proud plic a na
jeho základě pak simulovat činnost model̊u traktu. Jedná se tak o nejobecněǰśı metodu syntézy
řeči. Složitost tohoto př́ıstupu je však překážkou, která nebyla zcela překonána a systém TTS
nebyl zat́ım pomoćı tohoto př́ıstupu realizován [1].

2.5.2 Formantová syntéza

Tento př́ıstup byl dlouhou dobu nejpouž́ıvaněǰśım v tomto oboru. Je založen na teorii zdroje
a filtru. V lidském hlasovém traktu jsou zdrojem znělých segment̊u řeči hlasivky a zvuk, který se
z nich š́ı̌ŕı, je potom jen

”
pasivně“ upraven artikulačńı část́ı hlasového traktu. O neznělé zvuky

se staraj́ı některé artikulátory.
V teorii zdroje a filtru tak existuje zdroj pulz̊u (s určitou periodou) odpov́ıdaj́ıćı hlasivkám

pro znělé zvuky a zdroj náhodného šumu pro neznělé zvuky. Kombinaćı těchto dvou zdroj̊u
v čase a aplikaćı vhodného filtru měńıćıho své parametry také v čase docháźı k syntéze. Filtr
bývá realizován sériovým nebo paralelńım rezonátorem, kde rezonančńı frekvence odpov́ıdaj́ı
formant̊um. Jaké vlastnosti rezonátor̊u pro kterou hlásku nastavit, o to se stará předem vytvořená
databáze pravidel, na které je kvalita syntetické řeči silně závislá [1].
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2.5.3 Korpusově orientovaná syntéza

V současné době je korpusově orientovaná syntéza nejpouž́ıvaněǰśım př́ıstupem v oboru.
Základńı předpoklad je, že konečný počet řečových jednotek je schopný produkovat obecnou řeč.
Řečovou jednotkou rozumı́me např́ıklad foném, který ale v obecné řeči bývá realizován poměrně
širokou škálou variant, kde každá z těchto variant je nazývána realizaćı řečové jednotky. Proto je
nutné před samotnou syntézou vytvořit inventář řečových jednotek nejlépe s dostačuj́ıćım počtem
realizaćı každé jednotky. Předpokladem kvalitńı syntézy tohoto typu je tedy mimo jiné kvalitńı
inventář řečových jednotek. Korpusově orientovaná syntéza se však dále děĺı na konkatenačńı
syntézu řeči (z angl. concatenative synthesis) a na statistickou parametrickou syntézu řeči (z angl.
statistical parametric synthesis).

Konkatenačńı syntéza zahrnuje celou rodinu př́ıstup̊u, jejichž společným znakem je konkate-
nace (řetězeńı) řečových jednotek. Prvńı systémy tohoto typu použ́ıvaly malé korpusy. Byly
založeny např́ıklad na difónech a korpus byl tvořen třeba jen jedinou realizaćı každého difónu.
Z toho plynula potřeba při řetězeńı modifikovat mikrosegmenty tak, aby byla prozódie výsledné
syntetické promluvy přirozená. Tyto modifikace ve své době velmi dobře zajǐst’ovala metoda
PSOLA. Rozvoj v technice umožnil použit́ı stále větš́ıch korpus̊u, začala se tak využ́ıvat tech-
nika “unit selection”. Ta se stará o výběr optimálńıch jednotek z inventáře. I ve velkém množstv́ı
realizaćı jedné konkrétńı jednotky neńı vždy nalezena úplně optimálńı realizace, proto i v dnešńıch
systémech tohoto typu docháźı k jemným modifikaćım pomoćı podobných technik jako zajǐst’ovala
PSOLA.

Statistická parametrická syntéza v dnešńı době dosahuje nejlepš́ıch výsledk̊u. Je založena
také na korpusech, které však při samotné syntéze již použ́ıvány nejsou. Jádrem této metody
jsou skryté Markovovy modely (“hidden Markov models, HMM”), které jsou trénovány pomoćı
korpusu. Při samotné syntéze pak docháźı k řetězeńı těchto model̊u, kterých je pro každou
základńı jednotku v́ıce. I v tomto př́ıpadě proto docháźı k “unit selection”, jen se vyb́ırá z model̊u
jednotek namı́sto realizaćı jednotek.

Metoda PSOLA

PSOLA je zkratkou anglického názvu “Pitch Synchronous Overlap Add”a p̊uvodně vycháźı
z metody OLA (“Overlap Add”), což znamená řetězeńı sečteńım mikrosegment̊u s překryt́ım.
PSOLA oproti metodě OLA nav́ıc řetěźı mikrosegmenty synchronně se základńı hlasivkovou
periodou. Tedy jednotlivé mikrosegmenty źıskané rozděleńım p̊uvodńıho řečového signálu maj́ı
periodu základńıho hlasivkového tónu a jsou synchronizovány s okamžiky uzavřeńı hlasivek (pitch
marky) viz kapitola 2.2.2. Kvalita a konzistence nalezených pitch mark̊u př́ımo ovlivňuje kvalitu
výsledné syntetické řeči. Syntetizéry použ́ıvaj́ıćı princip PSOLA patř́ı mezi nejúspěšněǰśı metody
syntézy řeči 90. let [1].

Obecná funkce metody PSOLA předpokládá p̊uvodńı řečový signál a pitch marky reprezen-
tované časy výskytu uzavřeńı hlasivek v p̊uvodńım signálu. Prvńı bod syntézy pomoćı PSOLA
je analýza spoč́ıvaj́ıćı v dekompozici řečového signálu na mikrosegmenty podle pitch mark̊u. To
prob́ıhá ve znělých úsećıch řeči. V neznělých úsećıch řeči prob́ıhá dekompozice rovnoměrně. Pro
dekompozici se použ́ıvá Hanningovo okénko [1].

Druhým bodem je potom modifikace, při které docháźı k potřebným prozodickým či frekven-
čńım změnám. Provád́ı se bud’ operacemi v časové doméně nebo aplikaćı krátkodobé Fourierovy
transformace, jej́ıž výsledné spektrum může být upraveno podle potřeby [1].
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Třet́ım a posledńım bodem je samotná syntéza, tedy řetězeńı řečových mikrosegment̊u.
K tomu docháźı zpravidla pomoćı minimalizace nějakého chybového kritéria tak, aby výsledný
proud syntetické řeči byl co nejlepš́ı [1].

2.6 Neuronové śıtě

Informačńı obsah této podkapitoly vycháźı z poznatk̊u źıskaných na přednáškách předmětu
Neuronové śıtě [1]. Jedná se o obor zabývaj́ıćı se modelováńım umělých neuronových śıt́ı a vycháźı
ze zp̊usobu, jakým se člověk uč́ı nějakou činnost s ohledem na procesy v jeho nervové soustavě.
Stavebńım kamenem lidského nervového systému je neuron. Jeho modelem je potom perceptron
jehož funkce je popsána vztahem

y = f(
n∑
i=0

(wixi + b)), (2.8)

kde y je výstup neuronu, xi je i-tý vstup neuronu a wi je váha i-tého vstupu, kterou je tento
vstup převážen. b je prahová hodnota perceptronu a f označuje obecně nějakou aktivačńı funkci.
Pro diskrétńı model perceptronu je to znaménková funkce, pro spojitý model jsou to bipolárńı
či unipolárńı spojité funkce.

Neuronová śıt’ vzniká spojováńım perceptron̊u do hierarchíı, které jsou obecně zpětnovazebńı
nebo př́ımovazebńı. Perceptrony se zpravidla ukládaj́ı do tzv. vrstev (viz obrázek 2.6), ze kterého
je patrné, že se jedná o př́ımovazebńı neuronovou śıt’. Důležité pro činnost śıtě jsou aktivačńı
funkce, váhy a prahy. Trénováńı śıt́ı se provád́ı pomoćı učeńı s učitelem nebo bez učitele.
Obecně d́ıky nějakému požadavku na konkrétńı činnost navrhované śıtě, dostupnosti a typu
dat pro trénováńı a několika daľśıch aspekt̊u je možné zvolit topologii śıtě, aktivačńı funkce
a zp̊usob (algoritmus) trénováńı. Neuronové śıtě se použ́ıvaj́ı zejména pro úkoly klasifikace (“pa-
tern recognition”), rekonstrukce dat, kódováńı a komprese dat, shlukováńı, predikce chováńı
funkce a podobně.

Algoritmus Backpropagation

Jedná se o algoritmus určený pro trénováńı (učeńı s učitelem) nelineárńı v́ıcevrstvé neuronové
śıtě. Předpokládá dostupnost trénovaćı množiny. Snahou je minimalizovat odchylku mezi odezvou
postupně předkládaných trénovaćıch dvojic a př́ıslušného požadovaného výstupu śıtě. Činnost
trénováńı tohoto typu lze zjednodušeně popsat následuj́ıćımi čtyřmi kroky:

1. inicializace váhových matic a prahových vektor̊u

2. výpočet odezvy śıtě

3. výpočet odchylky

4. aktualizace vah a prah̊u na základě zpětného š́ı̌reńı chyby.

Tyto čtyři kroky se opakuj́ı po dobu vkládáńı všech vektor̊u trénovaćı množiny, což je doba
zvaná trénovaćı cyklus.
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Obrázek 2.6: Př́ıklad 2-vrstvé př́ımovazebńı neuronové śıtě [12]

Po dokončeńı trénovaćıho cyklu se může zhodnotit chyba na testovaćı množině a je možné
trénovat daľśı cyklus. Toto je opakováno, dokud neklesne chyba pod určenou mez nebo dokud
neńı proveden konkrétńı počet trénovaćıch cykl̊u. Pak je śıt’ považována za natrénovanou a zač́ıná
t́ım pracovńı fáze, kdy je śıt’ použ́ıvána pro úlohu, pro kterou byla navrhnuta.
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Kapitola 3

Porovnáńı algoritmů výpočtu
základńıho hlasivkového tónu

Základńı hlasivkový tón neboli F0 byl popsán v podkapitole 2.2.3. Źıskáńı kontury základńıho
hlasivkového tónu je v oblasti zpracováńı signálu známou úlohou, pro jej́ıž řešeńı bylo vyvinuto
množstv́ı algoritmů využ́ıvaj́ıćıch r̊uzných př́ıstup̊u. V této kapitole bude několik vybraných
př́ıstup̊u prezentováno a bude provedeno srovnáńı jejich přesnosti a vlastnost́ı.

Co nejpřesněǰśı detekce základńıho hlasivkového tónu je potřebná pro množstv́ı úloh zabývaj́ı-
ćıch se zpracováńım řeči. Např́ıklad některé algoritmy pro detekci pitch mark̊u vyžaduj́ı informaci
o kvazi-periodicitě analyzovaného řečového signálu. Dále je požadavek na źıskáńı základńıho
hlasivkového tónu pro některé řečové korpusy, kódováńı signálu, telefonńı technologie, ale třeba
i pro analýzu a zpracováńı zvuku hudebńıch nástroj̊u (zde se jedná již jen o základńı tón, ale
princip je stejný).

3.1 Algoritmy pro detekci F0

Bylo vybráno a źıskáno několik dostupných algoritmů řeš́ıćıch úlohu źıskáńı kontury základńı-
ho hlasivkového tónu F0, anglicky “Pitch tracking”. V oblasti zpracováńı řečového signálu je
několik nástroj̊u, které maj́ı řešeńı této úlohy implementováno. Mezi nejznáměǰśı z nich patř́ı
programy WaveSurfer1 a PRAAT2.

Př́ıstupy pro detekci základńıho hlasivkového tónu se děĺı na detekci v časové oblasti, ve
frekvenčńı oblasti a využ́ıvaj́ıćı obě domény. Prvńı zmı́něné bývaj́ı zpravidla výpočetně jednodušš́ı
a použ́ıvaj́ı se téměř výhradně tam, kde je požadavek na zpracováńı v reálném čase. Druhé
zmı́něné př́ıstupy, tedy ve frekvenčńı oblasti, využ́ıvaj́ı analýzy spekter, lineárńı prediktivńı
analýzy, analýzy kepster či kepstrálńıch koeficient̊u a proto bývá výpočetńı náročnost, ale i přes-
nost, vyšš́ı.

Mezi typické možnosti nastaveńı algoritmů pro detekci F0 patř́ı zejména minimálńı a maxi-
málńı frekvence, které se maj́ı detekovat. Dále pak např́ıklad š́ı̌rka okénka pro analýzu.

1WaveSurfer je obecně známý nástroj pro analýzu a úpravy zvuku. Je možné jej stáhnout na stránkách
<http://www.speech.kth.se/wavesurfer/>

2PRAAT je obecně známý nástroj pro analýzu, modifikace zvuku a množstv́ı daľśıch operaćı. Je možné jej
stáhnout na <http://www.fon.hum.uva.nl/praat/>

http://www.speech.kth.se/wavesurfer/
http://www.fon.hum.uva.nl/praat/
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3.1.1 WaveSurfer – metoda RAPT

Nástroj WaveSurfer byl vyvinut v institutu Centre for Speech Technology (CTT) ve Stock-
holmu a je volně dostupný v śıti Internet. Tento univerzálńı program v sobě zahrnuje množstv́ı
prostředk̊u pro analýzu, úpravy a popis vlastnost́ı zvuku. Jedńım z těchto element̊u je nástroj
“Pitch contour”, který obsahuje dvě metody detekce kontury F0. Prvńım je metoda RAPT pop-
saná v článku [14], o které je tato podkapitola. Druhá je pak metoda AMDF, o které bude
pojednáno v následuj́ıćı podkapitole 3.1.2.

Metoda RAPT3 pracuje v časové doméně a je založena na principu krátkodobé autokorelačńı
funkce, jež byla popsána v podkapitole 2.3.2. Výsledkem tohoto algoritmu je vektor hodnot
základńıho hlasivkového tónu v ekvidistantńıch časových okamžićıch. Nulové hodnoty tohoto
vektoru vypov́ıdaj́ı o neznělosti řečového signálu v tomto mikrosegmentu. Metoda RAPT d́ıky
svým vlastnostem nav́ıc klasifikuje zvuk na znělé a neznělé úseky.

3.1.2 WaveSurfer – metoda AMDF

Metoda AMDF je druhou metodou, která může být v nástroji WaveSurfer zvolena pro źıskáńı
kontury F0. Tato metoda je založena na principu krátkodobé pr̊uměrné rozd́ılové funkce, jež byla
popsána v podkapitole 2.3.3 a jedná se tedy o metodu pracuj́ıćı v časové doméně. Výsledkem
tohoto algoritmu je také vektor hodnot základńıho hlasivkového tónu v ekvidistantńıch časových
okamžićıch a nulové hodnoty tohoto vektoru vypov́ıdaj́ı o neznělosti řečového signálu v tomto
mikrosegmentu stejně jako u metody RAPT. Metoda AMDF také nav́ıc klasifikuje zvuk na znělé
a neznělé úseky.

3.1.3 PRAAT – autokorelačńı metoda

Nástroj PRAAT byl vytvořen na pracovǐsti Phonetic Sciences na Amsterdamské univerzitě
a je volně dostupný v śıti Internet. Tento univerzálńı program v sobě stejně jako WaveSurfer
zahrnuje velké množstv́ı element̊u pro analýzu, úpravy a popis vlastnost́ı zvuku. V možnostech
analýzy zvuku se nacháźı sekce nástroj̊u zvaná “Periodicity”, která obsahuje několik metod
detekce kontury F0. Jednou z těchto metod je autokorelačńı metoda, která je obdobou autoko-
relačńı metody viz podkapitola 3.1.1. V tomto př́ıpadě byla vybrána záměrně právě autokorelačńı
metoda, aby došlo k porovnáńı přesnosti výsledk̊u stejných př́ıstup̊u dvou r̊uzných nástroj̊u
(PRAAT a WaveSurfer).

Vlastnosti autokorelačńı metody nástroje PRAAT jsou obdobné jako u metody RAPT nástro-
je WaveSurfer, tedy analýza prob́ıhá v časové doméně a princip byl popsán v podkapitole
2.3.2. Výsledkem je také vektor hodnot základńıho hlasivkového tónu v ekvidistantńıch časových
okamžićıch. Stejný je i princip obsahu informace o (ne)znělosti segment̊u.

3.1.4 T. Ewender – Spojitá kontura F0

Tato metoda byla prezentována v článku [10] na konferenci Interspeech Thomasem Ewen-
derem v roce 2009. Tento algoritmus byl vytvořen v Matlabu jako funkce detect F0 contour.m.

3Metoda RAPT pocháźı z toolboxu ESPS (“Entropic Signal Processing System”) a jedná se o systém nástroj̊u
pro analýzu a zpracováńı zvuku, který je využ́ıván v tomto př́ıpadě pro źıskáńı kontury F0 v nástroji WaveSurfer.
V nástroji WaveSurfer je metoda RAPT označena jako ESPS
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Vycháźı z myšlenky, že člověk je schopen vidět konturu základńı hlasivkové periody T0 v kep-
strogramu řečového signálu. Proto se jedná o metodu pracuj́ıćı ve frekvenčńı doméně. Pro jej́ı
účel se źıskává kepstrogram s vysokým rozlǐseńım, který vycháźı z výpočtu kepster segment̊u
řečového signálu.

Jakmile je kepstrogram vypoč́ıtán a provedeny souvisej́ıćı operace (eliminace vyšš́ıch harmo-
nických složek a interpolace pro zvýšeńı rozlǐseńı), následuje procedura vycházej́ıćı z Viterbiova
algoritmu. Zjednodušeně se tato procedura zabývá hledáńım optimálńı cesty v kepstrogramu, ve
kterém jednotlivé body maj́ıćı př́ıslušné hodnoty reprezentuj́ı stavy.

Na základě přirozených kontur F0 celkem 17 hodin nahrávek bylo empiricky źıskáno rozložeńı
sklonu a zakřiveńı, které bylo proloženo dvourozměrným Gaussovým rozložeńım. Tento krok
v podstatě integruje informaci o fyzikálńıch vlastnostech řečového traktu a každý bod je tak
ohodnocen určitou cenou, na základě které je optimálńı cesta nalezena. Tato cesta reprezentuje
spojitou konturu T0 a př́ıklad takovéto optimálńı nalezené cesty v kepstrogramu je znázorněn
na obrázku 3.1. Spojitá kontura F0 se z kontury T0 źıská jednoduchým přepočtem.

U metod RAPT a AMDF je však na rozd́ıl od této metody
”
vedleǰśım produktem“ informace

o znělosti. Informace o znělosti či neznělosti segment̊u řeči byla autory pro tuto metodu vyřešena
doplněńım o neuronovou śıt’ klasifikuj́ıćı segmenty řeči do pěti tř́ıd (znělý, neznělý, smı́̌sený,
nepravidelný a ticho). Klasifikátor řečového signálu popsaný v článku [10] nebyl v této práci
k dispozici. Autoři neuváděj́ı přesný typ použité neuronové śıtě, uváděj́ı jen, že klasifikátor lze
realizovat př́ımovazebńı śıt́ı (viz obrázek 2.6), která je i s př́ıslušným trénovaćım algoritmem
popsána v podkapitole 2.6.
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Obrázek 3.1: Př́ıklad nalezené optimálńı cesty (kontury T0) v kepstrogramu

3.1.5 GLOAT – SRH metoda

Tato metoda byla prezentována v disertačńı práci [13] Thomasem Drugmanem. Zkratka
GLOAT4 pocháźı z “GLOttal Analysis Toolbox”a jedná se o sadu metod pro analýzu činnosti
řečového ústroj́ı z řečových nahrávek. Autorem je Thomas Drugman a zmı́něný toolbox byl
vytvořen v Matlabu a kĺıčová funkce pro výpočet kontury F0 je SRH PitchTracking.m.

Tento př́ıstup je založen na zpracováńı zbytkového signálu źıskaného ze signálu řečového.
Řečový signál je rozdělen na segmenty. Jsou vypoč́ıtána spektra těchto segment̊u. Pomoćı regrese

4GLOAT je sada metod pro analýzu činnosti řečového ústroj́ı z řečových nahrávek. Je možné jej stáhnout na
<http://tcts.fpms.ac.be/~drugman/Toolbox/>

http://tcts.fpms.ac.be/~drugman/Toolbox/
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je źıskána obálka spektra, na kterou je následně aplikována inverzńı filtrace a je tak źıskán signál,
ve kterém je eliminován šum a frekvenčńı složky s vyšš́ı frekvenćı, než je základńı hlasivkový
tón. Jde proto o metodu pracuj́ıćı ve frekvenčńı doméně.

Dále je źıskán spektrogram z tohoto zbytkového signálu, který se skládá ze spekter seg-
ment̊u. Tato spektra maj́ı v neznělých úsećıch řeči relativně plochou spektrálńı obálku a ve
znělých úsećıch řeči obsahuj́ı vrcholek s hodnotou hledaného základńıho hlasivkového tónu. Ve
spektrogramu je pak zřetelná kontura základńıho hlasivkového tónu F0. Sečteńım vzork̊u těchto
spekter je źıskána jediná hodnota reprezentuj́ıćı spektrum jednoho segmentu signálu a vzniká tak
spojitá funkce “Summation of Residual Harmonics (SRH)”. Předpokladem je, že vzorek s vyšš́ı
hodnotou pocháźı ze spektra znělého segmentu signálu obsahuj́ıćı vrcholek. Informace o znělosti
či neznělosti segment̊u řeči je źıskána pomoćı techniky prahováńı z SRH signálu. Spojitá kon-
tura F0 je źıskána nalezeńım maxima pro každé spektrum. Tato kontura však neodpov́ıdá té
z předchoźı podkapitoly, jelikož v neznělých intervalech se jedná prakticky pouze o šum.

3.1.6 Referenčńı kontura F0

Zhodnoceńı výsledk̊u některé z výše prezentovaných metod výpočtu kontury F0 vyžaduje
nějaká referenčńı data považovaná za správná. V této fázi se př́ımo nab́ızelo použ́ıt řečové
nahrávky a k nim dostupné ručně určené pitch marky, protože vzdálenost dvou sousedńıch pitch
mark̊u odpov́ıdá základńı hlasivkové periodě T0 a jej́ı převrácená je pak základńı hlasivkový tón.

Data pro tento účel byla poskytnuta pracovǐstěm KKY ve složeńı celkem 83 (viz Korpus83
v př́ıloze A) několikavteřinových nahrávek ve formátu jednokanálových 16-bitových soubor̊u typu
“.wav”a jim odpov́ıdaj́ıćıch 83 soubor̊u obsahuj́ıćı časy ručně určených pitch mark̊u. Celkem
se jedná o v́ıce než 11 minut záznamu obsahuj́ıćıch v́ıce než 50 tiśıc ručně určených pitch
mark̊u. Nahrávky obsahuj́ı promluvy v češtině, slovenštině, angličtině, němčině a francouzštině
od řečńık̊u obou pohlav́ı. Vyskytuj́ı se zde také nahrávky s veselým intonačńım zabarveńım
a dále 3 nahrávky, které obsahuj́ı problematické nepravidelné úseky.

Zbývalo zvolit zp̊usob, kterým se z pitch mark̊u źıská kontura základńıho hlasivkového tónu
F0. Pouhým převedeńım vzdálenosti mezi sousedńımi pitch marky vznikala kontura, která byla
mı́sty značně lokálně zvlněná. To je dáno určitou nepravidelnost́ı period mezi jednotlivými pitch
marky, zvláště pak v př́ıpadech, kdy se stř́ıdala kratš́ı perioda s periodou deľśı. Nab́ıźı se možnost
lokálńıho pr̊uměrováńı, které v této práci bylo použito.

Dostatečně hladká kontura byla doćılena pr̊uměrováńım přes 3 lokálńı periody, jehož výsledek
je zobrazen na obrázku 3.2. Zde jsou v horńım grafu znázorněny pitch marky ekvidistantně
rozmı́stěné (modře), jeden z nich je o 20% lokálńı periody posunut (červeně). To má v dolńım
grafu za následek modře znázorněný pr̊uběh F0. Při použit́ı pr̊uměrováńı přes 3 periody je zeleně
zobrazený výsledný pr̊uběh F0 dostatečně hladký, taková kontura bude nadále v této práci
chápána jako referenčńı.

V prostřed́ı Matlab byla vytvořena funkce Reference.m, která při zavoláńı načte soubor
s ručně určenými pitch marky, provede uvedené pr̊uměrováńı přes 3 lokálńı periody a jeho
výstupem je pak vektor obsahuj́ıćı konturu F0 a odpov́ıdaj́ıćı časový vektor. V posledńım výstup-
ńım vektoru jsou uloženy pitch marky načtené ze souboru.
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Obrázek 3.2: Demonstrace výhodnosti pr̊uměrováńı přes 3 periody

3.2 Použité zp̊usoby porovnáńı kontur F0

V podkapitole 3.1 bylo popsáno celkem pět zvolených př́ıstup̊u pro źıskáńı kontury F0 a také
zp̊usob vytvářeńı referenčńı kontury F0. Otázkou v této chv́ıli bylo, jakým zp̊usobem porovnat
konturu vždy jedné z metod uvedených v podkapitolách 3.1.1 až 3.1.5 s konturou referenčńı.
Po pečlivém zvážeńı všech požadavk̊u na výsledky porovnáńı byly vybrány 2 hlavńı zp̊usoby
porovnáńı. Prvńım je porovnáńı 2 pr̊uběh̊u ve smyslu RMSE (“Root Mean Square Error”)
a druhým je porovnáńı pomoćı vzájemné korelace.

3.2.1 Porovnáńı dvou pr̊uběh̊u F0 ve smyslu RMSE

RMSE je často použ́ıvaný a uznávaný statistický zp̊usob porovnáńı odpov́ıdaj́ıćıch prvk̊u
dvou množin. V tomto př́ıpadě jsou množiny reprezentovány pr̊uběhy základńıch hlasivkových
tón̊u, tedy posloupnostmi hodnot. Aby mělo porovnáńı smysl, muśı doj́ıt k porovnáńı vždy hod-
noty jednoho pr̊uběhu F0 s pr̊uběhem druhého, referenčńıho pr̊uběhu ve stejném čase. Hodnota
testovaného a hodnota referenčńıho pr̊uběhu muśı tedy př́ıslušet stejnému časovému okamžiku
řečového signálu. Obecně tomu tak neńı, proto byla použita lineárńı interpolace pro źıskáńı hod-
not testovaného pr̊uběhu v časech, ve kterých je definován referenčńı pr̊uběh F0, což je vždy
v polovině periody ohraničené dvěma soused́ıćımi pitch marky(znázorněno červenými body na
obrázku 3.2). Kritérium RMSE je definováno vztahem

RMSE(R, T ) =
√
E((R− T )2) =

√∑n
i=1(ri − ti)2

n
, (3.1)

kde E zastupuje středńı hodnotu a dále R znač́ı vektor referenčńıch hodnot ri a T vektor testo-
vaných hodnot ti, v obou př́ıpadech délky n. V této fázi by již mohlo doj́ıt k samotnému porovnáńı
ve smyslu RMSE. Ještě před t́ım však bylo učiněno rozhodnut́ı ignorovat 3 hodnoty na začátćıch
a konćıch znělých interval̊u řečového signálu. To je proto, že referenčńı pitch marky jsou ručně
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klasifikovány s použit́ım nejen řečového signálu, ale i EGG signálu viz podkapitola 2.2.1. Dı́ky
tomu jsou referenčńı pitch marky klasifikovány na začátćıch a konćıch znělých interval̊u řečového
signálu i tam, kde v řečovém signálu je téměř nepatrná energie a běžný algoritmus pracuj́ıćı jen
na základě řečového signálu by v těchto mı́stech pitch marky ani konturu F0 nedetekoval. Nyńı
již mohlo doj́ıt k porovnáváńı ve smyslu RMSE, jehož výsledky jsou obsaženy v podkapitole 3.3.

3.2.2 Porovnáńı dvou pr̊uběh̊u F0 pomoćı vzájemné korelace

Korelace je daľśı kritérium často použ́ıvané pro vzájemné porovnáńı dvou signál̊u. Toto
kritérium bylo použito obdobně jako RMSE v předchoźı podkapitole, tedy došlo k porovnáńı
pouze v bodech, ve kterých je definován referenčńı pr̊uběh základńıho hlasivkového tónu F0.
Lineárńı interpolace popsaná taktéž v předchoźı kapitole byla již provedena pro výpočet RMSE
a mohla tak být použita i v př́ıpadě korelace. Stejně tak byly ignorovány vždy 3 pitch marky
na začátćıch a konćıch znělých interval̊u řečového signálu a obě kritéria byla tedy vyč́ıslena pro
stejnou sadu hodnot. Použit byl Pearson̊uv typ vzájemné korelace definovaný vztahem

COR(R, T ) =
E(RT )− E(R)E(T )√

E(R2)− E2(R)
√
E(T 2)− E2(T )

, (3.2)

kde E zastupuje středńı hodnotu a dále R znač́ı vektor referenčńıch hodnot ri a T vektor testo-
vaných hodnot ti, v obou př́ıpadech délky n. Byla použita Matlabovská funkce corr a výsledné
hodnoty jsou prezentovány v podkapitole 3.3.

3.3 Výsledky porovnáńı

Pro možnost porovnáńı byla v prostřed́ı Matlab vytvořena funkce Comparison.m, která
v prvńım kroku nač́ıtá soubory obsahuj́ıćı vektory pr̊uběh̊u základńıch hlasivkových tón̊u F0

metod Wavewurfer(RAPT), WaveSurfer(AMDF) a PRAAT(autocorrelation), posléze se volá
funkce Reference.m zmı́něná v podkapitole 3.1.6, která vraćı vektor s referenčńı konturou F0. Dále
se volá Ewenderova funkce detect F0 contour.m a Drugmanova funkce SRH PitchTracking.m pro
výpočet pr̊uběh̊u a výstupy těchto dvou funkćı jsou taktéž vektory obsahuj́ıćı kontury F0.

Ve druhém kroku docháźı k lineárńı interpolaci těchto celkem 5 vektor̊u tak, aby byla źıskána
co nejpřesněǰśı hodnota v bodech, ve kterých je definována referenčńı kontura.

Třet́ım krokem je již výpočet parametr̊u RMSE a COR prezentovaných v podkapitole 3.2
a tyto parametry jsou zároveň i výstupńımi proměnnými této funkce.

Pro porovnáńı bylo vybráno 20 (viz Korpus20 v př́ıloze A) nahrávek z dostupných dat tak, aby
byly obsaženi všichni řečńıci i všechny jazyky. V prostřed́ı Matlab byl vytvořen také jednoduchý
skript Comparison all.m, který postupně volá výše zmı́něnou funkci Comparison.m vždy s jednou
z vybraných nahrávek, a sjednocuje výsledky všech těchto 20 vybraných nahrávek. Dosažené
výsledky jsou zaznamenány v tabulce 3.1.

Na prvńı pohled vypadaj́ı výsledky nejlépe pro Ewenderovu metodu źıskáńı spojité kontury
F0 nalezeńım optimálńı cesty v kepstrogramu, avšak při zamyšleńı vzniká otázka, zda neńı svoj́ı
spojitost́ı v čase celé nahrávky tato metoda zvýhodněna. A skutečně tomu tak je, protože všechny
ostatńı metody na svých výsledných konturách maj́ı aplikované rozhodnut́ı o (ne)znělosti. Exis-
tuj́ı proto takové segmenty řeči, kde všechny ostatńı metody chybně klasifikuj́ı neznělý úsek na
rozd́ıl od Ewenderovy metody a t́ım se hodnoty obou kritéríı těchto metod zhoršuj́ı. Nastal proto
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Kritérium RAPT AMDF EWENDER PRAAT GLOAT

RMSE [Hz] 20,68 41,93 8,08 22,33 24,32
COR 0,771 0,615 0,854 0,733 0,699

Tabulka 3.1: Výsledky kritéríı RMSE a COR pěti vybraných metod

požadavek na aplikaci rozhodnut́ı o (ne)znělosti na konturu F0 Ewenderovy metody, aby nebyla
tato metoda zvýhodněna. Klasifikátor realizovaný neuronovou śıt́ı nebyl nebyl k dispozici, proto
musela být aplikována informace o (ne)znělosti z jiné metody. Vzhledem k tomu, že hodnoty
kritéríı RMSE a COR určitým zp̊usobem souviśı i s přesnost́ı klasifikace na znělé a neznělé in-
tervaly, došlo k aplikaci informace o (ne)znělosti z metody RAPT, protože dosažené výsledky
zobrazené v tabulce 3.1 ukazuj́ı, že právě tato metoda je v obou kritéríıch druhá nejlepš́ı hned
po Ewenderově metodě. Po aplikaci informace o (ne)znělosti na Ewenderovu metodu pro stejná
data, ze kterých vycháźı výsledky tabulky 3.1, byly dosaženy výsledky Ewenderovy metody viz
následuj́ıćı tabulka 3.2.

Kritérium EWENDER

RMSE [Hz] 15,39
COR 0,783

Tabulka 3.2: Nezvýhodněné výsledky kritéríı RMSE a COR Ewenderovy metody

Porovnáńım výsledk̊u z tabulky 3.2 s výsledky ostatńıch metod v tabulce 3.1, vycháźı Ewen-
derova metoda stále v obou ohledech jako nejpřesněǰśı a tento výrok je závěrem porovnáńı
uvedeného v této kapitole. Z toho také plyne, že pokud to bude možné, bude v následuj́ıćı kapi-
tole použ́ıvána tato metoda źıskáváńı kontury F0 v pitch markovaćıch algoritmech požaduj́ıćıch
tuto informaci při své činnosti. Je však nutné dodat, že pro svou funkci potřebuje také externě
dodanou informaci o (ne)znělosti źıskanou z metody RAPT nástroje Wavesurfer.
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Kapitola 4

Porovnáńı algoritmů detekce
hlasivkových pulz̊u

Hlasivkové pulzy nebo též pitch marky jsou popsány podkapitole 2.2.2. Úloha automatické
detekce pitch mark̊u v řečových a EGG signálech je v oboru syntézy řeči d̊uležitou úlohou.
Bylo již vyvinuto množstv́ı algoritmů, které se r̊uznými př́ıstupy snaž́ı dosáhnout co možná ne-
jlepš́ıch výsledk̊u detekce. V této kapitole bude několik vybraných př́ıstup̊u prezentováno a bude
provedeno srovnáńı jejich přesnosti a vlastnost́ı.

Požadavek na co nejpřesněǰśı detekci okamžik̊u uzavřeńı hlasivek pouze z řečového signálu je
zřejmý z faktu, že konkatenačńı typy TTS systémů, zejména těch na bázi PSOLA, vyžaduj́ı co
nejpřesněji detekované pitch marky pro svou činnost. Princip jejich činnosti spoč́ıvá v řetězeńı
mikrosegment̊u źıskaných z řečového signálu

”
rozsekáńım“ právě na základě informace o lokaci

pitch mark̊u. V současné době nejpřesněji detekuj́ıćı algoritmy pracuj́ıćı s řečovým signálem
současně použ́ıvaj́ı i EGG signál. Snahou je źıskat algoritmus detekuj́ıćı pitch marky pouze
z řečového signálu tak, aby se úspěšnost detekce vyrovnala algoritmům použ́ıvaj́ıćım kromě
řečového i EGG signál. Důvodem je to, že pořizováńı EGG signálu se provád́ı sńımačem
elektroglotograf připevněným na krk řečńıka, ten je po deľśı době nahráváńı řečńıkovi nepř́ıjemný,
může částečně ovlivňovat hlas a v pr̊uběhu nahráváńı se může posunout, č́ımž se měńı vlastnosti
signálu, který je jeho výstupem. Nav́ıc by korpusy, již zaznamenané bez EGG signálu, mohly
být použity pro účel syntézy řeči.

Daľśımi úlohami požaduj́ıćımi detekci pitch mark̊u v řečovém signálu je kromě syntézy řeči
např́ıklad změna řečńıka či hlasu, ale také klasifikace řečńıka (muž, žena či d́ıtě). V neposledńı
řadě se jedná o úlohu tzv. pitch-synchronńı extrakce př́ıznak̊u v úloze rozpoznáváńı řeči.

4.1 Algoritmy detekce hlasivkových pulz̊u

Bylo vybráno a źıskáno několik dostupných algoritmů řeš́ıćıch úlohu detekce pitch mark̊u v
řečovém signálu. Některé byly implementovány. Již zmı́něné prostřed́ı PRAAT obsahuje i nástroje
pro detekci okamžik̊u uzavřeńı hlasivek neboli pitch mark̊u v řečovém signálu. Existuje zde
dokonce v́ıce volitelných možnost́ı, jak pitch marky detekovat. Daľśım volně dostupným nástrojem
zprostředkovávaj́ıćım řešeńı této úlohy je zmı́něný toolbox GLOAT, jehož výsledky budou v této
kapitole vyhodnoceny. Kromě těchto volně dostupných nástroj̊u zde budou uvedeny implemen-
tované metody. Všechny vyhodnocované algoritmy budou podrobně popsány dále.
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4.1.1 PRAAT – Sound&Pitch: To PointProcess(peaks)
(PRAAT-AC, PRAAT-CC )

Nástroj PRAAT byl vytvořen na pracovǐsti Phonetic Sciences na Amsterdamské univerzitě
a je volně dostupný v śıti Internet. Tento fonetický program v sobě zahrnuje velké množstv́ı
element̊u pro analýzu, úpravy a popis vlastnost́ı zvuku. V možnostech analýzy zvuku se nacháźı
sekce nástroj̊u zvaná “Periodicity”, která obsahuje několik metod detekce kontury F0.

Jednou z těchto metod je autokorelačńı metoda “AC”(“auto-correlation”) vycházej́ıćı z hledá-
ńı maxim autokorelačńı funkce popsané v kapitole 2.3.2. Specifikum této implementace je, že
délka okénka pro konstrukci autokorelačńı funkce bývá alespoň dvojnásobkem předpokládané
nejdeľśı hlasivkové periody v signálu. Druhou z těchto metod detekce kontury F0 je korelačńı
metoda “CC”(“cross-correlation”), která funguje v podstatě stejně jako autokorelačńı metoda
a vycháźı i ze stejné definice viz vztah 2.4. Rozd́ıl je ve zvolené délce okénka, která se pohy-
buje pouze okolo pr̊uměrné hlasivkové periody v celé nahrávce řečového signálu nebo v určitém
okoĺı analyzovaného segmentu. Analýza obou těchto zp̊usob̊u prob́ıhá tedy v časové doméně
a výsledkem obou je také objekt “Pitch”. Obě tyto 2 metody detekce kontury F0 maj́ı své
výhody i nevýhody a vykazuj́ı zvláště v problematických segmentech řečového signálu rozd́ılné
výsledky [14].

Jádro metody detekce pitch mark̊u implementované v prostřed́ı PRAAT pro sv̊uj výpočet
použ́ıvá objekt “Sound”, tedy objekt obsahuj́ıćı načtenou nahrávku analyzovaného zvuku. Kromě
objektu “Sound”použ́ıvá také objekt “Pitch”, který obsahuje konturu F0 źıskanou pomoćı metody
“AC”nebo “CC”. Celý název této metody je proto označen jako “Sound&Pitch: To PointPro-
cess(peaks)”. Nadále bude tato metoda nazývána PRAAT-AC a PRAAT-CC podle toho, po-
moćı jaké z metod (AC nebo CC) byl źıskán objekt “Pitch”. Nastaveńı nástroje To PointPro-
cess(peaks) je volba, zda detekovat pitch marky v maximech nebo v minimech řečového signálu
a výsledný objekt se nazývá “PointProcess”.

Obrázek 4.1: Př́ıklad zobrazeńı nahrávky s lokalizovanými pitch marky v prostřed́ı PRAAT
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Výsledky metod PRAAT-AC a PRAAT-CC budou uvedeny na konci kapitoly. Zahrnut́ı
těchto metod do srovnáńı bylo inspirováno v [15].

4.1.2 GLOAT – Detekce událost́ı v řeči využ́ıvaj́ıćı reziduálńı excitaci
a pr̊uměrovaný signál (SEDREAMS)

Metoda detekce událost́ı v řeči využ́ıvaj́ıćı reziduálńı excitaci a pr̊uměrovaný signál (z angl.
speech event detection using the residual excitation and a mean-based signal, zkráceně
SEDREAMS ) byla prezentována v disertačńı práci [13] Thomasem Drugmanem. Zkratka GLOAT
pocháźı z “GLOttal Analysis Toolbox”a jedná se o sadu metod pro analýzu činnosti řečového
ústroj́ı z řečových nahrávek. Zmı́něný toolbox byl vytvořen v prostřed́ı Matlab a kĺıčová funkce
pro úlohu detekce pitch mark̊u v řečovém signálu je SEDREAMS GCIDetection.m. Metoda bude
nadále označována jako SEDREAMS. Z vlastnost́ı této metody vyplývá, že docháźı k detekci
pitch mark̊u např́ıč celou nahrávkou nehledě na (ne)znělost segment̊u řečového signálu. Pro
vyřazeńı pitch mark̊u, které byly detekovány v neznělých segmentech se nav́ıc použ́ıvá infor-
mace o (ne)znělosti źıskaná z funkce SRH PitchTracking.m, která je taktéž nástrojem toolboxu
GLOAT, a která je bĺıže popsána v podkapitole 3.1.5.

Princip metody SEDREAMS spoč́ıvá v několika kroćıch. V tom prvńım se poč́ıtá pr̊uměrovaný
signál y(n) podle vztahu

y(n) =
1

2N + 1

N∑
m=−N

w(m)s(n+m), (4.1)

kde w(m) je okénko délky 2N + 1 a s(n) je p̊uvodńı řečový signál. Výsledný pr̊uměrovaný
signál má určité vlastnosti, ze kterých metoda SEDREAMS těž́ı. Hlavńı takovou vlastnost́ı je,
že se pr̊uměrovaný signál bĺıž́ı signálu sinus s variabilńı frekvenćı podle základńıho hlasivkového
tónu analyzované řečové nahrávky. Výhodou pr̊uměrovaného signálu je také jeho spojitost na
celém intervalu. Vždy jedna perioda znělého segmentu řečového signálu odpov́ıdá jedné pe-
riodě pr̊uměrovaného signálu.

”
Naneštěst́ı“ zde existuje také fázový posuv, vždy mezi dvěma

př́ısluš́ıćımi periodami řečového a pr̊uměrovaného signálu, a tento fázový posuv se obecně v čase
měńı. Nelze tedy tvrdit, že pitch marky vždy souviśı např́ıklad s minimem tohoto pr̊uměrovaného
signálu. Drugman na tento problém poukázal a vyřešil ho empiricky. Pomoćı dostatečného
množstv́ı dat od r̊uzných řečńık̊u vytvořil určitý histogram pitch mark̊u v relativńım vztahu
k fázi př́ıslušné periody pr̊uměrovaného signálu a z výsledku stanovil, že pitch marky se nacházej́ı
obecně od 50 do 85% lokálńı periody uvažované od maxima k sousedńımu maximu pro řečové
signály se zápornou polaritou. Pro signály s polaritou kladnou je lokálńı perioda uvažována vždy
mezi dvěma sousedńımi lokálńımi minimy. Požadavek na znalost polarity je vyřešen použit́ım
funkce OMPD PolarityDetection.m pro detekci polarity řečového signálu. T́ım byl dokončen
prvńı krok, který definuje intervaly, kde jsou očekávány pitch marky.

V kroku druhém přicháźı řada na reziduálńı signál lineárńı predikce (z angl. linear prediction
(LP) residual signal). Zjednodušeně se jedná o část signálu, která je odstraněna inverzńı filtraćı
řečového signálu. Inverzńı filtraćı je myšlen proces inverzńı k procesu vytvářeńı řeči a jedná se t́ım
pádem o źıskáváńı excitace z řečového signálu. Důležitá vlastnost takto vzniklého signálu je, že se
vyskytuj́ı lokálńı maxima v těch mı́stech, kde se vyskytuje energetická změna p̊uvodńıho řečového
signálu, která odpov́ıdá okamžiku uzavřeńı nebo otevřeńı hlasivek. V předchoźım odstavci byl
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popsán prvńı krok, ze kterého vyplývaly intervaly, ve kterých jsou očekávány pitch marky.
V závěru tohoto druhého kroku docháźı ke kombinaci informaćı z obou krok̊u, hledaj́ı se tedy
maxima popsaného signálu v intervalech očekávaj́ıćıch pitch marky. Lokálńı maxima odpov́ıdaj́ıćı
hlasivkovým otevřeńım jsou eliminovány, jelikož se vyskytuj́ı zpravidla mimo zmı́něné intervaly.

Posledńım krokem je vyloučeńı těch pitch mark̊u, které jsou mimo znělé intervaly. Informace
o znělosti byla źıskána pomoćı Matlabovské funkce SRH PitchTracking.m. Výsledek je znázorněn
na obrázku 4.2.

Popis obrázku 4.2

(a) – Na tomto grafu se vyskytuje kontura F0 základńıho hlasivkového tónu. V levé části je
zde patrný interval, kde hodnoty jsou nepřirozeně vysoké. To je charakteristické pro takto
źıskávanou konturu, jedná se však o neznělý interval.

(b) – Zde je znázorněna SRH funkce modře, tato funkce byla vysvětlena v podkapitole 3.1.5.
Prahováńım této funkce byla źıskána červeně vyznačená funkce, která vyjadřuje rozhodnut́ı
o znělosti/neznělosti analyzovaného řečového signálu.

(c) – V tomto grafu je vyznačen LP zbytkový signál modře. Ten se vyznačuje lokálńımi extrémy
(maximy), které odpov́ıdaj́ı pozićım pitch mark̊u. Lokálńı maxima, která byla klasifikována
jako kandidáti na pitch marky, jsou označeny červenými body. Zeleně je označen pr̊umě-
rovaný signál, který byl vypoč́ıtán ze signálu řečového. Červeně je vyznačeno rozhodnut́ı
o (ne)znělosti analyzovaného řečového signálu po korekci.

(d) – Černě je vykreslený řečový signál, modré jsou odpov́ıdaj́ıćı detekované pitch marky, které
vznikly z kandidát̊u v grafu (c) výběrem těch, které se nacházej́ı ve znělé části promluvy.

Na nezávisle proměnných osách všech čtyř podgraf̊u je čas v sekundách. Je zde také po-
zorovatelný určitý typ chyby, jelikož v podgrafu (b) SRH funkce klesne po 5. sekundě pod
hodnotu prahu. T́ım se zde objev́ı neznělý úsek, ale z řečového signálu v podgrafu (d) je jasně
patrné, že zde chyb́ı 3 pitch marky. S určováńım znělosti/neznělosti se tato metoda ukázala jako
problematická, ve výsledćıch ke konci této kapitoly bude předvedeno alternativńı řešeńı.
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Obrázek 4.2: (a) kontura F0 [Hz]; (b) SRH funkce (modře) a klasifikace (ne)znělosti (červeně);
(c) LP reziduálńı signál (modře), označeńı pitch mark̊u (červené body), pr̊uměrovaný signál
(zeleně) a klasifikace (ne)znělosti (červeně); (d) řečový signál (černě) a označeńı pitch mark̊u
jen ve znělých intervalech (modře)
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4.1.3 Ewender – Přesná detekce pitch mark̊u pro úpravy prozódie
řečových segment̊u (EWM )

Metoda přesné detekce pitch mark̊u pro úpravy prozódie řečových segment̊u (z angl. accurate
pitch marking for prosodic modification of speech segments) je popsána v článku [7] a byla
prezentována Thomasem Ewenderem na konferenci Interspeech v roce 2010. Metoda byla zvolena
k implementaci v prostřed́ı Matlab, bude dále označována jako metoda EWM. Myšlenka tohoto
algoritmu vycháźı z pr̊uběh̊u dvou funkćı. Prvńı z nich je nazývána spojitý pr̊uběh krátkodobé
energie (z angl. continous short-term energy countour). Lokálńı maxima této funkce vyjadřuj́ı
lokálńı zvýšeńı energie, o kterých se předpokládá, že vznikla následkem uzavřeńı hlasivek. Druhou
funkćı je

”
základńı vlna“ (z angl. fundamental wave), která pocháźı z ńızkofrekvenčńı složky

řečového signálu, který obsahuje
”
nejčistš́ı“ informaci o činnosti hlasivek. Prvńı z těchto funkćı je

použ́ıvána jako primárńı, druhá doplňuje informaci v segmentech signálu, kde primárńı pr̊uběh
krátkodobé energie nevykazuje úspěšnou detekci maxim. Z kombinace obou funkćı je možné
úspěšně źıskat umı́stěńı pitch mark̊u v řečovém signálu.

Výpočet spojitého pr̊uběhu krátkodobé energie vycháźı z řečového signálu a princip byl
nast́ıněn v kapitole 2.3.1. V tomto př́ıpadě je zde nav́ıc normalizace funkce podle velikosti
okénka. Docháźı totiž k výpočtu pro každý vzorek signálu s variabilńı velikost́ı okénka měńıćı se
podle hodnoty základńıho hlasivkového tónu v př́ıslušném bodě. Bez normalizace by pro deľśı
okénka při výpočtu pr̊uběhu energie vycházely vyšš́ı hodnoty v rámci jedné nahrávky a ne-
muselo by pak doj́ıt k úspěšné detekci. Je zde tedy požadavek na Hammingovo okénko o měńıćı
se (celoč́ıselné) délce T0 = 1

F0
pro každý vzorek, kde F0 je základńı hlasivkový tón v konkrétńım

vzorku řečového signálu. Základńı hlasivkový tón F0 je pro každou nahrávku źıskáván pomoćı
metody detect F0 contour.m prezentované v podkapitole 3.1.4. Tento vyšel jako nejpřesněǰśı
z porovnáńı uvedeného v kapitole 3, ve které také bylo zmı́něno, že jako doplňková informace
je potřebné rozhodnut́ı o (ne)znělosti segment̊u. Zde se lǐśı postup prezentovaný v článku [7]
od implementace, protože v tomto př́ıpadě na rozd́ıl od prezentované metody neńı k dispozici
neuronová śıt’ pro klasifikaci segment̊u na znělé a neznělé. Chyběj́ıćı informace bude v př́ıpadě
této práce źıskávána z metody RAPT programu WaveSurfer.

Kontura základńıho hlasivkového tónu je poč́ıtána s krokem 5 ms, a hodnota tak neńı dos-
tupná pro každý vzorek. Proto je nutná interpolace, č́ımž źıskáme hodnotu F0 pro každý vzorek.
V tomto př́ıpadě byla použita lineárńı interpolace. Spojitý pr̊uběh krátkodobé energie pak může
být stanoven pro každý (n-tý) vzorek pomoćı vztahu

E(k) =

∑
n [s(n)w(n− k)]2∑

nw(n)2
, (4.2)

kde j = 1, 2, ..., T0, s představuje řečový signál a w Hammingovo okénko délky T0 pro každý
vzorek. Druhou funkćı která je v této metodě potřebná je fundamentálńı vlna. Ta je rovněž
vypoč́ıtávána pro každý vzorek signálu a proto vyžaduje hodnotu T0 pro každý vzorek, ale
tento výpočet byl již obstarán pro výpočet pr̊uběhu krátkodobé energie. Jej́ı hodnota pro každý
vzorek se źıskává konvolućı centrované části signálu o délce T0 s Hammingovým oknem o stejné
délce. Jedná se vlastně o dolnopropustńı filtraci řečového signálu se zlomovou frekvenćı rovnou
základńımu hlasivkovému tónu. Dojde proto k odfiltrováńı složek s frekvenćı vyšš́ı, než je základńı
hlasivkový tón. Maxima této základńı vlny však neńı možné použ́ıt př́ımo jako hlasivkové pulzy.
Podobný problém řešil také Drugman ve své metodě prezentované v podkapitole 4.1.2.
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Zde je možné si všimnout určité analogie s pr̊uměrovaným signálem definovaným vztahem
4.1. Zp̊usob výpočtu pr̊uměrovaného signálu a fundamentálńı vlny je r̊uzný. Amplituda se však
lǐśı o v́ıce než 2 řády. A je zde i rozd́ıl ve tvaru funkćı. Společný je však fázový posuv a pr̊uchody
nulou se přesně kryj́ı. Oba pr̊uběhy byly pro zaj́ımavost normalizovány maximálńı absolutńı
hodnotou a došlo k porovnáńı pomoćı vzájemné (Pearsonovy) korelace na několika nahrávkách
se středńı hodnotou výsledných korelaćı 0,973.

Jsou tedy definovány 2 funkce, pr̊uběh krátkodobé energie a fundamentálńı vlna. Ani jedna
sama o sobě nemá předpoklady na úspěšnou detekci pitch mark̊u, jelikož obě dvě se potýkaj́ı
s problémy. Stručně se jedná o zdvojeńı frekvence (z angl. pitch doubling), se kterou jsou pitch
marky detekovány, u téměř sinusových signál̊u v podáńı pr̊uběhu krátkodobé energie. Daľśım
problémem je efekt jitter, anebo v př́ıpadě smı́̌sených zvuk̊u se jedná o ńızké falešné vrcholky
také pr̊uběhu krátkodobé energie. V př́ıpadě fundamentálńı vlny je největš́ı a zároveň jedinou
překážkou měńıćı se fázový posun v čase.

Myšlenkou je, že pokud jsou vrcholky pr̊uběhu krátkodobé energie podle určitých kritéríı
kvalitńı, tak jsou př́ımo určeny jako pitch marky. Pokud kvalitńı nejsou, přicháźı na řadu fun-
damentálńı vlna, která krátkodobě nijak výrazně sv̊uj fázový posuv neměńı, a proto se použije
na doplněńı menš́ıho množstv́ı pitch mark̊u tak, že se voĺı stejná fáze, v které byl lokalizován
nejbližš́ı pitch mark z pr̊uběhu energie.

Zmı́něná kritéria jsou popsány několika pravidly v článku [7], které byly integrovány do
algoritmu. Celý algoritmus byl implementován jako funkce findGCI.m, kde vstupem je název
souboru k analýze a název souboru s konturou F0 z metody RAPT, avšak pouze kv̊uli informaci
o (ne)znělosti. Výstupem je pak vektor čas̊u reprezentuj́ıćıch nalezené pitch marky v řečovém
signálu. Výsledek práce této funkce je znázorněn na obrázku 4.3.

Popis obrázku 4.3

(a) – Na tomto grafu se vyskytuje kontura F0 základńıho hlasivkového tónu, která vznikla kom-
binaćı Ewenderovy funkce detect F0 contour.m a kontury F0 metody RAPT, ze které byla
extrahována pouze informace o (ne)znělosti.

(b) – Zde je znázorněn spojitý pr̊uběh krátkodobé energie modře, nalezená maxima tohoto
pr̊uběhu odpov́ıdaj́ıćı pitch mark̊um jsou zaznamenány pomoćı červených bod̊u, azurově
jsou vyznačeny ty body, které byly doplněny na základě fundamentálńı vlny a lokálńıch
hodnot kontury F0.

(c) – V tomto grafu je modře vyznačena fundamentálńı vlna a jej́ı lokalizovaná maxima zeleně
potřebná pro určováńı lokálńı fáze v̊uči pr̊uběhu krátkodobé energie.

(d) – Černě je vykreslený řečový signál, modré jsou odpov́ıdaj́ıćı detekované pitch marky.

Na nezávisle proměnných osách všech čtyř podgraf̊u je čas v sekundách. Tato metoda má
určité výhody i nevýhody. Vzhledem k tomu, že vycháźı z energie definované vztahem 4.2, tak
sice nepotřebuje, ale vlastně ani neumı́ využ́ıt informaci o polaritě řečového signálu. Někdy se
stává, že menš́ı část řečového signálu má polaritu opačnou, než celá nahrávka. V takovém př́ıpadě
docháźı k detekci pitch mark̊u nekonzistentně. Tento problém byl částečně vyřešen později.
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Obrázek 4.3: (a) kontura F0 [Hz]; (b) Pr̊uběh krátkodobé energie (modře), body nalezené
z pr̊uběhu krátkodobé energie (červeně) a body doplněné z fundamentálńı vlny a kontury F0

(azurově); (c) Fundamentálńı vlna (modře) a lokalizovaná lokálńı maxima (zeleně) (d) řečový
signál (černě) a označeńı pitch mark̊u (modře)
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4.1.4 Neuronová śıt’ pro detekci pitch mark̊u (NNPM )

Metoda neuronová śıt’ pro detekci pitch mark̊u (z angl. pitch detection with a neural-net clas-
sifier) popsaná v článku [16] byla prezentována na konferenci Signal Processing již v roce 1991.
Implementace neńı volně dostupná a proto byla tato metoda zvolena k implementaci v prostřed́ı
Matlab. Metoda bude nadále označována jako NNPM. Jedná se o detekci pitch mark̊u v řečovém
signálu s použit́ım neuronové śıtě. Autoři této metody prezentovali dva př́ıstupy k realizaci.
V prvńım př́ıstupu neuronová śıt’ použ́ıvá určitý počet vzork̊u signálu okolo klasifikovaného
vrcholku jako vstup. Ve druhém př́ıstupu neuronová śıt’ použ́ıvá jako vstup dále uvedený sou-
bor lokálńıch vlastnost́ı signálu. Autoři empiricky zjǐst’uj́ı optimálńı počty parametr̊u pro oba
př́ıstupy a v závěrečné fázi článku hodnot́ı jejich úspěšnosti. Druhý př́ıstup využ́ıvaj́ıćı soubor
lokálńıch vlastnost́ı vykazuje chybu 2 % což je oproti 2,5 % prvńıho př́ıstupu lepš́ı výsledek. Tato
práce se proto bude zabývat pouze druhým př́ıstupem, tedy realizaćı neuronové śıtě vycházej́ıćı
ze souboru lokálńıch vlastnost́ı.

Kv̊uli velké komplexitě řečového signálu byl pro jej́ı sńıžeńı použit low-pass filtr se zlomovou
frekvenćı 700 Hz. Znamená to, že vysokofrekvenčńı složky řečového signálu jsou eliminovány
a z řečového signálu z̊ustane pouze hladká vlna. Byl použit filtr s nulovým fázovým posuvem tak,
aby nedošlo ke zkresleńı poloh maxim a minim. Dále se pracuje pouze s odfiltrovaným signálem,
ve kterém jsou nalezeny pr̊uchody nulou a mezi každými dvěma pr̊uchody pak maximum nebo
minimum. Předpokladem je, že pitch marky, p̊uvodně koresponduj́ıćı např́ıklad k nějakému
lokálńımu minimu řečového signálu, budou po filtraci konzistentně náležet odpov́ıdaj́ıćım nej-
bližš́ım minimům odfiltrovaného signálu a nedojde tak ke zkresleńı poloh pitch mark̊u.

Data pro účel realizace této śıtě byla poskytnuta pracovǐstěm KKY ve složeńı celkem 83 (viz
Korpus83 v př́ıloze A) několikavteřinových nahrávek ve formátu jednokanálových 16-bitových
soubor̊u typu “.wav”a jim odpov́ıdaj́ıćıch 83 soubor̊u obsahuj́ıćı časy ručně určených pitch mark̊u.
Celkem se jedná o v́ıce než 11 minut záznamu obsahuj́ıćıch v́ıce než 50 tiśıc ručně určených pitch
mark̊u. Nahrávky obsahuj́ı promluvy v češtině, slovenštině, angličtině, němčině a francouzštině
od řečńık̊u obou pohlav́ı. Vyskytuj́ı se zde také nahrávky s veselým intonačńım zabarveńım
a dále 3 nahrávky, které obsahuj́ı problematické nepravidelné úseky. Z těchto dat pak také
vycháźı i celkové množstv́ı vrcholk̊u ke klasifikaci, respektive vstupńıch vektor̊u datové množiny
84 634. Všechny nahrávky měly v našem př́ıpadě zápornou polaritu ve smyslu, že pitch marky
odpov́ıdaly vždy lokálńım minimům.

Soubor lokálńıch parametr̊u

Autoři zmı́něného článku dosáhli nejlepš́ıch výsledk̊u použit́ım celkem pěti typ̊u deskriptor̊u.
Jedná se o amplitudu minima, amplitudu maxima, časový rozd́ıl, š́ı̌rku pulzu a korelaci. Ke
každému minimu, které má být klasifikováno, zda se jedná nebo nejedná o pitch mark, tak
potřebujeme určitý počet těchto vlastnost́ı na každou stranu. Tento počet autoři stanovili na
n = 4, parametry jsou tedy následuj́ıćı:

• Amplituda minima – prvńı z deskriptor̊u, demonstrováno šipkou 1 v obrázku 4.4. Hodnota
je normalizována minimálńı hodnotou ve vzdálenosti 250 ms na obě strany. Pro n = 4 jsou
potřebné 4 hodnoty doleva, 4 hodnoty doprava a hodnota klasifikovaného minima, celkem
tedy 9 parametr̊u.
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• Amplituda maxima – druhý deskriptor, demonstrováno šipkou 2 v obrázku 4.4. Hodnota
je normalizována maximálńı hodnotou ve vzdálenosti 250 ms na obě strany. Pro n = 4 jsou
potřebné 4 hodnoty doleva, 4 hodnoty doprava, celkem tedy 8 parametr̊u.

• Časový rozd́ıl – třet́ı z deskriptor̊u, demonstrováno šipkou 3 v obrázku 4.4. Hodnota je
normalizována hodnotou 20 ms. Pro n = 4 jsou potřebné 4 hodnoty doleva, 4 hodnoty
doprava, celkem tedy 8 parametr̊u.

• Š́ı̌rka pulzu – čtvrtý deskriptor, demonstrováno šipkou 4 v obrázku 4.4. Hodnota je nor-
malizována hodnotou 2 ms. Pro n = 4 jsou potřebné 4 hodnoty doleva, 4 hodnoty doprava
a hodnota klasifikovaného minima, celkem tedy 9 parametr̊u.

• Korelace – posledńı deskriptor, pro n = 4 byly použity hodnoty negativńı korelace (max
korelovanost odpov́ıdá nule, minimálńı jedné) údoĺı klasifikovaného minima se 4 údoĺımi
vlevo a 4 údoĺımi vpravo, celkem 8 parametr̊u. Dohromady pro n = 4 se jedná o 42
parametrech př́ısluš́ıćıch jednomu minimu ke klasifikaci.
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Obrázek 4.4: Ukázka struktury deskriptor̊u, filtrovaný signál (modře), řečový signál (černě).

Fáze trénováńı

V prostřed́ı Matlab byla vytvořena funkce NN PM.m, jej́ımiž vstupy jsou cesty ke složce
se zvukovými soubory a ke složce s referenčńımi pitch marky. Byl zvolen stejný typ śıtě, tedy
dvouvrstvá nelineárńı śıt’, i stejný trénovaćı algoritmus (“backpropagation”– viz podkapitola
2.6). Autoři pro n = 4 neuváděj́ı počet neuron̊u ve skryté vrstvě, v tomto př́ıpadě byl tedy
stanoven na 20. Algoritmus umožňuje změnu neuron̊u ve skryté vrstvě změnou jedné konstanty,
stejně tak lze měnit n udávaj́ıćı počet parametr̊u změnou jiné konstanty. Dále je zde konstanta
ovlivňuj́ıćı poměr rozděleńı datového setu na trénovaćı a testovaćı. Ve skryté vrstvě byly použity
nelineráńı aktivačńı funkce, a sice bipolárńı spojité. Ve vrstvě výstupńı byly použity aktivačńı
funkce lineárńı.
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Funkce NN PM.m tedy načte postupně všechny nahrávky, odfiltruje je, vyhledá pr̊uchody
nulou, maxima a minima, ke každému minimu vypočte vektor 42 parametr̊u. Pro vytvořeńı
datového setu je zaměstnán skript create set.m, který z 83 nahrávek vytvoř́ı matici obsahuj́ıćı
84634 vektor̊u po 42 parametrech. Podle referenčńıch pitch mark̊u byly vytvořeny vektory, které
ke každému vstupu definuj́ı požadovaný výstup, tedy zda se jedná nebo nejedná o pitch mark.
Následuje rozděleńı na trénovaćı a testovaćı množinu a samotné trénováńı, které trvá, dokud
neklesne chyba pod nastavitelnou mez nebo dokud se nevyčerpá nastavitelný povolený počet
trénovaćıch cykl̊u. Bylo dosaženo 33 trénovaćıch cykl̊u, během kterých se chyby na trénovaćı
a testovaćı množině chovaly jak ukazuje obrázek 4.5.
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Obrázek 4.5: Pr̊uběh chyby na trénovaćı (červeně) a testovaćı (chyby) množině během trénováńı

Fáze pracovńı

Po natrénováńı byly uloženy 4 matice reprezentuj́ıćı natrénovanou neuronovou śıt’ do souboru
NN33.mat a byla vytvořena funkce find PM.m, jej́ımž vstupem je zvukový soubor. Tato funkce
vytvoř́ı z nahrávky př́ıslušný počet 42-parametrových vektor̊u ke klasifikaci, kterých je tolik,
kolik je nalezeno minim ve filtrovaném signálu. Vektor po vektoru je klasifikován a výsledkem
jsou časy těch minim, které byly vyhodnoceny jako pitch mark. Později byla zakomponována
informace o (ne)znělosti metody RAPT a t́ım mohou být eliminovány pitch marky, které se
nacházej́ı v neznělých částech řečového signálu. Znělé intervaly však byly o 30 ms rozš́ı̌reny, aby
se zmenšil pod́ıl př́ıpadné chybovosti kontury F0. Ukázka činnosti tohoto algoritmu je zobrazena
na grafech obrázku 4.6.

Na nezávisle proměnných osách všech tř́ı podgraf̊u je čas v sekundách. Tato funkce však
ke své činnosti potřebuje informaci o polaritě řečového signálu. Nepřesnost́ı této metody je
zejména posuv pitch mark̊u vlivem dolno-propustńı filtrace. Tento problém byl částečně vyřešen
dále v této kapitole.
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Obrázek 4.6: (a) kontura F0 [Hz]; (b) Pr̊uběh low-pass zero-phase (700Hz) filtrovaného signálu
(modře), nalezená lokálńı maxima (zeleně), pr̊uchody nulou (purpurově), minima ke klasifikaci
(červené

”
+“), minima klasifikované jako pitch marky (červené

”
*“); (c) řečový signál (černě)

a označeńı pitch mark̊u (modře)
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4.1.5 KKY – Vı́ce-stupňový algoritmus (MPA)

Vı́ce-stupňový algoritmus (z angl. multi-phase algorithm, zkráceně MPA) popsaný v článku
[15] byl prezentován v roce 2011. Algoritmus MPA byl vyvinut na pracovǐsti Katedry kybernetiky
Fakulty aplikovaných věd v Plzni. Vycháźı kromě řečového signálu hlavně ze signálu EGG (viz
podkapitola 2.2.1) a v článku, kde byl prezentován, vykazuje velmi dobré výsledky. Ćılem této
práce je srovnáńı algoritmů pro detekci pitch mark̊u. Důležité je právě srovnáńı s algoritmem
MPA, který bude stručně popsán v této podkapitole. MPA totiž jako jediný použ́ıvá doplňuj́ıćı
informaci o činnosti hlasivek, proto jsou jeho výsledky zpravidla lepš́ı.

Před procedurami algoritmu MPA je analyzován řečový signál ve smyslu detekce polarity
tohoto signálu. Byl pozorován velký rozptyl ve výsledćıch pitch markovaćıch algoritmů a autoři
odhalili, že velký pod́ıl na tomto rozptylu má právě žádná nebo nepřesná detekce polarity
analyzovaného signálu. Procedura klasifikuj́ıćı signál podle polarity spoč́ıvá v porovnáńı počtu
lokálńıch maxim a minim řečového signálu v pořad́ı od nejexcentričtěǰśıch dokud nedojde k pok-
lesu energie zbývaj́ıćıho signálu pod určitou mez. Jakmile je nějaké lokálńı minimum nebo maxi-
mum zahrnuto do porovnáńı, žádné daľśı maximum ani minimum z okoĺı 4

3
×T0 nebude zahrnuto.

Je-li nalezeno v́ıce maxim, výsledný signál má pozitivńı polaritu. Pokud převažuj́ı minima, jedná
se pak o negativńı polaritu. Pokud nav́ıc převažuje energie ve stejné polorovině signálu, rozhod-
nut́ı je definitivńı. Pokud tato energie s rozhodnut́ım nekoresponduje, rozhodnut́ı je označeno za

”
nejisté“.

V následuj́ıćı sekci článku [15] je popsána procedura “BaseLine Algorithm (BLA)”, kde
docháźı k vytvořeńı diferenčńıho signálu DEGG ze signálu EGG. Dále docháźı k prahováńı
a vyhlazováńı vzniklého signálu, který vykazuje ostrá údoĺı v mı́stech, kde pravděpodobně došlo
k uzavřeńı hlasivek. Následuje určitý “postprocessing”maj́ıćı za úkol eliminovat pitch marky
v neznělých oblastech signálu a naopak chybně neklasifikované pitch marky ve znělých částech
signálu doplnit. V konečné fázi tohoto algoritmu docháźı k synchronizaci se signálem řečovým.
Autoři podrobně popsali nedostatky tohoto algoritmu a vyplývaj́ıćı potřebu navrhnout algorit-
mus robustněǰśı.

MPA – struktura

Prvńı dva bloky samotného MPA se zabývaj́ı segmentaćı signálu podle (ne)znělosti z EGG
i řečového signálu a detekćı kontury F0 z EGG signálu. Tyto

”
dvě nově vzniklé“ informace

jsou využity dále v modifikovaném BLA, který mı́sto globálńıho prahu využ́ıvá právě konturu
F0 a pomoćı informace o neznělosti eliminuje pitch marky v neznělých částech promluvy. T́ımto
vzniká hlavńı část sady kandidát̊u na pitch marky, která je doplněna o kandidáty nalezené pomoćı
metody “Simple Pitch Marking Method (SPM)”popsané v článku [17], což je procedura staraj́ıćı
se o hledáńı možných pitch mark̊u z řečového signálu tak, že mezi kandidáty řad́ı i často př́ıtomné
pulzy vedleǰśı, které maj́ı alespoň 80% amplitudy hlavńıch pulz̊u. Všechny kandidáty na pitch
marky ohodnocuje daľśı část MPA podle jejich amplitudy, pozice v řečovém signálu, ale také
podle jejich následovńıka. Ze sady takto ohodnocených kandidát̊u může být vybrána optimálńı
sekvence pitch mark̊u. Pozice takových pitch mark̊u jsou dále vyhlazeny, č́ımž vzniká konečná
sekvence pitch mark̊u detekovaných pomoćı MPA. V samém závěru ještě docháźı k ohodnoceńı
nalezené sekvence pitch mark̊u, což s sebou nese výhodu ve formě informace o tom, s jak velkou
mı́rou jistoty byl ten který pitch mark detekován. Ukázka detekce př́ıstupu implementovaného
pomoćı MPA je znázorněna na obrázku 4.7 spolu s výchoźım EGG signálem.
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Obrázek 4.7: (a) EGG signál zobrazuje činnost hlasivek (modře), detekované pitch marky re-
flektované z podgrafu (b) (černě); (b) řečový signál (černě) a označeńı pitch mark̊u (modře).

4.1.6 Daľśı potenciálńı metody

Metod určených pro řešeńı úlohy automatické detekce hlasivkových pulz̊u v řečovém signálu
existuje samozřejmě v́ıce, než je popsaných v této práci. Pokud by tato práce měla být rozš́ı̌rena
zahrnut́ım daľśıch metod, v prvńı řadě by se zde objevila metoda “A Two-Phase Pitch Marking
Method for TD-PSOLA Synthesis”prezentovaná článkem [17], která se částečně stala inspiraćı
pro metodu MPA popsanou v podkapitole 4.1.5.

Daľśımi potenciálńımi metodami pro možné budoućı zahrnut́ı do obou porovnáńı této práce
jsou metody “Noise robust F0 determination and epoch-marking algorithms”popsané v článku
[18]. Jsou zde obsaženy klasifikátory znělosti realizované neuronovými śıtěmi, což by mohlo být
zaj́ımavé porovnáńı např́ıklad s neuronovou śıt́ı prezentovanou Ewenderem v [10] nebo s klasi-
fikaćı znělosti pomoćı metody RAPT.
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4.2 Použitý zp̊usob porovnáńı dvou sekvenćı pitch mark̊u

V této podkapitole bude popsána ověřená metoda slouž́ıćı pro porovnáńı dvou sekvenćı pitch
mark̊u, kdy jedna z nich je považována za vztažnou neboli referenčńı. Jedná se o jednoduchý
skript nazvaný StatisticsPM. Skript byl poskytnut k použit́ı vedoućım této práce.

StatisticsPM porovnává dvě sekvence pitch mark̊u reprezentované pomoćı čas̊u, ve kterých
byly detekovány. Požadovaný formát těchto soubor̊u je definován tak, že na každém řádku se
nacháźı čas pitch marku reprezentovaný desetinným č́ıslem a mezerou oddělený typ pitch marku
(V – voiced, U – unvoiced, T – transition). Je zde požadavek, aby souvislé znělé úseky řeči byly
ohraničeny pitch marky typu

”
T“ a sice v obou sekvenćıch. Tedy např́ıklad T V V V T T V V T

(bez čas̊u), což znázorňuje začátek prvńı znělé části, ve které jsou 3 pitch marky a následuje
konec prvńı znělé části a začátek druhé znělé části č́ıtaj́ıćı 2 pitch marky, následuje ukončuj́ıćı
posledńı pitch mark

”
T“.

Při voláńı skriptu jsou vyžadovány celkem tři parametry v tomto pořad́ı: název referenčńıho
souboru s pitch marky, mezerou oddělený název testovaného souboru s pitch marky a opět meze-
rou oddělené č́ıslo znamenaj́ıćı maximálńı povolenou (nepenalizovanou) vzdálenostńı odchylku.
Skript využ́ıvá techniku transformace testované sekvence na referenčńı sekvenci pouze za pomoci
3 základńıch operaćı:

• Posun pitch marku – posune pitch mark o potřebnou hodnotu. Posunut́ı v lokálńı periodě
procentuálně menš́ı, než bylo vstupem v parametru odchylka, neńı penalizováno. Posunut́ı
o vzdálenost větš́ı zvýš́ı počet NS posunutých pitch mark̊u.

• Vymazáńı pitch marku – vymaže pitch mark, jež by v daném mı́stě neměl být. Vymazáńı
zvýš́ı počet ND vymazaných pitch mark̊u.

• Vložeńı pitch marku – vlož́ı pitch mark, jež v daném mı́stě chyb́ı. Vložeńı zvýš́ı počet NI

vložených pitch mark̊u.

Algoritmus pro srovnáńı sekvenćı hledá co nejkratš́ı posloupnost takových operaćı, aby byla
testovaćı sekvence pitch mark̊u převedena na referenčńı. Výsledná přesnost testované sekvence
vzhledem k referenčńı je pak definována vztahem

Acc =
N −NS −ND −NI

N
· 100 [%] (4.3)

N = max(Nt, Nr)−N? (4.4)

kde Nt je počet testovaných pitch mark̊u, Nr je počet pitch mark̊u referenčńıch a N? je počet
ignorovaných pitch mark̊u v referenčńı sekvenci. Ignorováńı některých pitch mark̊u vycháźı ze
skutečnosti, že v některých př́ıpadech si ani člověk, expert, vyhodnocuj́ıćı pitch marky ručně
nebyl jistý, zda se jedná o pitch mark, či nikoliv. Př́ıklad voláńı skriptu StatisticsPM v konzoli:
./StatisticsPM CZA oznam00001 00 ref.pm CZA oznam00001 00 GCI.pm 10

Parametr Odchylka je v tomto př́ıpadě 10%, a vzhledem k výsledk̊um v článku [19] vy-
pov́ıdaj́ıćım o netečnosti kvality řeči při posunut́ı pitch mark̊u o 10%, bude použ́ıvána tato
hodnota ve všech porovnáńıch této práce.
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4.3 Výsledky porovnáńı

Před t́ım, než mohlo doj́ıt k porovnáváńı, musely být soubory s referenčńımi pitch marky
převedeny do požadovaného formátu. Dále musely být upraveny funkce tak, aby byl jejich
výstup ukládaný do souboru př́ıslušného formátu. Byla proto vytvořena funkce TT.m, která
toto zajǐst’uje. Ta pro svou činnost potřebuje znát název souboru s referenčńımi pitch marky,
aby mohlo doj́ıt k vložeńı hraničńıch pitch mark̊u typu

”
T“. To vyžaduje skript StatisticsPM

navrhnutý pro porovnáńı. Pro porovnáńı byl zvolen Korpus20 viz př́ıloha A.

4.3.1 Prvotńı porovnáńı

Jako prvńı bylo převedeno všech 20 soubor̊u s ručně detekovanými pitch marky do požadova-
ného formátu. Dále byly spuštěny algoritmy metod EWM (podkapitola 4.1.3), NNPM (podkapi-
tola 4.1.4) a SEDREAMS (podkapitola 4.1.2) pro všech 20 nahrávek s ukládáńım do soubor̊u.
Prvńı výsledky byly poněkud horš́ı, než se očekávalo. Tabulka 4.1 zobrazuje výsledky źıskané
těmito 3 metodami pomoćı skriptu StatisticsPM.

Metoda Nt Nt −N? Nr ND NI NS Acc [%]

EWM 10687 10299 10833 549 501 2423 66,75
NNPM 10837 10449 10833 390 254 2532 69,60

SEDREAMS 11062 10674 10833 1050 645 5280 34,65

Tabulka 4.1: Výsledky prvńıho testu tř́ı vybraných metod

Na výsledćıch tohoto prvńıho testu je zřejmá souvislost ve sloupci Nr, což je v pořádku,
protože pro testováńı byly použity stejné sady referenčńıch pitch mark̊u. Tyto sady tedy dohro-
mady obsahuj́ı 10 833 pitch mark̊u. Výsledky sloupc̊u ND, NI a NS př́ımo ukazuj́ı, kolik pitch
mark̊u bylo chybně umı́stěno pomoćı testované metody a o jaký typ chyby se jedná. ND tedy zna-
mená počet operaćı “delete”a vyjadřuje t́ım počet pitch mark̊u, které byly

”
nav́ıc“. NI je počet

operaćı “insert”a znamená počet pitch mark̊u, které
”
chyběly“. NS je počet operaćı “shift”a zna-

mená počet pitch mark̊u, které byly
”
posunuty“ o v́ıce než 10% lokálńı periody.

Na výsledćıch tohoto testu jsou ve všech třech, ale zvláště v př́ıpadě metody SEDREAMS,
zřetelné enormńı hodnoty posun̊u ve sloupci NS. Pokud se má testovat 10674 pitch mark̊u vzhle-
dem k 10833 referenčńım pitch mark̊um, a 5280 jich je posunutých, tak

”
je něco špatně“. Zp̊usob,

jakým jednotlivé metody umist’uj́ı pitch marky, je specifický pro každou metodu. Např́ıklad
metoda NNPM pitch mark z principu nemůže umı́stit jinam, než do minima filtrovaného signálu.
Takže pokud nekoresponduje minimum filtrovaného signálu s lokálńım minimem řečového signálu,
téměř určitě nastane chyba typu “shift”.

Nav́ıc v př́ıpadě metody SEDREAMS bylo zjǐstěno, že má problémy s určováńım znělosti.
Konkrétně klasifikuje intervaly řeči obsahuj́ıćı ticho jako znělé, což se odráž́ı v počtu ND. Bylo
odhaleno, že v nahrávkách se vyskytuje šumová složka 50 Hz, pravděpodobně indukovaná ze
śıtě. Tento šum má však odstup v́ıce než 40dB k signálu desetiprocentńı možné amplitudy.
Tento problém byl vyřešen použit́ım exterńı informace o (ne)znělosti, jedná se opět o nejlépe
vycházej́ıćı metodu RAPT. Chyby metody SEDREAMS ve sloupci ND tabulky 4.2 se sńıžily
téměř na polovinu. Nadále bude tato metoda použ́ıvat exterńı informaci o (ne)znělosti, jelikož
se výsledek, byt’ pouze o 4% zlepšil.
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Metoda Nt Nt −N? Nr ND NI NS Acc [%]

SEDREAMS 10836 10448 10833 579 371 5445 38,79

Tabulka 4.2: Výsledky metody SEDREAMS s exterńı informaćı o (ne)znělosti

Nutnost́ı se stalo analyzovat a vyřešit problém s posuny pitch mark̊u všech 3 zmı́něných
metod. Situaci vystihuje obrázek 4.8.

0.824 0.826 0.828 0.83 0.832 0.834 0.836

−0.1

−0.05

0

0.05

0.1

0.15

time [s]

 

 

Obrázek 4.8: Ukázka lokalizace pitch mark̊u 3 výše zmı́něných metod, řečový signál (modře),
ručńı pitch marky (černě), křivka energie a pitch marky v jej́ıch maximech – EWM (zeleně),
filtrovaný pr̊uběh signálu a pitch marky v jeho minimech – NNPM (červeně), pitch marky metody
SEDREAMS (purpurově).

Je zde zobrazen vybraný úsek řečového signálu spolu s ručńımi pitch marky a s pitch marky
metod uvedených v tabulce 4.1. Na prvńı pohled je jasný problém, a sice automatické pitch marky
jsou posunuty od ručně určených. Uplatňuje se t́ım operace “shift”při vyhodnoceńı přesnosti,
a t́ım vyhodnocená přesnost algoritmů klesá. Okamžik uzavřeńı hlasivek by však měl být pro
signály s negativńı polaritou v lokálńım minimu řečového signálu viz ručńı pitch marky.

Bylo empiricky zjǐstěno, že naprostá většina posunutých automaticky detekovaných pitch
mark̊u má určitou tendenci ohledně směru posunu s ohledem na konkrétńı metodu. Byla proto
navržena jednoduchá procedura, která byla integrována jako posledńı

”
post-processingový“ stu-

peň do tř́ı metod z tabulky 4.1. Jedná se o hledáńı lokálńıho minima v lokálńı periodě řečového
a lehce filtrovaného řečového signálu pomoćı okénka. Bylo použito Hanningovo okénko. Tato pro-
cedura byla vždy nastavena pro vlastnosti posun̊u konkrétńı metody. Např́ıklad metoda NNPM
z principu posouvá téměř výhradně doprava. Lokálńı perioda okolo pitch marku, který se má
posunout do lokálńıho minima řečového signálu, byla převážena doleva posunutým okénkem.
Posunut́ı bylo na základě empirických pokus̊u nastaveno na 5%, č́ımž bylo zvýhodněno po-
sunut́ı doleva. V př́ıpadě metod EWM a SEDREAMS bylo nastaveńı stejné s rozd́ılem, že bylo
zvýhodněno posunut́ı doprava vypĺıvaj́ıćı z vlastnost́ı těchto dvou metod.
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4.3.2 Algoritmus MPA

V samotném závěru vyhodnocováńı výsledk̊u jednotlivých algoritmů zahrnutých do porovnáńı
v kapitole 4 této práce, byla objevena určitá souvislost mezi dvěma signály. Jedná se o měřený hla-
sivkový signál EGG využ́ıvaný algoritmem MPA a fundamentálńı vlnu prezentovanou Thomasem
Ewenderem v článku [7]. Teoreticky nejsou jej́ı vlastnosti vhodné, protože jej́ı fáze s řečovým
signálem se měńı v čase. Algoritmus MPA však posouvá kandidáty do lokálńıch minim (pro
zápornou polaritu) řečového signálu, což by mohlo problém částečně vyřešit.

Pro simulaci EGG signálu fundamentálńı vlnou byla zpočátku použita fundamentálńı vlna
stejná jako v př́ıpadě metody EWM. Tato vlna byla generována pomoćı spojité kontury F0

popsané v podkapitole 3.1.4 a byla nulována v neznělých úsećıch podle informace o (ne)znělosti
źıskané metodou RAPT, což s sebou nese i nepřesnosti této metody. Tento proces využ́ıvaj́ıćı
exterńı informaci o (ne)znělosti byl implementován funkćı Fundamental.m. Základńı vlna gene-
rovaná funkćı Fundamental.m bude nadále označována jako FW1. Př́ıklad fundamentálńı vlny
zobrazuje podgraf (c) v obrázku 4.3, kde je zároveň zřetelný i př́ıpad chyby metody RAPT.
V samém začátku podgrafu (a) stejného obrázku je vidět neznělá klasifikace, ale v podgrafu
(d) jsou jasně vidět pitch marky. Nav́ıc t́ım mohou vzniknout nespojitosti, které mohou být
problémem zvláště v př́ıpadech, kdy se poč́ıtá diference takového signálu s nespojitost́ı. To je
přesně př́ıpad algoritmu MPA. Vznikl proto požadavek na generováńı fundamentálńı vlny spojité
na celém signálu. K tomu byla opět použita spojitá kontura F0 popsaná v podkapitole 3.1.4, ale
již bez informace o (ne)znělosti signálu. Tento proces vytvářeńı spojité fundamentálńı vlny byl
implementován funkćı Fwave.m. Spojitá základńı vlna generovaná funkćı Fwave.m bude nadále
označována jako FW2.

Pro porovnáńı bylo použito 20 nahrávek (viz Korpus20 v př́ıloze A), ke kterým byly vygene-
rovány oba

”
typy“ fundamentálńıch vln. Dosažené výsledky jsou obsaženy v tabulce 4.3.

Metoda Nt Nt −N? Nr ND NI NS Acc [%]

MPA + EGG 11001 10613 10833 293 50 346 93,51
MPA + FW1 10678 10301 10611 294 116 348 92,64
MPA + FW2 11209 10821 10833 519 70 360 91,23

Tabulka 4.3: Porovnáńı výsledk̊u algoritmu MPA spolu s hlasivkovým signálem a simulovanými
hlasivkovými signály fundamentálńı vlnou.

Zde je d̊uležité zd̊uraznit, že počet referenčńıch pitch mark̊u metody MPA + FW1 je nižš́ı. Je
tomu tak proto, že nebyla úspěšně vygenerována posloupnost pitch mark̊u algoritmem MPA pro
jednu z nahrávek. To je pravděpodobně z d̊uvodu větš́ı nespojitosti fundamentálńı vlny použité
mı́sto signálu EGG, který je přirozeně spojitý. O trochu vyšš́ı přesnost této metody je vykoupena
nižš́ı robustnost́ı, která je zajǐstěna v metodě MPA + FW2.

V rámci budoućı možné práce v tomto směru by mohlo být experimentováno i s použit́ım
pr̊uměrovaného signálu definovaného vztahem 4.1 na mı́sto EGG signálu. Zp̊usob výpočtu pr̊umě-
rovaného signálu a fundamentálńı vlny je r̊uzný a je zde proto i rozd́ıl ve tvaru funkćı. Společný
je však fázový posuv a pr̊uchody nulou se přesně kryj́ı. Oba pr̊uběhy byly pro zaj́ımavost nor-
malizovány maximálńı absolutńı hodnotou a došlo k porovnáńı pomoćı vzájemné (Pearsonovy)
korelace na několika nahrávkách se středńı hodnotou výsledných korelaćı 0,973.
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4.3.3 Konečné porovnáńı

V této fázi již nebyla žádná metoda z podkapitoly 4.3.1 znevýhodněna a mohlo doj́ıt k porov-
náńı. Bylo použito 20 nahrávek (viz Korpus20 v př́ıloze A). Do tohoto porovnáńı jsou zahrnuty
výsledky metod EWM, NNPM, SEDREAMS, MPA + EGG, MPA + FW1, MPA + FW2,
PRAAT-AC a PRAAT-CC. Dosažené výsledky jsou zaznamenány do tabulky 4.4.

Metoda Nt Nt −N? Nr ND NI NS Acc [%]

MPA + EGG 11001 10613 10833 293 50 346 93,51
MPA + FW1 10678 10301 10611 294 116 348 92,64

NNPM 10837 10449 10833 390 254 254 91,41
MPA + FW2 11209 10821 10833 519 70 360 91,23
PRAAT-CC 11268 10880 10833 667 114 317 89,91
PRAAT-AC 11174 10786 10833 642 157 311 89,71
SEDREAMS 10836 10448 10833 569 359 395 87,34

EWM 10687 10299 10833 524 503 370 86,63

Tabulka 4.4: Porovnáńı všech dosažených výsledk̊u seřazených od nejlepš́ıho.

Nahrávky použité pro srovnáńı obsahovaly i tři známé problematické nahrávky a také dvě
vesele mluvené nahrávky. Nejednalo se proto o jednoduchý úkol ani pro algoritmy nástroje
PRAAT, který je často považován za referenčńı na poli analýzy signálu. Zhodnoceńı:

• MPA + EGG – podle očekáváńı dopadla tato metoda nejlépe, která má jako jediná v́ıce
informace v podobě EGG signálu.

• MPA + FW1 – velice překvapivý výsledek. Informace v podobě EGG signálu je nahrazena
simulaćı pomoćı fundamentálńı vlny. V tomto př́ıpadě se však bohužel nejedná o plně
robustńı verzi, protože fundamentálńı vlna obsahuje nespojitosti.

• NNPM – velmi dobrý výsledek. V tomto př́ıpadě je však nutné přiznat, že 20 nahrávek
použitých pro vyhodnoceńı těchto výsledk̊u bylo ze 3

4
zainteresovaných do trénováńı této

neuronové śıtě. Daľśı vyhodnoceńı výsledk̊u bude uvedeno v př́ı̌st́ı podkapitole.

• MPA + FW2 – Výsledek ztrácej́ıćı pouze 2,27 %. V tomto př́ıpadě jde již o plně robustńı
verzi. Jedná se o prokazatelně nejlepš́ı dosažený výsledek bez EGG signálu této práce,
jelikož metoda NNPM je ovlivněna trénovaćımi daty ve vyhodnoceńı a metoda MPA +
FW1 neńı robustńı kv̊uli nespojitostem, které se v této verzi nevyskytuj́ı.

• PRAAT – stabilně dobrý výsledek v př́ıpadech obou metod źıskáńı kontury F0. Metoda
PRAAT-CC vykazuje 0,2 % lepš́ı výsledek než PRAAT-AC.

• SEDREAMS – následuje tato metoda, která celkově na testovaných nahrávkách neměla
oslnivé výsledky. Bez použit́ı exterńı informace o (ne)znělosti by byl výsledek s největš́ı
pravděpodobnost́ı horš́ı.
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• EWM – na pomyslném
”
chvostu“ tohoto srovnáńı. To je možné zd̊uvodnit hlavně t́ım,

že předpoklad této metody se ve skutečnosti neuplatňuje do takové mı́ry, jak se p̊uvodně
myslelo. Jedná se o předpoklad, že pitch marky se nacházej́ı v lokálńıch maximech pr̊uběhu
krátkodobé energie. Tento pr̊uběh vykazuje r̊uzné speciálńı př́ıpady v závislosti na tvaru
řečového signálu, takže nelze vždy zcela robustně detekovat pitch marky. Avšak ani tento
výsledek neńı nijak zvláště špatný, jelikož z 20 nahrávek jich je 5

”
náročněǰśıch“.

4.3.4 Dodatečné porovnáńı metody NNPM

V předchoźı podkapitole bylo přiznáno zvýhodněńı neuronové śıtě (metody NNPM ) v rámci
porovnáńı. Data, která byla použita pro srovnáńı, byla použ́ıvána také k trénováńı této śıtě.
Výsledek metody NNPM je v tomto př́ıpadě vhodné označit za zaujatý. Neńı tedy k dispozici
zcela věrohodný výsledek přesnosti metody NNPM. Všech 83 nahrávek (viz Korpus83 v př́ıloze
A) bylo použito k trénováńı neuronové śıtě. Pouze k těmto byly k dispozici ručně detekované pitch
marky. Byl proto proveden test na 20 nahrávkách, které nebyly použity pro trénováńı neuronové
śıtě. Jako referenčńı budou použity pitch marky nalezené metodou MPA + EGG, která vycháźı
i z hlasivkového signálu a jej́ıž výsledky se v předchoźı podkapitole podle očekáváńı ukázaly jako
nejlepš́ı. Výsledky dodatečného porovnáńı jsou zaznamenány v tabulce 4.5.

Metoda Nt Nt −N? Nr ND NI NS Acc [%]

NNPM 12074 12074 11745 491 162 302 92,09
PRAAT-CC 12380 12380 11745 855 220 352 88,47
SEDREAMS 11883 11883 11745 683 545 723 83,58

EWM 12055 11785 11745 482 442 1051 83,24

Tabulka 4.5: Výsledky NNPM a daľśıch 3 vybraných metod vzhledem k výsledk̊um metody
MPA + EGG na datech, které nebyly použity pro trénováńı śıtě použité v metodě NNPM.

Tyto výsledky byly źıskány nikoliv vzhledem k ručně detekovaným pitch mark̊um, ale
vzhledem k pitch mark̊um detekovaným algoritmem MPA + EGG. Maj́ı proto do určité mı́ry
jen orientačńı charakter. Výsledky v sobě totiž zahrnuj́ı určitou informaci o tom, jak moc
jsou si podobné vlastnosti uvedených pitch markovaćıch algoritmů s vlastnostmi algoritmu
MPA + EGG. Ten však v minulé podkapitole prokázal nejlepš́ı výsledky. Dosažený výsledek
metody NNPM proto funkčnost neuronové śıtě potvrdil. Ve prospěch věrohodnosti výsledk̊u
metody NNPM je také obrázek 4.5, který vypov́ıdá o podobnosti chyby neuronové śıtě na testo-
vaćıch a trénovaćıch datech. To znamená, že neuronová śıt’ metody NNPM neklasifikuje výrazně
h̊uře na neznámých datech. Zdá se, že natrénováńı neuronové śıtě je v pořádku a śıt’ neztratila
schopnost

”
zobecněńı“.
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Kapitola 5

Závěr

Téma této práce bylo stručně nast́ıněno v kapitole 1. Byly zde uvedeny motivace a ćıle této
práce, ale také stručný popis jednotlivých kapitol.

V kapitole 2 bylo vysvětleno množstv́ı odborných názv̊u, termı́n̊u, př́ıslušné teorie, ale také
metod zpracováńı, které jsou použ́ıvány v následuj́ıćıch kapitolách 3 a 4, které v př́ıpadě potřeby
odkazuj́ı na př́ıslušný termı́n uvedený v teoretickém základu práce. V prvńı řadě se jedná o teorii
týkaj́ıćı se přirozené produkce řeči a jej́ı digitalizaci. Následuj́ıćı část vypov́ıdá o metodách zpra-
cováńı řečového signálu. Podrobněji byly vysvětleny zp̊usoby určováńı kontury F0 a v neposledńı
řadě se zde vyskytuje dostatečné množstv́ı teorie o syntéze řeči. Na konci této kapitoly byl stručně
vysvětlen princip neuronových śıt́ı.

V kapitole 3 bylo popsáno několik vybraných př́ıstup̊u pro výpočet základńıho hlasivkového
tónu a bylo zde provedeno porovnáńı jejich přesnosti a vlastnost́ı pomoćı uvedených postup̊u.
V závěru kapitoly 3 byly prezentovány dosažené výsledky.

Kapitola 4 se zabývala porovnáńım algoritmů prováděj́ıćıch detekci hlasivkových pulz̊u.
Několik vybraných př́ıstup̊u bylo prezentováno, některé byly implementovány, a bylo provedeno
srovnáńı jejich přesnosti a vlastnost́ı. Dosažené výsledky tohoto srovnáńı byly uvedeny v závěru
kapitoly 4.

Hlavńım ćılem této práce bylo porovnáńı algoritmů pro automatickou detekci hlasivkových
pulz̊u v řečovém signálu. Úloha detekce hlasivkových pulz̊u, nebo též pitch mark̊u, je vyžadována
řadou metod a př́ıstup̊u týkaj́ıćıch se syntézy řeči a automatického rozpoznáváńı řeči. Existuje
množstv́ı algoritmů, které se touto úlohou zabývaj́ı. Nejlepš́ı výsledky vykazuj́ı ty algoritmy, které
využ́ıvaj́ı kromě řečového signálu i hlasivkový EGG signál. Snahou při plněńı této práce bylo
nalézt zp̊usob, jak se s úspěšnost́ı detekce co nejv́ıce přibĺıžit pomyslnému

”
stropu“ v podobě algo-

ritmu MPA (viz kapitola 4.1.5), který EGG signál využ́ıvá. Pokud by se podařilo dosáhnout jeho
úspěšnosti detekce bez použit́ı EGG signálu, odpadla by t́ım nutnost použ́ıvat elektroglotograf
při nahráváńı korpus̊u v budoucnu a bylo by t́ım také umožněno použit́ı korpus̊u nahraných bez
EGG signálu v minulosti.

Některé algoritmy, které nepracuj́ı s EGG signálem, vyžaduj́ı alespoň informaci o pr̊uběhu
základńıho hlasivkového tónu. Ukázalo se, že jejich úspěšnost je na kvalitě takového pr̊uběhu
silně závislá. Proto bylo v této práci zahrnuto také srovnáńı dostupných nástroj̊u, které řeš́ı
úlohu detekce základńıho hlasivkového tónu.

Pro porovnáńı algoritmů výpočtu základńıho hlasivkového tónu byly vytvořeny referenčńı
kontury z ručně detekovaných pitch mark̊u. Dosažené výsledky kapitoly 3 určuj́ı metodu spojité
kontury F0 prezentované v článku [10] jako nejlepš́ı. Vzhledem k tomu, že je spojitá, musela
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být zahrnuta informace o (ne)znělosti z jiné metody. V tomto př́ıpadě byla použita informace
o (ne)znělosti z metody RAPT, protože jej́ı výsledky byly v obou kritéríıch na druhém mı́stě.
Dosažený výsledek Ewenderovy spojité kontury byl v př́ıpadě kritéria RMSE o 25,6 % nižš́ı než
vykazovala metoda RAPT. V př́ıpadě korelace byla Ewenderova spojitá kontura o 1,2 % lepš́ı
než druhá nejlepš́ı RAPT.

Pro porovnáńı algoritmů detekce pitch mark̊u v řečových signálech byly ručně detekované
pitch marky použity jako referenčńı. Mezi algoritmy pro detekci pitch mark̊u v řečových signálech
se podle očekáváńı ukázal jako nejlepš́ı algoritmus MPA (pracuj́ıćı s EGG signálem) s úspěšnost́ı
93,51 %. Byl proveden experiment, kdy byl nahrazen EGG signál v algoritmu MPA funda-
mentálńı vlnou prezentovanou v článku [7]. Spojitá fundamentálńı vlna (FW2) byla použita
mı́sto EGG signálu v algoritmu MPA s výsledkem jen o 2,27 % horš́ım než s originálńım EGG
signálem. Neuronová śıt’ pro detekci pitch mark̊u (NNPM ) měla sice přibližně o dvě desetiny
procenta lepš́ı výsledky, ale data použitá pro určeńı těchto výsledk̊u byla částečně použita pro
jej́ı trénováńı. Na nezaujatých datech však metoda NNPM prokázala svou velmi dobrou přesnost
detekce (viz kapitola 4.3.4). O 3,6 % horš́ı výsledek, než algoritmus MPA, vykazuje lepš́ı z metod
nástroje PRAAT.

Pokud z nějakého d̊uvodu neńı k dispozici EGG signál ke zvuku, ve kterém maj́ı být nalezeny
pitch marky, nejlepš́ı výsledek se podle dosažených přesnost́ı źıská simulaćı EGG signálu funda-
mentálńı vlnou nebo použit́ım neuronové śıtě. Pokud EGG k dispozici je, neńı d̊uvod jej nevyuž́ıt
a nejlepš́ı výsledek bude dosažen algoritmem MPA.

Náměty na daľśı práci

Kapitola 3 této práce pojednává o porovnáńı algoritmů výpočtu základńıho hlasivkového
tónu. Algoritmy jsou porovnány ve smyslu RMSE a pomoćı vzájemné korelace ve znělých
úsećıch řeči. Mohl by nav́ıc být navržen zp̊usob porovnáńı korektnosti klasifikace (ne)znělosti,
tedy jak přesně jsou detekovány začátky a konce znělých interval̊u řečového signálu. Navrženým
zp̊usobem by pak mohly být všechny algoritmy porovnány. Do tohoto porovnáńı by mohly být
zahrnuty i klasifikátory znělosti/neznělosti realizované neuronovými śıtěmi v článćıch [7] a [18].
Źıskáńım dostatečně přesné klasifikace (ne)znělosti by mohla být tato informace integrována
do fundamentálńı vlny FW2. T́ım by velice pravděpodobně došlo ke zvýšeńı přesnosti metody
MPA + FW2 využ́ıvaj́ıćı právě signálu FW2 namı́sto hlasivkového EGG signálu.

Daľśım námětem by mohlo být provedeńı test̊u algoritmu MPA také s pr̊uměrovaným signálem
uvedeným v podkapitole 4.1.2 mı́sto EGG signálu. Pr̊uměrovaný signál vykazuje podobné vlast-
nosti jako fundamentálńı vlna. Alternativně by mohly být zvoleny nebo navrženy daľśı metody
filtrace. Tato cesta simulace EGG signálu se ukázala jako poměrně úspěšná.

V podkapitole 4.1.6 jsou zmı́něny daľśı dvě metody detekce pitch mark̊u v řečových signálech,
které by mohly být zahrnuty do porovnáńı kapitoly 4. Tyto dvě metody byly prezentovány
v článćıch [17] a [18].

Neuronová śıt’ v metodě NNPM (viz podkapitola 4.1.4) funguje na základě dolnopropustńı
filtrace se zlomovou frekvenćı 700 Hz. Základńı hlasivkový tón jednoho řečńıka se měńı v pr̊uběhu
jedné promluvy. Nav́ıc r̊uzńı řečńıci maj́ı r̊uzný hlasivkový tón. Zde by mohla být mı́sto uvedené
filtrace použita filtrace měńıćı vlastnosti podle základńıho hlasivkového tónu.
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Př́ıloha A

Korpus83, Korpus20

Korpus 83 studiových nahrávek, které byly spolu s koresponduj́ıćımi stejnojmennými soubory
obsahuj́ıćımi ručně detekované pitch marky poskytnuty pracovǐstěm KKY pro tuto práci.

CZA – čeština, muž CZF – čeština, žena CZM – čeština, muž

CZA oznam00001 00.wav CZF Sentence05025 000.wav CZM Sentence10000.wav
CZA oznam00002 00.wav CZF Sentence05026 002.wav CZM Sentence10001.wav
CZA oznam00003 00.wav CZF Sentence05027 000.wav CZM Sentence10002.wav
CZA oznam00004 00.wav CZF Sentence05028 000.wav CZM Sentence10003.wav
CZA oznam00005 00.wav CZF Sentence05029 000.wav CZM Sentence10004.wav
CZA oznam09996 00.wav CZF sentence0006.wav CZM sentence00006.wav
CZA oznam09997 00.wav CZF sentence0007.wav CZM sentence00007.wav
CZA oznam09998 00.wav CZF sentence0008.wav CZM sentence00008.wav
CZA oznam09999 00.wav CZF sentence0009.wav CZM sentence00009.wav
CZA oznam10000 00.wav CZF sentence0010.wav CZM sentence00010.wav

EN – angličtina, muž FR – francouzština, žena DE – němčina, muž

EN Sentence0001.wav FR Sentence0001.wav DE Sentence0001.wav
EN Sentence0002.wav FR Sentence0002.wav DE Sentence0002.wav
EN Sentence0003.wav FR Sentence0003.wav DE Sentence0003.wav
EN Sentence0004.wav FR Sentence0004.wav DE Sentence0004.wav
EN Sentence0005.wav FR Sentence0005.wav DE Sentence0005.wav
EN Sentence6697.wav FR Sentence7982.wav DE Sentence5554.wav
EN Sentence6698.wav FR Sentence7983.wav DE Sentence5555.wav
EN Sentence6699.wav FR Sentence7984.wav DE Sentence5556.wav
EN Sentence6700.wav FR Sentence7985.wav DE Sentence5557.wav
EN Sentence6701.wav FR Sentence7986.wav DE Sentence5558.wav

SK – slovenština, žena HA –
”

happy“, čeština, žena TT –
”

problematic“, čeština, žena

SK sentence0001.wav HA Sentence00003 000.wav TT Sentence02590 000.wav
SK sentence0002.wav HA Sentence00007 000.wav TT Sentence03251 000.wav
SK sentence0003.wav HA Sentence00020 000.wav TT Sentence04059 000.wav
SK sentence0004.wav HA Sentence00021 000.wav
SK sentence0005.wav HA Sentence00022 000.wav
SK sentence7008.wav HA Sentence00037 000.wav
SK sentence7009.wav HA Sentence00047 000.wav
SK sentence7010.wav HA Sentence00050 000.wav
SK sentence7011.wav HA Sentence00062 000.wav
SK sentence7012.wav HA Sentence00063 000.wav

Tučně vyznačené nahrávky byly vybrány pro vyhodnoceńı některých výsledk̊u. Dále budou
označovány jako

”
Korpus20“. Všechny nahrávky jsou ve formátu mono 16-bit “.wav”soubor̊u.

Celkem se jedná o v́ıce než 11 minut záznamu s v́ıce než 50 tiśıci ručně určených pitch mark̊u.
Nahrávky typu “happy”a “problematic”znamenaj́ı těžš́ı podmı́nky pro analyzuj́ıćı algoritmy.
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Př́ıloha B

KorpusNN

Korpus 20 studiových nahrávek r̊uzných od těch v př́ıloze A, ke kterým byly algoritmem
MPA + EGG vyhodnoceny pitch marky, které byly uloženy ve formě stejnojmenných soubor̊u.
Všechny nahrávky jsou v češtině.

Řečńık AJ – muž Řečńık JS – muž Řečńık KI – žena Řečńık MR – muž

oznam00001 00.wav oznam00002 00.wav oznam00003 00.wav oznam00004 00.wav
oznam00005 00.wav oznam00006 00.wav oznam00007 00.wav oznam00008 00.wav
oznam00009 00.wav oznam00010 00.wav oznam00011 00.wav oznam00012 00.wav
oznam00013 00.wav oznam00014 00.wav oznam00015 00.wav oznam00016 00.wav
oznam00017 00.wav oznam00018 00.wav oznam00019 00.wav oznam00020 00.wav
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