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Abstrakt

Ćılem diplomové práce bylo využit́ı významu (sémantiky) věty pro zlepšeńı
úspěšnosti analýzy sentimentu. Jedńım z úkol̊u bylo prozkoumat druhy sé-
mantických roĺı a metody jejich automatického źıskáváńı. Dále vybrat nej-
vhodněǰśı systém pro jejich značkováńı se zaměřeńım na český jazyk.

Pro źıskáváńı sémantických roĺı byl vybrán nástroj Treex založený na
Pražském závislostńım korpusu. Po vytvořeńı sémantických roĺı pro vstupńı
data proběhla extrakce př́ıznak̊u. Pro analýzu sentimentu na úrovni doku-
mentu byly použity metody učeńı s učitelem.

Nejlepš́ıch výsledk̊u dosahoval klasifikátor maximálńı entropie. Naměřené
hodnoty překonaly výsledky předchoźıch výzkumu metod učeńı s učitelem.

Kĺıčová slova: Značkováńı sémantických roĺı, analýza sentimentu, strojové
učeńı



Abstract

The goal of the diploma thesis was to use the meaning (semantics) of the
sentence to improve accuracy in sentiment analysis. One of the tasks was
to examine the types of semantic roles and the methods of their automatic
retrieval. Then choose the most appropriate system for their labeling with a
focus on the Czech language.

Treex is based on Prague Dependency Treebank and was used to get
semantic roles. Feature extraction was performed after semantic role labe-
ling. For sentiment analysis on document level were used machine learning
methods.

The best results achieved the maximum entropy classifier. The obtained
values outperformed the results of previous research using supervised me-
thods.

Keywords: Semantic role labeling, sentiment analysis, machine learning
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1 Úvod

Analýza sentimentu, někdy také známá pod termı́nem
”
dolováńı názor̊u“

(opinion mining), je obor, kterému se v posledńıch letech věnuje stále v́ıce
pozornosti. Výrobńı nebo obchodńı společnosti, politické subjekty, cestovńı
kanceláře apod. rádi využ́ıvaj́ı analýzu sentimentu k určeńı své daľśı marke-
tingové strategie. Současně i jednotliv́ı zákazńıci před zakoupeńım určitého
výrobku nebo služby rádi sáhnou k analýze, která jim vyhodnot́ı nejobĺıbe-
něǰśı produkt na trhu. Komerčńı využit́ı analýzy sentimentu tak poskytuje
silnou motivaci pro vytvářeńı stále dokonaleǰśıch programů.

Výsledky analýzy sentimentu nejsou pořád dostačuj́ıćı a nab́ıźı prostor
pro zlepšeńı. Hledaj́ı se stále nové metody a př́ıznaky, které by pomohly
zlepšit přesnost klasifikace.

Ćılem diplomové práce bylo využit́ı významu (sémantiky) věty pro pocho-
peńı jej́ıho sentimentu. Význam věty vyjadřuj́ı sémantické role. Identifikace
těchto roĺı se nazývá značkováńı sémantických roĺı. Na základě teoríı z oboru
lingvistiky byly vyvinuty r̊uzné nástroje a metody pro automatické źıská-
váńı sémantických roĺı. Proto bylo nejdř́ıve nutné se seznámit s dostupnými
nástroji a zvolit nejvhodněǰśı systém.

Analýze sentimentu v českém jazyce neńı věnován dostatečný věděcký
zájem. Z tohoto d̊uvodu se diplomová práce zaměřuje na češtinu. Tomu se
musel přizp̊usobit výběr systému pro značkováńı sémantických roĺı.
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2 Strojové učeńı

Jak už úvod zmiňuje, tato práce se věnuje problémům analýzy sentimentu
a značkováńı sémantických roĺı. Jedno z možných řešeńı pro tyto úlohy je
využit́ı slovńıkového př́ıstupu. Ten se spoléhá na specializované lexikony vy-
tvářené odborńıky a jejich nevýhodou je špatné zohledněńı kontextu. V práci
jsou tak použity metody založené na strojovém učeńı (Machine learning).

Strojové učeńı poprvé definoval v roce 1959 Arthur Samuel jako
”
Obor,

který poč́ıtač̊um zajǐst’uje schopnost učit se bez toho, aby byly explicitně
naprogramovány.“

Pojem učeńı lépe vysvětluje z pohledu poč́ıtačového programu Tom Mit-
chell:

”
O poč́ıtačovém programu řekneme, že se uč́ı ze zkušenosti E vykonávat

množinu úloh T s úspěšnost́ı P, pokud se jeho úspěšnost P na úkolech T zlep-
šuje se zkušenost́ı E.“ Zjednodušeně řečeno jde o to, aby výkon (úspěšnost)
systému rostl s přibývaj́ıćımi zkušenostmi (trénovaćımi daty).

Hlavńım ćılem ve strojovém učeńı je schopnost generalizace. Zobecňo-
váńı ve smyslu natrénováńı algoritmu tak, aby dostatečně úspěšně dokázal
pracovat na dosud nepozorovaných datech, které nebyly součást́ı trénovaćı
množiny.

2.1 Metody učeńı

Metody strojového učeńı lze rozdělit podle zp̊usobu učeńı. Dále při výběru
algoritmu muśıme brát v potaz několik daľśıch faktor̊u. Jaká přesnost je vy-
žadována, kolik máme trénovaćıch dat, jsou označkovaná a jaký je počet
př́ıznak̊u? Všechny tyto faktory nám mohou pomoct pro výběr vhodné me-
tody.
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Strojové učeńı Metody učeńı

Strojové učeńı

Učeńı bez učitele

Shlukováńı

Redukce
dimenzionality

Učeńı s učitelem

Regrese

Klasifikace

Obrázek 2.1: Nejčastěǰśı využit́ı metod strojového učeńı

2.1.1 Učeńı s učitelem

Zp̊usob učeńı s učitelem (supervised learning) má sv̊uj predikčńı model za-
ložený na vstupńıch datech (trénovaćı data) a pro ně známém výstupu. Mo-
del je tvořen trénovaćım procesem, ve kterém se z trénovaćıch dat odhadne
výsledek. Ten se, pokud je predikce nesprávná, uprav́ı na základě přidané
informace od učitele na očekávaný výsledek. Trénováńı prob́ıhá dokud model
nedosáhne požadované přesnosti na trénovaćı množině.

Jedna ze základńıch úloh učeńı s učitelem je odhad č́ıselné hodnoty vý-
stupu na základě trénovaćıch dat (tzv. regrese). Daľśı častým problémem je
klasifikace, kde vstup zařad́ıme do jedné z kategoríı.

Naivńı Bayes

Naivńı Bayes̊uv klasifikátor založený na jednoduchém principu aplikace Ba-
yesovy věty. Tato věta předpokládá, že výskyt všech př́ıznak̊u, které z textu
zvoĺıme, je statisticky nezávislý na výskytu všech ostatńıch. Nejzákladněǰśı
př́ıstup pro zvoleńı př́ıznak̊u je použit́ı modelu bag of words, který obsahuje
množinu četnost́ı jednotlivých slov a zahazuje pořad́ı slov nebo gramatické
tvary. Dokument D je přǐrazen do tř́ıdy C za předpokladu

P (C|D) =
P (D|C)P (C)

P (D)
(2.1)

Pokud má dokument stejnou pravděpodobnost zařazeńı do každé tř́ıdy. Zna-
mená to, že marginálńı pravděpodobnost P(D) je pro všechny tř́ıdy stejná a
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Strojové učeńı Metody učeńı

může být z rovnice vynechána.

P (C|D) = P (D|C)P (C) (2.2)

Chceme-li maximalizovat pravděpodobnost dokumentu D nálež́ıćı do tř́ıdy
C. Zvoĺıme př́ıznaky reprezentuj́ıćı dokument D a dostaneme:

CNB = argmaxP (priznak1, priznak2, ..., priznakn|C)P (C) (2.3)

Za naivńıho předpokladu podmı́něné nezávislosti př́ıznak̊u můžeme zjedno-
dušit rovnici na.[10]

CNB = argmaxP (C)
∏
i

P (priznaki|C)P (C) (2.4)

Naivńı Bayes̊uv klasifikátor nab́ıźı slušné výsledky při snadné implemen-
taci. To je jedńım z d̊uvod̊u, proč je často prvńı volbou pro použit́ı. Stanov́ı
dostačuj́ıćı hranici pro porovnáńı úspěšnosti s ostatńımi metodami. Vyžaduje
malou množinu trénovaćıch dat k odhadnut́ı rozhodovaćıch parametr̊u.

Support Vector Machine

Metoda SVM se v klasifikačńı úloze snaž́ı naj́ıt optimálńı rozděluj́ıćı nadro-
viny odděluj́ıćı trénovaćı data v prostoru př́ıznak̊u. Optimálńı nadrovina od-
děluje body projekce trénovaćıch dat, které lež́ı na opačných stranách této
nadroviny a zároveň nadrovina má největš́ı vzdálenost k nejbližš́ım bod̊um
jakékoliv tř́ıdy. [11] Zjednodušeně řečeno metoda se snaž́ı naj́ıt neǰsirš́ı pás v
prostoru mezi tř́ıdami tak, aby je od sebe oddělil.
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Strojové učeńı Metody učeńı

Obrázek 2.2: Neǰsirš́ı pás bez bod̊u pro SVM trénovaćı data ze dvou tř́ıd.
Body na okraj́ıch jsou nazývány podp̊urné vektory [11]

SVM je využ́ıváno pro řešeńı mnoha problémů d́ıky své schopnosti gene-
ralizace. Tato populárńı metoda učeńı s učitelem umı́ vytvořit rozhodovaćı
hranici pro lineárně i nelineárně separabilńı data. [3]

Maximum entropy

Klasifikátor maximálńı entropie (MaxEnt) je pravděpodobnostńı klasifikátor
strojového učeńı. Je založen na principu maximálńı entropie. Když nejsou
žádná vstupńı data, klasifikátor předpokládá uniformńı rozděleńı (maximálńı
entropii). Vytvář́ı si o datech, co nejméně předpoklad̊u. Pozorovaná data
entropii sńıž́ı, protože nastavuj́ı množinu omezeńı, která by měla být zahrnuta
do výsledného rozděleńı. Po přidáńı dat do svého modelu se na zbytku, který
ještě nebyl

”
spatřen“, opět snaž́ı entropii maximalizovat.

Trénovaćı data v MaxEnt nastavuj́ı omezeńı na podmı́něné rozděleńı prav-
děpodobnosti. Najdeme množinu funkćı, které jsou užitečné pro klasifikaci.
Pro každý př́ıznak zjist́ıme očekávanou hodnotu pro trénovaćı data a zahr-
neme do pravděpodobnostńıho rozděleńı. To zaručuje nalezeńı jedinečného
pravděpodobnostńıho rozděleńı, které má maximálńı entropii. Toto rozděleńı
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Strojové učeńı Metody učeńı

je vždy v exponenciálńı tvaru:

P (c|d) =
1

Z(d)

n∏
i=1

eλifi(d,c), (2.5)

kde c je tř́ıda, d dokument, fi(d, c) je funkce př́ıznak̊u, λi odpov́ıdá odhado-
vanému parametru a Z(d) je normalizačńı faktor.

Ukázalo se, že metoda maximálńı entropie může být citlivá na špatný
výběr př́ıznak̊u. Neńı potřeba mı́t př́ıznaky pro všechny tř́ıdy. [50]

Neuronové śıtě

Neuronové śıtě jsou založeny na principu biologických struktur, kde základńı
jednotka je neuron. Neurony jsou navzájem propojené a přenášej́ı signál na
základě aktivačńıch funkćı.

Prvńı pokusy využit́ı neuronových śıt́ı ve zpracováńı přirozeného jazyka
využ́ıvaly one-hot vector, který reprezentuje slovo. Každá dimenze vektoru
odpov́ıdá jinému slovu. Tento bag of word model nicméně ztráćı sémantickou
informaci, což je zvláště d̊uležité v analýze sentimentu.

Nedávný výzkum se soustředil na vytvořeńı vektoru, který reprezentuje
slova a dokumenty s udržeńım co nejv́ıce informaćı. Existuje model word2vec,
kde vektorová reprezentace je vypoč́ıtána pro každé slovo. Výsledkem je, že
slova s podobným významem maj́ı na rozd́ıl od slov nesouvisej́ıćıch k sobě v
eukleidovském prostoru bĺıž.

Také daľśı typ neuronových śıt́ı Deep learning zaznamenal obrovský po-
krok. Rekurentńı neuronové śıtě jsou schopny uchovat informaci obsaženou
v trénovaćıch datech a zachytit vztahy mezi slovy. Představitelem je model
LSTM (long-short term memory).

LSTM se lǐśı od jiných typ̊u RNN t́ım, že jej́ı buňka obsahuje brány,
které v́ıce kontroluj́ı zachováńı nebo potlačeńı informace v

”
paměti“. Výstup

z buňky je výsledkem několika funkćı. Záviśı na tom, jak moc současný vstup
ovlivńı vytvořeńı nové paměti, jak se pamět’ z předchoźıch pamět́ı pod́ıĺı na
nové, a jaká část paměti převládne pro vygenerováńı výstupu. [16]
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Strojové učeńı Zpracováńı přirozeného jazyka

2.1.2 Učeńı bez učitele

Učeńım bez učitele (unsupervised learning) nazýváme zp̊usob, u kterého pro
vstupńı data neznáme správný výstup. Systém vytvoř́ı sv̊uj model odvozo-
váńım struktur ze vstupńıch dat. Výsledkem je nalezeńı obecných pravidel,
redukce dimenzionality nebo organizováńı dat podle jejich podobnosti (shlu-
kováńı).

Algoritmy jsou založeny na pravděpodobnostńıch modelech, které učeńım
bez učitele zajist́ı shrnut́ı a extrahováńı kĺıčových vlastnost́ı dat.

Lze zvolit i kombinaci mezi učeńım s učitelem a bez učitele.

2.2 Zpracováńı přirozeného jazyka

Zpracováńı přirozeného jazyka (Natural language processing - NLP) zasahuje
do v́ıce vědńıch obor̊u, zejména informatiky, umělé inteligence a lingvistiky.
Věnuje se problémům analýzy, porozuměńı a tvorby jazyka, který lidé použ́ı-
vaj́ı pro interakci mezi sebou. Vstupem do systému může být psaný text nebo
mluvené slovo v přirozeném jazyce člověka a výstupem je odpověd’ systému
ve stejné formě.

Mezi d̊uležité úkoly NLP patř́ı tvorba lidské řeči (speech synthesis), pře-
vod mluvené řeči do textu (speech recognition), strojový překlad (machine
translation), extrakce a dolováńı dat z textu nebo automatická sumarizace.
Diplomová práce se soustřed́ı na významné úkoly analýzy sentimentu a znač-
kováńı sémantických roĺı (semantic role labeling).
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3 Značkováńı sémantických roĺı

Ćılem práce je využit́ı sémantických roĺı jako př́ıznak̊u pro zlepšeńı analýzy
sentimentu. Je nezbytné si na začátku definovat, co je sémantika a co jsou
sémantické role.

V oboru lingvistiky je sémantika nauka o významu jazykových jednotek
(morfémů, slov, vět...) [5]. Sémantická role označuje kategorii větné fráze z
pohledu sémantiky [12]. Vyjadřuje významový vztah pojmenované entity k
ději nebo stavu vyjádřenému predikátem (nejčastěji sloveso). Zjednodušeně
řečeno určuje jakou

”
roli“ daná entita

”
hraje“ jako účastńık v dané události.

Terminologie, počty a názvy jednotlivých roĺı nejsou v teorii lingvistiky jed-
notné. Mezi nejv́ıce vyskytuj́ı se role patř́ı: [14]

• konatel (agent) - personálńı p̊uvodce děje

• patient (patients) - nositel děje, který je dějem nějak zasažen

• bez českého výrazu (theme) - nositel děje, který neměńı dějem sv̊uj stav

• adresát (recipient) - personálńı p̊uvodce děje

• proživatel, ćıl, kauzátor, nástroj, zdroj, mı́sto atd.

Úloha určeńı a označeńı sémantických roĺı se nazývá semantic role labeling
(dále jen SRL). Vyřešeńı SRL poskytne odpovědi na otázky kdo, kdy, co,
kde, proč a daľśı v mnoha problémech oboru zpracováńı přirozeného jazyka.
Zejména v oblastech, kde je potřeba nějaký druh sémantické interpretace
(např. extrakci informaćı, odpov́ıdáńı na otázky, analýze sentimentu). [15]

Následuj́ıćı věta ukazuje označeńı sémantických roĺı. Pražský strážńık je
p̊uvodce děje. Př́ısudek zadržel je predikát.

Kdo udělal co komu kde
Pražský strážńık zadržel podezřelého na mı́stě činu.
Agent Predikát Theme Mı́sto

8
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3.1 Sémantické role v lingvistice

Pro porozuměńı použ́ıvańı současných metod a dostupných anotovaných tex-
tových struktur dat si stručně vysvětĺıme lingvistické pozad́ı za teoríı séman-
tických roĺı.

Zásadńı práce od Fillmora s názvem Case for Cases [17] dala lingvist̊um
základ pro rozvinut́ı teoríı sémantických roĺı. Fillmorova teorie se věnuje pá-
d̊um v rámci syntaxe a sémantiky, jde tedy o pády v hloubkové struktuře věty
(tzv. deep cases) [18]. Muśıme si dát pozor a

”
hloubkové“ pády nezaměňovat

s gramatickými. Gramatické pády jako nominativ, akuzativ či dativ slouž́ı k
realizaci pouze

”
povrchńı“ struktury (surface structure). Př́ıkladem rozd́ılu

povrchové a hloubkové struktury jsou věty 1 a 2 . Maj́ı jinou povrchovou, ale
stejnou hlubokou strukturu.

(1)
”
Táta hĺıdá syna.“

(2)
”
Syn je hĺıdán tátou.“

Fillmore ve své práci uvedl myšlenku, že každá věta se skládá ze slovesa
a jedné nebo v́ıce fráźı. Fráze spadá do jedné z šesti základńıch hloubko-
vých pád̊u: agentive, instrumental, dative, factitive, locative, objective. Jde o
univerzálńı a pravděpodobně vrozené koncepty lid́ı, které lze zaznamenat ve
všech jazyćıch [14]. Výhodou je zobecněńı významu. Oproti tomu nevýhodou
je již zmiňovaná nejednotnost v počtu a významu sémantických roĺı. Daľśım
problémem je nejednoznačné přǐrazováńı sémantických roĺı, kdy lze přǐradit
v́ıce roĺı jedné frázi.

Dowty zvolil jiný př́ıstup a zmenšil množinu roĺı na dvě základńı [20]:

• Proto-agent má vlastnosti: volitelné zapojeńı do události nebo stavu,
zp̊usob́ı událost nebo změnu stavu u jiného účastńıka, pohyb (vzhledem
k pozici jiného účastńıka).

• Proto-Patient má vlastnosti: procháźı změnou stavu, kauzálně ovlivněn
jiným účastńıkem, př́ır̊ustkové téma.

Na předchoźım př́ıkladu věty 1 je táta Proto-Agentem a syn Proto-Patientem
i v př́ıpadě věty 2 role z̊ustanou stejné.

9
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Daľśı pohled, s kterým přǐsla Levinská [21] se zaměřuje na sémantickou
klasifikaci predikát̊u samotných. Klasifikace je založena na verb alternations,
což je př́ıpad, kdy stejné sloveso může být použito s jiným počtem a jiným
umı́stěńım argument̊u (tzv. valenćı [13]).

Hypotéza byla, že syntaxe odráž́ı základńı sémantiku. Pokud skupina slo-
ves se chová stejně syntakticky, měla by existovat nějaká sémantická spoji-
tost. Levin provedla hypotézu na anglickém jazyce a rozdělila je do 47 nej-
vyšš́ıch kategoríı, 193 kategoríı druhé a třet́ı úrovně pro celkem 3100 sloves.
Nevýhodou tohoto rozděleńı byly sémanticky nehomogenńı tř́ıdy (slovesa s
jiným významem), slovesa, která spadala do v́ıce tř́ıd a rozpor v typech al-
ternation.

3.2 Sémantické role v poč́ıtačové lingvistice

Teorie sémantických roĺı z lingvistiky měla obrovský vliv při tvorbě slovńık̊u
zachycuj́ıćı vztahy mezi predikáty a argumenty. [19] Forma reprezentace sé-
mantické struktury neńı jednotná a každý slovńık má svoj́ı vlastńı. Většinou
však vycháźı ze syntaktické struktury, která se následně zpracuje do séman-
tických vztah̊u.

3.2.1 Závislostńı a frázový strom

Syntaktická struktura zachycuje vztahy mezi slovy. Reprezentace jejich struk-
tury se děĺı na dva nejčastěǰśı př́ıpady: závislostńı strom a frázový strom.

Frázový strom zobrazuje vztahy mezi jednotlivými částmi věty (fráze),
které se poté rozkládaj́ı na daľśı menš́ı části (konstituenti). Konstituent je
jazyková jednotka, ze které se tvoř́ı bloky stejné úrovně do blok̊u vyšš́ı úrovně
[22]. Postup vytvořeńı frázového stromu se ř́ıd́ı podle frázových přepisovaćıch
pravidel.

Druhý zp̊usob, jak reprezentovat syntaktickou strukturu, je závislostńı
strom. Uzel v závislostńım stromě odpov́ıdá jednomu slovu. Ve stromu jsou
závislosti mezi ř́ıd́ıćımi slovy a jejich podř́ızenými nebo rozv́ıjej́ıćımi slovy.

Využit́ı frázového stromu je vhodné tam, kde je dané pořad́ı slov a jasná
přepisovaćı pravidla (angličtina). Známý anglický anotovaný projekt Penn

10
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Treebank použ́ıvá frázové parsováńı. Oproti tomu závislostńı strom má vý-
hodu ve volném slovosledu a zp̊usobu vyjadřovańı (čeština). Závislostńı par-
sováńı použ́ıvá Pražský závislostńı korpus (PDT). Muśıme brát v potaz, že
přesnost určeńı závislosti v českém jazyce se pohybuje okolo 85% 1.

Na rozd́ıl od frázového stromu má závislostńı strom menš́ı počet uzl̊u a
přehledněǰśı grafické znázorněńı závislosti na jednotlivých slovech. Na ob-
rázku 3.1 vid́ıme názorné ukázky obou stromů pro stejnou větu. U obrázku
3.1a) jsou jednotlivé části vět značeny zkratkami S (věta), NP (jmenná fráze),
VP (slovesná fráze), V (sloveso), N (podstatné jméno), A (př́ıdavné jméno)
a Z (interpunkce).

S

Z

.

VP

NP

N

propisku

A

černou

NP

N

Anně

V

sebral

NP

N

Jan

a) Frázový strom

sebral

Jan Anně propisku

černou

.

b) Závislostńı strom

Obrázek 3.1: Syntaktické stromy pro větu
”
Jan sebral Anně černou propisku.“

3.2.2 FrameNet

FrameNet je prvńım projektem pro automatické SRL. FrameNet je lexikálńı
databáze angličtiny obsahuj́ıćı 1200 semantic frames (sémantických rámc̊u),
13000 lexikálńıch jednotek a v́ıce než 200 tiśıc anotovaných vět. Vznik pro-
jektu je založen na teorii Frame Semantics (rámcová sémantika) od Fillmora.
Hlavńı myšlenka spoč́ıvá v tom, že význam většiny slov lze pochopit na zá-
kladě sémantického rámce, popisu typu události nebo entit a participant̊u
v ńı. Př́ıkladem může být koncept vařeńı, kde rámec (frame) se jmenuje
Apply heat (aplikovat teplo) a Cook(vařit), Food (j́ıdlo), Heating instrument
(ohř́ıvaćı nástroj) jsou elementy rámce (frame elements), Slova, která spa-

1http://ufal.mff.cuni.cz/czech-parsing
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daj́ı do tohoto rámce jako jsou fry (smažit), bake (péct) se nazývaj́ı lexikálńı
jednotky (lexical unit) [24].

FrameNet trṕı t́ım, že jeho korpus neńı reprezentativńı vzorek jazyka a
skládá se z převážně z ručně vybraných ukázek. Dále sématické role trṕı
neduhem, že jsou moc situačně konkrétńı, než-li obecněǰśı jako u role Agent,
Theme a Location, které můžou být použity např́ıč r̊uznými mı́sty a styly.
Projekt zapř́ıčinil prvńı pokusy SRL s př́ıstupem statistického strojového
učeńı. Nicméně nyńı se jeho dataset tolik nepouž́ıvá. [19]

3.2.3 VerbNet

VerbNet2 je největš́ı lexikon sloves anglického jazyka. Je organizován podle
tř́ıd sloves, které navrhla již zmiňovaná Levin [21]. Postupem času kategorie
prošly změnou pro větš́ı syntaktickou a sémantickou soudržnost mezi členy
r̊uzných tř́ıd.

Lexikon je považován za d̊uležitý zdroj pro poč́ıtačovou lingvistiku. Vět-
šinou se použ́ıvá ve spojeńı s jinými lexikony. Převážně pro svou absenci
souvisej́ıćıch anotovaných roĺı v korpusu.

Tabulka 3.1: Zjednodušená ukázka tř́ıdy z VerbNetu

Class Hit-18.1
Roles and Restrictions: Agent[+int control] Patient[+concrete] Instrument[+concrete]
Members: bang, bash, hit, kick, ...

Frames:
Name Basic transitive
Example Paula hit the ball
Syntax Agent V Patient

Semantics
cause(Agent, E)manner(during(E), directedmotion, Agent)
!contact(during(E), Agent, Patient) manner(end(E),forceful, Agent)
contact(end(E), Agent, Patient)

3.2.4 PropBank

Proposition Bank (PropBank), inspiruj́ıćı se z projektu VerbNet, použ́ıvá
obecněǰśı sémantické role označované jako prototypy. Jedná se o Dowtyho

2https://verbs.colorado.edu/~mpalmer/projects/verbnet.html
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rozděleńı na Proto-Agent a Proto-Patient (sekce 3.1). PropBank anotoval sé-
mantické role pro všechny slovesa z korpusu Penn Treebank (obsahuje hlavně
žurnalistické články z Wall Street Journal).

PropBank byl vytvořen se záměrem poskytnut́ı trénovaćıch dat ve strojo-
vém učeńı pro úlohu SRL. Stal se tak d̊uležitým zdrojem pro automatickou
tvorbu sémantických roĺı.

PropBank má pro každé sloveso množinu rámc̊u (frameset), v kterých
argumenty zač́ıná č́ıslovat od nuly. Argumenty doplňuj́ı význam slovesa a jsou
č́ıslovány od 1-4. Role jednotlivých argument̊u se můžou lǐsit, ale většinou
vypadaj́ı následovně:[20].

• Arg0 - Proto-Agent

• Arg1 - Proto-Patient

• Arg2 - benefactive / instrument / attribute / end state

• Arg3 - start point / benefactive / instrument / attribute

• Arg4 - end point

Tento postup má zajistit konzistentńı značkováńı argument̊u např́ıč r̊uznými
syntaktickými tvary.

Dále se PropBank snaž́ı přǐradit funkčńı tag ke všem modifikátor̊um a
doplňk̊um slovesa. V následuj́ıćı tabulce 3.2 je zkrácený seznam možných
funkčńıch tag̊u.

Tabulka 3.2: Zkrácený seznam možných funkčńıch tag̊u PropBank

Zkratka tagu Funkce Př́ıklad
TMP kdy? včera, 5pm v neděli
LOC kde? v koupelně, v časopisu
DIR kam, odkud? dol̊u, z Ameriky
MNR jak? rychle, s nadšeńım
PRP/CAU proč? protože..., takže ...
REC zvratná zájemena a slovesa se, si, sebou
GOL konec pohybu, převodu slovesa Na zem, k Janovi
ADV smı́̌sené, co nikam nepatř́ı navzdory, bohužel

PRD
argument se týká něčeho
nebo upravuje jiný

snědl maso syrové
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Ukázka rámce win.01 pro sloveso vyhrát

Role:

Arg0: winner (v́ıtěz)

Arg1: thing won (vyhraná věc )

Př́ıklad: Jára Cimrman won the voting for The Greatest Czech in 2005.

Arg0: Jára Cimrman

vztah: win

Arg1: the voting for The Greatest Czech

Jára Cimrman won the voting for The Greatest Czech in 2005

ROOT

NAME SBJ

TMP

OBJ

NMOD NMOD

PMOD

NMOD

NAME
PMOD

Arg0

Arg1

3.2.5 Pražský závislostńı korpus

”
Pražský závislostńı korpus (Prague Dependendcy Treebank, dále jen PDT)

je prvńı poč́ıtačový korpus češtiny komplexně syntakticky anotovaný na zá-
kladě závislostńı gramatiky.“[25] Skládá se z velkého množstv́ı anotovaných
českých text̊u (převážně z Českého národńıho korpusu) doplněných o 3 propo-
jené úrovně: rovina morfologická (lemma, tag), rovina analytická (závislosti
jednotlivých prvk̊u z morfologické roviny) a tektogramatická rovina (rozbor
sémantiky, významu).

Podrobněǰśı vysvětleńı jednotlivých vrstev PDT3 s př́ıkladem si ukážeme
na větě.

3http://ufal.mff.cuni.cz/pdt2.0/
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(3)
”
Nejhodněǰśı táta na světě koupil synovi dárek, ale zapomněl mu ho

dát.“

1. Morfologická rovina rozděluje p̊uvodńı text do vět. Na této rovině se
slovńım jednotkám přǐrazuje několik atribut̊u. Nejd̊uležitěǰśı je morfo-
logické lemma (základńı tvar slova) a tag, který obsahuje morfologické
kategorie jako jsou slovńı druh, rod, č́ıslo, čas, zápor, stupeň atd. Daľśı
atributy slouž́ı k opravám chyb, identifikováńı zkratek, ciźıch slov a
fráźı.

Prvńı slovo věty nejhodněǰśı bude mı́t lemma hodný s př́ıdavnou infor-
maćı, že se jedná o význam nezlobivý a ne od slova být hoden. Dále tag
slova nejhodněǰśı vypadá následovně: AAMS1----3A----, což znamená
př́ıdavné jméno (AA), mužský životný(M), jednotné č́ıslo (S), pád (1),
stupeň (3), bez záporu (A).

2. Analytická rovina se definuje jako orientovaný strom s kořenem, s ohod-
nocenými hranami a uzly. To znamená, že každému prvku z morfolo-
gické roviny je přǐrazen jeden rodič, na kterém je prvek závislý. Ohod-
noceńı hran analytickou funkćı určuje závislostńı vztah na rodiči.

Analytická funkce (afun) na obrázku 3.2 je zobrazena modrým ṕısmem
pod slovem v uzlu a může nabývat hodnot jako jsou predikát (Pred),
podmět (Sb), předmět (Obj), doplněk (Atv), př́ıvlastek(Atr) atd.
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PAT v:inf
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n-tree
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Obrázek 3.2: Ukázka analytické roviny věty 3

3. Tektogramatická rovina zachycuje významovou strukturu věty. Je re-
prezentována orientovaným stromem s kořenem s ohodnocenými hra-
nami a uzly.

Uzly zastupuj́ı plnovýznamová slova. Nemuśı zde být všechny prvky z
morfologické roviny (např předložky) a některé uzly můžou být nové
(nevyjádřený podmět). Některé uzly maj́ı nav́ıc informace (gramma-
témy), které nelze odvodit ze struktury. Ohodnoceńı hran jako v ana-
lytické úrovni popisuje typ vztahu. Každé sloveso nebo jistý typ pod-
statného jména má nav́ıc atribut valenčńıho rámce (česká obdoba Verb-
Netu).

Základńımi atributy uzlu jsou tektogrammatické lemma (lexikálńı vý-
znam uzlu), grammatémy (význam lexikálńıch a morfologických katego-
ríı) a funktor (sémantické ohodnoceńı syntaktického vztahu). Funktor
je na obrázku 3.3 v uzlu vyznačen fialově. Z věty vid́ıme funktory ACT
(aktor - nositel děje), ADDR (adresát), ADVS (koordinačńı struktura
vyjadřuj́ıćı odporovaćı vztah), PAT (patiens - předmět zasažený dějem)
atd.

16
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Obrázek 3.3: Ukázka tektogramatické roviny věty 3

3.3 Automatické metody SRL

Jelikož manuálńı značkováńı sémantických roĺı je časově velice náročné, hle-
daj́ı se zp̊usoby jak tento proces zautomatizovat. Použ́ıvaj́ı se metody stro-
jového učeńı a statistický př́ıstup.

3.3.1 SRL učeńı s učitelem

Prvńı př́ıstup, jak řešit automatické SRL je učeńı s učitelem. Protože máme
k dispozici anotovaná data (viz 3.2) můžeme je využ́ıt pro učeńı klasifikátoru.

Obvyklý postup, jak se k úloha řeš́ı, se skládá z následuj́ıćıch krok̊u. Vstu-
pem je věta. Nejprve se ve větě najde predikát a jeho argumenty (indentifi-
kace argument̊u) a pak se označ́ı sémantickými rolemi (klasifikace argument̊u)[19].
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Obrázek 3.4: Architektura SRL systému [20]

1. Na začátku provedeme syntaktickou analýzu (syntactic parsing), z které
dostaneme množinu kandidát̊u na argumenty pro každý predikát.

2. Kv̊uli výpočetńı náročnosti zpracováńı kandidát̊u následuje prořezáváńı
(prunning) argument̊u, kde se vyřad́ı velmi nepravděpodobńı kandidáti.
Zvláště proto, že téměř většina nejsou argumenty slovesa a data by tak
byla nevyrovnaná pro klasifikátor, který by měl velký pod́ıl negativńıch
vzork̊u (nejsou argumenty predikátu) a malý pod́ıl pozitivńıch vzork̊u
(jsou argumenty predikát̊u). Což může p̊usobit problémy pro správnou
klasifikaci.

Pro prořezáváńı se často použ́ıvá jednoduchá heuristika od Xue, Palmer
[32]. Algoritmus zač́ıná tak, že predikát přidá všechny své syntaktické
doplňky ze sourozeneckých uzl̊u (uzle se stejným rodičem) kromě uzl̊u
s koordinačńı strukturou (spojky).

3. Ve fázi identifikováńı argument̊u se provád́ı binárńı klasifikace každého
kandidáta, jestli argument je nebo neńı. Jedná se o daľśı postup jak
zmenšit množinu kandidát̊u. Klasifikace se provád́ı většinou nezávisle
na ostatńıch uzlech (tzv. lokálńı model). Pro učeńı se použ́ıvaj́ı př́ıznaky
z věty, derivačńıho stromu a jiných zdroj̊u. Konkrétněǰśım zp̊usob̊um
výběru př́ıznak̊u se věnuji v sekci 3.3.1.
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4. Daľśım krokem je klasifikace označených argument̊u do 1-N tř́ıd kandi-
dát̊u. Tato klasifikace může být prováděna společně s identifikaćı argu-
ment̊u nebo nezávisle. Většinou se však řeš́ı v návaznosti na sebe, jak
znázorňuje obrázek 3.4. Protože identifikace argument̊u je úzce spojena
ze syntaktickou vrstvou a klasifikace argument̊u se sémantickou. Výběr
př́ıznak̊u pro tyto dvě úlohy se tak může značně lǐsit.

5. Posledńı krokem je závěrečná strukturálńı úprava, kde se použ́ıvá model
společného ohodnoceńı (joint scoring). Na rozd́ıl od lokálńıho modelu se
zde využ́ıvá hodnoceńı všech označených sémantických roĺı ve vzájem-
ném propojeńı celého stromu. Opravuje se tak př́ıpady chyb lokálńıho
modelu. Např́ıklad FrameNet a PropBank nedovoluje překrýváńı argu-
ment̊u jednotlivých slov. V PropBank se nesmı́ argumenty opakovat.

Tyto chyby se daj́ı vyřešit metodou opětovného ohodnoceńı (re-ranking)
[33]. SRL systém vrát́ı několik možných označeńı pro všechny slova.
Metoda se pak snaž́ı naj́ıt takovou množinu označeńı, která maximali-
zuje lokálńı a celkové skóre za podmı́nky splněńı všech omezeńı. Daľśım
zp̊usobem je využit́ı pravděpodobnostńıho modelu pro vytvořeńı struk-
turovaného výstupu.

Extrakce př́ıznak̊u

Vybráńı správných př́ıznak̊u je kĺıčovým pro dosáhnut́ı dobrých výsledk̊u
úloze SRL. Gildea a Jurafsky [27] předložili výčet použitelných př́ıznak̊u,
které se staly základem pro daľśı práce v SRL.

• Slovesný rod - rozd́ıl mezi činným a trpným rodem má vliv na spo-
jeńı sémantických roĺı a jejich gramatických funkćı. Většinou předmět
činných sloves odpov́ıdá sémantickým roĺım podmětu sloves v trpném
rodě (věta 1 a 2). Slovesný rod se zjǐst’uje nalezeńım vzor̊u, kterými se
tvoř́ı. Takže v češtině pro trpný rod by se jednalo o nalezeńı slovesa být
s př́ıčest́ım trpným nebo slovesa se zvratným zájmenem.

• Frázové typy - jiná role je realizována jinou syntaktickou skupinou.
Taková je myšlenka za využit́ım tohoto typu př́ıznaku. Ve FrameNetu
tvoř́ı téměř polovina jmenné fráze (NP) a čtvrtinu předložkové fráze
(PP), daľśımi ve výčtu jsou adverbiálńı fráze (ADVP), částice (PRT)
atd.
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• Cesta derivačńım stromem - př́ıznak je určen zachytit syntaktický vztah
mezi konstituentem a ćılovým slovem (predikát). Př́ıznak je reprezento-
ván řetězcem symbol̊u se směrem pohybu v uzlech od ćılového slova ke
konstituentu. Např́ıklad cesta ve stromu nahoru od frázového slovesa
je reprezentována: VP↑.

• Řı́d́ıćı kategorie - existuje často spojeńı mezi sémantickou roĺı a jej́ı
syntaktickou realizaćı jako podmět nebo předmět. Může nabývat pouze
hodnot S (podmět) a VP (předměty slovesa).

• Podkategorie - pro sloveso se využije seznam frázových typ̊u, které jsou
jeho dětmi v derivačńım stromu. Intuićı za t́ımto př́ıznakem je využit́ı
počtu argument̊u slovesa pro omezeńı počtu možných sémantických roĺı.

• Pozice - pro opravu chyb při parsováńı, kdy tento př́ıznak může být vy-
užit i bez derivačńıho stromu. Př́ıznak jednoduše ř́ıká, na které straně
od predikátu se konstituent nacháźı. Očekává se, že bude značně ko-
relovat s gramatickou funkćı, jelikož podmět se obvykle objevuje před
slovesem a předmět za slovesem.

• Hlava fráze - je slovo, které ve frázi nerozv́ıj́ı žádný jiný člen fráze.
Např́ıklad v př́ıpadě:

”
rychle běž́ıćı muž“ je hlavou fráze slovo muž.

Hlava fráze podstatných jmen se může využ́ıt pro zúžeńı výběru role v
sémantickém rámci. Řekněme v komunikačńım rámci je pro slova Petr
nebo bratr pravděpodobněǰśı, že budou v roli SPEAKER (mluvč́ı) než
slova př́ıběh nebo otázka, které jsou nejsṕı̌se v roli TOPIC (téma).

Daľśımi možnými př́ıznaky mohou být pojmenované entity, shluk sloves, prv-
ńı/posledńı slova konstituentu, pořad́ı/vzdálenost konstituent̊u, množina ar-
gument̊u, předchoźı role (posledńı nalezený typ argumentu), slovńı druhy
(POS), n-gramy atd.

Zcela jiný př́ıstup jak vyb́ırat př́ıznaky je použit́ı metod s jádry (kernels)
[19]. Tento zp̊usob má objevit skryté struktury v syntaktické reprezentaci
kandidát̊u. Nejv́ıce zmiňovaný postup se nazývá tree kernel (jádra stromu),
který vytvoř́ı podstromy. Podstromy z trénovaćı množiny pak porovnává se
zpracovávaným stromem. Výhoda kernel př́ıstupu spoč́ıvá v jednoduchém
použit́ı, kdy se źıská velké množstv́ı př́ıznaku bez manuálńıho výběru speci-
álńıch př́ıznak̊u. Nevyžaduje přesnou shodu jednotlivých př́ıznak̊u. Je vhodné
pro klasifikátory pracuj́ıćı s jádry (SVM).
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S

VP

PP

NP2

barthe

P

to

V

went

NP1

She

Obrázek 3.5: Syntaktický
strom

Př́ıznak Anglicky Česky
Ćıl went šla
Hlava fráze She Ona
Ř́ıd́ıc kategorie S věta
Frázový typ NP jmenná fráze
Pozice left vlevo
Cesta V↑ VP↑S↓NP1

Podkategorie VP−→V PP
Lemma slovesa go j́ıt
Slovesný rod active činný

Tabulka 3.3: Př́ıklad př́ıznak̊u pro slovo She (Ona)

Použ́ıvané klasifikátory

Každý rok se vyhlašuj́ı úkoly z oblasti zpracováńı přirozeného jazyka. Nejlepš́ı
řešeńı těchto úloh se pak prezentuj́ı na konferenci učeńı přirozeného jazyka
(CoNLL). V roce 2005 se zadal problém SRL [28]. Ćılem bylo identifikovat ve
větě argumenty slovesa a označit je sémantický rolemi. Obĺıbenými metodami
pro řešeńı byly MaxEnt (viz sekce 2.1.1) a SVM (2.1.1). 15 týmů zvolilo právě
zmı́něné algoritmy a pouze 6 vybralo jiný př́ıstup.

Nejlepš́ıch výsledk̊u dosáhl SNoW (Sparse Network of Winnows), uč́ıćı
se klasifikátor do v́ıce tř́ıd. Je to systém, který je speciálně přizp̊usoben pro
rozsáhlé úlohy pro učeńı. Uč́ıćı se architektura využ́ıvá śıt’ lineárńıch funkćı
nad předdefinovaným nebo postupně źıskaným prostorem př́ıznak̊u. Učeńı
prob́ıhá bud’ pomoćı Winnowova aktualizačńıho pravidla (Winnow update
rule), perceptronu nebo klasifikátoru Naivńıho Bayese.[30] V předchoźım roce
vyhrála metoda SVM s polynomiálńım jádrem druhého stupně.

V roce 2009 se vyhlásila úloha (CoNLL09), která si dávala za ćıl vyřešit
spojeńı syntaktické a sémantické informace pro v́ıce jazyk̊u [29]. Základem
bylo určit syntaktické a sémantické závislosti a jejich označeńı. Na předńıch
pozićıch v jednotlivých podúlohách se umist’oval č́ınský tým. Pro sv̊uj systém
použili SVM pro klasifikaci predikát̊u, MaxEnt pro SRL a pro závěrečnou
globálńı optimalizace zvolili Integer Linear Programing (ILP). [31]
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3.3.2 SRL kombinace učeńı s a bez učitele

Pro vysokou úspěšnost SRL u učeńı s učitelem je třeba rozsáhlý anotovaný
korpus. Bohužel ten je velice drahé vytvořit. Nav́ıc označené datasety nepo-
krývaj́ı celý jazyk. Jsou i př́ıpady, kdy pro některé jazyky takové zdroje ani
nemuśı existovat. [20]

Ćılem je sńıžeńı závislosti na anotovaných datech. To lze vyřešit několika
zp̊usoby. Prvńım je mezijazykový přenos modelu nebo anotaćı ze zdroj̊u bo-
hatých na označená data (obvykle angličtina). Druhým je zvolit kombinaci
mezi učeńı s učitelem a bez učitele (semi-supervised learning), kde k označe-
ným dat̊um přidáme neoznačená. Posledńım zp̊usobem je učeńı bez učitele,
který by měl automaticky rozpoznat sémantické role z neoznačených dat.

Semi-supervised learning lze zhruba rozdělit do tř́ı skupin. Metody s vy-
tvářeńım náhradńıho učitele, kde automaticky anotujeme neoznačená data
a využ́ıváme je jako označená. Metody se sd́ıleńım parametr̊u. Neoznačená
data se použij́ı k redukci ř́ıdké reprezentace slov. Ve třet́ı skupině metod se
přidávaj́ı označená data k ř́ızeńı modelu bez učitele.

Vytvářeńı náhradńıho učitele

Pro vytvořeńı náhradńıho učitele se muśı vybrat neoznačená data, která
chceme označit. Vyb́ıráńı neoznačených dat je založeno na následuj́ıćı hy-
potéze. Věty s neznámými lexikálńımi jednotkami budou mı́t podobnou syn-
taktickou a sémantickou strukturu jako označená data. Tato podobnost se
vyjádř́ı skórem zarovnáńı mezi označenými a neoznačenými daty. Skóre se
skládá ze sémantického a syntaktického ohodnoceńı. Z neoznačených dat se
vybere množina nejpodobněǰśıch vzork̊u, provede se na nich anotace a přidaj́ı
se do trénovaćı množiny. [34]

3.3.3 SRL učeńı bez učitele

SRL metody učeńı bez učitele se na rozd́ıl od učeńı s učitelem nemuśı spoléhat
na anotované datasety. Pro fázi automatického identifikováńı argument̊u jsou
už vymyšleny výkonné heuristiky (logistický klasifikátor s latentńı proměn-
nou) [35]. Učeńı bez učitele se tak zaměřuje na problém klasifikace argument̊u
[36]. Dává si za ćıl automaticky odvozovat sémantické role z neoznačených
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dat. Obecně se jedná o problém shlukováńı. Muśıme brát v potaz, že pro
dané shluky neznáme označeńı.

Shlukováńı prob́ıhá tak, že sdružujeme výskyty argument̊u s jejich syntak-
tickým popisem nebo kĺıči argument̊u. Např́ıklad kĺıče argumentu z obrázku
3.3 pro slova ona jsou činný:vlevo:podmět. Shlukuje se podle těchto kĺıč̊u.

Lang a Lapata [37] navrhli aglomerativńı shlukováńı argument̊u, kde
každý kĺıč argument̊u zač́ıná v svém shluku. Poté se postupně spojuj́ı a rozdě-
luj́ı ke zlepšeńı přesnosti reprezentace sémantických roĺı. Algortimus nazvali
Split-Merge. V každé spojovaćı fázi (merge) je každý pár ohodnocen, jak
pravděpodobná je náležitost ke stejnému shluku. Ti s nejvyšš́ım skorem jsou
pak spojeni. Skóre zahrnuje lexikálně podobné argumenty, podobné slovńı
druhy argument̊u a splňuje omezeńı, že všechny argumenty věty maj́ı jinou
sémantickou roli.

Jiný př́ıstup k shlukováńı je zvoleńı generativńıho modelu pro odvozováńı
argument̊u. Titov a Klementiev [38] založili sv̊uj algoritmus na Bayesovském
modelu. Použ́ıvaj́ı podobné uč́ıćı signály (kĺıče argument̊u) jako v Split-Merge
shlukováńı. Jsou navrženy dva modely. V prvńım se odvozuj́ı role pro každý
predikát nezávisle na ostatńıch. V druhém př́ıpadě se využ́ıvá verb alter-
nations (viz 3.1), kde podobná slovesa sd́ılej́ı syntaktickou informaci. Vede
se matice podobnosti pro páry uč́ıćıch se signál̊u. Na základě skóre z matice
mezi páry jsou kĺıče argument̊u shlukovány dohromady.

3.4 Shrnut́ı

Výkonnostně učeńı s učitelem stále převyšuj́ı modely učeńı bez učitele [39].
Nicméně na malých anotovaných datasetech je situace opačná. V reálném
využit́ı se muśı brát ohled na to, že nejdražš́ı operaćı je vytvořeńı závislost-
ńıho stromu. Daľśım náročným úkonem je morfologická analýza. O něco méně
prostředk̊u vyžaduje označeńı slovńıch druh̊u a nejlevněǰśı je lemmatizace.

Existuj́ı př́ıstupy, kdy se zcela syntaktická analýza vynechá za cenu ztráty
přesnosti, ale udržeńı ńızkých náklad̊u na použité výpočetńı prostředky. V
tomto směru učeńı bez učitele přináš́ı slibné výsledky.
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4 Analýza sentimentu

Analýza sentimentu, někdy označována jako dolováńı názoru (opinion mi-
ning), se zabývá analýzou lidských emoćı, pocit̊u, postoj̊u a hodnoceńı k
určitým entitám. Identifikováńı a extrakce těchto subjektivńıch informaćı se
nejčastěji provád́ı na psaném textu.

Rozvoj analýzy sentimentu po roce 2000 souviśı s r̊ustem vlivu sociálńıch
médíı, který se snaž́ı využ́ıt jak komerčńı sféra tak státńı organizace. Firmy
a organizace chtěj́ı vědět názor zákazńıka na jejich produkty nebo služby.
Stát zaj́ımá postoj na existuj́ıćı nebo navrhované zákony. Daľśımi obĺıbenými
entitami pro dolováńı názor̊u jsou osobnosti, události, problémy nebo témata.
[1, s. 29]

Analýza sentimentu je velice komplexńı problém z několika d̊uvod̊u. Lidé
často nerozumı́, jak je psaný př́ıspěvek myšlen kv̊uli chyběj́ıćımu kontextu.
Př́ıspěvek nav́ıc může obsahovat sarkasmus a t́ım význam posunout opačným
směrem. Daľśım častým jevem při zpracováváńı textu je výskyt gramatic-
kých, syntaktických chyb. Fénomén sociálńıch śıt́ı jsou emotikony a hashtagy,
které leckdy nesou celý sentiment. Předzpracováńı muśı být natolik robustńı,
aby se poč́ıtalo nejen s těmito př́ıpady.

Tato práce se pokouš́ı o zlepšeńı výkonnosti analýzy sentimentu zapoje-
ńım hlubš́ıho porozuměńı kontextu skrytého uvnitř struktury jazyka. Pomoćı
využit́ı sémantických roĺı pro lepš́ı pochopeńı významu věty. Nejdř́ıve muśıme
definovat, co je sentiment.

Definice: Sentiment je základńı pocit, postoj, hodnoceńı nebo emoce spo-
jené s názorem. Je vyjádřen trojićı (y,o,i), kde

• y je typ sentimentu

• o je orientace sentimentu

• i je intenzita sentimentu.

(Bing Liu, 2015)

Typ sentimentu se může dělit na několika kategoríı. V spotřebitelském
světě se děĺı na racionálńı sentiment (z racionálńıho uvažováńı , hmatatelných
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d̊ukaz̊u, bez emoćı) a emocionálńı sentiment (nehmatatelný, emočńı reakce
na subjekty).

Někdy problém vyžaduje vyjádřit intenzitu sentimentu (sentiment in-
tensity) na stupnici hodnoceńı. Tzv. hodnoceńı sentimentu (sentiment ra-
ting)[1] bývá nejčastěji na škále pěti bod̊u (1-5 hvězd), které lze interpreto-
vat:

• velmi pozitivńı (5 hvězd)

• pozitivńı (4 hvězdy)

• neutrálńı (3 hvězdy)

• negativńı (2 hvězdy)

• velmi negativńı (1 hvězda)

Lze vybrat i stupnici s v́ıce body pro přesněǰśı rozděleńı intenzit sentimentu.
Povaha přirozeného jazyka je velmi subjektivńı a toto jemněǰśı roztř́ıděńı se
stává velice složitým problémem.

Posledńım z trojice je orientace sentimentu. Může být pozitivńı, negativńı
nebo neutrálńı. Orientace se taky někdy nazývá polarita, sémantická orien-
tace nebo valence. [1, s. 66] Zmiňované vlastnosti sentimentu si ukážeme na
názorném př́ıkladě:

(4)
”
Tohle auto miluju.“

(5)
”
Tohle auto má vynikaj́ıćı j́ızdńı vlastnosti.“

Obě věty 4 a 5 maj́ı pozitivńı polaritu a velmi pozitivńı intenzitu senti-
mentu. Ukázka 4 má emocionálńı a věta 5 racionálńı typ sentimentu.

4.1 Úlohy analýzy sentimentu

Děleńı analýzy sentimentu na r̊uzné podproblémy je motivováno předevš́ım
reálným využit́ım. Každá publikace má mı́rně odlǐsné děleńı, přesto se vět-
šina shodne na dvou hlavńıch. Velký počet praćı provád́ı klasifikaci, regresi
nebo hodnoceńı sentimentu podle polarity (orientace) textu. Druhým častým
problémem je klasifikace do dvou kategorii subjektivńı a objektivńı.
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4.1.1 Polarita sentimentu

Za předpokladu, že text obsahuje souhrnný názor na jednu entitu, je možné
klasifikovat tento názor do jedné ze dvou opačných polarit sentimentu. Ob-
vykle se jedná o pozitivńı nebo negativńı kategorii. Binárńı klasifikace podle
názoru vyjádřeného v textu se nazývá klasifikace polarity (polarity classifi-
cation) [6].

Mnoho vědeckých praćı před 15 lety (např. [8]) použ́ıvalo 2 tř́ıdy kv̊uli
zjednodušeńı problému klasifikace. Záměrně byla vynechána neutrálńı tř́ıda.
Do této třet́ı tř́ıdy patř́ı text, který neobsahuje žádný názor (např. objek-
tivńı fakt ”Včera jsem si koupil mobil.”) nebo se v něm vyskytuje smı́̌sený či
konfliktńı sentiment (”Film nebyl ani dobrý, ani špatný”). Výzkumńıci před-
pokládali, že vyřešeńım binárńıho problému pozitivńı vs negativńı, automa-
ticky zjist́ı i třet́ı kategorii. Neutrálńı tř́ıda se bude nacházet bĺızko rozhodo-
vaćı hranice binárńıho modelu. Nicméně Moshe Koppel a Jonathan Schler [7]
ukázali na d̊uležitost zahrnut́ı neutrálńı tř́ıdy při učeńı klasifikátoru. Přidáńı
třet́ı tř́ıdy pomáhá lepš́ımu rozeznáńı mezi pozitivńımi a negativńımi doku-
menty. Zvyšuje tak celkovou přesnost klasifikace a lepš́ı identifikováńı tzv.
neutrálńıch prvk̊u jazyka.

Dosud je obecně zmiňována klasifikace sentimentu na částech textu. Ana-
lýza sentimentu může být prováděna na r̊uzných logických část́ı, ze kterých se
text skládá. V literatuře a výzkumných praćıch se nejčastěji děĺı na 3 úrovně.
[1, s. 38]

1. Document level - Na úrovni dokumentu je úkolem klasifikovat cel-
kový názor dokumentu. Dokument se bere jako celek a nezabývá se
analýzou entit nebo aspekt̊u, jež obsahuje. Předpokládá, že dokument
(recenze, komentář) vyjadřuje názor o jediné entitě (film, produkt) a
obsahuje názor od jediného autora. Proto tento př́ıstup neńı vhodný,
pokud dokument obsahuje v́ıce názor̊u o r̊uzných objektech. Klasifikace
dokument sentimentu (document sentiment classification) je bráno jako
jednodušš́ı úkol v analýze sentimentu, protože lze převést na tradičńı
problém klasifikace textu do kategoríı, které odpov́ıdaj́ı polaritám sen-
timentu. Nab́ıźı se pro řešeńı využ́ıt metody učeńı s učitelem.

2. Sentence level - Na úrovni věty chceme u každé určit polaritu (pozi-
tivńı, neutrálńı nebo negativńı). Tato úroveň je spjata s pojmem sub-
jektivńı klasifikace (subjectivity classification), kde rozlǐsujeme věty ob-
sahuj́ıćı faktické informace (objektivńı) od vět subjektivńıch, kde vyja-
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Analýza sentimentu Výběr př́ıznak̊u

dřujeme názor nebo postoj.

3. Aspect level - Předchoźı úrovně nám neřeknou, co přesně lidé maj́ı
a nemaj́ı rádi. Úroveň aspektu se zaměřuje na ještě detailněǰśı určeńı
polarity jednotlivých názor̊u a hlavně jejich ćıl̊u.

(6)
”
Já ten mobil zbožňuju, ale baterka vydrž́ı jen jeden den.“

Např́ıklad věta 6 vyjadřuje pozitivńı reakce na mobil, ale nemůžeme
ř́ıct, že je úplně kladná. Pro jiného uživatele může být životnost baterky
d̊uležitá a mobil by si pravděpodobně nekoupil. V praxi jsou ćıle názoru
vyjádřeny entitami (např mobil) a/nebo jejich aspekty (baterie mobilu).
Účelem této úrovně je nalezeńı názoru na entity a/nebo jejich aspekt̊u
(baterie mobilu).

4.2 Výběr př́ıznak̊u

Jako př́ıznaky pro tyto metody lze vybrat z několika zp̊usob̊u [1, s. 201]:

• N-gramy. N-gram je posloupnost jednotlivých n slov. Př́ıznakem je
jedno slovo (unigram), dvě po sobě jdoućı slova (bigram) a tak dále. U
nich se zpravidla poč́ıtá frekvence výskytu v textu. T́ım zjist́ıme, jakou
d̊uležitost sehrávaj́ı pro jednotlivé tř́ıdy, do kterých je chceme klasifi-
kovat. Často se vyřazuj́ı n-gramy s malým počtem výskyt̊u, protože se
může jednat o šum, které by výsledek klasifikace zhoršovaly.

Jedná se o nejpouž́ıvaněǰśı zp̊usob vybráńı př́ıznak̊u v tradičńı textové
klasifikaci a v analýze sentimentu se ukázaly jako vysoce efektivńı.

• Slovńı druhy (Part of speech – POS). Slovńı druh slova lze vźıt jako př́ı-
znak. Zvláště př́ıdavná jména určuj́ı polaritu názoru nebo sentimentu
a tak jsou brány jako speciálńı př́ıznak. Nebo lze použ́ıt všechny tagy
slovńıch druh̊u a jejich n-gramy jako př́ıznaky. Všechny možné tagy
slovńıch druh̊u jsou źıskávány z treebanky, která popisuje syntaktic-
kou a sémantickou strukturu jazyka. Tyto tagy můžeme źıskat z textu
některou z metod zpracováńı přirozeného jazyka (např. Viterbiho algo-
ritmus).

• Slovńıkové metody. Zejména citově zabarvená, pozitivńı nebo negativńı
slova můžou být přirozeným př́ıznakem pro určeńı sentimentu. Kromě
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jednotlivých slov ze slovńıku můžeme využ́ıt i fráze ovlivňuj́ıćı senti-
ment. Daľśımi př́ıznaky může být použit́ı pravidel, která využ́ıvaj́ı jazy-
kové konstrukce k vyjádřeńı nebo naznačeńı sentimentu. K těmto všem
př́ıznak̊um se často ještě přidávaj́ı slova (sentiment shifters), která ne-
nesou žádnou informaci o sentimentu, ale ve spojeńı s pozitivńım nebo
negativńım slovem mohou význam velmi ovlivnit. Z této skupiny jsou
nejd̊uležitěǰśı zejména slova, která obracej́ı smysl některého z předcho-
źıch slov.

• Syntaktická závislost. Využ́ıvá závislostńı syntaxe slov jako př́ıznaky,
které jsou źıskávány z parsováńı nebo závislostńıho stromu.

4.3 Analýza sentimentu v češtině

Český jazyk patř́ı do skupiny flektivńıch jazyk̊u. To znamená, že vyjadřuje
gramatické funkce ohýbáńım (tj. skloňováńı, časováńı, předpony a př́ıpony).
Čeština nav́ıc obsahuje celkem 42 ṕısmen. Všechno toto přisṕıvá k větš́ı ča-
sové náročnosti oproti anglickému jazyku při zpracováńı textu.

Jelikož tato diplomová práce se zaměřuje na češtinu, uvedu hlavńı rozd́ıly
jazykových vlastnost́ı oproti angličtině. Z hlediska větné syntaxe má čeština
volný slovosled. Anglický jazyk má tendenci k nominálńımu (jmennému) vy-
jadřováńı. Podstatná a př́ıdavná jména zastupuj́ı velkou část informaćı ve
větě. V českém jazyce je velká část informaćı vyjadřována slovesy [41].

Daľśım problémem českého jazyka je nedostatek označkovaných dat, které
jsou potřeba pro metody strojového učeńı. Č́ım v́ıce vstupńıch dat, t́ım lepš́ı
přesnost a jednodušš́ı ověřeńı správnosti použ́ıvaných technik.

4.4 Metody analýzy sentimentu

Klasifikace sentimentu rozdělujeme na dvě hlavńı kategorie: slovńıkový (lexicon-
based) př́ıstup a metody strojového učeńı (machine learning). Někdy se pou-
ž́ıvá kombinace obou možnost́ı. Na obrázku 4.1 vid́ıme rozděleńı nejvýznam-
něǰśıch technik, které se v analýze sentimentu použ́ıvaj́ı.

S rozvojem oboru strojového učeńı se věnuje stále větš́ı pozornost neuro-

28
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novým śıt́ım a metodám učeńı bez učitele [23].

Sentiment
Analysis

Machine
Learning
Approach

Supervised
Learning

Decision
Tree

Classifiers

Linear
Classifiers

Support Vector
Machine

Neutral
Network

Rule
based

Classifiers

Probabilistic
Classifiers

Naive
Bayes

Bayesian
Network

Maximum
Entropy

Unsupervised
Learning

Lexicon
based

Approach

Dictionary
based

Approach

Corpus
based

Approach

Statistical Semantic

Obrázek 4.1: Přehled metod analýzy sentimentu [23]

4.5 Evaluace sentimentu

Jelikož je nezbytné ověřit výkonnost vybraných př́ıznak̊u a metod a upravovat
je náležitě podle jejich úspěšnosti, muśıme tuto

”
úspěšnost“ nějak kvantifiko-

vat.

Pokud prob́ıhá klasifikace do v́ıce tř́ıd hodnot́ıme systém nejdř́ıve po jed-
notlivých tř́ıdách.. Při klasifikaci pro tř́ıdu A mohou nastat možnosti:

• Skutečně pozitivńı (TP) - nález správné tř́ıdy A, systém označil A a ve
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skutečnosti patř́ı do A

• Skutečně negativńı (TN) - správné odmı́tnut́ı zařazeńı do tř́ıdy A, sys-
tém neoznačil náležitost do tř́ıdy A a ve skutečnosti nepatř́ı do A

• Falešně pozitivńı (FP) - falešný poplach (chyba prvńıho typu), systém
označil náležitost do tř́ıdy A, i když ve skutečnosti do tř́ıdy A nepatř́ı

• Falešně negativńı (FN) - chyba druhého typu, systém neoznačil náleži-
tost do tř́ıdy A, i když měl

Zmı́něné možnosti se pak použij́ı pro výpočet přesnosti, úplnosti a F-mı́ry.

Skutečnost
Pozitivńı Negativńı

Odpověd’ systému
Označený TP FP Přesnost
Neoznačený FN TN

Úplnost

• Precision (přesnost) - přesnost určeńı tř́ıdy.

• Recall (úplnost) - schopnost nalezeńı tř́ıdy.

• F-measure (F-mı́ra) - harmonický pr̊uměr Precision a Recall

Precision =
TP

TP + FP
(4.1)

Recall =
TP

TP + FN
(4.2)

F −measure = 2× Precision×Recall
Precision+Recall

=
2TP

2TP + FP + FN
(4.3)

4.5.1 Kř́ıžová validace

Měřeńı chyby nebo výkonnosti na jedné množině testovaćı dat neńı statisticky
přesné. Chceme eliminovat př́ıpady, kdy algoritmus dosahuje zkreslených vý-
sledk̊u na trénovaćıch datech, a které nejsou reprezentativńı.
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Kř́ıžová validace má zjistit, jak moc použité metody ovlivňuj́ı nezávislé
vzorky dat. Data jsou rozdělena na k disjunktńıch podmnožin stejné velikosti.
Jedna podmnožina slouž́ı jako trénovaćı a zbylé jako testovaćı. Výkonnost
modelu vzniklého z trénovaćıch dat je měřena na testovaćı množině. Každá
podmnožina je použita právě jednou jako testovaćı. Postup testováńı modelu
se provád́ı k -krát, pokaždé na jiných vzorćıch (viz obrázek 4.2).

Obrázek 4.2: Ukázka 4-násobné kř́ıžové validace

Odhad chyby vybraného modelu se zjist́ı jako pr̊uměr chyb pro jednot-
livé testovaćı množiny. Výhodou této metody je využit́ı všech označkovaných
dat. Naproti tomu výpočetně náročné, protože požadovaný model je třeba
vypoč́ıtat k -krát.

Z empirických zkušenost́ı se nejčastěji použ́ıvá 10-násobná kř́ıžová vali-
dace (10-fold cross validation) jako kompromis mezi velikost́ı trénovaćıch a
testovaćıch dat (90% ku 10%). [26]
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5 Vstupńı data

Pro ověřeńı užitečnosti nově vybraných př́ıznak̊u bylo potřeba vybrané me-
tody otestovat na datech. Pro zvolené uč́ıćı se algoritmy s učitelem byla
potřeba označkovaná data. Zadavatelem mi byl dodán dataset recenźı z fil-
mového portálu CSFD, př́ıspěvky ze sociálńı śıtě Facebook a produktové
recenze z internetového obchodu Mall.

Doménově se tak jednalo o rozmanitou skupinu dat, kde se dá předpo-
kládat už́ıváńı jiných výrazových prostředk̊u. Nejv́ıce odlǐsné jazykové pro-
středky měly vstupńı data z Facebooku. Na sociálńıch śıt́ı se často použ́ıvá
tzv.

”
nepřirozený“ jazyk. Je to jazyk využ́ıvaj́ıćı hovorové výrazy, gramatické

a pravopisné chyby, smajĺıky, novotvary nebo zkratky. [43]

Nepřirozený jazyk p̊usob́ı značné problémy pro parsery. Výsledkem je
značná chybovost v označených slovech a nepřesné závislostńı stromy.

Tabulka 5.1: Přehled velikost́ı dataset̊u pro analýzu sentimentu na úrovni
dokumentu

Název datasetu
Počet
dokument̊u

Pr̊uměrná
délka

Pozitivńı Negativńı Neutrálńı

CSFD filmové recenze 91.4k 51 30.9k 29.7k 30.8k
MALL produktové recenze 145.3k 19 103k 10.4k 31.9k
Facebook př́ıspěvky 10k 11 2.6 2k 5.2k

5.1 CSFD.cz

Dataset CSFD pro klasifikaci sentimentu dokumentu obsahuje přes 90 tiśıc
filmových recenźı. Tř́ıdy pozitivńı, neutrálńı a negativńı jsou zastoupeny po-
měrně vyrovnaně. Ze všech zkoušených dataset̊u obsahuj́ı v pr̊uměru největš́ı
počet slov na dokument.

Problém určeńı sentimentu vzniká u př́ılǐs krátkých recenźı, kde chyběl
dostatečný kontext. Je těžké určit sentiment u recenze

”
Co dodat.“ bez daľśıch

znalost́ı. V tomto př́ıpadě se jednalo o pozitivńı recenzi. Opačným extrémem
jsou př́ılǐs dlouhé recenze, kde autor popisuje pr̊uběh filmu a vlastńı názor
na film je až na konci recenze.

32
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(7)
”
Zač́ınáme, jak jinak, než ṕısńı Imagine, kterou z videoklipu zṕıvá

John Lennon. Po prvńı sloce ho však stř́ıdá černá zpěvačka Yolanda
Adamsová, kterou doprováźı Billy Preston ... (pokračuje v dlouhém
popisu dokumentu a recenze konč́ı) ... Děkuji, ale nikdy v́ıc. Jsem rád,
že i to utrpeńı při psańı tohoto článku je konečně za mnou.“

Rozlǐseńı vět, které souviśı s celkovým názorem je velmi obt́ıžné a vyža-
duje zapojeńı sofistikovaněǰśıch postup̊u.

Metody předzpracováńı pro tento dataset muśı být nav́ıc robustńı, pro-
tože součást́ı byla i recenze s arabským textem proĺınaj́ıćı české zhodnoceńı.

5.2 Mall.cz

Největš́ı počet dokument̊u obsahuje dataset internetového obchodu Mall.cz.
Produktové recenze jsou děleny opět do tř́ı kategoríı: pozitivńı (100k), neut-
rálńı (30k), negativńı (10k). Recenze na rozd́ıl od CSFD dat obsahuj́ı v́ıce
gramatických chyb, překlep̊u a vět bez sloves, což může zp̊usobovat problém
při sémantické analýze a automatickém hledańı lemmat.

Většina př́ıspěvk̊u je zastoupena pozitivńı kategorii. Obsahuj́ı stručný po-
pis produktu nejčastěji vyjádřeny slovy spokojenost, doporučuji, kvalitńı,
perfektńı atd. Problémem je rozlǐsit mezi kategoriemi neutrálńı (věta 8) a
pozitivńı (věta 9). Kde sémantická informace nepomůže a jedná se o čistě
subjektivńı názor.

(8)
”
Spokojenost, jednoduchá montáž.“

(9)
”
S výrobkem jsem spokojen.“

5.3 Facebook.cz

Posledńı nejmenš́ı testovaný dataset má 10 tiśıc př́ıspěvk̊u. Př́ıspěvky maj́ı
nejmenš́ı pr̊uměrný počet slov na dokument. Sentiment je často obsažen ve
smajĺıćıch nebo znásobených samohláskách (věta 10).

(10)
”
ááá... uplně si ř́ıká o zuĺıbáńı ␃ :O :****“
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Zároveň př́ıspěvky většinou nedrž́ı větné stavby, jej́ımž př́ıkladem je věta:

”
dobrou....mazĺıčci:-))“. Dále obsahuj́ı mnoho pravopisných chyb, překlep̊u

a neobvyklých slovńıch tvar̊u (např ňuńınek). Tento nepřirozený jazyk čińı
velké problémy při děleńı věty na jednotlivá slova a samotném hledáńı sé-
mantických roĺı, kdy je obt́ıžné naj́ıt predikát a jeho argumenty. To zp̊usobuje
velkou chybovost SRL. Takto chybně označené role zhoršuj́ı výsledek při ana-
lýze sentimentu.

Analýzu sentimentu na sociálńıch śıt́ı nav́ıc komplikuje jazykový prostře-
dek sarkasmus. Ten se na rozd́ıl od produktových nebo filmových recenźı na
sociálńıch śıti vyskytuje daleko častěji. Ve větě, kdy ř́ıká někdo něco pozitiv-
ńıho, je ve skutečnosti negativńı. (např. věta 11).

(11)
”

jsou fakt výborný“
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6 Implementace aplikace

Ćılem diplomové práce je zjistit, jaký vliv má využit́ı značkováńı sémantic-
kých roĺı v analýze sentimentu na celkovou výkonnost klasifikace. Hypotéza
byla taková, že využit́ım hluboké struktury věty (3.1) se výkonnost systému
zlepš́ı. Jde o to, vybrat takovou sadu př́ıznak̊u, která bude natolik robustńı,
aby fungovala na všech typech dat.

Nejprve bylo potřeba ze vstupńıch dat źıskat sémantické role. Poté vybrat
sadu př́ıznak̊u, které nejv́ıce ovlivňuj́ı sentiment. Vyzkoušet na nejvhodněj-
š́ıch metodách strojového učeńı a zhodnotit výsledky.

6.1 Popis použitých knihoven

Jelikož je časově i implementačně náročné psát si vlastńı optimalizované algo-
ritmy strojového učeńı, hledala se vhodná knihovna obsahuj́ıćı metody stro-
jového učeńı. Pro źıskáńı sémantických roĺı byl zvolen framework Treex. Na-
v́ıc použit́ı volně dostupných knihoven značně urychĺı vývojovou fázi. Pro
samotnou analýzu sentimentu jsem využil knihovnu Brainy.

6.1.1 UDPipe

Zaměřeńım práce byla analýza sentimentu v češtině. Pro źıskáńı sémantic-
kých roĺı bylo nutné vybrat systém, který umı́ vystihnout závislostńı vztahy
a sémantický význam věty pro český jazyk. Ze zvažovaných možnost́ı se nab́ı-
zel parser UDPipe1 , poskytuj́ıćı tokenizaci, lemmazitaci, značkováńı a závis-
lostńı analýzu. Závislosti jsou źıskany pouze na syntaktické úrovni v UDPipe,
která by se dala srovnat s analytickou rovinou v PDT (sekce 3.2.5). Neza-
chycuje význam věty, který chceme źıskat.

1UDPipe, http://ufal.mff.cuni.cz/udpipe
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6.1.2 Treex

Kritéríım pro hledaný systém nejv́ıce vyhovoval vysoce modulárńı framework
Treex, jehož implementace je provedena v jazyce Perl. Vznikl pro účely stro-
jového překladu s využit́ım projektu PDT. Postupem času se stal základem
pro vývoj ostatńıch problémů z oboru NLP. Framework obsahuje modul, jež
provede analýzu na tektogramatické rovině. Źıskáme t́ım sémantickou struk-
turu ze vstupńıch dat.

Architektura Treexu se skládá z jednotlivých modul̊u nazývaných bloky.
Blok je základńı procesńı jednotka. Odpov́ıdá jednotlivým podúlohám NLP
jako jsou tokenizace, lemmatizace, tagováńı, analýza na všech rovinách PDT
a tak dále. Sekvence blok̊u tvoř́ı scénář. Vstup je zpracován podle scénáře,
kde jsou postupně použity jednotlivé bloky za sebou. Výchoźı výstup je XML
soubor ve formátu frameworku. Lze však zvolit jiné zapisovaćı bloky a zahr-
nout je do scénáře.

Framework má velký počet závislost́ı a poměrně komplikovaný postup in-
stalace. Proto jsem využil technologii Docker, která řeš́ı zmı́něné problémy
poskytnut́ım abstrakce rozhrańı operačńıho systému. Aplikace s jej́ımi závis-
lostmi je zabalená do kontejneru, který pak může běžet v Dockeru. Dostupný
baĺıček pro Treex se nacháźı na https://hub.docker.com/r/ufal/treex/.

Pro źıskáńı hloubkové struktury jsem zvolil scénář využ́ıvaj́ıćı bloky spe-
cializované na český jazyk. Scénář vypadá následovně:

1. Nastaveńı globálńı proměnné na češtinu pro ostatńı bloky. Načteńı
vstupu a segmentace na věty podle regulárńıch pravidel, kdy konec
věty je rozpoznám pokud konč́ı tečku, otazńık nebo vykřičńık a je ná-
sledován velkým ṕısmenem.

2. Vytvořeńı morfologické vrstvy - rozděleńı každé věty na list token̊u opět
podle sady regulárńıch pravidel. Obecná pravidla pro všechny jako je
odstraněńı přebytečných mezer, ponecháńı url adres, rozděleńı znáso-
bených znak̊u (např. vykřičńık̊u) a tak dále. Pro češtinu se specificiky
děĺı př́ıpona li a rozsah č́ısel s pomlčkou.

Poté jsou jednotlivé tokeny označeny tagem blokem využ́ıvaj́ıćı nástroj
MorphoDiTa2 (morfologický slovńık a značkovač). Do MorphoDiTa je
načten model pro český jazyk. Tagy jsou doplněny do uzl̊u na analytické

2http://ufal.mff.cuni.cz/morphodita
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vrstvě. Následuje oprava nejčastěǰśıch chyb u morfologických tag̊u. Pro
češtinu se opravuj́ı r̊uzné zkratky, rozděluj́ıćı čárka pro č́ıslice, nerozpo-
znaná lemmata a tak dále.

3. Vytvořeńı analytické vrstvy - prob́ıhá pomoćı závislostńıho parseru.
Parser je založen na hledáńı maximálńı kostry grafu. Poté se na ana-
lytickém stromě oprav́ı chyby, které vznikli při parsováńı (oprava pád̊u
podle předložek, uzl̊u s v́ıce než dvěma dětmi atd.)

4. Vytvořeńı tektogramatické vrstvy - označ́ı se hrany z analytické vrstvy
pro spojeńı (převážně pomocná slovesa, předložky a podřad́ıćı spojky).
Vytvoř́ı základ tektogramatického stromu, který se pak postupně do-
plňuje o jednotlivé atributy.

Nastav́ı se ř́ıd́ıćı člen stromu. Nejd̊uležitěǰśı atribut funktor se stanov́ı ve
dvou fáźıch. V prvńı fázi se určuje několikanásobný větný člen a shodné
př́ıvlastky. Poté se prováděj́ı opravy struktury, proběhne druhá fáze
určováńı funktor̊u. Dále se doplńı zbytek atribut̊u (typ uzlu, všechny
typy gramatémů) a nakonec se strom zaṕı̌se do souboru.

Výsledkem je XML soubor s analytickým a tektogramatickým stromem
pro věty ze vstupńıch dat.

6.1.3 Brainy

Pro analýzu sentimentu byla potřeba sada klasifikačńıch algoritmů. Zvolil
jsem knihovnu strojového učeńı Brainy. Knihovna je napsaná v jazyce Java
a byla vydaná pod GPL licenćı.

Důvodem pro zvoleńı Brainy byl jej́ı d̊uraz na propracovaný systém správy
př́ıznak̊u. Lze v ńı snadno definovat a měnit sadu př́ıznak̊u použ́ıvaných pro
metody strojového učeńı. Nav́ıc jsem se s knihovnou seznámil během studia
a to mi umožnilo lépe využ́ıt možnosti tohoto nástroje.

Brainy je rozdělen do tř́ı hlavńıch komponent: [42]

• Správa př́ıznak̊u - definuje rozhrańı pro samotné př́ıznaky i jejich sadu.
Rozhrańı Feature reprezentuje šablonu př́ıznaku a převád́ı uživatelem
definované objekty do vektoru. Tř́ıda FeatureSet slouč́ı všechny vek-
tory př́ıznak̊u do jednoho a vytvoř́ı matici představuj́ıćı data z vektoru
př́ıznak̊u.
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• Matematický aparát - skládá se ze dvou část́ı. Prvńı část poskytuje
implementace algoritmů lineárńı algebry. Druhá část obsahuje optima-
lizačńı algoritmy.

• Algoritmy strojového učeńı - nejd̊uležitěǰśı část zahrnuje rozhrańı pro
řešeńı všech d̊uležitých problémů, jako je klasifikace, regrese, shlukováńı
a sekvenčńı značkováńı.

6.2 Struktura aplikace

Aplikace je rozdělena podle baĺıčk̊u na jednotlivé logické celky.

Všechny baĺıčky jsou součást́ı adresáře cz.zcu.fav.nlp.simunek.semal

• features – baĺık obsahuje typy př́ıznak̊u, které se źıskávaj́ı z doku-
ment̊u

• model – baĺık obsahuje metody pro klasifikaci sentimentu. Každá me-
toda implementuje rozhrańı SentimentAnalyzer, která obsahuje me-
tody train pro fázi trénováńı a metodu analyze pro fázi klasifikace na
testovaćıch datech.

• data – baĺık reprezentuje strukturu dat použ́ıvaných v aplikaci jako
jsou dokumenty, sémantické role atd.

• preprocessing – baĺık pro předzpracováńı vstupńıch dat

• util – pomocný baĺık pro nač́ıtáńı dat a udržováńı slovńıku

6.2.1 Načteńı Treex dat

Nač́ıtáńı dat źıskaných z Treex provád́ı tř́ıda TLayerFileHandler. Kv̊uli ve-
likosti XML souboru źıskaný z Treex byl vybrán SAX parser. Ukládány jsou
pouze atributy tektogramatického a analytického stromu. Nejsou ukládány
všechny uzly pro ušetřeńı paměti. Po přečteńı celého souboru jsou jednot-
livé uzly stromů ještě filtrovány. Zejména jsou zahozeny uzly, které nemaj́ı
závislost s predikátem nebo jiným uzlem potencionálně nesoućı sentiment
(podstatné jméno, př́ıdavné jméno, př́ıslovce).
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6.3 Předzpracováńı

Předzpracováńı dokument̊u má výrazný vliv na analýzu sentimentu. Je proto
nutné zvolit takovou variantu, aby distribučńı prostor nebyl př́ılǐs veliký a
slova v jiném morfologickém tvaru byla stejná a zároveň jsme neztratili př́ılǐs
mnoho informace o sentimentu. T́ım se sńıž́ı výpočetńı náročnost. Také se
redukuje šum a odstrańı se nevýznamný obsah pro výsledek klasifikace.

Použ́ıvané metody pro předzpracováńı jsou:

• Tokenizace. Proces rozděleńı vět na menš́ı části tzv. tokeny. Token je
slovńıkový tvar slova.

• Odstraněńı stopslov. Odstrańıme slova, která nenesou samy o sobě žádný
význam. V českém jazyku jsou to většinou předložky a spojky.

• Case folding. Slova je potřeba normalizovat, aby stejné slovo obsahuj́ıćı
rozd́ılná velká a malá ṕısmena byla prezentována jako totožná. Řešeńım
je převedeńı všechny ṕısmena do lower-case nebo upper-case podoby.

• Stemming. Účelem stemmingu je převedeńı slov na jejich kmen. Odstra-
ňuj́ı se předpodny a př́ıpony. Slova v r̊uzných morfologických tvarech
tak budou reprezentovány stejně.

Po takovém předzpracováńı muśıme brát v potaz, že jsme ztratili určitou
část informaćı o sentimentu za cenu sńıžeńı velikosti distribučńıho prostoru.
Tyto informace by měly být zachovány v př́ıznaćıch sémantických roĺı.

Pro předzpracováńı n-gramů byly zvoleny dva zp̊usoby. Lǐsily se ve zp̊u-
sobu tokenizováńı a stemmováńı. Pro prvńı zp̊usob byl zvolen český analyzá-
tor (CzechAnalyzer)3 z knihovny Apache Lucene . Jeho postup pro zpraco-
váńı věty je následuj́ıćı. V prvńı fázi proběhne standardńı tokenizace (podle
Unicode Text Segmentation Algorithm). Poté převedeńı na malá ṕısmena,
odstraněńı českých stopslov. Na závěr se provede stemmatizace český stem-
merem.

Druhý zp̊usob použ́ıvá tokenizátor Ark-tweet-nlp [40], který je určený
pro tokenizaci krátkých zpráv ze sociálńıch śıt́ı. Výrazně tak zvýšil úspěš-

3https://mvnrepository.com/artifact/org.apache.lucene/

lucene-analyzers-common
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nost u pro dataset z Facebooku. Pro stemmatizaci High Stemmer Precision
(HPS)[49]. Oba nástroje výrazně zvyšuj́ı úspěšnost u datasetu Facebook.

6.4 Extrakce př́ıznak̊u

Výběr př́ıznak̊u je kĺıčový pro úspěšné klasifikováńı sentimentu. Tato d̊uležitá
část práce představ́ı množinu možných př́ıznak̊u, které lze źıskat. Základńı
přehled už byl nast́ıněn v sekci 4.2. Práce se však zaměřuje na využit́ı séman-
tické informace obsažené v textu pro zlepšeńı analýzy sentimentu.

Nejprve je třeba si stanovit základńı sadu př́ıznak̊u, se kterou pak p̊ujdou
srovnávat vybrané

”
sémantické“ př́ıznaky.

6.4.1 N-gramy

Jak už bylo zmı́něno n-gramy maj́ı velký význam v analýze sentimentu. Jedná
se o nejjednodušš́ı a poměrně účinný př́ıznak ve zpracováńı přirozeného ja-
zyka. Proto poskytuje výchoźı metriku pro srovnáńı.

6.4.2 Slovńı druhy

Slovńı druh (Part of speech - POS) pomáhá rozlǐsit mnohoznačný význam
slova. Např́ıklad pro slovo zář́ı ve větách 12 a 13 se zcela lǐśı polarita věty.

(12)
”
Herec ve filmu zář́ı.“

(13)
”
V zář́ı vycháźı film.“

Slovńı druh tak přidá daľśı informaci k unigram př́ıznaku . Dále se slovńım
druhem se použ́ıvá tag (sekce 3.2.5). Ten však obsahuje až moc informaćı,
které neovlivňuj́ı sentiment. Výjimkou jsou kategorie zápor a stupeň, které se
pod́ılej́ı na sentimentu a ztrat́ı se při stemmatizaci nebo lemmatizaci. Přitom
můžou polaritu sentimentu úplně změnit nebo ześılit intenzitu.
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6.4.3 Character n-gramy

Character (znakové) n-gram je posloupnost o n znaćıch za sebou. Tento typ
př́ıznaku by měl zachytit sentiment ze smajĺık̊u, slov se zvýšeným počtem
samohlásek, opakuj́ıćı se interpunkce či jiná forma posloupnosti znak̊u vyja-
dřuj́ıćı emoce. Velmi vhodný pro

”
nepřirozený“ jazyk použ́ıvaný na sociálńı

śıti. Krásnou ukázkou je věta 14, která čińı parser̊um pot́ıže. Pro unigram
slov by zachytili pouze slova super a j̊ůůůu, přičemž j̊u s jiným počtem sa-
mohlásek by nevyhodnotilo jako stejné slovo.

(14)
”

j̊ůůůůu....to je super...!!! :)“

Délka character n-gramů byla zvolena mezi 3 až 6, tak aby obsahovala
smajĺıky a interpunkce a zároveň aby nebyl prostor př́ıznak̊u př́ılǐs velký.

6.4.4 Sémantické př́ıznaky

Zpracovaná vstupńı data knihovnou Treex byla převedena do analytického a
tektogramatického stromu. Stromy reprezentuj́ı syntaktickou a sémantickou
strukturu dat. Úkolem bylo vybrat takové atributy z obou stromů, které by
pomohly při analýze sentimentu.

Bylo by časově náročné vyzkoušet všechny kombinace př́ıznak̊u. Proto
jsem čerpal z dokumentace PDT [45], kde jsem vyb́ıral vzory, které by mohly
nést informaci o sentimentu. Daľśım zdrojem byla disertačńı práce Veselovské
[44], která rozeb́ırá lingvistickou strukturu sentimentu v českém jazyce.

Tektogramatické lemma

Nejprve se zaměř́ıme na expresivitu slova na lexikálńı úrovni. Slovo dokáže
vyjádřit sentiment samo o sobě. Źıma [46] rozdělil typy tohoto vyjádřeńı do tř́ı
kategorii expresivity: inheretńı expresivńı (rozlǐsitelný bez větné souvislosti) ,
adherentńı (vznikaj́ıćı významovou změnou), kontextový (stylisticky odlǐsné
slovo v porovnáńı s kontextem). Veselovská stanovuje podobné kategorie pro
emocionalitu, která je podmnožinou expresivity zaměřené na vyjádřeńı sen-
timentu.
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Inherentně emocionálńı slova jsou slova rozlǐsitelná bez větné souvislosti.
Vyjadřuj́ı větš́ı intenzitu sentimentu než slovo, od kterého byly odvozeny.
Nemuśı být jenom odvozeny. Často vynikaj́ı svou hláskovou podobou (št’a-
bajzna) nebo typem slovńıho tvaru. Př́ıkladem jsou př́ıpony -ák (pašák), -idlo
(zlobidlo), -isko (psisko), -izna (barabizna) atd.

Patř́ı sem citově zabarvená slova, zdrobněliny, vulgarismy. Nelze ř́ıci, že
převládá jedna z kategorie pozitivńı nebo negativńı. A jejich automatická
detekce je velmi obt́ıžná. Morfologická vrstva PDT neposkytuje zachyceńı
informace o expresivitě. A lze jen těžko rozlǐsit sentiment mezi stará barabizna
astarý d̊um. Spoléhat se tak muśıme na n-gram model.

Pokud v předzpracováńı zvoĺıme stemmatizaci slov, připrav́ıme se o sen-
timent, které slovo nese. Nicméně se muśı zohlednit velikost dat pro učeńı.
A při nedostatečném počtu unikátńıch slov jsou data velmi ř́ıdká a nena-
cháźıme při klasifikováńı ukázky z trénováńı. Inherentně emocionálńı slova
nav́ıc nejsou př́ılǐs častá. Pro n-gram př́ıznaky jsem použil stemmatizaci. Pro
sémantické př́ıznaky jsou použita lemmata.

Funktor

Sémantické ohodnoceńı vztahu slov neboli funktor je jeden ze základńıch
atribut̊u, které by měly přispět ke zlepšeńı analýzy sentimentu. Jeden z př́ı-
pad̊u, kde dokáže rozlǐsit význam slov je v adherentńı emocionalitě. Adhe-
rentńı emocionalita dává známým slov̊um jiný význam. Např́ıklad užit́ı slova
robota ve smyslu těžké práce. Patř́ı sem i slova s dvojznačnou polaritou (nej-
častěji př́ıslovce). Bud’ doplňuj́ı děj nebo zesiluj́ı intenzitu slova, na které jsou
navázané.

Uvedeme si př́ıklad, kde značkováńı sémantických roĺı pomůže rozpoznat
sémantických význam slova strašně. Ve větách 6.1 můžeme vidět správné
identifikováńı sémantické role na tektogramatické vrstvě. Ve větě 6.1a) je
přǐrazen funktor MANN 4 a závislost na slovese. Funktor MANN vyjadřuje
doplněńı děje. Ve druhé větě 6.1b) má slovo strašně určen funktor EXX 5

(uvedeńı mı́ry či intenzity). Př́ıznak se bude skládat z funktoru, samotného
slova a jeho př́ımé závislosti.

4

”
MANN (manner) je funktor, který vyjadřuje zp̊usob uvedeńı kvalifikačńı či hodnot́ıćı

charakteristiky děje, př́ıpadně vlastnosti vyjádřené ř́ıd́ıćım slovem.“ [45]
5

”
EXT (extent) je funktor, který vyjadřuje zp̊usob uvedeńı mı́ry či intenzity děje, vlast-

nosti či nějaké vněǰśı okolnosti vyjádřené ř́ıd́ıćım slovem.“ [45]
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Obrázek 6.1: Tektogramatické stromy pro ukázky

Př́ıznak nemuśı úplně zachycovat všechny př́ıpady dvojznačné emociona-
lity. Objevil jsem př́ıpady, kdy Treex špatně vyhodnotil funktor i slovo, na
kterém mělo být závislé.

Důležité je zachytit v jakém vztahu jsou spolu věty v souvět́ı. Pro souvět́ı
odporovaćı, ve kterém obsah věty prvńı je popřen nebo v nesouladu s větou
druhou. Tento druh souvět́ı může otočit polaritu sentimentu. Pro odporo-
vaćı souvět́ı je definován funktor ADVS. Nejčastěǰśımi zástupci jsou spojky
ale, jenž, avšak atd. V tektogramatickém vrstvě je funktor kořen stromu. V
práci přidávám každý kořen tektogramatického stromu, kterým je nejčastěji
predikát, ale v př́ıpadě souvět́ı i spojka.

Grammatémy

Gramatémy z velké části odpov́ıdaj́ı významu lexikálńıch a morfologických
kategoríı (podobné jako POS tag) uzp̊usobeny na tektogramatickou rovinu.
Jako slibný př́ıznak ze všech gramatémů se jevil deontmod. Určuje deoden-
tickou modalitu slovesa. Ta popisuje, zda je děj nutný, povinný, záměrný,
možný apod. Jenže empirické výsledky potvrdili jako u POS tagu, že jejich
využit́ı nemá na výsledky klasifikace téměř žádný vliv.

Podobný atribut gramatémům sentmod zachycuje zp̊usob slovesa (ozna-
movaćı, rozkazovaćı, přaćı atd.) také nepřinesl zlepšeńı.
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Predikát

Většinu významu věty nese predikát s jeho argumenty. Je to tak nejd̊uležitǰśı
př́ıznak ze SRL. Predikát lze rozdělit do dvou kategoríı. V prvńı kategorii nese
sentiment už v sobě a neńı třeba zjǐst’ovat argumenty (žvanit, amputovat).
Druhá kategorie sloves přenáš́ı sentiment do svých argument̊u [44].

Pro prvńı př́ıpad nám bude stačit pro identifikováńı sentimentu n-gram
model. Pro druhou skupinu je potřeba určit ćıl sentimentu pro pochopeńı
významu.

Na př́ıkladu se zcela měńı sentiment pro slovo film. Ve větě je ćılem po-
zitivńıho názoru.

Zdroj Cı́l
Petr miluje akčńı film.
ACT PRED RSTR PAT

Pokud se slovo film a milovat vyskytuje v jiném vztahu, už o něm nemů-
žeme ř́ıci, že je názor pozitivńı. To dosvědčuje ukázka, kdy změna ćıle ovlivńı
sentiment. Pro pochopeńı sentimentu je d̊uležité si ukládat, jaký predikát se
objevil. A z toho odvozovat, jakou roli maj́ı argumenty.

Zdroj Cı́l
Film miluje laciné efekty.
ACT PRED RSTR PAT

Sloveso milovat má vzor, kde ACT (agent) je zdroj sentimentu a PAT
(patient) je ćıl sentimentu. Při dostatečném počtu dat se algoritmus nauč́ı
tyto vzory identifikovat. Identifikace těchto vzor̊u je kĺıčová při aspektové
analýze sentimentu. Pomáhá i na úrovni dokumentu.

Při extrakci př́ıznak̊u je vyb́ırán vždy predikát s jeho argumenty. Přidány
jsou i jejich vzájemné závislosti.

Vybraná množina př́ıznak̊u SRL

Ze zmı́něného výčtu sémantických př́ıznak̊u jsem vybral takovou množinu,
která měla nejlepš́ı úspěšnost na vstupńıch datasetech.
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Implementace aplikace Extrakce př́ıznak̊u

Byl vybrán predikát a jeho př́ımé děti z tektogramatického stromu (ar-
gumenty). Z analytického stromu se k tektogramatickým uzl̊um zjistil slovńı
druh a byly přidány všechny podstatná jména, př́ıdavná jména, slovesa a
př́ıslovce. Z těchto vybraných uzl̊u je použ́ıván jejich funktor a lemma. Do
množiny byly ještě zařazeny rodiče těchto uzl̊u.

6.4.5 Rozhrańı

Každá tř́ıda, která reprezentovala typ př́ıznak̊u implementovala rozhrańı Feature.

public interface Feature<T> extends Serializable {

int getNumberOfFeatures();

void extractFeature(ListIterator<T> var1,

FeatureVectorGenerator var2);

void train(InstanceList<T> var1);

}

Rozhrańı obsahuje tři metody. Prvńı vraćı počet př́ıznak̊u. Druhá metoda
źıskává př́ıznaky z testovaćıch dat a generuje vektor př́ıznak̊u. Prvky vektoru
nabývaly binárńıch hodnot 1 pro př́ıtomnost př́ıznaku a 0 pro absenci př́ı-
znak̊u. Třet́ı metoda train z trénovaćıch dat prováděla extrakci př́ıznak̊u a
ukládala do hashmapy.

6.4.6 Klasifikátor

Z knihovny Brainy byly vyzkoušeny 3 metody učeńı. Tř́ıda MaxEntTrainer

reprezentuje klasifikátor maximálńı entropie. Pro odhad parametr̊u pro mo-
delu použ́ıvá metodu s omezenou pamět́ı L-BFGS [?]

SVM implementuje tř́ıda SVMTrainer, která hledá parametry pro opti-
málńı rozděluj́ıćı nadrovinu pomoćı adaptivńıho gradientńıho sestupu. Bylo
použito SVM s lineárńım jádrem. Regularizačńı faktor C je nastaven na 1.

Naivńı Bayes̊uv klasifikátor představuje tř́ıda NaiveBayesGaussianTrainer.
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Implementace aplikace Extrakce př́ıznak̊u

Př́ıznaky pro všechny klasifikátory jsou binárńı. Př́ıznaková funkce fi(d, c)

fi(d, c) =

{
1 pro výskyt slova

0 jinak

6.4.7 Serializace objekt̊u

Aby se nemusely př́ıznaky z tektogramatického a analytického stromu při
každém spuštěńı znova parsovat, využil jsem serializaci objekt̊u pro zrychleńı
vývoje. Po zpracováńı Treex souboru TLayerFileHandler se vrát́ı seznam
dokument̊u, u kterých jsou uloženy vybrané sémantické př́ıznaky (viz sekce
6.4.4). Dokumenty pak lze serializovat a deserializovat prostřednictv́ım po-
mocné tř́ıdy FileLoader.

K samotné serializaci je využita knihovna fast-serialization (FST)6, která
je několikanásobně rychleǰśı než nativńı Java rozhrańı. Výsledný serializovaný
objekt má menš́ı velikost.

6http://ruedigermoeller.github.io/fast-serialization
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7 Výsledky

Účinnost sémantických roĺı pro analýzu sentiment byla testována na doku-
mentové úrovni. Všechny pokusy byly provedeny po 10-vzorkové kř́ıžové vali-
daci. Výsledek je měřen F-mı́rou (vzorec 4.3) pro lepš́ı porovnáńı s ostatńımi
datasety. Pro vstupńı data byly naměřeny výsledky klasifikace do r̊uzného
počtu tř́ıd - klasifikace do 3 kategoríı (pozitivńı, negativńı a neutrálńı) a
klasifikace do 2 kategoríı (pozitivńı a negativńı).

Z vyzkoušených algoritmů dosahoval nejlepš́ı výkonnosti klasifikátor ma-
ximálńı entropie. Metoda SVM byla u CSFD a Mallu horš́ı ve všech zkouše-
ných sadách př́ıznak̊u. Nav́ıc vzhledem k větš́ı velikosti dat oproti Facebooku
trval trénovaćı proces téměř 10x déle než u MaxEnt.

Doba běhu jedné validace se u MaxEnt pohybovala od jedné minuty (Fa-
cebook) až do 5 minut (CSFD). Čas značně ovlivňovalo aktuálńı zat́ıžeńı
RAM. Pro CSFD je vyžadováno spustit aplikaci minimálně s 6GB z d̊uvodu
zpracováńı SRL. Program byl testován na poč́ıtači MacBook Pro 2.7 GHz
Intel Core i5, 8GB RAM.

Výsledky byly pro CSFD a Mall prováděny na n-gramech z baĺıčku lu-
ceneNgrams a tř́ıdě SemanticFeature s minimálńım počtem výskyt̊u pět.
Character n-gramy byly s minimálńım počtem výskytu 150. Pro Facebook
byly použity n-gramy v baĺıčku features a Character n-gramy s práhem pěti
výskyt̊u.

7.1 Klasifikace do tř́ı kategoríı

Výsledky jsem naměřil pro r̊uzné množiny př́ıznak̊u pro zjǐstěńı vlivu na
konečný výsledek. Pro porovnáńı v tabulce 7.1 uvád́ım i nejlepš́ı výsledky z
práce [47].

Množina př́ıznak̊u složená pouze z unigramů stanovuje základńı F-mı́ru
pro porovnáńı. Už u modelu unigramů můžeme vidět velké rozd́ıly v použitém
zp̊usobu předzpracováńı (sekce 6.3). Pro předzpracováńı s CzechAnalyzato-
rem dosahoval pro unigramy u Facebooku o 4% a u CSFD o 3% horš́ı F-mı́ru
než u HPS.

47



Výsledky Klasifikace do tř́ı kategoríı

Tabulka 7.1: F-mı́ra pro analýzu sentimentu na dokumentové úrovně pro 3
kategorie v %

Množina př́ıznak̊u
Facebook CSFD Mall

MaxEnt SVM MaxEnt MaxEnt
Unigram 66 67.1 75.1 67.6
Unigram + bigram 65.5 65.5 76.5 73.1
Uni + bi + trigram 65.8 66.1 77.1 74.2
Uni + character-gram 70.5 69 77.1 73.3
Uni + SRL 66.1 66.3 78.6 75.1
Uni + bi + SRL 66.8 65.2 78.6 75.4
Uni + bi + tri + SRL 67.0 65.4 78.2 76.6
Uni + char + SRL 71.3 69 78.1 75.3
nejlepš́ı supervised [47] 69.4 68 78.5 75.4

konfidenčńı interval ±1.0 ±0.3 ±0.2

Přestože byl zvolen horš́ı zp̊usob předzpracováńı, byly pro všechny vstupńı
datasety překonány nejlepš́ı výsledky z [47]. Nicméně jsou bĺızko hranici kon-
fidenčńıho intervalu.

Pro Facebook množina př́ıznak̊u SRL pomohla ke zlepšeńı jen mı́rně. Je
to dáno velikost́ı dat, kde se nenalezly potřebné sémantické vzory. Převážně
chyba spoč́ıvá v nepřesném zpracováńı a označeńı roĺı framework Treex, který
neńı uzp̊usoben pro jazyk sociálńıch śıt́ı. Nav́ıc Treex obsahuje anotovaná
data převážně z novinových článk̊u, což přispělo k chybovosti. Zlepšeńı úspěš-
nosti klasifikace dat z Facebooku výrazně pomohly character n-gramy. Je to
dáno t́ım, že sentiment je v př́ıspěvku vyjádřen smajĺıky, interpunkćı nebo
tyto znakové n-gramy zachyt́ı překlepy a časté zkratky.

Muśıme brát v potaz, že horńı hranice F-mı́ry neńı 100%. V porovnáńı
s lidmi, kteř́ı dosáhli F-mı́ry 86% a 92% v[47], nedosahuje strojová analýza
sentimentu špatných výsledk̊u.

Množina př́ıznak̊u SRL přispěla k lepš́ımu výsledku u CSFD recenźı. Z
testovaných dataset̊u měl slovńık největš́ı počet slov a tak se nalezené

”
sé-

mantické vzory“ objevily v trénovaćıch i testovaćıch datech. Zlepšeńı neńı tak
znatelné.

Největš́ı zlepšeńı oproti unigramům dosáhly produktové recenze z e-shopu
Mall. Zlepšeńı je výrazné i v porovnáńı s ostatńımi př́ıznaky. Pro hlubš́ı
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Výsledky Klasifikace do dvou kategoríı

Tabulka 7.2: Počty zařazených recenźı do tř́ıd systémem v̊uči skutečné tř́ıdě
pro dataset Mall. Na diagonále jsou správně zařazené recenze

Skutečnost

Odpověd’
systému

negativńı neutrálńı pozitivńı
negativńı 6972 1571 804
neutrálńı 1968 19569 6804
pozitivńı 1451 10814 87392

analýzu výsledku si zobraźıme tzv. confusion matrix, která obsahuje odpo-
vědi systému koresponduj́ıćı se skutečnost́ı. Zjist́ıme, že je velký počet špatně
klasifikovaných i za použit́ı př́ıznak̊u sémantických roĺı mezi tř́ıdami pozitivńı
a neutrálńı. Jak už jsem zmiňoval v sekci 5.2, recenze obsahovaly velmi po-
dobné slovńı spojeńı a takřka stejný slovńık, na kterém selhává n-gram model.
Velmi jemné rozd́ıly zachytily sémantické role, a proto přinesly u unigramů
téměř 10% zlepšeńı a u kombinace unigram, bigram, trigram 2% zdokonaleńı.

7.2 Klasifikace do dvou kategoríı

Při klasifikaci do tř́ıd pozitivńı a negativńı se pro klasifikátor st́ırá vliv po-
užit́ı sémantických roĺı kromě recenźı datasetu Mall. Je to zp̊usobeno, t́ım
že v recenźıch nebo př́ıspěvćıch jsou znatelné rozd́ıly v použitých výrazových
prostředćıch a nepotřebujeme daľśı informaci od sémantických př́ıznak̊u pro
určeńı správné tř́ıdy.

Tabulka 7.3: F-mı́ra pro analýzu sentimentu na dokumentové úrovně pro 2
kategorie v %

Množina př́ıznak̊u Facebook CSFD Mall
unigram 85.5 89.3 86.3
uni + SRL 86.6 89.6 89.3

konfidenčńı interval ±0.9 ±0.2 ±0.2
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Výsledky Zhodnoceńı výsledk̊u

7.3 Zhodnoceńı výsledk̊u

Sémantické role zlepšily úspěšnost analýzy sentimentu na všech typech data-
set̊u. Nicméně nešlo o výrazné zlepšeńı kromě produktových recenźı.

U dat z Facebooku se projevila velká chybovost systému Treex při vytvá-
řeńı sémantické vrstvy. Treex nav́ıc nebyl stavěn na nepřirozený jazyk (sekce
5) využ́ıvaný na sociálńıch śıt́ıch. Bylo by nutné si vytvořit vlastńı bloky na
tokenizaci a parsováńı. Dále se jednalo o malý dataset, kde se systém nemohl
naučit sémantické struktury pro neznámé vzorky.

U datasetu z CSFD vid́ım problém v dlouhých recenźı, kde sémantické
role nebraly v potaz globálńı kontext dokumentu a největš́ı celek, co dokázaly
pojmout, bylo souvět́ı. Recenze většinou popisovala nějakou část filmu (jej́ı
entity) a celkový názor o filmu byl vyjádřen hned na začátku nebo na konci
recenze.

Dataset Mall měl u svých recenźı pr̊uměrnou délku jedné věty. Sémantické
role tak jsou pro nejvhodněǰśı právě pro tento typ dat. Předpokládám, že
sémantické role by přinesly výrazné zlepšeńı i u sentimentu aspektu, když ve
své podstatě drž́ı informaci o zdroji a ćıli věty.

Daľśı výzkum by se mohl věnovat právě oblasti analýzy sentimentu aspektu.
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8 Závěr

Ćılem práce bylo prozkoumat druhy sémantických roĺı a metody jejich auto-
matického źıskáváńı. Dále vybrat nejvhodněǰśı systém pro jejich značkováńı
se zaměřeńım na český jazyk. Pro zlepšeńı úspěšnosti analýzy sentimentu
jsem měl využ́ıt sémantické role. Důležitou část́ı práce bylo naj́ıt takové sé-
mantické role, které zachycuj́ı sentiment. Poté jsem zvolil metody strojového
učeńı a implementoval vlastńı rozš́ı̌reńı využ́ıvaj́ıćı sémantické role pro ana-
lýzu sentimentu. Posledńım krokem bylo zhodnotit vliv sémantických roĺı při
analýze a porovnat s ostatńımi použ́ıvanými př́ıznaky.

Teoretická část popisuje základńı principy strojového učeńı. Podrobně
rozeb́ırá sémantické role v poč́ıtačové lingvistice a zp̊usoby jejich značkováńı.
Po vysvětleńı zp̊usob̊u automatického značkováńı sémantických roĺı následuje
seznámeńı s problematikou analýzy sentimentu.

V realizačńı části byl pro źıskáńı sémantických roĺı vybrán nástroj Treex
založený na Pražském závislostńım korpusu. Po vytvořeńı sémantických roĺı
pro vstupńı data proběhla extrakce př́ıznak̊u. Pro analýzu sentimentu na
úrovni dokumentu byly použity metody učeńı s učitelem.

Nejlepš́ıch výsledk̊u dosahoval klasifikátor maximálńı entropie. Naměřené
hodnoty překonaly dosavadńı výsledky výzkumu metod učeńı s učitelem [47].
Nejvýrazněǰśıho zlepšeńı úspěšnosti sentimentu jsem zaznamenal na produk-
tových recenźı internetového obchodu Mall.

Časově nejnáročněǰśı část́ı práce bylo źıskáńı sémantických roĺı a následné
vybráńı vhodných př́ıznak̊u pro analýzu sentimentu. Předmětem daľśıho po-
kračováńı výzkumu se nab́ıźı využit́ı metod učeńı bez učitele, který by našly
v sémantických roĺı skryté struktury.
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[online]. [cit. 2017-06-13]. Dostupné z: [https://www.czechency.org/
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upc.es/~srlconll/]

[16] HONG, James; FANG, Michael. Sentiment analysis with deeply learned
distributed representations of variable length texts. Technical report,
Stanford University, 2015.

[17] Charles Fillmore. The case for case. In E.Bach and R.T.Harms, editors,
Universalsin Linguistic Theory, 1968. str. 1–88
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//ivan-titov.org/teaching/srl-tutorial-naacl13/]

[21] Levin, B.1993. English Verb Classes and Alternations: A Preliminary
Investigation. The University of Chicago Press, Chicago, IL.

53

https://web.stanford.edu/class/cs124/lec/naivebayes.pdf
https://web.stanford.edu/class/cs124/lec/naivebayes.pdf
https://nlp.fi.muni.cz/cs/Terminologie
https://www.czechency.org/slovnik/VALENCE
https://www.czechency.org/slovnik/VALENCE
https://www.czechency.org/slovnik/S%C3%89MANTICK%C3%81%20ROLE
https://www.czechency.org/slovnik/S%C3%89MANTICK%C3%81%20ROLE
http://www.lsi.upc.es/~srlconll/
http://www.lsi.upc.es/~srlconll/
http://oltk.upol.cz/encyklopedie/index.php5/Fillmorova_teorie_p%C3%A1d%C5%AF:_Obecn%C3%A1_charakteristika
http://oltk.upol.cz/encyklopedie/index.php5/Fillmorova_teorie_p%C3%A1d%C5%AF:_Obecn%C3%A1_charakteristika
http://oltk.upol.cz/encyklopedie/index.php5/Fillmorova_teorie_p%C3%A1d%C5%AF:_Obecn%C3%A1_charakteristika
http://www.mitpressjournals.org/doi/pdf/10.1162/coli.2008.34.2.145
http://www.mitpressjournals.org/doi/pdf/10.1162/coli.2008.34.2.145
http://ivan-titov.org/teaching/srl-tutorial-naacl13/
http://ivan-titov.org/teaching/srl-tutorial-naacl13/


LITERATURA LITERATURA
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[41] Nováková, Eva.Nominálńı tendence v angličtině a jejich české ekviva-
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A Uživatelská př́ıručka

Program předpokládá následuj́ıćı jména soubor̊u pro vstup

• Facebooku - gold-posts.txt pro př́ıspěvky, gold-labels.txt pro značky a
gold-posts.txt.ArkTokenized pro tokenizované př́ıspěvky mezerou

• Mall - 3 soubory v nichž jsou oddělené kategorie: positive.txt, nega-
tive.txt a neutral.txt, tokenizované soubory maj́ı všechny k názvu př́ı-
ponu .ArkTokenized ( positive.txt.ArkTokenized)

• CSFD - stejné názvy jako pro Mall

Pro spuštěńı aplikace je zapotřeb́ı nainstalovaná Java minimálńı verze 1.8.

A.1 Sestaveńı aplikace

Aplikace obsahuje závislosti a jsou uvedeny v konfiguračńım souboru pom.xml

Aplikace lze sestavit včetně potřebných závislost́ı př́ıkazem:

mvn package assembly : s i n g l e

A.2 Spuštěńı aplikace

Aplikace se spoušt́ı př́ıkazem

java −j a r <JAR path> <dataset> <f e a t u r e S e t F i l e> <
method > <datasetFo lder>

• dataset má možnosti mallcz, csfd nebo fb

• featureSetFile - seznam možných množin př́ıznak̊u je ve složce featu-
resSet
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Uživatelská př́ıručka Spuštěńı aplikace

• method má možnosti maxent, svm nebo bayes

• datasetFolder je volitelný parametr, pokud se soubory dataset̊u nene-
cháźı v stejné složce jako spustitelný soubor
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