
StudentSká
vědecká konference 2018

LipsID

Ing. Miroslav Hlaváč1

1 Úvod
Úloha automatického odezı́ránı́ ze rtů je v současnosti stále řešeným tématem, kde výsledky

strojového rozpoznávánı́ nedosahujı́ zdaleka takové kvality jako odezı́ránı́ řeči člověkem. Tato
úloha je významná zejména z pohledu rozpoznávánı́ mluveného slova v rušném prostředı́, u
postižených řečnı́ků, při tichém diktovánı́, atd.

State-of-the-art metody použı́vanı́ k odezı́ránı́ ze rtů primárně neuronové sı́tě. Na uzavřených
datasetech s omezeným množstvı́m slov a přesně danou syntaxı́ dosahujı́ současné metody
přesnosti kolem 90%. Na otevřených datasetech vytvořených napřı́klad z vysı́lánı́ televiznı́ch
zpráv dosahuje tato přesnost hodnoty kolem 60%. Tato oblast stále obsahuje velké množstvı́ pro-
storu ke zlepšenı́ a jednou z možnostı́ je adaptace neuronové sı́tě na konkrétnı́ho řečnı́ka. Tato
práce se zabývá prvnı́m krokem této adaptace a to zı́skánı́m dodatečné informace a konkrétnı́m
řečnı́kovy a vytvořenı́m přı́znakového vektoru reprezentujı́cı́ toho řečnı́ka - LipsID.

2 LipsID
Navržená reprezentace je inspirována metodou iVector popsanou v práci Saon at al.

(2013), původně navrženou k identifikaci řečnı́ka v úloze automatického rozpoznávánı́ řeči.
Jak se později ukázalo, tento přı́znakový vektor dokáže vylepšit i samotné rozpoznávánı́ a dı́ky
své nı́zké dimensionalitě je též vhodný ke zpracovánı́ v reálném čase. LipsID reprezentace
tedy stavı́ na principu klasifikace řečnı́ka pomocı́ jednotlivých snı́mků z videa obsahujı́cı́ho řeč.
Tato klasifikace je zı́skána pomocı́ speciálně navržené neuronové sı́tě, které se učı́ identifikovat
řečnı́ka na základě snı́mků obsahujı́cı́ch pouze oblast rtů.

Počátečnı́ experimenty byly navrženy tak, že se sı́t’ naučila identifikovat řečnı́ky podle
samostatných snı́mků s využitı́m 2D konvolučnı́ch vrstev. Toto zpracovánı́ dosáhlo úspěšnosti
99, 1%. Jelikož se při rozpoznávánı́ mluvené řeči z videa použı́vajı́ jako vstupnı́ data sekvence
obrázků, směřovala dalšı́ snaha k vytvořenı́ sı́tě, která bude provádět výše zmı́něnou klasifikaci
na základě těchto dat. Pomocı́ nově použı́vaných 3D konvolucı́ publikovaných v Ji at al. (2013)
tedy byla vytvořena sı́t’ klasifikujı́cı́ řečnı́ky ze sekvencı́ čı́tajı́cı́ch 15 po sobě jdoucı́ch snı́mků.
Tyto snı́mky byly nejprve převedeny do odstı́nů šedi a poté spojeny je jedné matice o velikosti
šı́řka × výška × délka sekvence. Výstupem sı́tı́ je v tomto přı́padě softmax klasifikace do třı́d,
které odpovı́dajı́ jednotlivým řečnı́kům. Parametrizačnı́ vrstva se nacházı́ jako předposlednı́ a
LipsID tedy dostaneme odečtenı́ výstupu předposlednı́ vrstvy konkrétnı́ sı́tě.

Trénovacı́ data pro tuto sı́t’ byla zı́skána z datasetu UWB-HSCAVC vytvořeného na
Západočeské univerzitě v Plzni skupinou Cı́sař at al. (2005). Z datasetu byla vybrána data 62
řečnı́ků, která obsahujı́ 200 nahraných vět. Z těchto vět je prvnı́ch 50 společných pro všechny
řečnı́ky a ostatnı́ věty se lišı́. Pro trénovánı́ sı́tı́ byly využity snı́mky z vět, které jsou pro všechny
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Obrázek 1: Trénovacı́ data pro neuronové sı́tě.

řečnı́ky společné a zbylé věty byly použity jako vývojová a testovacı́ data.

3 Závěr
V této práci byla navržena metoda pro vytvořenı́ parametrizace rtů konkrétnı́ch řečnı́ků

pro účely adaptace současných metod rozpoznávánı́ vizuálnı́ složky řeči - odezı́ránı́ ze rtů.
Dalšı́m úkolem bude implementovat navrženou metodu do stávajı́cı́ch sı́tı́, napřı́klad LipNet
(Assael at al. (2016))), WLAS (Chung at al. (2017)) a LCANet (Xu at al. (2018)).
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