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Abstrakt

Tato práce se zabývá problematikou segmentace textu. K tomuto úkonu jsou v ńı

použity jak tradičńı metody založené na shlukové analýze, tak moderńı př́ıstupy

využ́ıvaj́ıćı algoritmů hlubokého strojového učeńı. V teoretické části jsou tyto me-

tody podrobně popsány a v praktické vyhodnoceny.

Kĺıčová slova

Strojové učeńı, segmentace textu, klasifikace, python

Abstract

This work presents the field of text segmentation. This task is realized by implemen-

ting traditional methods of clustering as well as by using methods based on modern

state of the art deep learning techniques. These methods are thoroughly described

in the theoretical section and evaluated in the practical.
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1.4.2 Učeńı bez učitele . . . . . . . . . . . . . . . . . . . . . . . . . 7
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1.5.2 Nelineárńı SVM . . . . . . . . . . . . . . . . . . . . . . . . . . 14

1.5.3 Vlastnosti SVM . . . . . . . . . . . . . . . . . . . . . . . . . . 15

1.6 Umělé neuronové śıtě . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
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Úvod

Segmentace textu dle tématu je problematika, zabývaj́ıćı se rozděleńım textu do

tématicky koherentńıch celk̊u. Tento abstraktńı popis lze přeformulovat na problém

vyhodnoceńı, zda se na dané pozici vyskytuje tématický předěl, či nikoliv. Z této

formulace je možné usoudit, že je segmentace úzce spjata s vědńı discipĺınou klasi-

fikace.

Ćılem klasifikace je roztř́ıděńı objekt̊u do kategoríı. V kontextu této práce je výše

zmı́něným objektem libovolný český text a kategoríı je pak nějaké téma. Jelikož

text může tématicky spadat do v́ıce kategoríı (např́ıklad Politika a Evropská unie),

je v této práci použita takzvaná multi-label klasifikace (viz sekce 1.3). Techniky

klasifikace, a strojového učeńı1 obecně, nabývaj́ı č́ım dál větš́ıho významu s t́ım,

jak roste množstv́ı dat, generovaných lidstvem. Abychom z těchto dat měli užitek,

je nutné je strojově zpracovat do uchopitelné formy. Typickým př́ıkladem takového

zpracováńı jsou moderńı internetové vyhledávače, kde strojové učeńı hraje integrálńı

roli v jejich fungováńı.

V práci jsou využity převážně tradičńı metody typu SVMs 1.5. SVMs podávaj́ı

excelentńı výsledky při klasifikaci textu, což je d̊uvod, proč jsou zde tyto algoritmy

aplikovány. Výjimku v tradičnosti pak tvoř́ı použit́ı moderńıch rekurentńıch neuro-

nových śıt́ı 1.6.2 typu LSTM, které sice byli objeveny už v roce 1997 [1] ale široké

uplatněńı našly až s př́ıchodem velkého výpočetńıho výkonu grafických karet.

1Oblast umělé inteligence dávaj́ıćı stroj̊um schopnost učit se bez explicitńıho naprogramováńı
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Ćıle práce

Tato práce se skládá ze tř́ı kapitol. Ćılem prvńı kapitoly 1 je představeńı teoretického

základu a zp̊usobu vyhodnoceńı kvality v této práci použitých klasifikačńıch algo-

ritmů. Druhá kapitola 2 se nese ve stejném duchu s t́ım rozd́ılem, že je zaměřena na

problematiku segmentace. Poznatky z prvńıch dvou teoretických část́ı pak použiji

při vypracováńı třet́ı kapitoly 3, ve které je popsána realizace hlavńıho ćıle této

práce. T́ımto ćılem je návrh, implementace a vyhodnoceńı r̊uzných segmentačńıch

algoritmů.
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Kapitola 1

Klasifikace

1.1 Problematika

Klasifikace je slovo pocházej́ıćı z latiny a v doslovném překladu znamená tř́ıděńı.

Snaž́ıme se tedy roztř́ıdit vstupńı data do kategoríı.

Tato problematika nacháźı široké uplatněńı v oblasti automatizace lidské práce,

jelikož je jednou z nejd̊uležitěǰśıch činnost́ı, kterou náš mozek vykonává při orientaci

v tomto světě.

1.2 Extrakce vlastnost́ı

Extrakce vlastnost́ı (anglicky feature extraction) je proces převedeńı vstupńıch dat

na vektory př́ıznak̊u. Př́ıznakem může být libovolný parametr objektu, jemuž se

snaž́ıme přǐradit kategorii. Typickým př́ıkladem může být v př́ıpadě klasifikace typu

vozidla např́ıklad počet kol či délka auta. Obecně plat́ı, že č́ım v́ıce vypov́ıdaj́ıćı

př́ıznaky vyberu, t́ım lépe bude klasifikačńı algoritmus fungovat. Ve výše zmı́něném

př́ıkladě bude určitě vhodné vybrat jako př́ıznak počet kol. Na druhou stranu barva

vozidla nebude pro klasifikaci relevantńı. Jednotlivé př́ıznaky by dále měly být co

nejméně redundantńı. Pokud pracuji s mnoha vysoce korelovanými př́ıznaky, roste

výpočetńı složitost a úspěšnost klasifikace nikoliv. Pro odstraněńı vysoce korelo-

vaných př́ıznak̊u lze např́ıklad použ́ıt
”
analýzu hlavńıch komponent“ (anglicky prin-

cipal component analysis), jej́ıž popis je nad rámec této práce.
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1.2.1 Vektorizace textu

U textu nelze př́ıznaky odvodit tak, jako v př́ıpadě výše zmı́něné klasifikace typu

vozidla, proto je potřeba pro jejich stanoveńı použ́ıt sofistikovaněǰśı metody. V této

práci použ́ıvám takzvaný
”
Bag-of-words“ model [2], jenž lze vytvořit následuj́ıćımi

třemi úkony:

1. Tokenizace je proces převedeńı korpusu1 na tokeny. Tokenem může být slovo

či posloupnost slov. Této posloupnosti se v problematice strojového učeńı ř́ıká

n-gram, kde n je počet prvk̊u v posloupnosti. V této práci je n = 1, jelikož

korpus je velmi rozsáhlý a zvýšeńı výpočetńıch nárok̊u by bylo neúměrné k

zisku v kvalitě klasifikace. Dále je jednotlivým token̊um přiděleno ID2. Jako

separátor jednotlivých řetězc̊u se většinou použ́ıvá mezera a interpunkce.

2. Poč́ıtáńı výskyt̊u token̊u v jednotlivých dokumentech.

3. Vážeńı je proces přǐrazeńı váhy r̊uzným slov̊um podle jejich relevance pro

klasifikaci. Např́ıklad slovo
”
aby“ je mnohem méně relevantńı než slovo

”
par-

lament“. V této práci je použita takzvaná tf-idf metodika vážeńı.

1.2.1.1 Tf–idf metodika vážeńı

Tf–idf metodika je často použ́ıvaný zp̊usob nastaveńı vah token̊u, který spoč́ıvá ve

vynásobeńı hodnot term frequency (tf ) a inverse document frequency (idf ).

• Term frequency je mı́ra výskytu nějakého tokenu v rámci jednoho doku-

mentu. Existuje několik variant výpočtu této mı́ry. Nejjednodušš́ı variantou

je sečteńı všech výskyt̊u daného tokenu v dokumentu. V této práci je použito

sublineárńı škálováńı [3, Sekce 6.4]:

tf(t, d) =

1 + log ft,d, pro ft,d > 0.

0, jinak.

(1.1)

Kde t je daný token, d je aktuálńı dokument a ft,d je počet výskyt̊u tokenu t

v dokumentu d.
1Seznam všech článk̊u
2Unikátńı identifikátor
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• Inverse document frequency je mı́ra, jež udává, jak relevantńı informaci

nám dané slovo poskytuje. Většinou použ́ıváme následuj́ıćı vzorec pro výpočet:

idf(t,D) = log
|D|

|{d ∈ D : t ∈ d}|
(1.2)

Kde D je korpus dokument̊u a d je jeden dokument. Čitatel tedy představuje

počet všech dokument̊u v korpusu a jmenovatel počet všech dokument̊u, kde se

daný token t vyskytuje. Vid́ıme, že č́ım je vyšš́ı počet výskyt̊u v rámci celého

korpusu, t́ım je hodnota idf nižš́ı. Opět existuje několik variant výpočtu této

hodnoty.

Z definic hodnot je vidět, že idf je tedy jakousi protiváhou hodnoty tf. Výslednou

hodnotu relevance daného slova pro daný dokument źıskáme součinem [4]:

tfidf(t, d,D) = tf(t, d) · idf(t,D) (1.3)

Kde parametry t, d, D znamenaj́ı totéž, co v rovnici 1.2.

1.3 Typy klasifikace

Obecně existuj́ı tři typy klasifikace, které se lǐśı př́ıstupem k přidělováńı kategoríı:

• Binárńı klasifikace znamená, že klasifikátor tř́ıd́ı vstupy do jedné ze dvou

kategoríı. Typickým př́ıkladem je stroj, jenž tř́ıd́ı ovoce na zralé a nezralé kusy.

• Multi-class klasifikace se lǐśı od binárńı klasifikace t́ım, že vstupńı vek-

tor může být zařazen do větš́ıho množstv́ı kategoríı. Př́ıkladem této úlohy

může být klasifikace vozidla podle typu na nákladńı v̊uz, osobńı automobil

a dodávku. Je d̊uležité podotknout, že klasifikovaný objekt muśı být zařazen

právě do jedné z kategoríı.

• Multi-label klasifikace se lǐśı od multi-class klasifikace t́ım, že objekt nemuśı

být zařazen právě do jedné kategorie, nýbrž do libovolného počtu kategoríı.

Tento typ klasifikace je využit v této práci při kategorizaci článk̊u. Většina kla-

sifikátor̊u nepodporuje multi-label klasifikaci nativně. Tento problém lze obej́ıt
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takzvanou one vs the rest strategíı (někdy též one vs all) [5]. Tato strategie

spoč́ıvá v natrénováńı tolika klasifikátor̊u, kolik je kategoríı, přičemž každý z

klasifikátor̊u určuje zda klasifikovaný objekt nálež́ı do př́ıslušné kategorie či

nikoliv. Z principu této strategie vyplývá, že objekt nemuśı být zařazen do

žádné kategorie.

1.4 Zp̊usoby trénováńı klasifikátor̊u

Trénováńı klasifikátoru je proces, kdy modelu nastavujeme parametry s ćılem mini-

malizovat klasifikačńı ztrátu. Tento proces lze rozdělit na tři základńı typy [6]:

1.4.1 Učeńı s učitelem

Učeńı s učitelem je prvńı typ, který využ́ıvá exterńı informaci (takzvaná trénovaćı

data) pro nalezeńı funkčńı závislosti mezi vstupem a výstupem. V oblasti klasifi-

kace si pod touto závislost́ı můžeme představit vztah mezi objektem a kategoríı,

do které je daný objekt zařazen. Proces učeńı s učitelem prob́ıhá tak, že pomoćı

modelu vytvoř́ıme predikci a vypočteme ztrátu z predikćı a referenčńıch hodnot. Na

základě této ztráty pak uprav́ıme nastaveńı modelu. Tento proces opakujeme dokud

nedosáhneme určité velikosti ztráty, př́ıpadně nějakého počtu iteraćı. Jak je z názvu

slyšet, figuruje v této metodě nějaký učitel. T́ımto učitelem je algoritmus, jenž podle

referenčńıch dat uprav́ı nastaveńı.

Mezi klasifikátory, které jsou trénovány pomoćı učeńı s učitelem patř́ı např́ıklad

Bayesovský klasifikátor nebo SVM algoritmus, jenž je popsán v sekci 1.5.

Jelikož mám k dispozici korpus dokument̊u s přidělenými tématy, budu se v této

práci zabývat převážně touto metodou učeńı.

1.4.2 Učeńı bez učitele

Učeńı bez učitele je druhý zp̊usob trénováńı, který se vyznačuje t́ım, že exterńı

informaci v podobě kategorizovaných trénovaćıch dat nemá. V tomto př́ıpadě je

tedy nutno pro roztř́ıděńı dat do kategoríı použ́ıt nějakou mı́ru podobnosti.

Tento zp̊usob trénováńı většinou dosahuje výrazně horš́ıch výsledk̊u, proto se
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při praktické aplikaci často data před trénováńım manuálně rozděĺı do kategoríı a

použije se
”
konkurenčńı“ metoda 1.4.1.

1.4.3 Kombinovaná metoda

Jak už z názvu vyplývá, tato metoda je kombinaćı předešlých dvou metod. Tato me-

toda se použ́ıvá tehdy, pokud máme trénovaćı data, jež jsou jen z části označeny refe-

renčńımi kategoriemi. Proces učeńı v tomto př́ıpadě prob́ıhá tak, že model natrénujeme

na označených datech. Tento model pak použijeme pro vytvořeńı predikćı na datech

zbývaj́ıćıch, a predikce, jimiž si je model
”
jist“ (vysoká pravděpodobnost), zařad́ıme

k referenčńım dat̊um. Takto označená data pak použijeme pro opětovné trénováńı

a celý proces opakujeme.

1.5 Support Vector Machines

Support vector machines (zkráceně SVMs) je skupina metod strojového učeńı, jež

maj́ı široké uplatněńı v klasifikaci (SVM ) a regresi (SVR). SVMs maj́ı diskrimina-

tivńı3 charakter a vyznačuj́ı se robustnost́ı a flexibilitou. V sekci ńıže poṕı̌su použit́ı

těchto metod v klasifikačńıch úlohách.

1.5.1 Matematický základ SVM

SVMs jsou trénovány pomoćı učeńı s učitelem. Pro natrénováńı proto potřebujeme

dataset4 (x1, y1), (x2, y2), . . . , (xm, ym), kde m je počet trénovaćıch vzork̊u, xi je

vstupńı vektor, yi je tř́ıda vstupńıho vektoru xi a ∀i : i ≤ m ∧ i ∈ N. Jelikož

SVM je binárńı klasifikátor yi ∈ {−1,+1}.

Děĺıćı nadrovina SVM má následuj́ıćı tvar [7]:

~ω · ~x+ b = 0 (1.4)

Kde (~ω, b) jsou parametry klasifikátoru. Geometrický význam vektoru ~ω je normála

3Model, jenž explicitně popisuje hranice tř́ıd v př́ıznakovém prostoru, nikoliv však jak jsou
samotné tř́ıdy generovány

4Kolekce dat

8



dané nadroviny. Tento vektor má stejnou dimenzi jako vstupńı data.

Vektory, jenž lež́ı nejbĺıže nadrovině definované rovnićı 1.4 se nazývaj́ı podp̊urné

vektory. Tyto vektory jsou označeny na obrázku 1.1 modrými kroužky a definujeme

pomoćı nich nadroviny daných tř́ıd:

~ω · ~xp + b = +1 (1.5)

~ω · ~xn + b = −1 (1.6)

Kde ~xp v rovnici 1.5 je podp̊urný vektor pozitivńı tř́ıdy (dále označeno jako T+1) a

~xn v rovnici 1.6 je podp̊urný vektor negativńı tř́ıdy (dále označeno T−1).
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Obrázek 1.1: Vizualizace podp̊urných vektor̊u [8]

Při samotném trénováńı se snaž́ıme maximalizovat vzdálenost podp̊urných vek-

tor̊u [9] od děĺıćı nadroviny 1.4 přičemž nesmı́me porušit následuj́ıćı podmı́nky:

~ω · ~xi + b ≥ +1,∀xi ∈ T+1 (1.7)

~ω · ~xi + b ≤ −1,∀xi ∈ T−1 (1.8)

9



Nerovnice 1.7 a 1.8 lze jednoduchou úpravou sloučit do jedné. Nejprve rovnici 1.8

vynásob́ıme tř́ıdou vektoru ~xi:

yi · (~ω · ~xi + b) ≥ yi · (−1) (1.9)

Jelikož se v daném př́ıpadě yi vždy rovná -1, bylo nutné změnit znaménko ne-

rovnosti. Po úpravě nerovnice 1.9 dostaneme finálńı tvar:

yi · (~ω · ~xi + b) ≥ 1 (1.10)

Nerovnice 1.10 elegantně nahrazuje nerovnice 1.7 a 1.8 při zachováńı stejného

matematického významu.

Vzdálenost podp̊urných vektor̊u (na obrázku 1.1 označena m) od děĺıćı nadro-

viny 1.4 je možné vyjádřit z rovnic 1.5 a 1.6 v závislosti na normále ~ω. Vektor ~d lež́ı

na nadrovině tř́ıdy T+1, proto pro něj plat́ı rovnice:

~ω · ~d+ b = 1 (1.11)

Vektor ~d můžeme vyjádřit jako součet vektoru ~k a vektoru ~c, který lež́ı na

podp̊urné rovině tř́ıdy T−1:

~ω · (~c+ ~k) + b = 1 (1.12)

Vektor ~k má stejnou velikost jako je vzdálenost m a stejný směr jako normála

nadroviny ~ω, proto jej lze za pomoćı tohoto skaláru a vektoru vyjádřit:

~ω · (~c+m
~ω

‖~ω‖
) + b = 1 (1.13)

Roznásob́ıme závorku:

~ω · ~c+m
~ω · ~ω
‖~ω‖

+ b = 1 (1.14)

Z definice skalárńıho součinu vyplývá, že skalárńı součin vektoru se sebou samým

10



je euklidovská norma umocněná na druhou, proto plat́ı:

~ω · ~c+m
‖~ω‖2

‖~ω‖
+ b = 1 (1.15)

~ω · ~c+m ‖~ω‖+ b = 1 (1.16)

Převedeme člen s normou na pravou stranu:

~ω · ~c+ b = 1−m ‖~ω‖ (1.17)

Vektor ~c lež́ı na nadrovině tř́ıdy T−1, proto se levá strana rovnice 1.17 rovná -1 :

−1 = 1−m ‖~ω‖ (1.18)

m ‖~ω‖ = 2 (1.19)

m =
2

‖~ω‖
(1.20)

Z rovnice 1.20 vid́ıme, že maximalizaci vzdálenosti m lze dosáhnout minimalizaćı

normy normály ~ω. Tento poznatek využijeme k formulaci finálńıho optimalizačńıho

problému:

Minimalizujte ‖~ω‖ tak, aby ∀i = 1, . . . , n platilo : yi · (~ω · ~xi + b) ≥ +1 (1.21)

Problém 1.21 lze převést na konvexńı kvadratickou formu, jež je mnohem snáze

řešitelná. Dostaneme tak tvar, jenž je nejčastěji použ́ıván v literatuře zabývaj́ıćı se

danou problematikou [7]:

Minimalizujte
1

2
‖~ω‖2 tak, aby ∀i = 1, . . . , n platilo : yi ·(~ω · ~xi+b)−1 ≥ 0 (1.22)

Tento optimalizačńı problém představuje samotné trénováńı klasifikátoru.

Na trénováńı SVMs je zaj́ımavé, že nastaveńı klasifikátoru ovlivńı pouze podp̊urné

vektory.

Při samotném hledáńı řešeńı většinou převedeme primárńı minimalizačńı problém

1.22 na duálńı maximalizačńı, jehož řešeńı je v kontextu SVMs totožné (jedná se o
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takzvanou silnou dualitu viz [7]):

~α = arg max
~α

m∑
i=1

αi −
1

2

m∑
i=1

m∑
j=1

αiαjyiyj(~xi · ~xj) (1.23)

při splněńı podmı́nek:

~αi ≥ 0;∀i = 1, . . . ,m;
m∑
i=1

αiyi = 0

Vektor ~α je vektor takzvaných Lagrangeových multiplikátor̊u a lze pomoćı nich

přej́ıt k řešeńı ~ω:

~ω =
m∑
i=1

αiyi~xi (1.24)

Nyńı máme natrénovaný klasifikátor a můžeme přistoupit k samotné klasifikaci.

1.5.1.1 Klasifikace pomoćı SVM

Klasifikace pomoćı SVM prob́ıhá tak, že dosad́ıme vektor ke klasifikaci ~xk do nerov-

nic, jež vycháźı z rovnice děĺıćı nadroviny 1.4:

~ω · ~xk + b ≥ 0 (1.25)

~ω · ~xk + b < 0 (1.26)

Pokud je pro vektor ~xk splněna nerovnice 1.25 patř́ı vektor do tř́ıdy T+1. Analo-

gicky plat́ı, že v př́ıpadě splněńı nerovnice 1.26 př́ısluš́ı vektor tř́ıdě T−1.

Jestliže byl pro natrénováńı použit duálńı problém 1.23, je vhodné použ́ıt hy-

potézu5, jež je nativńı danému problému [9]:

h(~xi) = sign(
m∑
j=1

αjyj(~xi · ~xj) + b) (1.27)

1.5.1.2 Neseparabilńı př́ıpad

Optimalizačńı problém 1.22 včetně jeho duálńı verze maj́ı tu vlastnost, že funguj́ı

korektně pouze na lineárně separabilńıch datech. Na reálných trénovaćıch datech se

5Funkce definuj́ıćı závislost mezi prostorem dat a prostorem kategoríı/tř́ıd
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často stává, že neńı možné dvě tř́ıdy dokonale rozdělit lineárńı hypotézou. Tento

př́ıpad je vidět na obrázku 1.2, kde body označeny červenými kroužky znemožňuj́ı

separaci s nulovou ztrátou. Z toho d̊uvodu je potřeba algoritmu umožnit
”
udělat

chybu“.
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+

+

+
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+
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Obrázek 1.2: Rozložeńı dat v rovině [8]

Toho lze doćılit zavedeńım př́ıdavné proměnné ξ do omezuj́ıćıch podmı́nek:

yi · (~ω · ~xi + b) ≥ 1− ξ (1.28)

Samotná podmı́nka 1.28 by pak byla splněna pro libovolně velké ξ. Abychom

předešli tomuto problému, zavedeme takzvaný regularizačńı6 parametr do optima-

lizačńıho problému:

(~ω, b, ξ) = arg min
~ω,b,ξ

1

2
‖~ω‖2 + C

m∑
i=1

ξi (1.29)

Tato verze klasifikátoru je anglicky nazývána soft-margin SVM.

Pro zavedeńı regularizace do duálńıho problému 1.23 změńıme omezuj́ıćı podmı́nku:

6Zavedeńı dodatečné informace jako prevenci proti přetrénováńı
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0 ≤ ~αi ≤ C;∀i = 1, . . . ,m;
m∑
i=1

αiyi = 0

Hyperparametr7 C nám umožňuje nastavit váhu regularizačńıho prvku.

1.5.2 Nelineárńı SVM

Výše je popsáno, jak aplikovat SVM na data, jež jsou do velké mı́ry lineárně sepa-

rovatelná. Obecně však data často lineárně separovat nelze. V takovém př́ıpadě je

nutné klasifikovat data ve vyšš́ı dimenzi než je nativńı dimenze dat. Transformace

dat do vyšš́ı dimenze je výpočetně náročná, proto byla vyvinuta metoda, jež provede

klasifikaci ve vyšš́ı dimenzi bez samotné transformace dat. Tato metoda se nazývá

jádrový trik (anglicky kernel trick) a jej́ım výstupem je skalárńı součin vektor̊u ve

vyšš́ı dimenzi. Definice jádrové funkce má následuj́ıćı tvar [7]:

Definice 1.5.1. Mějme funkci Φ : Rd → H, kde Rd je nativńı dimenze dat. Funkci

K : Rd → R definovanou jako K(~x, ~x′) = < Φ(~x),Φ(~x′) >H , kde < ·, · >H označuje

skalárńı součin v prostoru H, nazýváme jádrovou funkćı.

Jádrový trik lze aplikovat velmi jednoduše. Stač́ı v duálńım maximalizačńım

problému 1.23 a př́ıslušné hypotéze 1.27 použ́ıt jádrovou funkci mı́sto skalárńıho

součinu.

1.5.2.1 Přehled jader

Aplikace jádrového triku je velmi flexibilńı a umožňuje vytvořeńı jádrové trans-

formace na mı́ru danému problému. Vytvořeńı vlastńı jádrové transformace však

vyžaduje expertńı znalost problematiky a ve většině př́ıpad̊u je vhodněǰśı použ́ıt

obecně známe definice jader.

V této práci je použit takzvaný lineárńı kernel, jenž je definován jako [7]:

K(~x, ~x′) = ~x · ~x′ (1.30)

Tento typ jádra je vhodné použ́ıt v situaćıch, kde klasifikovaná data maj́ı velké

množstv́ı př́ıznak̊u, jelikož v takových situaćıch mapováńı dat do vyšš́ıch dimenźı

7Parametr, jenž je nastaven před samotným trénováńım
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nepřináš́ı žádné zlepšeńı klasifikace. Textová data jsou vektorizována do vektor̊u

vysokých dimenźı a bývaj́ı lineárně separovatelná [10]. Z toho d̊uvodu je lineárńı

kernel téměř vždy optimálńı volbou pro klasifikaci textu. Daľśı výhodou lineárńıho

jádra je výpočetńı nenáročnost oproti komplexněǰśım formám transformaćı.

Lineárńı kernel je nejjednodušš́ım typem polynomického jádra [7], které je

definováno rovnićı:

K(~x, ~x′) = (~x · ~x′ + c)d (1.31)

Kde c je konstanta a d je stupeň polynomu. Polynomický kernel vyšš́ıho řádu

umožňuje klasifikátoru naučeńı komplexńı rozhodovaćı hranice. Při př́ılǐs vysokém

řádu polynomu je však klasifikátor s t́ımto jádrem náchylný k přetrénováńı8.

Posledńım v této práci zmı́něným jádrem je takzvaný RBF kernel [7], jenž má

následuj́ıćı matematický zápis:

K(~x, ~x′) = exp

(
−‖~x− ~x

′‖2

2σ2

)
(1.32)

Kde σ je volný parametr. Výhodou RBF jádra je schopnost naučeńı se velmi kom-

plexńıch hypotéz 5.

1.5.3 Vlastnosti SVM

Kategorizace textu se vyznačuje velkým množstv́ım relevantńıch př́ıznak̊u [10]. Je

proto nevhodné použit́ı metod, jež redukuj́ı dimenzi př́ıznakového prostoru. SVMs

se vyznačuj́ı svou efektivitou při práci s velmi vysokými dimenzemi, z toho d̊uvodu v

kontextu kategorizace textu podávaj́ı velmi dobré výsledky. Tato vlastnost je prak-

ticky ověřena v praktické části 3.1.2 této práce, kde jsou textové úseky transfor-

movány do vektor̊u vysokých dimenźı, při zachováńı přijatelné výpočetńı náročnosti.

Daľśı výhodou SVM je možnost výběru jádra, jež nám umožňuje velmi efektivně apli-

kovat SVM na velké množstv́ı r̊uzných problémů. Na druhou stranu tato flexibilita

vyžaduje určitou zkušenost při výběru modelu, jelikož samotný výběr jádra neńı

pokryt matematickou teoríı.

8Vlastnost, kdy má klasifikátor velkou úspěšnost na trénovaćıch datech a ńızkou na testovaćıch
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1.6 Umělé neuronové śıtě

Umělá neuronová śıt’ je výpočetńı model, jenž je inspirován biologickou strukturou

mozku. Tento model je velmi flexibilńı a lze jej tak aplikovat na velké množstv́ı

problémů. Dı́ky př́ıchodu vysoce výkonných grafických čip̊u na trh je nyńı možné

úspěšně natrénovat hluboké neuronové śıtě9, jež se vyznačuj́ı schopnost́ı zachytit

vysoce komplexńı závislosti.

Neuronové śıtě lze rozdělit podle směru š́ı̌reńı informace na dva základńı typy:

1.6.1 Dopředné neuronové śıtě

Prvńım typem jsou dopředné neuronové śıtě (znázorněno na obrázku 1.3). Jak je

z názvu slyšet, informace se v tomto př́ıpadě š́ı̌ŕı pouze od vstup̊u k výstup̊um.

Nenastane tak situace, kdy výstup vrstvy ovlivńı výstup té samé vrstvy při daľśım

pr̊uchodu informace. Nejjednodušš́ı realizaćı tohoto typu je jednovrstvý perceptron.

Perceptron je algoritmus lineárńı klasifikace, jenž byl zformulován v 50. letech 20.

stolet́ı [11]. Jak lze z doby objeveńı usoudit, jedná se o jednu z prvńıch neuronových

śıt́ı.

vstupńı v. skrytá v. skrytá v. výstupńı v.

Obrázek 1.3: Dopředná neuronová śıt’ [12]

Dopředné neuronové śıtě jsou typicky nasazovány na problémy, kde hledáme

funkčńı závislost mezi vstupem a výstupem.

9Śıtě s v́ıce skrytými vrstvami
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1.6.2 Zpětnovazebńı neuronové śıtě

Druhým typem jsou zpětnovazebńı neuronové śıtě (v některé literatuře označovány

jako rekurentńı). Jak je znázorněno na obrázku 1.4, informace se v tomto př́ıpadě š́ı̌ŕı

zpět na vstup. Výstup tak v tomto př́ıpadě neńı závislý pouze na vstupu, ale také na

stavu v němž se śıt’ nacházela v předešlé iteraci. Mezi zástupce zpětnovazebńıch neu-

ronových śıt́ı patř́ı např́ıklad Hopfieldova śıt’, jež je použ́ıvána jako autoasociativńı

pamět’10.

vstupńı v. skrytá v. skrytá v. výstupńı v.

Obrázek 1.4: Zpětnovazebńı neuronová śıt’ [12]

Rekurentńı neuronové śıtě jsou použ́ıvány všude tam, kde potřebujeme zpra-

covat sekvenci vstup̊u, které jsou na sobě časově závislé. Typickou aplikaćı je tedy

rozpoznáváńı řeči nebo psaného textu, kde rozděleńı pravděpodobnosti aktuálńı pre-

dikce je silně ovlivněno předešlými vstupy (hlásky, ṕısmena). Tento typ neuronové

śıtě (konkrétně verze LSTM 1.6.2.1) je použ́ıván i v této práci, kdy je na vstup

přivedena sekvence predikćı z klasifikátoru témat a na výstupu očekávám informaci

o tématických hranićıch viz 3.3.

U rekurentńıch neuronových śıt́ı se výrazně projevily 2 problémy [13], které

nastávaj́ı při použit́ı algoritmu zpětně propagace na hluboké śıtě. Samotná defi-

nice zpětnovazebńıch śıt́ı neimplikuje, že by se jednalo o śıtě hluboké. Śıt’ se však

v tomto př́ıpadě trénuje speciálńı verźı algoritmu zpětné propagace (takzvaný algo-

10Pamět’, jež je adresována kusem sebe samé
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ritmus zpětné propagace v čase, anglicky backpropagation through time), což má za

následek umocněńı těchto problémů.

Prvńım problémem je takzvaný miźıćı gradient (anglicky vanishing gradient).

Tento problém se dá přirovnat k zapomı́náńı, jelikož bráńı rekurentńım neuronovým

śıt́ım ve vytvořeńı dlouhodobých závislost́ı. V momentě, kdy se změny propaguj́ı zpět

do minulých časových krok̊u či hlubš́ıch vrstev, se tyto změny exponenciálně bĺıž́ı k

0. Tento jev nastává u rekurentńıch śıt́ı s lineárńı aktivačńı funkćı v př́ıpadě, kdy

největš́ı vlastńı č́ıslo váhové matice je menš́ı než 1. U śıt́ı s nelineárńı aktivačńı funkćı

je tento problém též př́ıtomen, ale nelze ř́ıci, že největš́ı vlastńı č́ıslo muśı být menš́ı

než 1, aby problém nastal [13].

Druhý problém má zcela opačný charakter a nazývá se problém exploduj́ıćıho

gradientu (anglicky exploding gradient). Při zpětné propagaci změny exponenciálně

rostou, což zapř́ıčińı, že je model nestabilńı a nic se nenauč́ı.

Efektem výše zmı́něných problémů bylo, že hluboké a rekurentńı neuronové śıtě

byly velmi obt́ıžně natrénovatelné.

1.6.2.1 Long short-term memory

Long short-term memory (zkráceně LSTM) je typ rekurentńı neuronové śıtě, který

problém miźıćıho a exploduj́ıćıho gradientu řeš́ı [14].
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Obrázek 1.5: LSTM [15]

Jeden typ LSTM jednotky/neuronu je znázorněn na obrázku 1.5. LSTM zavád́ı
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dodatečné vrstvy, jež precizně kontroluj́ı co se má zapomenout či zapamatovat.

Prvńı taková vrstva se anglicky nazývá forget gate layer (na obrázku označena

ft), jej́ıž výstup je vložen do sigmoidálńı aktivačńı funkce. Tato vrstva určuje, jaká

informace se má zapomenout.

Daľśı vrstva je anglicky nazývána input gate layer (na obrázku označena it).

Výstup této vrstvy je též vložen do sigmoidálńı funkce, proto nabývá hodnot na in-

tervalu (0, 1). Jak je vidět z obrázku 1.5, tento výstup je vynásoben výstupem vrstvy,

jež produkuje takzvané kandidátńı hodnoty (označeno C̃t). Kombinace těchto dvou

vrstev tedy urč́ı, jaké hodnoty budou přidány do vnitřńıho stavu LSTM jednotky.

Posledńı vrstvou je vrstva výstupńı (označena ot). Tato vrstva určuje, jaká in-

formace se dostane na samotný výstup celé jednotky. Jej́ı výstup je vynásoben

aktuálńım stavem Ct, který byl normován na interval (−1, 1) pomoćı funkce hy-

perbolický tangens.

1.7 Vyhodnoceńı

Existuje mnoho metrik vyhodnoceńı kvality algoritmu. Tyto metriky vznikly jako

reakce na specifické požadavky r̊uzných aplikaćı [16].

1.7.1 Úspěšnost

Nejjednodušš́ı takovou metrikou je úspěšnost (anglicky accuracy), jej́ıž matematický

zápis je následuj́ıćı:

accuracy(y, ŷ) =
1

n

n−1∑
i=0

1(ŷi = yi) (1.33)

Kde n je počet predikćı, ŷi je predikovaná hodnota a yi je př́ıslušná pravdivá

hodnota. Úspěšnost má jeden zásadńı nedostatek. V př́ıpadě, kdy nejsou prav-

divé hodnoty rovnoměrně distribuovány mezi možnostmi (anglicky nazýváno skewed

data), má tato metrika velmi špatnou vypov́ıdaćı hodnotu [16]. Typickým př́ıkladem

této vlastnosti může být test rakoviny, který by pokaždé vrátil negativńı výsledek.

Tento klasifikátor (též nazýván triviálńı neakceptor 11) by měl velkou úspěšnost v

11Klasifikátor, jenž vrát́ı pokaždé negativńı odpověd’
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absolutńıch hodnotách (málo lid́ı má ve skutečnosti rakovinu), ale test by byl ve

skutečnosti k ničemu.

1.7.2 F-mı́ra

F-mı́ra (též nazýváno F1 skóre) je metrika, jež řeš́ı problémy spojené s úspěšnost́ı 1.7.1.

Pro jej́ı definici nejprve zavedu tabulku, která je anglicky nazývána table of confusion

nebo confusion matrix.

True class

Positive Negative

Predicted class
Positive True Positive False Positive

Negative False Negative True Negative

Tabulka 1.1: Table of confusion

Hodnoty v tabulce jsou definovány takto:

True positives - počet pozitivńıch výstup̊u správně identifikovaných jako pozitivńı

False positives - počet pozitivńıch výstup̊u, jenž byly špatně klasifikovány jako

pozitivńı

True negatives - počet negativńıch výstup̊u správně klasifikovaných jako negativńı

False negatives - počet negativńıch výstup̊u, které byly špatně klasifikovány jako

negativńı

F-mı́ra je pak definovaná pomoćı dvou veličin. Prvńı veličinou je přesnost (ang-

licky nazývána precision), která je definována jako:

Precision =
True positives

True positives+ False positives
(1.34)

Druhou veličinou je úplnost (anglicky recall):

Recall =
True positives

True positives+ False negatives
(1.35)
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relevant elements

selected elements

false positivestrue positives

false negatives true negatives

Precision =

Recall =

How many relevant
items are selected?

How many selected
items are relevant?

Obrázek 1.6: Infografika přesnosti a úplnosti [17]

Nyńı můžeme definovat samotnou F-mı́ru:

F1 = 2 · 1
1

Recall
+ 1

Precision

= 2 · Precision ·Recall
Precision+Recall

(1.36)

F-mı́ra je velmi často použ́ıvanou metrikou, jelikož podává relevantńı hodnotu

i v př́ıpadě, kdy pracujeme se zkosenými daty12. Tato metrika tedy řeš́ı zásadńı

nedostatek úspěšnosti 1.7.1.

12Data, jež z velké části spadaj́ı do jedné kategorie
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1.7.2.1 Vyhodnoceńı multi-label klasifikace

Definice 1.36 má ten nedostatek, že lze použ́ıt jen v př́ıpadě dichotomie13. Existuje

však několik zp̊usob̊u, jak se s t́ımto nedostatkem vypořádat:

1. Micro averaging spoč́ıvá ve výpočtu True positives, False positives a False ne-

gatives globálně. Neboli jsou tyto hodnoty vypočteny pro každou pozici [vzo-

rek, tř́ıda] nezávisle. Na těchto hodnotách je pak vypočtena F mı́ra.

2. Macro averaging je př́ıstup, kdy jsou hodnoty nejprve vypoč́ıtány pro jednot-

livé tř́ıdy. Z těchto hodnot je pak určen pr̊uměr.

3. Weighted averaging je zp̊usob podobný macro averaging s t́ım rozd́ılem, že

hodnoty pro dané tř́ıdy jsou váženy počtem přǐrazeńı k této tř́ıdě (tento počet

je anglicky nazýván support).

4. Samples averaging je př́ıstup, který na rozd́ıl od macro a weighted averaging

neńı vypoč́ıtán pro jednotlivé tř́ıdy, ale pro jednotlivé vzorky. Hodnoty na

jednotlivých vzorćıch jsou při výpočtu výsledné mı́ry zpr̊uměrovány. Tento

př́ıstup je použit v této práci a má smysle jej aplikovat pouze na multi-label

problémy.

Popis a názvy těchto zp̊usob̊u jsou převzaty z dokumentace knihovny scikit-

learn [18].

13Tř́ıděńı do dvou vylučuj́ıćıch se skupin
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Kapitola 2

Segmentace

2.1 Problematika

Segmentace textu je soubor problémů, jehož řešeńı má široké uplatněńı. Lidstvo

má k dispozici obrovské množstv́ı textových dokument̊u, jenž často nemaj́ı známou

strukturu. Algoritmy segmentace nám v takovém př́ıpadě mohou pomoci s nalezeńım

struktury, což výrazně ulehčuje orientaci lidem i stroj̊um.

Hlavńı doménou segmentace je rozděleńı dlouhého textu do tématicky kohe-

rentńıch celk̊u. Zde naráž́ıme na problém jak definovat co je to téma tak, aby mu

stroj
”
porozuměl“. Jak už bylo zjǐstěno v mnoha jiných teźıch, tento úkon je poměrně

komplexńı [19]. Jelikož mám k dispozici dostatečně velké množstv́ı dat 3.1, mohu si

dovolit použ́ıt moderńı př́ıstup strojového učeńı. Tento př́ıstup spoč́ıvá v natrénováńı

klasifikátoru, který automaticky extrahuje implicitńı znalost z dat o tom, co definuje

jednotlivá témata.

2.2 Vyhodnoceńı

Tato kapitola je určitou návaznost́ı na kapitolu 1.7, jelikož metriky použ́ıvané pro

vyhodnoceńı kvality klasifikace je možné použ́ıt i na segmentaci textu. Existuj́ı však

metriky vytvořené př́ımo pro vyhodnoceńı segmentace, které berou v potaz specifické

požadavky dané úlohy.
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2.2.1 Pk metrika

Pk metrika byla vyvinuta jako reakce na nedostatky F mı́ry 1.7.2 při použit́ı pro

vyhodnoceńı kvality segmentace textu [20]. Chybou F mı́ry je, že nebere v potaz

vzdálenost predikované tématické hranice od skutečné. Je žádoućı, aby algoritmus

který nalezne hranici ve vzdálenosti jedné věty od skutečné hranice byl ohodnocen

lépe než algoritmus, který hranici nastav́ı uprostřed tématického celku. Tato met-

rika udává pravděpodobnost, že náhodně zvolená dvojice pozic ve vzdálenosti k je

nekonzistentně klasifikována [20]. Nekonzistenćı je v tomto př́ıpadě myšleno, že pro

jednu konkrétńı segmentaci dvojice pozic lež́ı ve stejném tématickém úseku a pro

jinou segmentaci v r̊uzných. Touto pozićı je v kontextu této práce odstavec, ale může

j́ı být třeba slovo či věta.

Definice metriky je následuj́ıćı:

Pk =
1

N − k

N−k∑
i=1

(|q(refi, refi+k)− q(hypi, hypi+k)| > 0) (2.1)

Kde q(i, j) je funkce, udávaj́ıćı zda se pozice i a j nacháźı v r̊uzných tématických

celćıch či nikoliv. N je počet vět (př́ıpadně odstavc̊u) v segmentovaném textu a k je

velikost
”
okénka“, neboli vzdálenost pozic i a j.

Na obrázku 2.1 jsou vyobrazeny situace, které při posuvu
”
okénka“ mohou na-

stat:

okay miss false
alarm

okay

Hypothesized
segmentation

Reference
segmentation

Obrázek 2.1: Pk metrika [21]

Jelikož Pk udává pravděpodobnost chyby, jedná se o č́ıslo na intervalu < 0, 1 > a

plat́ı, že č́ım nižš́ı č́ıslo Pk je, t́ım lépe daný segmentačńı algoritmus pracuje.
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2.2.1.1 Volba parametru k

Empiricky bylo zjǐstěno, že nastaveńı k na polovinu pr̊uměrné délky tématických

celk̊u podává nejkonzistentněǰśı výsledky při vyhodnoceńı triviálńıch segmentačńıch

algoritmů1. Hodnota Pk je v takovém př́ıpadě přibližně 1
2
.

2.2.2 WindowDiff metrika

Pk metrika 2.2.1 má několik závažných problémů [22]:

• Penalizace false negatives (miss) v́ıce než false positives (false alarm)

• Nebere v potaz počet tématických hranic

• Senzitivita na variabilńı délku segment̊u

• Př́ılǐs vysoká penalizace umı́stěńı hranice, jež je bĺızko referenčńı pozici (tak-

zvaná near-miss error)

• Málo intuitivńı - nejlepš́ı algoritmus ohodnocen nulou a triviálńı algoritmus

přibližně polovinou

Ukázalo se, že jednoduchá modifikace [22] Pk metriky odstrańı většinu problémů

výše. Touto modifikaćı je penalizace algoritmu v př́ıpadě, že na daném úseku je jiný

počet tématických hranic než je referenčńı počet. Takto nově vniklá metrika byla

pojmenována WindowDiff a má následuj́ıćı matematický zápis:

WindowDiff =
1

N − k

N−k∑
i=1

(|b(refi, refi+k)− b(hypi, hypi+k)| > 0) (2.2)

Kde b(i, j) představuje počet hranic mezi pozicemi i a j. Parametry N a k zna-

menaj́ı totéž, co u rovnice 2.1.

1Algoritmy, jenž predikuj́ı změnu tématu všude, náhodně nebo nikde
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Kapitola 3

Praktická část

Jelikož mi bylo dáno k dispozici poměrně velké množstv́ı dat s přidělenými tématy,

vytvořil jsem algoritmus, který využ́ıvá informaci o tématu článk̊u pro segmentaci

textu. Alternativńı př́ıstupy [23], které též použ́ıvaj́ı v procesu segmentace klasi-

fikátor SVM 1.5, většinou pracuj́ı pouze s informaćı o tématických hranićıch článk̊u,

nikoliv však s informaćı o samotných tématech. T́ımto se př́ıstup v této práci lǐśı od

probádaných alternativ a může tak poskytnou jiný pohled na segmentaci textu.

V prvńı části této kapitoly je popsáno zpracováńı dat a trénováńı klasifikátor̊u.

V druhé části je otestováno několik př́ıstup̊u využ́ıvaj́ıćıch predikce natrénovaných

klasifikátor̊u pro segmentaci textu.

Celá práce je naprogramována pomoćı jazyka Python s využit́ım knihoven NumPy,

SciPy, scikit-learn, Keras a TensorFlow.

3.1 Zpracováńı dat

Vstupńımi daty jsou dva soubory (trénovaćı a testovaćı data) s českými zpravo-

dajskými články. Na prvńım řádku každého článku v souboru jsou přidělená témata

od člověka. Data jsou naformátována tak, že na každém daľśım řádku je jeden odsta-

vec daného článku. Unikátńıch témat je v trénovaćım korpusu1 577. Každý článek

má přidělené alespoň jedno téma a maximálńı počet přidělených témat článku je

10. Četnosti témat jsou vizualizovány na obrázku 3.1. Nejčastěji přǐrazené téma je

USA, které př́ısluš́ı 16367 článk̊um. Na opačném konci je téma přiděleno 7 článk̊um

1Viz poznámka na straně 5

26



a je j́ım Super Bowl. V trénovaćım korpusu je 205128 článk̊u, v testovaćım 43847

článk̊u.

Obrázek 3.1: Rozložeńı četnost́ı témat v korpusu

3.1.1 Held out data

Nejprve je nutné z trénovaćıch dat vyjmout tzv held out data (také někdy označováno

jako cross validation data). Tato data se použ́ıvaj́ı pro optimalizaci hyperpara-

metr̊u2. V kontextu této práce je hyperparametrem práh, jenž optimalizuji s využit́ım

F-mı́ry 1.7.2. V tomto př́ıpadě jsem vyjmul 10 % dat. V absolutńıch č́ıslech se jedná o

20513 článk̊u. Pro natrénováńı klasifikátor̊u bude použito 184615 článk̊u. Je d̊uležité

data nenechat zároveň i v trénovaćıch datech. Kdybych tak neučinil, mohl bych do-

stat práh, který funguje dobře jen na held out datech.

3.1.2 Vektorizace

Dále je nutné data převést do vektorizované formy. K tomuto úkonu jsem použil

tř́ıdu TfidfVectorizer z knihovny scikit-learn. TfidfVectorizer použ́ıvá takzvanou Tf-

2Viz poznámka na straně 14
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idf metodiku, jež je popsána v sekci 1.2.1. Tato tř́ıda spojuje funkcionalitu tř́ıd

CountVectorizer a TfidfTransformer. Pro transformaci témat do maticové formy

jsem využil tř́ıdu MultiLabelBinarizer, která převede seznam témat do binárńı matice

Y. Použit́ı tř́ıd je vysoce intuitivńı:

Kód 3.1: Použit́ı tř́ıd TfidfVectorizer a MultiLabelBinarizer

from sklearn.feature extraction.text import TfidfVectorizer

from sklearn.preprocessing import MultiLabelBinarizer

...

vectorizer = TfidfVectorizer(ngram range=(1, 1), sublinear tf=True)

binarizer = MultiLabelBinarizer()

X = vectorizer.fit transform(corpus)

Y = binarizer.fit transform(topics)

Metoda fit transform nastav́ı instanćım parametry potřebné pro transformaci

textu a zároveň vrát́ı vstupńı data v maticové formě.

X je ř́ıdká matice3 s rozměry 184615x601479. Index řádku je jakýsi identifikátor

jednotlivých článk̊u. Tento identifikátor je validńı i v matici Y, jež je popsána ńıže.

Index sloupce pak identifikuje tokeny. Na pozićıch v matici jsou vypočteny váhy

token̊u.

Rozměry matice Y jsou 184615x577. Hodnoty jsou binárńı a reprezentuj́ı, zda

dané téma bylo přǐrazeno článku či nikoliv.

3.2 Trénováńı klasifikátoru

V této části práce je zdokumentována praktická realizace trénováńı SVM klasi-

fikátoru. Teorii k trénováńı SVM jsem podrobně popsal v sekci 1.5.1.

3.2.1 Trénováńı na článćıch

Z nadpisu této kapitoly lze usoudit, že je v této části SVM natrénováno na celých

článćıch. To znamená, že je klasifikátoru předložen vektor celého článku, nikoliv

vektor jeho část́ı.

3Matice, jež má většinu prvk̊u nulových
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Kód 3.2: Trénováńı SVM

from sklearn.svm import LinearSVC

from sklearn.multiclass import OneVsRestClassifier

from sklearn.calibration import CalibratedClassifierCV

...

classifier one class = CalibratedClassifierCV(LinearSVC(), cv=3)

classifier = OneVsRestClassifier(classifier one class, n jobs=1)

classifier.fit(X, Y)

Jak je vidno z kódu 3.2, je použit lineárńı kernel (definován v sekci 1.5.2). Je žádoućı,

aby výstupem klasifikátoru byla pravděpodobnost. Z toho d̊uvodu je instance kla-

sifikátoru zabalena do tř́ıdy CalibratedClassifierCV. Tato tř́ıda je implementaćı ka-

libračńıho mechanismu, jenž využ́ıvá Plattovu sigmoidálńı funkci a isotonickou re-

gresi.

3.2.1.1 Prahováńı výstupu

Pro vyhodnoceńı kvality klasifikace jsem použil F-mı́ru. Jak je popsáno v sekci 1.7.2,

tato metrika je vypočtena ze dvou č́ısel: Precision a Recall. Obecně plat́ı, že č́ım je

rozd́ıl těchto hodnot v absolutńı hodnotě menš́ı, t́ım v́ıc se nastaveńı klasifikátoru

bĺıž́ı optimu. V praktické realizaci je tento proces implementováno použit́ım cyklu,

jenž iteruje přes množinu hodnot (v mém př́ıpadě interval mezi 0 a 1 vzorkovaný po

setině), ve kterém je vypočtena F-mı́ra pro daný práh. Jelikož jsem použil kalibro-

vaný klasifikátor, práh je pravděpodobnost, neboli č́ıslo v intervalu < 0, 1 >.

Hodnota, pro kterou je na held out datech nejvyšš́ı mı́ra, je nejlepš́ım prahem.

Tato hodnota je na obrázku 3.2 označena modrým kř́ıžkem. Pro daný př́ıpad je

práh 0,3 (30 %) téměř optimálńı. Vid́ıme, že neńı př́ımo v globálńım maximu,

což je zp̊usobeno vzorkováńım po setině. Jakmile jsem našel optimálńı práh, mohu

přistoupit k samotnému vyhodnoceńı.
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Obrázek 3.2: Vývoj přesnosti, úplnosti a F-mı́ry v závislosti na prahu

3.2.1.2 Vyhodnoceńı

Vyhodnoceńı se provád́ı na testovaćıch datech. Opět je použita F-mı́ra a pro daný

klasifikátor nabývá hodnoty F1 = 0,766 (P = 0,803; R = 0,785). Hodnoty Precision

(P) a Recall (R) si jsou poměrně bĺızké, proto můžeme ř́ıci, že nastaveńı prahu se

bĺıž́ı globálńımu optimu. Hodnota 76,6 % je poměrně dobrá, jelikož muśıme brát v

potaz šum v datech a nekonzistenci při určováńı témat lidmi.

3.2.2 Trénováńı na odstavćıch

V sekci 3.2.1 byl obsah článk̊u převeden do jednoho vektoru. V této sekci jsou

vstupńımi daty vektory jednotlivých odstavc̊u, kterým byla přǐrazena témata podle

následuj́ıćıch pravidel:

1. Každé téma článku muśı být přǐrazeno alespoň jednomu odstavci

2. Každý odstavec muśı mı́t alespoň jedno téma

3. Odstavc̊um přidělit jen témata zdrojového článku
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Tato pravidla byla aplikována na predikce témat klasifikátoru, jehož trénováńı

je popsáno v sekci 3.2.1.

Trénováńım klasifikátoru na odstavćıch by mohlo být dosaženo lepš́ıch výsledk̊u,

jelikož r̊uzné odstavce často mı́vaj́ı zcela odlǐsná témata. Je velmi časté, že se

např́ıklad v článku pojednávaj́ıćım o sportovńıch výsledćıch vyskytne odstavec zabývaj́ıćı

se jen a pouze počaśım. V takových situaćıch by měl klasifikátor pracuj́ıćı s odstavci

podat lepš́ı výsledky.

Nalezeńı optimálńıho prahu vstupńıch dat za pomoćı F-mı́ry by vyžadovalo

natrénováńı tolika klasifikátor̊u, kolik by bylo možných prah̊u. Tento př́ıstup by

byl velmi výpočetně náročný, proto jsem otestoval dva alternativńı př́ıstupy, které

tento problém obcházej́ı.

Prvńım př́ıstupem je naprahováńı podle největš́ı mezery mezi predikcemi. Tento

př́ıstup se v literatuře nazývá MCut a spoč́ıvá v následuj́ıćıch kroćıch [24]:

1. Seřazeńı predikćı podle velikosti

2. Nalezeńı největš́ıho rozd́ılu mezi dvěma po sobě jdoućımi predikcemi

3. Pr̊uměr těchto dvou predikćı je hledaným prahem

Druhý př́ıstup je jednodušš́ı. Spoč́ıvá ve vyhledáńı nejvyšš́ı hodnoty predikce,

přičemž polovina této hodnoty je hledaným jako práh.

Trénováńı takto zpracovaných dat, je totožné s kódem 3.2.

3.2.2.1 Nalezeńı prahu a vyhodnoceńı

Pro nalezeńı prahu a vyhodnoceńı je potřeba held out a testovaćı data zpracovat

stejně jako jsou zpracována data testovaćı. Proces nalezeńı prahu a vyhodnoceńı je

pak totožný s procesem, jenž je popsán v sekci 3.2.

Klasifikátor, který byl natrénován na datech s tématy roztř́ıděnými pomoćı pra-

hováńı podle poloviny největš́ı predikce, má optimálńı práh 0,39 (39 %). Pro tento

práh byla naměřena F-mı́ra F1 = 0,708 (P = 0,717; R = 0,739).

U druhé verze klasifikátoru, který je natrénovaný na datech s roztř́ıděnými

tématy pomoćı největš́ı mezery mezi predikcemi, byl nalezen práh 0,91 (91 %).

Výsledek je v tomto př́ıpadě horš́ı: F1 = 0,672 (P = 0,672; R = 0,672).
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Vid́ıme, že klasifikátor natrénovaný na odstavćıch dosáhl horš́ıch výsledk̊u než

klasifikátor natrénovaný na článćıch. Tento fakt je pravděpodobně zp̊usoben nedo-

statečnými daty. Proces tř́ıděńı témat k odstavc̊um zanáš́ı do dat př́ılǐs mnoho šumu,

což degraduje kvalitu klasifikátoru.

3.3 Segmentace

Nyńı se dostáváme k jádru této práce, kterým je segmentace textu.

3.3.1 Binárńı SVM

Abychom otestovali, jak d̊uležitý je klasifikátor tématu pro segmentaci, natrénoval

jsem binárńı SVM na kosinových vzdálenostech dvou po sobě jdoućıch tf-idf vektor̊u

odstavc̊u (viz 1.2.1).

Kód 3.3: Trénováńı binárńıho SVM

from sklearn.svm import LinearSV

...

classifier = LinearSVC(random state=0)

classifier.fit(x dists, y true)

Kód trénováńı je velmi podobný kódu 3.2 s t́ım rozd́ılem, že LinearSVC neńı

zabaleno do rozšǐruj́ıćıch tř́ıd. Vstupem jsou nyńı vzdálenosti a binárńı hodnoty

informuj́ıćı o tématických předělech.

3.3.1.1 Vyhodnoceńı

Po nalezeńı optimálńıho prahu -0,55 (na výstupu neńı pravděpodobnost, proto práh

nemuśı být v intervalu < 0, 1 >) F-mı́ra nabyla hodnoty F1 = 0,444 (P = 0,296; R

= 0,888). Jak už bylo zmı́něno v kapitole 3.2.1.1, č́ım bĺıže jsou si hodnoty přesnosti

a úplnosti t́ım v́ıce se nastaveńı klasifikátoru bĺıž́ı optimu. V tomto př́ıpadě jsou si i

přes optimálńı nastaveńı prahu tyto hodnoty velmi vzdáleny. Když se koukneme na

vývoj prahováńı 3.3 vid́ıme, že úplnost se nejprve bĺıž́ı hodnotě 1, zat́ımco přesnost

se drž́ı na intervalu < 0, 2; 0, 3 >. Při dosažeńı určitého prahu pak všechny hodnoty
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začnou padat k nule. Z takového vývoje lze usoudit, že tento klasifikátor neńı o

mnoho lepš́ı než triviálńı algoritmus4 přiděluj́ıćı na každou pozici tématický předěl.

Obrázek 3.3: Vývoj přesnosti, úplnosti a F-mı́ry v závislosti na prahu

3.3.2 Shlukovaćı algoritmus

Jednou možnost́ı jak k segmentaci přistupovat je použit́ı poznatk̊u shlukové analýzy5.

Tato i všechny daľśı metody popsané v této práci hodnoty z prediktoru témat

použ́ıvaj́ı.

3.3.2.1 K-means

Jedńım z př́ıstup̊u otestovaných v této práci je nasazeńı algoritmu k-means na pre-

dikce témat textových úsek̊u. U mnoha shlukovaćıch algoritmů je potřeba předem za-

dat počet shluk̊u, což je často problematické, jelikož tuto informaci většinou nemáme

k dispozici.

Jednou možnost́ı, jak tento problém obej́ıt, je spuštěńı algoritmu pro několik

4Viz poznámka na straně 26
5Statistická metoda, slouž́ıćı k tř́ıděńı prvk̊u do skupin na základě podobnosti
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r̊uzných počt̊u shluk̊u a vyhodnoceńı kvality výstupu pomoćı takzvaného siluetového

koeficientu. Ten je definován jako:

s(i) =
b(i)− a(i)

max{a(i), b(i)}
(3.1)

Kde a(i) je pr̊uměrná vzdálenost mezi bodem i a ostatńımi body v rámci shluku.

Hodnota b(i) je pak pr̊uměrná vzdálenost mezi bodem i a body, které nálež́ı do jiných

shluk̊u.

Obrázek 3.4: Vizualizace siluetových koeficient̊u při použit́ı metody K-means

Siluetový koeficient nabývá hodnot z intervalu < −1, 1 > a plat́ı, že č́ım vyšš́ı

hodnota je, t́ım lépe. Při vyhodnocováńı proto vybereme počet shluk̊u, pro který je

hodnota tohoto koeficientu nejvyšš́ı.

Na obrázku 3.4 jsou znázorněné hodnoty koeficient̊u jednotlivých prvk̊u. Červeně

čárkovanou př́ımkou je označena pr̊uměrná hodnota.

Jelikož by spuštěńı algoritmu na všech predikćıch najednou bylo při segmentaci

dlouhého textu extrémně pamět’ově a výpočetně náročné, poušt́ım algoritmus na

sekvenćıch 20 predikćı dlouhých.

Na celém testovaćım datasetu byl tento př́ıstup ohodnocen F-mı́rou F1 = 0,400
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(P = 0,282; R = 0,691). Hodnota 0,4 je hodně ńızká, což se ukázalo být zp̊usobené

použit́ım algoritmu, jenž nebere v potaz sekvenčnost dat.

3.3.2.2 Sekvenčńı shlukovaćı algoritmus

Jelikož neexistuje veřejně známý algoritmus, který by sekvenčnost dat bral v úvahu,

naprogramoval jsem algoritmus vlastńı.

Obrázek 3.5: Vizualizace siluetových koeficient̊u při použit́ı vlastńıho shlukovaćıho

algoritmu

Ten funguje tak, že hledá nejmenš́ı vzdálenost mezi po sobě jdoućımi predikcemi.

Predikce, jež k sobě maj́ı nejbĺıže, jsou pak spojeny do jednoho shluku. Jako centra

shluk̊u jsou použity pr̊uměry predikćı. Použ́ıvám zde kosinovou vzdálenost, jelikož

se ukázala být pro danou aplikaci nejvhodněǰśı (viz 3.3.3).

Pro tento shlukovaćı algoritmus byla změřena hodnota F-mı́ry F1 = 0,662 (P =

0,666; R = 0,658).
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3.3.3 Prahováńı vzdálenost́ı

Prahováńı vzdálenost́ı je velmi jednoduchá metoda, která se ukázala být poměrně

efektivńı. Tato metoda spoč́ıvá v naprahováńı vzdálenost́ı (popsáno v sekci 3.2.1)

mezi predikcemi.

Pro euklidovskou vzdálenost je F-mı́ra F1 = 0,507 (P = 0,525; R = 0,490) a pro

kosinovou F1 = 0,678 (P = 0,663; R = 0,694).

Obrázek 3.6: Prahováńı kosinových vzdálenost́ı

Vid́ıme, že kosinová vzdálenost podává v tomto př́ıpadě mnohem lepš́ı výsledky,

což je zp̊usobeno t́ım, že tato vzdálenost klade větš́ı d̊uraz na směr vektor̊u než

vzdálenost euklidovská. Jelikož směr vektor̊u v prostoru predikćı udává téma a

velikost vektoru jak moc je př́ıslušnost k tématu silná, dává toto opodstatněńı

smysl. Daľśı výhodou kosinové vzdálenosti je, že pro vektory v kladné části pro-

storu dává hodnotu v intervalu < 0, 1 >. Jelikož komponenty vektoru predikćı jsou

pravděpodobnosti témat na daných pozićıch, neńı tak nutné použ́ıvat normalizaci.
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3.3.4 Metody odvozené od prahováńı vzdálenost́ı

Abychom lépe zachytili kontext, v jakém se daná predikce nacháźı, vytvořil jsem

dva algoritmy, které vzdálenosti nějakým zp̊usobem před prahováńım zpracuj́ı.

Prvńı algoritmus nejprve vypočte, jak moc se aktuálńı vzdálenost lǐśı od předchoźıch

(viz kód 3.4). Toho je doćıleno odečteńım aktuálńı vzdálenosti od pr̊uměru n předešlých

vzdálenost́ı. Pro n = 4 je F-mı́ra F1 = 0,392 (P = 0,316; R = 0,515).

Kód 3.4: Funkce zpracováńı vzdálenost́ı

def slide window(y dists, n=4):

y pred = np.zeros((y dists.shape[0], 1))

for i in range(n, y dists.shape[0]):

y pred[i] = np.abs(np.mean(y dists[i − n:i]) − y dists[i])

return y pred

Druhý algoritmus je velice podobný s t́ım rozd́ılem, že nepoč́ıtá rozd́ıl mezi

aktuálńı vzdálenost́ı a pr̊uměrem n předchoźıch, ale mezi aktuálńı vzdálenost́ı a

okoĺım velikosti ε. Pro ε = 2 byla změřena F-mı́ra F1 = 0,491 (P = 0,449; R =

0,541).

Z naměřených hodnot je zřejmé, že tyto metody nejsou př́ınosem.

3.3.5 LSTM

Segmentace textu má vysoce sekvenčńı charakter (pravděpodobnost předělu v aktuálńım

úseku je vysoce závislá na předchoźıch hodnotách), což mnoho v této práci otesto-

vaných př́ıstup̊u opomı́j́ı. Tuto vlastnosti je schopna plně využ́ıt neuronová śıt’ typu

LSTM (viz 1.6.2). Jak už bylo zmı́něno na začátku této kapitoly pro vytvořeńı mo-

delu použiju knihovnu Keras. Keras je API6, d́ıky kterému je jednodušš́ı použ́ıt

komplexńı knihovny strojového učeńı. V této práci je tou komplexńı knihovnou

TensorFlow.

Kód 3.5: Vytvořeńı modelu pomoćı knihovny Keras

from keras import Sequential

from keras.layers import LSTM, TimeDistributed, Dense

6Programovaćı rozhrańı aplikace
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...

model = Sequential()

model.add(LSTM(32, input shape=(200, 577), stateful=False, return sequences=True))

model.add(TimeDistributed(Dense(1, activation=’sigmoid’)))

model.compile(loss=’binary crossentropy’, optimizer=’adam’, metrics=[’accuracy’])

Jak je vidět z kódu 3.5, na výstupu je aktivačńı funkce sigmoid. Tato funkce

zajist́ı, že je výstup normalizován na interval < 0, 1 >. Pokud se výstupńı hodnota

bĺıž́ı 1, model t́ım predikuje, že se na dané pozici vyskytuje tématický předěl.

3.3.5.1 Zpracováńı dat

LSTM śıtě na vstupu očekávaj́ı data ve tvaru [počet sekvenćı, délka sekvence, počet

př́ıznak̊u]. Vstupńı data maj́ı rozměry [délka jedné dlouhé sekvence, počet př́ıznak̊u],

proto je potřeba je rozdělit na v́ıce sekvenćı.

Délka sekvence určuje počet vektor̊u v jedné sekvenci. Po dosažeńı konce sekvence

se stav śıtě vymaže a śıti je předložena sekvence nová. Počet př́ıznak̊u je bud’ 577 v

př́ıpadě, kdy je śıt’ trénována na nezpracovaných predikćıch SVM nebo 1 pokud je

trénována na kosinových vzdálenostech predikćı.

3.3.5.2 Trénováńı śıt́ı

Jak jsem se zmı́nil v minulé podsekci, pro natrénováńı śıtě jsem použil 2 typy

vstupńıch dat. Prvńım typem jsou nezpracované predikce dimenze 577 a druhým

typem vzdálenosti těchto predikćı, jež maj́ı dimenzi 1.

Śıt’ jsem trénoval tak dlouho, dokud docházelo ke zlepšeńı úspěšnosti 1.7.1 na

held out datech. Může se stát, že se úspěšnost stále zlepšuje na trénovaćıch datech

a zároveň se zhoršuje na held out datech. Takový vývoj úspěšnosti je typickým

indikátorem přetrénováńı7.

7Viz poznámka na straně 15
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Obrázek 3.7: Vývoj úspěšnosti v pr̊uběhu trénováńı

Na obrázku 3.7 je vyobrazen vývoj úspěšnosti při trénováńı śıtě na nezpraco-

vaných predikćıch z SVM. Vid́ıme, že po 400 epochách se přestává úspěšnost na

held out datech zlepšovat, proto jsem trénováńı ukončil. Epochou je v kontextu

trénováńı model̊u myšleno jedna dopředná a zpětná propagace na všech trénovaćıch

vzorćıch. Abych omezil pravděpodobnost přetrénováńı, zamı́chal jsem po 100, 200,

250, 300 a 350 epochách články, č́ımž jsem vytvořil sekvence nové. Událost zamı́cháńı

je na obrázku zřetelně vidět, jelikož docháźı k propadu úspěšnosti na trénovaćıch

datech.

Śıt’ je natrénovaná na predikćıch SVM. Tyto predikce byly vytvořeny na trénovaćıch

datech, proto jsou značně zkresleny. Jak je vidět v následuj́ıćı podsekci, śıt’ i přesto

dosahuje dobrých výsledk̊u. To může být zp̊usobeno t́ım, že LSTM dává d̊uraz na

trend v sekvenćıch, nikoliv však na konkrétńı hodnoty predikćı.

Na obrázku 3.8 je znázorněn vývoj ztráty. Jak by se dalo očekávat, tento vývoj má

oproti vývoji úspěšnosti inverzńı charakter. Použitý typ ztrátové funkce8 se anglicky

nazývá cross entropy a jej́ı definice pro N trénovaćıch vzork̊u je následuj́ıćı [25]:

8Funkce mapuj́ıćı odhad ztráty na množinu reálných č́ısel
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J(w) = − 1

N

N∑
n=1

[yn log(ŷn) + (1− yn) log(1− ŷn)] (3.2)

Kde yn je referenčńı a ŷn predikovaná hodnota pro n-tý trénovaćı vzorek.

Tato ztrátová funkce zjednodušeně řečeno udává, jak moc se rozložeńı pravděpodobnosti

výstupu modelu lǐśı od referenčńıho rozložeńı.

Obrázek 3.8: Vývoj ztráty v pr̊uběhu trénováńı

3.3.5.3 Vyhodnoceńı

Jak již bylo popsáno v sekci 1.7.1, úspěšnost podává na zkosených datech9 zkreslené

výsledky. Př́ıtomnost tématický předěl̊u těmito zkosenými daty nepochybně je (na

většině pozićıch předěl neńı), proto pro finálńı vyhodnoceńı použiji F-mı́ru 1.7.2.

Śıt’ natrénovaná na kosinových vzdálenostech byla ohodnocena F-mı́rou F1 =

0,727 (P = 0,738; R = 0,716). Druhá verze natrénovaná na nezpracovaných pre-

dikćıch dosáhla ještě lepš́ı hodnoty F1 = 0,854 (P = 0,886; R = 0,824).

9Viz poznámka na straně 22

40



3.4 Srovnáńı výsledk̊u

V tabulce 3.4 jsou seřazeny výsledky r̊uzných segmentačńıch př́ıstup̊u. WindowDiff a

Pk metriky udávaj́ı mı́ru chybovosti algoritmu, proto maj́ı tyto metriky oproti F mı́̌re

inverzńı charakter. Délka okénka k byla zvolena na hodnotu poloviny pr̊uměrné délky

tématických celk̊u 2.2.1.1, proto se hodnota Pk triviálńıho algoritmu10 bĺıž́ı k 0,5.

Pr̊uměrná délka článku je 7,22 odstavc̊u. Parametr k je proto nastaven na hodnotu

4. Tento algoritmus přiděluje hodnoty náhodně podle rovnoměrného rozděleńı.

F1 Pk WindowDiff

Triviálńı algoritmus 0,216 0,479 0,836

Prahováńı rozd́ılu od předešlých vzdálenost́ı 3.3.4 0,392 0,339 0,495

K-means 3.3.2.1 0,400 0,387 0,626

Binárńı SVM 3.3.1 0,444 0,376 0,660

Prahováńı rozd́ılu od okoĺı 3.3.4 0,491 0,299 0,418

Prahováńı euklidovské vzdálenosti 3.3.3 0,507 0,337 0,404

Sekvenčńı shlukovaćı algoritmus 3.3.2.2 0,662 0,240 0,325

Prahováńı kosinové vzdálenosti 3.3.3 0,678 0,234 0,284

LSTM - kosinové vzdálenosti 3.3.5 0,727 0,202 0,244

LSTM - nezpracované predikce 3.3.5 0,854 0,105 0,133

Tabulka 3.1: Tabulka výsledk̊u

Vid́ıme, že nejvyšš́ı dosažená hodnota F mı́ry 0,854 je o 17,6 % lepš́ı než druhý

nejlépe funguj́ıćı př́ıstup nepouž́ıvaj́ıćı LSTM. Toto zjǐstěńı potvrzuje domněnku, že

model využ́ıvaj́ıćı sekvenčnosti dat podá výrazně lepš́ı výsledky.

10Viz poznámka na straně 26
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Závěr

V úvodu této práce jsem uvedl několik ćıl̊u. Ćılem prvńıch dvou kapitol byl popis

teoretického základu použitých klasifikačńıch algoritmů. Znalosti, které jsem při

vypracováńı těchto kapitol źıskal, jsem intenzivně využil při praktické realizaci, proto

věř́ım, že účel teoretických část́ı byl naplněn..

Hlavńım ćılem práce byla implementace r̊uzných segmentačńıch algoritmů. V

tabulce 3.4 je uvedeno celkem 9 zp̊usob̊u segmentace textu (triviálńı algoritmus

nepoč́ıtám), které dosahuj́ı značně variabilńıch výsledk̊u. V př́ıpadě př́ıstupu už́ıvaj́ıćı

LSTM je výsledek poměrně dobrý, z toho d̊uvodu si troufám ř́ıci, že hlavńı ćıl této

práce byl splněn.

Při vyhodnoceńı př́ıstup̊u jsem ověřil známé pravidlo, které ř́ıká, že jednoduchá

řešeńı většinou funguj́ı lépe a robustněji než řešeńı komplexńı. Implementaćı vlastńıho

shlukovaćıho algoritmu jsem strávil mnoho času a ve výsledku funguje h̊uř než v této

práci nejjednodušš́ı řešeńı, kterým je naprahováńı kosinových vzdálenost́ı. Výjimku

z tohoto pravidla však tvoř́ı rekurentńı neuronové śıtě typu LSTM, které jsou vy-

soce komplexńı, ale podávaj́ı zdaleka nejlepš́ı výsledky. Kolem moderńıch model̊u

typu LSTM, které jsou označovány jako modely hlubokého strojového učeńı, je v

posledńıch letech mnoho nadšeńı. Toto nadšeńı se ukázalo být opodstatněné.

Rekurentńı neuronové śıtě by zároveň mohly být i cestou k dosažeńı ještě lepš́ıch

výsledk̊u. Nevýhodou model̊u hlubokého strojového učeńı je, že existuje velké množstv́ı

hyperparametr̊u11, kterými se dá ovlivnit chováńı modelu. Poč́ıtačová optimalizace

těchto parametr̊u vyžaduje obrovský výpočetńı výkon, proto jsou pro efektivńı na-

staveńı vyžadovány expertńı znalosti. Z toho d̊uvodu se dá usoudit, že nastaveńı

modelu pravděpodobně neńı optimálńı. Výhodou těchto moderńıch př́ıstup̊u oproti

11Viz poznámka na straně 14
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tradičńım však je, že při volbě dostatečně komplexńı struktury zvětšeńı trénovaćıho

datasetu téměř vždy přinese zlepšeńı prediktivńıch schopnost́ı modelu [26]. Proto je

pravděpodobné, že zvětšeńı datasetu je cesta k dosažeńı ještě lepš́ıch výsledk̊u.
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