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Abstract

Modelling spontaneous dialogues is important, especially for their interpret-
ation and understanding. Their accurate modelling is still an open problem,
however, it is possible to identify some of their characteristics, such as dia-
logue acts.

Dialogue act recognition is usually realized from the audio signal or its
text transcription. However, nobody other has analysed the dialogues in
printed documents. The aim of this work is therefore to design and im-
plement a prototype system for automatic recognition of dialog acts from
documents in the form of raster images. Corpus in the form of raster im-
ages was automatically generated from the English part of the Verbmobil
corpus. The experiments with automatic recognition of dialogue acts were
then performed on the resulting data set.

The Tesseract system was used to convert images into text and two
topologies of convolutional neural networks and one LSTM network were
used to recognize dialog acts.

The experiments have shown that it is possible to recognize dialogue acts
with very good accuracy from dialogues in the form of images.



Abstrakt

Modelovani spontannich dialogi je dilezité predevsim pro jejich interpretaci
a porozumeéni. Jejich presné modelovani je stale otevienym problémem, je
ale mozné urcit nékteré charakteristické znaky, kterymi se dialogy vyznacuji,
jako jsou naptiklad dialogové akty.

Rozpoznavani dialogovych aktii se zpravidla realizuje z audio signalu,
pripadné z jeho textového prepisu. Zatim se ale nikdo nezabyval analyzou
dialogu v tisténych dokumentech. Cilem prace je proto navrhnout a imple-
mentovat prototyp systému pro automatické rozpoznavani dialogovych aktt
z dokumentti v podobé rastrovych obrazki. Z anglické ¢asti korpusu Verb-
mobil byl automaticky vygenerovan analogicky korpus v podobé rastrovych
obrazki. Na takto vzniklé datové sadé pak byly provedeny experimenty au-
tomatického rozpoznavani dialogovych aktu.

Pro prevod obrazki na text byl pouzit systém Tesseract a pro rozpozna-
vani dialogovych akt byly pouzity dvé topologie konvolu¢nich neuronovych
siti a sit typu LSTM. Experimenty ukazaly, Ze je mozné z dialogti v podobé
obrazki rozpoznavat dialogové akty s velmi dobrou presnosti.
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1 Uvod

Modelovani spontannich dialogii je velmi dilezité predevsim pro jejich in-
terpretaci a porozuméni. Pfesné modelovani spontannich dialogti je stale
otevienym problémem, ale je mozno urcit charakteristické znaky, kterymi
se dialogy vyznacuji. Dialogovy akt je jednou z téchto charakteristik, ktera
je jiz blize urcena a pomaha porozumét vyznamu urcité ¢asti dialogu. Vyu-
ziva se napriklad v hlasovych asistentech a dialogovych systémech nebo pfti
rozpoznavani mluvené reci.

Rozpoznavani dialogovych akti je velmi dilezitym krokem v dialogovych
systémech, nebot odhaluje tcel jednotlivych vét. Napriklad tcelem tazaci
véty ,,Je dnes pondéli?* je ziskat néjakou informaci.

Automatické rozpoznavani dialogovych akti se v soucasné dobé realizuje
ze zvukového signalu, pripadné z jeho textového prepisu. Zatim se ale nikdo
nezabyval analyzou dialogu v tisténych dokumentech.

Cilem bakalarské prace je navrhnout a implementovat prototyp systému
pro automatické rozpoznavani dialogovych aktt z dokumentd v podobé
rastrovych obrazkl. Ze vstupnich dat bude tedy treba vytvaret dokumenty
podobajici se ruéné psanému textu. Ty bude treba nasledné naskenovat.
Déle je vhodné pridat umély Sum, aby byly obrazky stranek vérohodné a co
nejvice se podobaly skenovanym strankam. 7 takto vytvorenych obrazki
budou poté rozpoznavany dialogové akty. Ke spravnému rozpoznavani je
treba mit velké mnozstvi trénovacich dat. Z tohoto divodu jsme se rozhodli
prevadét text na tisténé stranky, protoze v pripadé tisku a zpétném ske-
novani by byla velkd spotieba papiru. Navic umélym vytvarenim obrazki
stranek bude mozné ziskat vétsi mnozstvi trénovacich dat. Zaroven bude
mozné umele upravovat mnozstvi Sumu a kvalitu obrazki a tim ziskat rtizné
datasety pro testovani klasifikatoru.

Struktura prace je nasledujici. Nejdiive je popsan dataset Verbmobil,
ktery bude v préaci pouzit pro tvorbu vstupnich dat. Déle néasleduje popis
umeélych neuronovych siti, které se budou vyuzivat k optickému rozpozna-
vani znaku (OCR) a rozpoznavani dialogovych aktt. Nasleduje popis metody
OCR, ktera se bude pouzivat pro rozpoznavani textu z obrazku simulujicich
naskenované stranky. Dalsi kapitola popisuje analyzu problému, zde se budu
zabyvat moznymi zptsoby jak vytvaret MS Word dokumenty, jejich prevo-
dem do podoby obrazkil, do kterych bude nasledné pridavan sum pro veé-
rohodnéjsi podobu naskenované stranky. Nasledné popisi systém Tesseract
a modely, které budu pouzivat pro rozpoznavani dialogovych akti. V po-



sledni kapitole se budu zabyvat implementaci jednotlivych krokt a jejich
vysledky.



2 Dataset Verbmobil

2.1 Dialogovy akt

Dialogovy akt definuje J. L. Austin [13] jako vyznam feceného vyroku na
urovni komunikacni sily. Jednoduse teceno, dialogovy akt je funkce véty
(nebo jeji ¢asti) v dialogu. Probiha-li dialog mezi dvéma ¢i vice osobami,
funkce jednotlivych vét se oznacuje jako dialogovy akt. Napriklad funkce
oznamovaci véty je predat néjakou informaci, funkce tazaci véty je snaha
o ziskani néjaké informace.

Dialogové akty se vyuzivaji naptiklad pro rozpoznani imyslu véty. Pokud
je véta tazaci, jako odpoved se nejspis ocekava véta oznamovaci s informaci,
na kterou se véta tazaci pta.

2.2 Korpus

Korpus pouzivany v této praci vznikl v ramci projektu Verbmobil. Cilem
projektu bylo vytvorit mobilni aplikaci pro preklad spontannich dialogt.
Kromé némeckych a anglickych dialogu obsahuje i dialogy japonské [1].

Korpus obsahuje anotované promluvy, ve kterych si tcastnici dialogu
snazi domluvit néjakou schiizku, pripadné i néjakou dalsi aktivitu, jako treba
vylet. Ucastnici se v dialogu stifdaji po tzv. ,kolech®.

Peter: Petr:

Hello Ahoj

Do you have time tomorrow? Meél bys zitra cas?
Adam: Adam:

I do have time tomorrow. Zitra mam cas.

Tabulka 2.1: Ukazka kratkého dialogu

V tabulce 2.2 je ukazka kratkého dialogu, kde v prvnim kole je Petriv
pozdrav a otazka a v druhém kole Adam odpovi.

P1i anotaci se v korpusu dodrzuji definovana pravidla popisujici, jak od
sebe oddélit jednotlivé promluvy. NiZe si popiseme zakladni jednotky dia-
logu.

1. Kolo
Kazdé kolo by mélo obsahovat alespon jednu vétu nebo promluvu.



Plati, ze v ramci jednoho kola mluvi stéle jeden fec¢nik.

. Promluva

Promluva (utterance) je zde definovéna stejné jako véta. Véta musi ob-
sahovat konecné sloveso a v pripadé komplexnéjsich vét, obsahujicich
vice nez jedno konecné sloveso se véta zpracovava nasledujicim zptso-
bem. Bud se véta rozdéli na dvé promluvy, kde kazda promluva obsa-
huje konecné sloveso, nebo musi mit druhé sloveso ve tvaru dopliku
(complement) [1]. Naptiklad "I asked her to leave.", kde "to leave' je
doplitkovym slovesem véty.

. Fraze

Urcité dialogové akty je mozné vyjadrit pomoci riznych, nékdy i jed-
noslovnych frazi. Napriklad:

FEEDBACK_POSITIVE: ’ja’, ’gut’, ’alles klar’, ’schén’ atd.
FEEDBACK_NEGATIVE: ’nein’, ’tut mir leid’, ’genau’ atd.
BACKCHANNEL: ’mhm’, ’aha’, ’ja’ atd.

THANK: ’danke’, ’vielen dank’ atd.

GREET: ’guten Tag, ’hallo’ atd.

Bez kontextu muzou nékteré fraze patrit do vice klasifikac¢nich trid.
Kontext ale tyto draze jasné oddéluje.

. Nominalni skupina

Dialogové akty SUGGEST, CLARIFY a DELIBERATE mohou byt vyjad-
feny pomoci takzvané nominélni skupiny (nominal phrase). Nominalni
skupina je fraze, kterd muze ve vété plnit funkci podmétu, nebo pred-
métu. Naptiklad:

DELIBERATE: ja, also, im November.

CLARIFY: <;T> a, eventuell, ja, am Dienstag.

SUGGEST: vielleicht Montag und Dienstag, der achte, neunte
November?

ACCEPT: ja, das wirde bei mir sehr gut passen.

CLARIFY: Samstag, zwdélfter und dreizehnter.



2.2.1 Pravidla pro anotaci dialogovych aktt

GREET

BYE

INTRODUCE

POLITENESS_FORMULA
CONTROL_DIALOGUE THANK
DELIBERATE

BACKCHANNEL

INIT
MANAGE_TASK < DEFER REQUEST_SUGGEST
CLOSE REQUEST_CLARIFY
DIALOGUE_ACT REQUEST COMMENT
REQUEST REQUEST_COMMIT
DEVIATE_SCENARIO
et DIGRESS REFER_TO_SETTING
TOP EXCLUDE -
PROMOTE_TASK INFORM CLARIFY
GIVE_REASON- - - -~~~ --------- - EXPLAINED_REJECT
FEEDBACK FEEDBACK_NEGATIVE—— REJECT
NOT_CLASSIFIABLE FEEDBACK_POSITIVE ACCEPT

commit

OFFER CONFIRM

Obréazek 2.1: Rozhodovaci strom pro anotaci dialogovych aktt

K anotaci dialogovych aktt korpusu se pouziva rozhodovaci strom (viz obra-
zek 2.1). Postupnym prochazenim stromu se dojde na néktery z listt stromu,
které predstavuji klasifika¢ni tiidu (tj. dialogovy akt). Na zdkladé promluvy,
kterou se snazime anotovat, dochézi v kazdém uzlu k rozhodovani, kam se
ve stromu dale vydat.

Naptiklad hned prvni otazkou zjistime, zda je véta vibec pochopitelna
a da se s ni néjak pracovat. Pokud ne, pritadime ji tifidu NOT_CLASSIFIABLE.
Pokud ano, pokracujeme na dalsi uzel, kde rozhodujeme o dalsi cesté stro-
mem.

Dodany korpus obsahuje dialogové akty a k nim pritazenou klasifikac¢ni
tridu. Vyskytuje se zde 16 tfid: inform, thank, init, request, polite-
ness_formula, backchannel, commit, feedback, close, suggest,
deliberate, introduce, defer, bye, offer, greet.

Rozdéleni jednotlivych klasifika¢nich tiid je v ramci korpusu nerovno-
mérné. Tridy feedback, suggest, inform a request jsou v korpusu za-
stoupeny ve velkém poctu a ostatnich 12 tiid nema velké zastoupeni.



2.3 Format dodanych dat

Vstupni data, ktera byla doddna vedoucim préace, vznikla prevodem z pii-
vodniho Verbmobil formatu a jsou formatu conll. V souborech se vzdy na
radce nachazi jedno slovo a za nim jsou uvedeny parametry slovo popisujici.
Parametry jsou oddélené tabuldtorem. Ve vstupnich souborech bakalarské
préce se jako parametry slova pouziva tfida dialogového aktu a pouzity jazyk
(napt. EN, GE).

V souborech jsou jednotliva slova rozdélena do radkt. Dialogové akty
jsou oddéleny mezerou a jednotlivé dialogy pak stfednikem.

are REQUEST EN
you REQUEST EN
going REQUEST EN
to REQUEST EN
the REQUEST EN
opera REQUEST EN
with REQUEST EN
Jay REQUEST EN
no FEEDBACK EN
all SUGGEST EN
I SUGGEST EN
have SUGGEST EN
free SUGGEST EN
on SUGGEST EN
November SUGGEST EN
is SUGGEST EN
the SUGGEST EN
fifth SUGGEST EN
sixth SUGGEST EN
and SUGGEST EN

seventh SUGGEST EN

Tabulka 2.2: Ukazka dialogu z conll souboru

Tabulka 2.2 ukazuje dva dialogy z korpusu Verbmobil. Prvni dialog se
sklada pouze z jedné véty, ktera odpovida dialogovému aktu. Druhy dialog
se sklada ze dvou dialogovych akti zarazenych jako FEEDBACK (zpétnd
vazba) a SUGGEST (ndvrh).



3 Umeélé Neuronové site

V ramci této prace budou pouzity umeélé neuronové sité, proto nasleduje
jejich struény popis

Umeéla neuronova sit je systém modelujici biologické neurony. Kazdy neu-
ron vyjadiuje matematickou funkci, ktera zpracovava vstupni informaci, a na
zékladé vah vsech vstupt rozhodne o vystupni informaci [18]. Kazdy neuron
pracuje samostatné, zpracovava vstupni vahové uskupeni a generuje vystup.
Neurony jsou v siti usporadany do vsrtev, kde kazdy neuron ma ohodnocené
spojeni s kazdym neuronem nasledujici vrstvy, ale neurony v jedné vrstvé
spolu spojeny nejsou.

Vstupni Skryta Vystupni
vrstva vrstva vrstva

Vstup 1

Vstup 2

Vstup 3

Obrazek 3.1: Priklad usporadani neuront do vrstev

V neuronové siti se vzdy vyskytuje jedna vstupni a jedna vystupni vrstva.
Skrytych vrstev mize byt nékolik a pocet neuronti v kazdé z nich mtiize byt
ruzny. Existuje tedy mnoho kombinaci, jak sestavit neuronovou sit, a pocet
vrstev a neuronu se lisi na zakladé problému, ktery ma sit tesit. Kazda



neuronova sit se musi nejprve trénovat. Je treba nastavit vahu jednotlivych
spojeni podle trénovaciho datasetu. Vyhodou je, kdyz se dataset vyvazeny,
tedy zastoupeni klasifikacnich tiid je rovnomérné.

Zakladni jednotkou neuronové sité je neuron. Vstupem do neuronu je
vektor, ktery u dopfedné plné propojené (feedforward) sité obsahuje tolik
prvki, kolik obsahuje predchozi vrstva neuront z. Uvnitt neuronu se provede
soucet prvki vstupniho vektoru, které jsou vynasobeny jejich prislusnymi
vahami w; ur¢enymi pri trénovani sité. Od této hodnoty se odecte hodnota
prahu h.

=1

Vstupy

x1 wl
Neuron

prenosova funkce

Vystup
oB)

X2

Xn

Obrazek 3.2: Matematicky model neuronu

Prenosova funkce poté provadi obecnou nelinedarni transformaci. Na za-
kladé vybrané prenosové funkce se vygeneruje vystup neuronu, ktery pokra-
¢uje do dalsi neuronové vrstvy, nebo rovnou na vystup [11].

Vahy jednotlivych propojeni neuronti jsou urc¢eny béhem trénovani sité.
Sit se uéi pomoci algoritmu zpétného siteni chyby (back-propagation) [11].
Ten ma k dispozici mnozinu vstupnich a vystupnich dat a nastavuje vahy
jednotlivych spojeni tak, aby dochéazelo k co nejlepsim transformacim vstup-
nich vektori na prislusny vystupni vektor. Tento proces vyzaduje pomérné
velké mnozstvi dat, a proto byva dataset urceny pro trénovani neuronové
sité obsahly.



Neuronové sité jsou schopny tesit problémy, které jsou analyticky resi-
telné s velkymi obtiZzemi nebo viibec.

3.1 Konvoluéni neuronové site

Konvoluéni neuronové sité (CNN) [15] byly puvodné vyvijeny pro rozpo-
znavani obrazkt nebo zvukl. Jedna se o jednu z dulezitych a popularnich
neuronovych siti. Konvoluéni ¢ast sité se stara o predzpracovani obrazu,
ktery nasledné preda ve formeé vektoru dalsi ¢asti neuronové sité. Tato vsrtva
v podstaté extrahuje dilezité informace nachazejici se v obrazku a preda je
klasifikatoru. Je tedy schopna redukovat pocet vstupnich parametri.

Typicky se CNN skladé z vice konvoluénich vrstev nasledovanych pod-
vzorkovanim (poolingovou vrstvou). Posledni vrstva byvéa obvykle plné pro-
pojena. To znamena, ze v posledni vrstvé ma kazdy neuron spojeni s kazdym
neuronem v nasledujici vrstve.

V kazdé konvoluéni vrstvé se nachazi urcity pocet filtri (kernel). Kazdy
z téchto filtrt ma néjakou velikost, napr. 2x2.

Vstup Filtr Vystup
0 1 2
0 1 19 25
3 4 5 * =
2 3 37 43
6 7 8

Obréazek 3.3: Ukazka pouziti vah filtru na vstupni hodnoty pixelti obrazku

Hodnoty predstavujici vahy, kterymi se vynasobi hodnoty pixeli vstup-
niho obrazku. Filtr se postupné posouva po vstupnim obrazku a pocita vy-
stup. Podle nastaveni téchto vah jsou jednotlivé filtry schopny detekovat
urcité vzory vyskytujici se v obrazku. S pribyvajicim poc¢tem konvoluénich

vvvvvv

duchého filtru na ¢ésti obrazku znazornuje obrazek 3.3.



INPUT feature maps feature maps  feature maps feature maps OUTPUT
28x28 4@24x24 4@12x12 12@8x8 12@4x4 26@1x1

sité. Postupnym prochazenim vrstvami se zmensuji a rozdéluji vstupni data
na jednotlivé ¢asti a vzory. Subsampling (podvzorkovéni) je zpusob jak déle
zmensovat ziskana data z vrstvy filtrii. Vysledkem je mensi pocet parametri
a zmensovani dimenze jednotlivych vstupt.

Podvzorkovani

Podvzorkovani, nebo také pooling, je metoda pouzivana pro redukci poctu
parametri a dimenze. Na obrazku 3.5 jsou vyobrazeny hlavni metody pod-
vzorkovani.

Max Pooling

12

12

30 30 12 0

30
0 30 |12 0 Average Pooling

10 | 6

30

6

Obrézek 3.5: Ukazka max a average poolingu

Max pooling vybira ze vstupu nejvétsi hodnotu a average pooling vezme
prumérnou hodnotu vstupu. Max pooling vybira vzdy nejsvétlejsi pixely.
Pouziva se, kdyz z obréazku chceme zachovat svétlejsi pixely. Average pooling
se pouziva pri vyhlazovani obrazki.

10



3.2 LSTM sité

Long short-term memory (LSTM) [10] je rekurentni neuronova sit s paméti.
Pouziva se napriklad v oblasti zpracovani prirozeného jazyka, kde se snazi
brat v potaz kontext predeslych slov, aby lépe rozpoznala vyznam vét, nebo
odhadla néasledujici slovo. Podobné jako ¢lovék pfi ¢teni textu porozumi
¢tenym slovim na zakladé slov jiz prec¢tenych, tedy z predchoziho kontextu.

Tradi¢ni dopfedné neuronové sité tohoto nejsou schopny, a proto se vyu-
ziva rekurentni neuronova sit, ktera obsahuje smycky. Timto zptsobem je sit
schopna uchovavat si predchozi kontext a v tlohach sekvenéniho zpracovani
vstupu dava vétsinou vyborné vysledky a diky tomu se v poslednich letech
vyuziva v mnoha disciplinach, napriklad v rozpoznavani reci, strojovém pre-
kladu, rozpoznavani textu a tak dale.

Sité byly predstaveny pany Hochreiter a Schmidhuber (1977) a byly po-
stupné popularizovany, nebot fungovaly velmi dobfe pro reseni velkého mnoz-
stvi problémi. LSTM sité jsou specialné navrzeny, aby opravily nedostatky
standartnich rekurentnich (RNN) siti.

Problém u standartni RNN nastava, kdyz je néjaky dulezity kontext pri-
lis vzdaleny a tudiz se jeho vyznam ztraci. Pokud by méla standartni reku-
rentni sit (RNN) odhadnout nasledujici slovo ve vété Mraky jsou na ___,
tak spravné urci nasledujici slovo jako obloze. Pokud by ovSsem méla RNN
odhadnout ndsledujici slovo ve vété Vyrostl jsem v Cesku .... mluvim
plynné __ . tak nejblizsi kontext naznacuje doplnéni slova jazykem, ale
v ramci dlouhodobého kontextu by davalo vétsi smysl doplnit slovo Cesky.

LSTM sité jsou schopny tento problém vytesit a jsou schopny brat v po-
taz i starsi kontext. Od RNN se lisi predevsim strukturou vrstev. Ve stan-
dartnich RNN sitich ma modul celkem jednoduchou strukturu jedné neuro-
nové vrstvy viz obr. 3.6. Dale si priblizime strukturu rekurentni sité typu

LSTM

11



| |
© © &

Obrézek 3.6: Opakujici se moduly standartni RNN sité s jednou neuronovou

vrstvou [§]

Obdélnik predstavuje blok neuronové sité, ktera zpracuje vstupni vektor
x¢ na jeden vystupni hy. Tento vektor se ziska spojenim predchoziho vektoru
hi_1, ktery byl vytvoren v predchozim kroku, a nového vstupniho vektoru x.

LSTM sité maji stejnou podobu retézicich se modulu jako standartni RNN
sit, ale vnitini struktura moduli je jiz oproti RNN sitim rozdilna. Struktura
LSTM sité je znazornéna na obrazku 3.7.

& ® ®

t 1 t
A [ lebetll A

l
&) &) &)

Obrazek 3.7: Opakujici se moduly LSTM sité se ¢tyfmi vrstvami neuronové
sité [8]

Kazdé spojeni v obrazku predstavuje vektor, od vstupu na vystup, ktery
prochazi rtiznymi zménami, které zajisti spravné fungovani sité. Rizové
krouzky a elipsa predstavuji vektorové operace, napriklad nasobeni nebo
soucet. Zluté obdélniky predstavuji natrénované vrstvy neuronové sité. Spo-
jujici a rozdélujici se ¢ary predstavuji fetézeni a kopirovani vektorti.

Klicem tspésnosti LSTM sité je pomocny vektor zndzornény v horni ¢asti
modulu, ktery predstavuje dlouhodobou pamét modulu a probiha celym fe-
tézcem moduli. Modul mé moznost tento vektor upravovat a rozhodovat,
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zda-li je informace v ném obsazend stale relevantni a kterd informace z no-
vého vstupu se do néj mé pridat. Toho docili pomoci takzvanych bran. Brany
jsou oznacené pismenem o a rozhoduji, jaké ¢asti vstupni informace maji byt
pridany do dlouhodobé paméti. Pokud bude na vstupu informace, ktera za-
slouzi byt uchovana a prenesena do dalsiho modulu, bude vystupni hodnota
o vrstvy 1, v opa¢ném pripadé 0.

o vrstvy modulu tedy rozhoduji o tom, kterou z informaci obsazenych
v dlouhodobé paméti ma stale cenu zachovavat a kterou jiz neni tfeba pa-
matovat. Vrstva tak rozhodne ze vstupnich vektoru x; a h.;. Toto chovani
zajistuje relevanci predchozi informace v dlouhodobé paméti. Obsah dlou-
hodobé paméti je dale porovnavan s novym vstupem. Napiiklad pokud na
zacatku véty bylo pouzito slovo urcujici rod, je mozné, Ze s novym vstupem
je tfeba tento rod zménit na jiny a neni jiz tfeba zachovavat informaci o rodu
predchozim.

Poslednim krokem v modulu je vytvoreni vystupniho vektoru, ktery se
spolu s dlouhodobou paméti preda do dalsiho modulu. Vystupni vektor se
vytvori kombinaci aktudlni dlouhodobé paméti a nové ziskané informace.

Toto je pouze jedna z mnoha variant LSTM siti. Rtizné tpravy toku in-
formaci i rozlozeni jednotlivych vrstev siti v modulu mé rizné néasledky na
chovani sité. Pro urcité specifické problémy se hodi jiné rozlozeni uvnitt
modult, napiiklad sit GRU (gated recurrent network).

3.3 CRNN

Konvolu¢ni rekurentni neuronova sit je kombinaci konvoluéni neuronové sité
a rekurentni neuronové sité [19]. Konvolucni ¢ast se opét stard o extrakci
znaki, kterymi se vstupni obrazek vyznacuje. Takto ziskand data se poté
predavaji jako vstup pro rekurentni neuronovou sit, ktera vyuziva LSTM
bunky popsané v sekci 3.2.

Obrazek 3.8: Ukazka architektury CRNN

Na vystup LSTM vrstvy se aplikuje aktivacni funkce softmax a vysledek
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pak predstavuje pravdépodobnostni rozdéleni jednotlivych znakt v uréitém
casovém okénku. Znak, ktery ma nejvétsi pravdépodobnost v daném case,
je pak rozpoznanym znakem z obrazku.
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4 OCR

OCR [7] (optické rozpozndvdni znaki) je metoda, kterd prevadi text obsazeny
v obrazkt nebo skenované strance, do podoby textu.

Jif{ Hlavenka [12] definuje pojem OCR jako technologii prevodu doku-
mentu z digitalni obrazové do textové podoby pomoci metod optického roz-
poznavani znaki. Metoda je zaloZzena na porovnani hustoty bodu predlohy
na pomyslné siti s typickymi znaky jednotlivych pismen ulozenymi v paméti
programu. Mira schopnosti rozpoznavani zavisi na trovni jazykové analyzy
a narodnich slovnikt a na moznostech doplnovat porovnavaci databazi o nové
znaky. Prevadét 1ze tisténé i rukopisné znaky.

OCR ma velké vyuziti v automatickém zpracovavani textu v oblastech
prumyslu a obchodu. Naptiklad ¢teni idaji z kreditnich karet, kde pro vétsi
presnost a zjednoduseni byl vyvinut specialni druh pisma, ktery se v nékte-
rych pripadech stéle pouziva. Dalsim vyuzitim je napiiklad ¢teni ¢arovych
kodu, ¢teni adres z postovnich obalek, nebo i digitalnich snimkt. Zac¢atkem
21. stoleti se objevuje snaha poskytnout technologii Sirsi verejnosti a objevuji
se prvni nastroje, které tuto funkcionalitu nabizi zadarmo a online. OCR se
hojné vyuziva v praxi pri digitalizaci knih nebo dokument.

OCR je tedy technologie, ktera rozpozna text ze skenu néjaké stranky
knihy nebo fotografie. Obecné je tuspésnost OCR velmi zavisld na kvalité
vstupniho souboru, vétsinou je tfeba provadét predzpracovani vstupnich ob-
razkl, aby byla tspésnost co nejvyssi.

4.1 Predzpracovani vstupnich obrazku

Velkou roli pti rozpoznavani znakii ze snimku hraje jeho dikladné predzpra-
covani. Cim lepsi bude kvalita vytvarenych vstupnich obrazki, tim tspés-
néjsi bude i nasledné rozpoznavani obsahu téchto obrazki.

4.1.1 Rotace a oriznuti

Pted zpracovanim snimku je velmi uzitecné mit text snimku vodorovny, pro-
toze se z néj poté mnohem lépe rozpoznava. Uzitecné je i ofiznuti hran, které
mohou obsahovat velké mnozstvi Sumu. Timto zptisobem lze vyrazné zvysit
vyslednou dspésnost rozpoznavani [3].
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4.1.2 Binarizace

Binarizace je proces, kdy se u kazdého pixelu snimku rozhodne, zda bude mit
¢ernou, nebo bilou barvu. Vétsinou se toho docili prevedenim obrazku do Se-
dotonového formatu a naslednym porovnanim hodnoty pixelu s definovanym
prahem T [9].
o(z.1) {0 pro f(xz,y) <T (4.1)
1 pro f(z,y)>T

Nova hodnota pixelu se urc¢i porovnanim aktudlni hodnoty jasu f(z,y)
s nastavenym prahem 7. Pokud bude hodnota nizsi nez prah, pritadi se ji
nova hodnota g¢(z,y) = 0. V opacném pripadé se pixelu ptiradi hodnota 1.

Takto se prevedou vSechny pixely na ¢ernou, nebo bilou barvu a je poté
snazsi rozpoznavat jednotlivé znaky viz obrazek 4.1.

Obrazek 4.1: Binarizace sedé fotografie [6]

4.1.3 Redukce sumu

Pri redukci Sumu se snazime odstranit Sum. Pro spravné rozpoznavani znaku
je treba mit Sum co mozna nejmensi. Vétsinou lze redukce Sumu docilit
pomoci nepatrného rozostteni snimku gausovskym rozostrenim [5].

4.2 Rozpoznavani vzori

Drive se pro rozpoznavani jednotlivych znakt pouzivaly metody z oblasti
rozpoznavani vzoru [16]. Kazdé pismeno je mozné rozlozit na sadu vzort,
ze kterych se sklada, a pri automatické detekci téchto vzort poté rozpoznat
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nejpravdépodobnéjsi pismeno, které bylo urceno jako vysledek klasifikace.
Pti Teseni tohoto problému je mozné vytvorit rozpoznavaci systém na miru
pro urcitda konkrétni data. Takto vytvoreny systém by mél sice dosahovat
velmi dobrych vysledku, ale je velmi neflexibilni, a to predevsim v pripadé
rozpoznavani znaki z ru¢né psaného textu. Pri psani ruc¢né psaného textu
muze clovék napsat stejny znak pokazdé trochu jinak. Proto se pro rozpo-
znavani vzoru a znakl z datasetu s ménicim se stylem pisma casto pouzivaji
neuronové sité, které dosahuji dobrych vysledki i v pripadé nepravidelnych
znakt a jsou schopny se postupné ucit.

4.3 Tesseract

Pro ucely této prace byl pouzit systém Tesseract. Je vyvijen jiz od roku 1985
spolecnostmi Hewlett-Packard Laboratories Bristol a Hewlett-Packard Co,
Greeley Colorado a od roku 2006 jeho vyvoj sponzoruje spolecnost Google.
Tesseract byl vybran, protoze se jedna o jeden z nejlepsich OCR enginti a ma
skveélé vysledky.

Balicek obsahuje OCR jadro -libtesseract a prikazovou radkou ovla-
dany program -tesseract. Nové verze systému Tesseractu pridavaji rozpo-
znavani textu po radcich za pomoci rekurentnich neuronovych siti. Tesseract
podporuje UTF-8 kodovani znakti a lze pouzit pro vice nez 100 jazyki.

Pro tucely bakalarské prace jsem se rozhodl pouzit knihovnu py-tesser-
act, kterd obaluje zminény Tesseract bali¢ek a zaroven ji lze pouzit v python
skriptech. Jedna se o open source néstroj. Jeho dalsi velkou vyhodou je pod-
pora obrovského mnozstvi jazykti, moznost konfigurace a moznost trénovani
neuronové sité, aby lépe rozpoznéavala specificky dataset.

Jak jiz bylo tfeceno, systém Tesseract je zalozen na umélych neurono-
vych sitich, v soucasné verzi jde o rekurentni sit typu LSTM (Long Short
Term Memory Network). Tesseract pouziva LSTM sif napsanou v jazyce C++
zvanou CLSTM. K numerickym operacim pouziva knihovnu Eigen.

4.4 Evaluacni metody

Pro urceni tspésnosti OCR se v praci pouzivaji metriky WER, (word error
rate) a CER (character error rate) [14]. Vzorce pro vypocet WER a CER
jsou néasledujici:

WordDistance (Truth, OCR)
WordCount (Truth)

WER (Truth, OCR) = (4.2)
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Character Distance (Truth, OCR)

ER (Truth =
CER (Truth, OCR) CharacterCount (Truth)

(4.3)

WordDistance(Truth, OCR) a CharacterDistance(Truth, OCR) predsta-
vuji vzdalenost fetézci rozpoznaného textu a originalniho textu. K urceni
této vzdalenosti se v projektu pouziva Levenshteinova vzdalenost dvou te-
tézcu. Ta je definovana jako minimalni pocet operaci vkladani, mazani
a substituci, aby po jejich provedeni byly dva Tetézce totozné [2]. Vy-
délenim této vzdélenosti s poc¢tem slov, nebo znakt originalniho fetézce do-
staneme presnost rozpoznaného textu.
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5 Analyza problému

Jak jiz bylo uvedeno, cilem bakalaiské prace je navrhnout a implementovat
prototyp systému automatické rozpoznavani dialogovych aktti z dokumentt
v podobé rastrovych obrazkii. Prevadénim elektronické podoby dokumentii
do obréazku se vyhneme zbytec¢nému plytvani velkého mnozstvi papiru. Navic
jsme diky tomu schopni 1épe regulovat kvalitu vzniklych obrazka a pridavat
do nich umély sum.

Nejdrive bylo potieba provést prevod vstupniho textu z elektronické po-
doby do podoby obrazkt s co nejvétsi podobnosti s ruéné psanému textu
a vérohodnosti naskenované stranky. Z téchto stranek nasledné ziskat text
s pomoci OCR a poté rozpoznavat jednotlivé dialogové akty. Blokové schéma
navrzeného prototypu systému je znédzorného na obrazku 5.1.

1 4

\stupni . Text SNt
Dialogove > P1eY0% %0 1B Wore rozdeleny diiogovgeh At
akty na dialogy

3
Tesseract OCR

Viysledek
rozZpoznavani

2
Prevod na obrazky

Obrazek 5.1: Diagram prototypu systému

5.1 Prevod do MS Word formatu

Text bude nejprve potieba prevést do formy ze které by se dal snadno tisk-
nout a zaroven simulovat podobu rucéné psaného textu. Napodobit rucné
psany text je velmi obtizné, nebot i jednotliva pismena mohou vypadat tro-
chu jinak a pritom predstavovat stejny znak.

Rucné psany text se da napodobit pomoci riznych fontia. Predevsim
nékteré fonty z programu Microsoft Word se rucné psanému textu velmi
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podobaji. Aby bylo mozné vytvaret MS Word dokumenty, bude potieba
pouzit néjakou z dostupnych knihoven.

Pro prevod dialogovych aktt ziskanych z korpusu Verbmobil v podobé
conll formatu do formy Microsoft Word dokumentti je vhodné pouzit kni-
hovnu python-docx. Knihovna obsahuje metody pro zakladni zachazeni
s Word dokumenty, naptiklad jejich vytvareni, psani odstavcil, rizné ve-
likosti pisma a predevsim rizné fonty, kterymi lze text psat. Krom zapsani
dialogt a jejich dialogovych akti bude treba také zachovat informaci o tom,
do jaké klasifikacni tt¥idy dany dialogovy akt patii. Jednou z moznosti jak
tohoto docilit by bylo napsat danou klasifikac¢ni tfidu do dokumentu. To by
ovsem mohlo snizit naslednou tspésnost OCR. Lepsi moznosti je si informaci
o klasifkacni tiidé uchovavat mimo dokumenty v oddéleném souboru.

5.2 Prevod z MS Word formatu na obrazky

Knihovna python-docx bohuzel neumoznuje prevod dokumentu do jiného
datového typu nez .docx a v nasem pripadé bychom potiebovali dokument
prevést rovnou na jednotlivé obrazky. Jednou z moznosti jak tohoto docilit
je prevést soubor z formatu .docx do formatu PDF a z néj poté vytvorit dané
obrazky. Ulozit MS Word dokument do formatu PDF je mozné ptimo v apli-
kaci MS Word. K naslednému prevodu na obrazky bude pouzita knihovna
pdf2image.

Kvalita takto vzniklych obrazka je ovsem prilis vysoka a jen tézko by se
daly obrazky povazovat za naskenované stranky. Proto bude potieba kva-
litu obrazki umeéle snizit a co nejvice napodobit podobu skenované stranky.
K tomuto tcelu mohou poslouzit rtizné metody pro pridani umélého sumu
do obrazki.

5.2.1 Salt and Pepper

Metoda Salt and Pepper [20] je jednou z metod, ktera do obrézku pfidava
cerné a bilé pixely. O tom jestli se pixel zméni na ¢ernou nebo bilou rozho-
duje parametr, ktery urcuje pocet zménénych pixeli. Toto chovani se snazi
napodobit Sum, ktery vznika napiiklad vyskytem vétstho mnozstvi prachu
pri porizovani obrazku viz obrazek 5.2.
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Obrazek 5.2: Ukazka Salt and Pepper sumu

5.2.2 Gaussovo rozostreni

Metoda funguje na zékladé analyzy pixelt v okoli daného bodu. Tedy hod-
nota kazdého pixelu je ovlivnéna hodnotami jeho okoli. Jak moc bude vy-
sledny obrazek rozostieny urcuje parametr poloméru okoli. Hodnota pixelu
se prumeéruje z definovaného okoli, ¢im vétsi toto okoli je, tim vétsi bude
i rozostreni. Vysledek této metody zobrazuje obrazek 5.3

Original Blurred

OpenCV|OpenCV

Obrazek 5.3: Ukazka Gaussova rozostfeni

5.2.3 Poissonuv Sum

Poissontv sum [20] je svym t¢inkem podobny Salt and Pepper sumu. Na-
rozdil od metody Salt and Pepper Ssumu se ale fidi Poissonovym rozdélenim.
Podle tohoto rozdéleni se pixeltim prifadi nova hodnota. Vétsinou se jedna
o velky zasah do kvality obrazkl. Prirozené vznika, kdyz na digitalni senzor
dopada rozdilny pocet fotonti. Pro skenované stranky tedy neni ptilis bézny.
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5.2.4 Pridani pozadi

Tato metoda pridava pozadi pod vygenerovanou textovou vrstvu. Pozadim
muze byt nazloutla, nebo pomuchlané stranka. To vytvori velmi vérohodnou
podobu naskenované stranky, predevsim v kombinaci s nékterou z predeslich
metod.

5.3 Tesseract OCR

V kapitole 4.1 jsem pojednaval o nutném kroku predzpracovani obrazk.
se Sumu, ktery se ve vstupnim obrazku nachazi.

Obrazky zbavené sumu bude treba prevést zpét do textové podoby po-
moci metod OCR. Jak bylo jiz vySe uvedeno, k tomuto tucelu bude pouzita
knihovna Tesseract, kterd nabizi mnoho moznosti jak s rozpoznavanim za-
chazet.

Jednou z vyhod systému Tesseract je jeho moznost konfigurace. Pti kon-
figuraci je mozné nastavit parametry tak aby OCR fungovalo co nejlépe na
specifickém datasetu. Tyto parametry také mohou ovlivnit, jak se bude na
stranku nahlizet, jestli jako na blok textu, nebo jednu radku textu. Dale je
mozné pridat i whitelist znaki, které se v textu mohou objevit a tim i snizit
vyskyt nesmyslnych znakt ve vysledném textu.

Zékladni metodou pro jednoduché zpracovani stranky je metoda image-
_to_string. Ta prevede s nastavenou konfiguraci text v obrazku do elek-
tronické podoby. Metoda je rychla, ale neposkytuje zadnou kontrolu, nebo
blizsi idaje o vysledném textu.

Dalsi metodou je metoda image_to_data. Tato metoda poskytuje prede-
vsim jednotlivé pozice rozpoznanych radki slov a tim poskytuje vyssi kont-
rolu nad vyslednym textem. Napiiklad pokud se z diivodu vyssiho Sumu vy-
skytnou ndhodné znaky v pravém spodnim rohu obrazku, metoda image_t-
o_string tento nesmyslny text prida do vysledku, ale s pomocnymi informa-
cemi, které dodd metoda image_to_data, mizeme sami rozhodnou, zda-li se
jednéa o novou radku, nebo chybné rozpoznany text mimo relevantni oblast
obrazku. Timto zpisobem ziskany text je treba upravit do formy ve které
jsou s nim modely pro rozpoznavani dialogovych akti schopny pracovat.
P1i zapisovani vstupnich .conll souborti do formatu Microsoft Word do-
kumentti bude ke kazdé datové sadé pritazen vedlejsi textovy soubor, ktery
urcuje do které z klasifikacnich t¥id kazdy dialogovy akt patti. Pro spravnou
funkci modeld je potfeba mit ke kazdémi dialogovému aktu odpoveéd ucitele.
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5.4 Rozpoznavani dialogovych akti

V ramci bakalarské prace budou pouzity dvé konvoluéni neuronové sité
a jedna sit typu obousmérné LSTM (BiLSTM), konkrétné:

1. CNN1
Prvni konvolu¢ni sit (CNN1) byla ptivodné pouzita pro klasifikaci do-
kumentt. Jedna se o konvoluéni sif s mensim konvolu¢nim jadrem, aby
se prizpusobila tloze rozpoznavani dialogovych aktii oproti pivodni
klasifikaci dokumentii viz obr. 5.4.

2D document
representation

Convolutional Fully-connected
layer with layer
N filters M
of size Kx 1 :

Max-pooling

layer

L dlif o
Output

Obréazek 5.4: Architektura CNN1 [17]

V siti se vyuziva 40 konvolucnich jader s relu aktivacni funkei. Expe-
riments have shown that it is possible to recognize dialogue acts with
very good accuracy from dialogues in the form of images. Vrstva, nasle-
dujici za konvoluéni vrstvou, obsahuje 256 neuront a vystupni vrstva
odpovida poctu klasifikacnich tiid. Jako chybova funkce se vyuziva
Categorical Cross-Entropy a jako aktivacni funkce se vyuziva softmax
funkce.

2. CNN2
Druhy CNN model vychézi z modelu, ktery byl navrzen v praci [17].
Vyuziva tii ruzné velikosti konvoluénich jader - (3,EMB), (4,EMB),
(5,EMB), kde EMB predstavuje rozmér slovniho vektoru (tzv. em-
bedding). 100 jader téchto velikosti se pocitd soucasné a jejich vystup
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je spojen a predan plné propojené posledni vrstvé jako bylo pouzito
v predchozim pripadé viz obr. 5.5.

wait i
for ]
the I
video —,
and I
do o
n't -
rent I
it
L J l J |
n x k representation of Convolutional layer with Max-over-time
sentence with static and multiple filter widths and pooling
non-static channels feature maps
Obrazek 5.5: Architektura CNN2 [17]
3. BiLSTM

Tento model vyuzivd obousmérnych LSTM siti. Vstup a embedding
vrstva jsou stejné jako u CNN. Jadrem modelu je obousmérna LSTM
vrstva, jejiz vystupni vektor se spoji s reprezentaci predchoziho dia-
logového aktu (one hot vector). Vystupni vrstva ma pocet neuront,
ktery odpovida poctu klasifikacnich ttid a vyuziva softmax aktivacni
funkci. Obrazek 5.6 ukazuje architekturu tohoto modelu.
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6 Implementace

V nasledujici kapitole popisi postup pfi feseni jednotlivych kroki. Nejprve
popisi postup pti vytvareni MS Word dokumentti a zpisob zapisu dialo-
govych akti. Dale se budu zabyvat prevodem vytvorenych dokumentt do
obrazkové podoby a moznymi metodami pro pridani Sumu a vytvoreni ob-
razka co mozna nejvice podobnych naskenované strance. Poté popisi postup
pri rozpoznavani textu ze vzniklych obrazki, predevsim predzpracovani ob-
razki a nastaveni systému Tesseract pro co nejlepsi vysledky OCR. V po-
sledni sekci popisi postup zpracovani textové podoby dialogovych akti do
formy vektorti, se kterymi jsou klasifikatory schopny pracovat.

6.1 Tvorba dokumenti v MS Word formatu

Prvnim ¢asti implementace bylo vytvoreni Word dokumenti ze vstupnich
.conll soubort. K tomuto tucelu jsem se rozhodl vyuzit knihovnu python-d-
ocx. Knihovna obsahuje metody pro snadné vytvareni a upravovani Micro-
soft Word (.docx) dokumentt. Pri vytvareni dokumentui bylo nasim cilem
co nejvice se priblizit vzhledu ru¢né psaného textu. Uméle imitovat rucneé
psany text neni zcela mozné. Kdyz nékdo pise text na papir, mize napsat
kazdy znak trochu jinak, toho lze v poéitacich dosdhnout stézi. Je ale mozné
se k podobé ruéné psaného textu priblizit pomoci riznych font. K tomuto
ucelu se jako nejvhodnéjsi jevi fonty: French Script MT viz obr. 6.1, Lucida
Handwritting viz obr. 6.3, Mistral viz obr. 6.2, Segoe Script viz obr. 6.4
a Pristina viz obr. 6.5.

Font Fronch Script MI

Obrazek 6.1: Ukazka fontu French Script MT

Fent Misthal

Obrazek 6.2: Ukazka fontu Mistral
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Font Lucida Handwriting

Obrazek 6.3: Ukédzka fontu Lucida

Font Segoe Scrupt

Obrézek 6.4: Ukazka fontu Segoe Script

Font Pristina

Obrazek 6.5: Ukazka fontu Pristina

Vzhledem k moc velkému objemu prace pri pouziti vSech péti fontt, bylo
potfeba zvolit jeden typ pisma, ktery nam pripadal nejpodobnéjsi rucéné
psanému textu. Na zdkladé konzultace s vedoucim prace byl vybran font
Pristina.

Prvni slovo kazdé radky v .conll souboru predstavuje jednotliva slova
dialogovych akti. Pri generovani dokumentt z dialogovych aktt jsem kazdy
dialogovy akt zapisoval jako novy odstavec a jednotlivé dialogy jsem od-
déloval jednotadkovou mezerou. To se ale ukézalo jako problémové, nebot
pri nasledném rozpoznavani textu z obrazkové formy dokumentt bylo tézké
rozpoznat zda-li se jedna o dalsi dialog, nebo dalsi dialogovy akt.

Proto se v aktudlni verzi zapisuje vzdy jeden dialog na jednu stranku
dokumentu a mezi dialogovymi akty v dialogu je jednoradkova mezera viz
obr. 6.6.

ymﬁ 50 9 am fﬁinkinﬂ there is a there is a ][@ﬁf out af <uh> five SP-SM
but 9 don't know fﬁafﬂeff us back in %fﬁ'éufyﬁ n time

it m.@ée samet‘ﬁi@ like <uh> two two o'clock on Weﬁﬁ?m/ay

Obrézek 6.6: Ukazka dialogu zapsaného v docx dokumentu

Vzhledem k tomu Ze potrebujeme znét i klasifika¢ni ttidu, do které je
kazdy dialogovy akt zarazen, je vytvaren pomocny textovy soubor ve kterém
je tato informace ulozena viz tab. 6.1.
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FEEDBACK

SUGGEST
INFORM
REQUEST

Y

Tabulka 6.1: Ukazka pomocného textového souboru

Stejné jako ve vstupnich .conll souborech jsou zde dialogy oddéleny
sttednikem. Pokud je dialog tvoren vice dialogovymi akty, jsou jejich klasifi-
kacni tridy zapsany za sebe na nové radky v souboru. Tridy dialogovych akta
ve druhém dialogu v tabulce 6.1 odpovidaji dialogovym aktim z ukazkového
dialogu viz obr. 6.6.

Skript urceny pro vytvareni dokumentti se nazyva DocumentWriter.py.
Ve skriptu se nacitaji vstupni soubory. Aby skript spravné fungoval je tfeba
mit jiz predem rozdéleny dataset na trénovaci, testovaci a validacni cast.
Z testovaciho datasetu se vytvori Microsoft Word dokument a k nému po-
mocny textovy soubor s klasifikaénimi tiidami. Trénovaci a validac¢ni data-
set se prepise do podoby, ve které jsou s nim klasifikatory schopny pracovat.
Dialogové akty musi byt vzdy zapsany na jeden tfadek spolu s prifazenou
klasifika¢ni tfidou a jazykem.

6.2 Prevod dokumenti v MS Word formatu
na obrazky

Po vytvoreni dokumentii ve formatu MS Word bylo nutné dany dokument
prevést do obrazkové podoby, aby bylo mozné provést OCR. V tomto kroku
bylo také nutné pridat do vznikajictho obrazku néjaky sum. Snazil jsem do-
sahnout co mozna nejredlnéjsi podoby naskenované stranky. V kapitole 5.2
jsou popsany rtzné metody tvorby sumu, které se mohou vyskytovat v ob-
razcich. Metody Salt and Pepper a Poissonidv Sum se vyskytuji ziidka v
elektronické podobé naskenovanych stranek. Proto jsem se rozhodl pro kom-
binaci pridaného pozadi viz 5.2.4 a Gaussovo rozostieni viz 5.2.2. Vzhledem
k tomu, zZe knihovna python-docx poskytuje pouze zdkladni metody pro
praci s Microsoft Word dokumenty, neni mozné s jeji pomoci pridavat do
dokumentti pozadi. Proto bylo pozadi do dokumentii pridano ruc¢né v apli-
kaci MS Word. Po pridani pozadi je tfeba dokument ulozit ve formatu PDF a
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nakopirovat do slozky documents v pracovnim adresafi projektu, ze kterého
se dokumenty pri prevodu nacitaji.

Pro prevod PDF dokumentt do obrazki se v projektu pouziva knihovna
pdf2image. Ta prevede vsechny stranky dokumentu do jednoho pole ob-
razku. Z tohoto pole poté vznikaji dva sety obrazki. Jeden pouze s pridanym
pozadim a druhy, do kterého se kromé pozadi prida jiz zminéné Gaussovo
rozostieni. Intenzitu Gaussova rozostreni je mozné definovat v konfigura¢nim
souboru config.py.

Obréazky s pridanym Sumem se v poslednim kroku ndhodné natoc¢i na
jednu stranu, nebot pri skenovani stranek se casto stane, ze je papir lehce
natoceny a neni perfektné srovnany s okraji skeneru.

Skript uréeny pro prevod PDF dokumentti do obrazki se nazyva
main_docimg.py. Obsahuje metody vyuzivajici jiz zminénou knihovnu pdf-
2image a pro jeho spravnou funkci je tfeba mit ve slozce documents pfipra-
vené PDF dokumenty. Vznikajici obrazky se ukladaji do adresare
EN_image_dacts/ EN_test_image dacts/, kde se vytvari prislusné poda-
dresatre. V adresatich s priponou _aug se nachazi obrazky s pridanym Gaus-
sovo rozostfenim a v adresarich bez pripony jsou ulozeny obrazky, ve kterych
je jedinym Sumem ptidané pozadi.

Ukazka MS Word dokumentu bez pridaného Gaussova rozostreni viz obr.
6.7 a s pridanym Gaussovo rozostfenim viz obr. 6.8

and <uhms (et me see
okny
<uh> the first one s the hotel Zentral

<uhs that is near the train station <uhms fﬁzy have a /mr@nﬁ | garage <ubhsa J‘mﬂ/ﬂ i <thms one fwmyfwm Furo-
dollars

<ubm> the next is the hotel No N'ohre
<uh> this one has & <ubm> et us see

fas a restaurant a sauna & /Jm(m]  garage and itis «ubs it s the tﬁm/m‘( one yﬂ{ itis & hundred and | ﬁw Euro-
dollars

and then there is the Prinzenhaf

b that has a o v room a gt room and asauns andl that s hundved and < forty s
rundred and sty i Euro-lar o <l acualythoagh the way 9 am fofing af it <o theone that s the
st features ) think s the the one that hafypens to e the cheapest one foo

Obrézek 6.7: Ukazka ¢asti dokumentu bez Gaussova rozostreni
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uh» that is near the train station <whm> they have a parking garage <uh- a single is <whm» one twenty seven Euro

{ is & hundred and frve Euro

Obrazek 6.8: Ukazka c¢asti dokumentu s Gaussovo rozostfenim

6.3 OCR

Pro prevod z obrazku do textu byla pouzita knihovna py-tesseract. Pred-
tim nez bylo mozné z obrazku rozpoznavat text, bylo potreba provést predzpra-
covani vstupnich dat. Kazdy obrazek bylo tfeba nejprve zbavit sSumu. Rohy
stranek byvaji casto ohnuté, coz se na skenu projevi tmavé Sedymi pixely,
které muze nasledné systém Tesseract chybné rozpoznat jako text. Zbavit se
sumu, ktery vznikl diky zahnuté, nebo nazloutlé strance nebylo zcela mozné.
Oriznuti hran obrazku, kde se tyto vady papiru ¢asto nachazi bylo realizo-
vano. Nasledné se ve skriptu provede zvétSeni obrazku. Obrazek se zvétsi,
diky ¢emuz je pak nasledna binarizace presnéjsi a tc¢innéjsi. Poslednim kro-
kem v predzpracovani je prevedeni obrazku do odstinti Sedi a nésledné bina-
rizace. Vzhledem k tomu, Ze se na strankach nachazeji i Sedé pixely, kterym
by pri binarizaci s prahem 125 byla pfirazena ¢erna barva, rozhodl jsem se
pouzit nizsi prah. To se ovsem ukéazalo jako problematické v pripadé datasetti
s pridanym Gaussovo rozostirenim.

Obrazek 6.9: Ukazka vlivu binarizace s nizsim prahem na dataset s Gaussovo
rozostfenim
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Diky nizsimu prahu a rozostfenému obrazku se po binarizaci stal text
a primo cerné pixely se nachazely pouze na nékterych mistech. Z tohoto
divodu bylo tfeba pro dataset s rozostfenim pouzit vyssi prah viz obr. 6.10

well lef us wﬁy don'l we do that

Obréazek 6.10: Ukéazka vlivu binarizace s vyssim prahem na dataset s Gaus-
sovo rozostienim

Pti pouziti vyssiho prahu se zvysi tloustka jednotlivych znakt, ale znaky
ziskaji jasné obrysy. Pii zpracovani takto upravenych obrazki bylo dosa-
zeno pri nasledném rozpoznavani textu lepsich vysledki, nez pri zpracovani
obrazki bez binarizace.

Pro datasety, ve kterych se Gaussovo rozostteni nevyskytuje, bylo (v pfi-
padé binarizace) mozné pouzit nizky prah. Znaky v téchto datasetech maji
ostré hrany, tudiz se binarizaci pouze odstrani Sum vznikly pfidanim pozadi
viz obr. 6.11.

well lef us w@ don't we do that

Obrazek 6.11: Ukazka vlivu binarizace s nizsim prahem na dataset bez Gaus-
sova rozostreni

Orfiznuti hran obrazkt, zvétseni obrazki, prevedeni do sedoténového for-
matu i naslednou binarizaci zajistuji metody knihovny open-cv.

Obréazky upravené timto zptisobem jsou pripraveny k rozpoznavani textu.
V tabulce 6.2 jsou vysledky rozpoznavani bez nastaveni vlastni konfigurace
systému Tesseract. Pouzili jsme metriky WER a CER, které se pro danou
ulohu bézné pouzivaji.

Pro lepsi vysledky bylo tfeba napsat vlastni konfiguraci. Jeden z hlavnich
parametri konfigurace je jaké segmentace stranky se ma pouzivat. Napriklad
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pri segmentaci s parametrem psm- 7 bude Tesseract se strankou zachazet
jako s jednim radkem textu. Nejlepsich vysledkl jsem doséhl s pouzitim pa-
rametru segmentace psm- 6, pti které se strankou zachazi jako s jednotnym
blokem textu. Dalsim uzite¢nym parametrem je pak jazyk, ve kterém by mél
byt text na obrédzcich napsan a seznam povolenych znaki (whitelist). Do to-
hoto seznamu jsem ptidal vsechny znaky abecedy, ¢isla a specialni znaky,
které se ve vstupnich datech vyskytovaly, napriklad < , >, ’, $ nebo %.
Pouze znaky, které se na seznamu nachézi pak budou mezi rozpoznanymi
znaky z obréazku.

Nejprve jsem pro rozpoznavani textu pouzil zékladni metodu knihovny,
tedy image to_string. Tato metoda se ukazala jako velmi chybova. Metoda
prevedla nalezeny text na predaném obrazku do jednoho fetézce a casto
chybné rozpoznévala mezery mezi jednotlivymi dialogovymi akty.

Jako lepsi moznost se ukazala metoda image_to_data.

v v ithen

five| minutes from entral station 55 pheapen) bul they el havé b
i mqyé abou z‘wenﬂ%ﬁmjmzw
and that kin fﬁz‘njl

50 pohy don et atthe hotel and Yhan 9 ol all and et veservation

Obrazek 6.12: Ukazka nalezenych pozic metodou image_to_data

Tato metoda poskytuje informace o pozicich rozpoznanych slov viz obr.
6.12. To je velmi uzite¢né pro rozhodovani, zda-li dany dialogovy akt pokra-
¢uje na dalsi fadce, nebo jiz za¢ina dalsi dialogovy akt. Informace o pozicich
slov také pomohou pti detekci chybné rozpoznaného textu. Pokud se né-
jaka rozpoznana slova nachazeji pouze par pixeli od horni hrany obrazku,
lze predpokladat, Ze se jedna o Spatné rozpoznany text néasledkem sSumu.
Pokud budou mit rozpoznana slova podeztele velkou mezero oproti sloviim
predchozim, da se predpokladat, ze je opét jedna o chybné rozpoznany text
nasledkem néjakého sumu. Diky témto informacim je mozné 1épe kontrolovat
mezery mezi dialogovymi akty:.
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0 0_aug 1 1 aug 2 2_aug 3 3_aug
WER | 23.83 | 45.11 | 24.84 | 44.14 | 34.27 | 41.23 | 35.39 | 55.74
CER | 1346 | 21.72 | 17.68 | 24.14 | 14.89 | 19.33 | 20.41 | 28.95

Tabulka 6.2: Vysledky OCR s pouzitim standardni Tesseract konfigurace
[v %]

Tabulka 6.2 ukazuje, ze vysledky prvniho OCR pri kterém nebyla pouzita
vlastni konfigurace systému Tesseract nebyly prilis presné. Pti optimalnim
nastaveni systému Tesseract se vysledky vyrazné zlepsily viz tab. 6.3. Zlep-
Seni bylo zvl4sté patrné v pripadé dataseti se Sumem (_aug).

0 0_aug 1 1 _aug 2 2_aug 3 3_aug
WER | 19.12 | 24.22 | 19.16 | 25.07 | 19.59 | 25.24 | 19.43 | 26.21
CER | 5.65 7.43 5.68 7.73 5.77 8.03 5.75 8.13

Tabulka 6.3: Vysledky OCR s pouzitim vlastni Tesseract konfigurace [v %)

K prevodu obrazkt do textové podoby jsem implementoval skript main-
_imgtotxt, ktery si postupné nacte obrazky z podadresart adresafe EN_im—
age_dacts/EN_test_image_dacts/. Rozpoznany text ulozi do docasného
textového souboru.

6.4 Rozpoznavani dialogovych akti

Pro rozpoznavani dialogovych aktti se v projektu pouzivaji dvé konvolucéni
neuronové sité a jedna obousmérna LSTM sif viz 5.4. Nejprve bylo tfeba pri-
pravit pro klasifikdtory vstupni data, coz zajistuje skript data_loader.py.
Ten si nacte soubory test.txt, train.txt a val.txt. Tytosoubory pred-
stavuji pripravené datasety pro testovani, trénovani a validaci.

well let us why don’t we do that;FEEDBACK;en

all right; FEEDBACK;en

hi Jim;GREET;en

are you going to the opera with Jay;REQUEST;en
no;FEEDBACK:en

all have free on November is the fifth sixth and seventh;SUGGEST;en

Tabulka 6.4: Ukazka formétu souboru test.txt

V tabulce 6.4 je vypsana mala ¢ast souboru test.txt. Tento format maji
i soubory train.txt a val.txt. Obsah souboru se nacita po fadcich a je
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rozdélen na véty (utterance) a klasifikacni tiidy, do kterych je véta pritazena
(label).

Nactené anotace je néasledné tieba prevést do formy vektori. Vzhledem
k tomu ze pracuji s 16 klasifika¢nimi tiidami, bude vektor vzdy velikosti 16.
Vektor bude obsahovat samé nuly, az na pozici, ve které se dany anotace
nachazi v souboru config.py v parametru categories. Napriklad klasifi-
kacni tiida FEEDBACK se nachazi na pozici 0, jeji vektor bude tedy vypa-
dat nasledovné: [1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0]. Timto zptisobem
se prevedou vsechny nactené anotace.

Nactené véty je také potieba prevést do formy vektori. Pro vektorovou
reprezentaci jednotlivych slov jsme pouzili model word2vec [4]. Ten obsahuje
vektorovou reprezentaci vsech slov vyskytujicich se ve vstupnich datech. Di-
lezita vlastnost téchto vektort je v jejich vzdalenosti mezi sebou. Plati, Ze
slova, ktera si jsou vyznamové blizkda maji podobné vektory a jsou si tedy
blizko ve vektorovém prostoru Napriklad slovo "mom'ma vyznamové bliz
ke slovu "dad", nez napriklad ke slovu "mustard'a proto bude vzdélenost
slovniho vektoru odpovidajiciho slovu "mom'ke slovnimu vektoru pro slovo
"dad"mnohem blizsi nez k vektoru slova "mustard'. Pro prevedeni véty do
vektoru je tedy potifeba najit vektorovou reprezentaci kazdého slova véty
v souboru en_w2v.vec.

Vektory anotaci maji vzdy stejnou délku, ale kazda véta muize obsaho-
vat rtzny pocet slov a tudiz i vektorova reprezentace téchto vét miize mit
rozdilnou velikost. Z tohoto divodu se zavadi padding symbol %%PADDING%%
a spolecnd velikost vét nastavend v parametru text_input_size v konfigu-
raénim souboru (config.py). Pokud by véta obsahovala mensi pocet slov,
nez nastavena velikost vét, doplni se véta padding symboly. Pokud by véta
obsahovala vétsi pocet slov nez je nastavena délka vét, vezme se z véty pouze
tolik slov, aby jejich pocet odpovidal nastavené délce vét.

Takto vytvorené vektorové reprezentace vét a anotaci se predavaji na
vstup klasifikdtorim. Nejprve se klasifikator trénuje z dat vytvorenych ze
souboru train.txt a poté provadi klasifikaci u dat vytvorenych ze souboru
test.txt. V bakalarské praci jsem pouzil nastaveni hyperparametru dle [17].

6.5 Dosazené vysledky

Uspésnost klasifikace jednotlivich modeld je uvedena v tabulce 6.5. K vy-
hodnoceni byla pouzita metrika accuracy (presnost). Accuracy je pomér
spravnych predpovédi viici celkovému poctu vstupnich vzorki.
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0 |0 aug| 1 1 aug| 2 |2 aug| 3 |3 aug

BiLSTM | 69.9 | 67.7 |69.8| 60.3 |69.6 | 649 | 70.1 | 65.1
CNN1 |69.8| 67.8 [699| 60.5 |69.1| 652 |69.3| 652
CNN2 | 682 | 664 |68.6| 582 |68.4| 64.1 |67.8| 632

Tabulka 6.5: Vysledky klasifikace jednotlivych modela [v %]

Uspésnost modeld BILSTM a CNNT1 je velmi podobn4. Uspésnost modelu
CNN2 je o trochu nizsi. Datové sady s pridanym Gaussovo rozostfenim maji
je u téchto datovych sad vyssi nez u sad bez Gaussova rozostieni. Uspésnost
klasifikace datové sady 1_aug je ale nizsi nez u ostatnich sad s pridanym
Gaussovo rozostrenim.

Prekvapivym vysledkem byly malé rozdily ve vysledcich mezi datovymi
sadami bez Gaussova rozostfeni. Kromé datové sady 0 bylo do kazdé dalsi
pridano pozadi, které simuluje podobu naskenované stranky. V procesu pred-
zpracovani se ale provadéla binarizace obrazki a ta provedla odstranéni Sumu
vzniklého pridanim pozadi. Nasledkem toho nebyl pfi nésledném prepisu
do textu v obrazkovych sadach bez Gaussova rozostieni skoro zadny rozdil
a vysledné texty jsou témeér totozné. Z tohoto divodu jsou i vysledky téchto
sad velmi podobné.
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T Zavér

V ramci této bakalarské prace jsem se vénoval problematice rozpoznavani
dialogovych akti, vytvareni obrazkovych datovych sad a jejich prevodem do
textové podoby.

Proto jsem se musel seznamit s korpusem Verbmobil, diky ¢emuz jsem
ziskal predstavu o dialogovych aktech a jak se anotuji. Dale jsem se sezna-
mil s moznymi metodami pro praci s Microsoft Word dokumenty a jejich
naslednym prevodem do obrazkové podoby.

P1i vytvareni obrazkovych sad byl kladem diraz na co mozna nejvétsi
podobnost k ruéné psanému textu. K tomu byl vybran font Pristina. Pro
vytvareni dokumentii byla pouzita knihovna python-docx. Aby vzniklé da-
tové sady obrazki vypadaly co mozné nejvice jako realné skenované stranky;,
bylo tfeba se seznamit s metodami a zptisoby jak pridat do obrazkd sum.

Vétsina metod, které pridavaji umély sum do fotografii a obrazki, ptso-
bila prilis uméle, a proto bylo nakonec rozhodnuto pro kombinaci Gaussovo
rozostieni a pridani pozadi. Jako pozadi byly pridany zmuchlané papiry,
které dobre simuluji poskozenou, skenovanou stranku.

Pro ptevod obrazkovych sad do textové podoby bylo nutné se seznamit
s metodami OCR a to konkrétné se systémem Tesseract. Déle bylo tieba
prozkoumat metody pouzivané pro predzpracovani (preprocessing) obrazk,
nebof jsou tyto metody schopné vyrazné zvysit tspésnost nasledného OCR.
Proto byla pouzita knihovna openCV, ktera nabizi mnoho metod pro snadnou
praci a upravu obrazki.

Pro klasifikaci dialogovych akti bylo nutné prozkoumat moznosti neu-
ronovych siti a metody pro pripravu dat. Pro reprezentaci textu byl pouzit
systém word2vec, jehoz pomoci byly vytvoreny vstupni vektory dimenze
300.

Uspésnost OCR se odvijela predeviim od nastaveni systému Tesseract.
Prti pouziti vlastniho nastaveni se u obrazkovych sad s pridanym Gaussovo
rozostienim se WER prumérné snizil o 21.25 % a CER o 12.4 % oproti
standardni konfiguraci. U obrazkovych sad bez rozostfeni k tak velkému
zlepSeni nedoslo, WER se pramérné snizilo o 10 % a CER o 11 %. Uspésnost
klasifikace modelt se prilis nelisila. Sit BiILSTM byla ve vysledku nepatrné
lepsi nez CNN1 a CNN2.

Vzhledem k tomu, Ze se jedna o prvni pokus rozpoznavani dialogovych
aktl z tisténych dokumentii, nabizi se celda tada rozsiteni této prace. Je
mozné provést podobnou analyzu a experimenty na jinych jazycich. V pri-
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padé korpusu Verbmobil je mozné pouzit existujici prototyp systému na
zpracovani némciny. Toto by bylo mozné provést v podstaté bez zasahu do
zdrojovych kodl stavajiciho programu. Dalsim zajimavym smérem préace by
byla analyza dialogu v komixech. Zde by bylo potieba doplnit detekci textu
z ilustraci a rozlisit, ve kterych sekcich se jednd o dialog a co jsou doprovodné
texty. V ramci dalsich praci by bylo mozné se dale zabyvat vicejazycnosti,
coz je dnes velmi aktudlni téma.
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A

Obsah prilozeného DVD

K bakalarské praci je prilozeno DVD s elektronickou verzi préace, zdrojovymi

soubory a potfebnymi soubory a slozkami pro spravnou funkci programu.
Obsah DVD je nasledujici:

1.

data_conll
Slozka obsahuje jeden podadresar EN, ve kterém se nachézi zdrojové
vzorky dat text.conll, train.conll a val.conll.

data

Slozka obsahuje podadresare vytvarené pti prevodu obrazkt do textu.
V podadresarich se nachazi vytvarené textové soubory pro nasledné
rozpoznavani dialogovych aktt.

EN_image_dacts
Slozka obsahuje podadreséare, do kterych se ukladaji upravené obrazky,
pripravené na extrahovani textu.

dact_recognition
Slozka obsahuje skripty urcené k rozpoznavani dialogovych akti.

documents
Do této slozky se uklddaji PDF dokumenty, které se maji prevést na
obrazky.

docx
Do slozky se uklada vytvoreny MS Word dokument.

text
Slozka obsahuje zdrojové soubory IXTEX pro tento dokument.

Matej_Zeman BP_2021.pdf
Elektronicka verze tohoto dokumentu.

DVD dale obsahuje soubory se zdrojovymi kody.
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B uzivatelska prirucka

Pro spravnou funkci projektu je tfeba mit nainstalovany python3 a tyto
knihovny:

1. python-docx
2. pdf2image

3. pytesseract

4. numpy

5. Pillow

6. opencv-python
7. imutils

Program je rozdélen do 4 casti a kazda z nich plni jinou funkci.

Prevod vstupnich soubori do MS Word for-
matu

Pro prevod vstupnich .conll soubori do MS Word dokumentii slouzi skript
DocumentWriter.py. Pro jeho spravnou funkci je tifeba mit vytvofenou
slozku data_conll v adresafi se zdrojovymi kédy, nebo nastavit jinou slozku
v parametru conll_folder v konfigura¢nim souboru. V této slozce je treba
vytvorit slozku s identifikaci jazyka, ve kterém mame napsany nase vstupni
data, naptiklad pro anglictinu je treba zalozit slozku EN. Do této slozky je
tfeba ulozit nase vstupni data rozdélena na testovaci, trénovaci a validacni
¢ast a v konfigura¢nim souboru config.py nastavit jakou ze slozek se vstup-
nimi daty ma skript brat.

Skript se spousti ptrikazem python3 DocumentWriter.py a vytvoii ve
slozce docx jeden Microsoft Word dokument, dale pomocné soubory pro
dalsi funkcionalitu projektu.
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Prevod z MS Word formatu na obrazky

Pro prevod dokumentu do obrazkovych sad slouzi skript main_docimg.py.
Nejprve je nutné MS Word dokument vznikly v predchozim kroku upravit.
Pokud bychom chtéli pridavat do dokumentu pozadi, je treba ho pridavat
v aplikaci Microsoft Word a ukladat ve formé PDF dokumenti do slozky do-
cuments, nebo nastavit jinou slozku v parametru document folder v kon-
figuracnim souboru. 7 této slozky se poté vezmou vsechny dokumenty a
vytvari se obrazkové sady ve slozkdch EN_image dacts/xxx, kde xxx pred-
stavuje slozku s obrazky.

Pro kazdy dokument jsou vytvareny 2 datové sady. Jedna bez dalsiho
pridaného Sumu a druhd, do které se pridava Gaussovo rozostieni. Slozka
s obrazkovou sadou, do které bylo pridano Gaussovo rozostfeni, bude mit
priponu _aug. Rozostreni lze upravovit v konfigura¢nim souboru config.py
v parametru noise_intensity.

Skript se spousti prikazem python3 main_docimg.py a vytvari do pii-
slusnych slozek obrazkové sady.

Tesseract OCR

Pro prevod obrazkovych sad do textové podoby slouzi skript main_imgtxt.py.
Skript vyuziva obrazkové sady vytvorené v predchozim kroku a vytvari
z nich textové soubory pro klasifikatory. V souboru config.py je parametr
WER_CER, ktery ma byt nastaven na True nebo False podle toho, zda chceme
pro obrazkové sady pocitat Word Error rate a Character Error rate. Po vy-
poctu, nebo preskoceni WER a CER se zacnou vytvaret textové soubory
test.txt, train.txt a val.txt do slozky data/xxx, kde xxx predstavuje prislus-
nou slozku s texty. V konfigura¢nim souboru je mozné upravit konfiguraci
systému Tesseract, nastavend konfigurace dosahovala nejlepsich vysledkii.
Skript se spousti piikazem python3 main_imgtxt.py.

Rozpoznavani dialogovych aktt

Posledni c¢ast projektu zajistujici rozpoznavani dialogovych aktt je prova-
déna skriptem main_DArecognition.py. V konfigura¢nim souboru jsou uve-
deny vsechny klasifikac¢ni tridy, které se v datech vyskytuji. Parametr model
v konfiguraé¢nim souboru urcuje jaky model se ma pro klasifikaci pouzit.
Pro parametr je mozné pouzit hodnotu "bilstm", "ecnnl", nebo "ecnn2". Jako
vstupni data se berou data ze slozky data_folder, kterd jde zménit v kon-
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figuracnim souboru. Z této slozky se nactou vSechny podadresare a jejich
textové soubory. V zavisloti na zvoleném modelu se v podadresarich vy-
tvari soubor s odpovédmi klasifikdtoru a v adresari se zdrojovymi soubory
se vytvori soubor s vysledky klasifikace.

Skript se spousti piikazem python3 main_DArecognition.py.

43



	Úvod
	Dataset Verbmobil
	Dialogový akt
	Korpus
	Pravidla pro anotaci dialogových aktů

	Formát dodaných dat

	Umělé Neuronové sítě
	Konvoluční neuronové síťe
	LSTM sítě
	CRNN

	OCR
	Předzpracování vstupních obrázků
	Rotace a oříznutí
	Binarizace
	Redukce šumu

	Rozpoznávání vzorů
	Tesseract
	Evaluační metody

	Analýza problému
	Převod do MS Word formátu
	Převod z MS Word formátu na obrázky
	Salt and Pepper
	Gaussovo rozostření
	Poissonův šum
	Přidání pozadí

	Tesseract OCR
	Rozpoznávání dialogových aktů

	Implementace
	Tvorba dokumentů v MS Word formátu
	Převod dokumentů v MS Word formátu na obrázky
	OCR
	Rozpoznávání dialogových aktů
	Dosažené výsledky

	Závěr
	Literatura

