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Anotace

V diplomové práci se zabývám návrhem a tvorbou aplikace fotoaparátu pro mobilńı zař́ızeńı s

operačńım systém Android. Aplikace bude využ́ıvat kĺıčové body ve sńımku pro r̊uzné typy úloh.

Aplikace bude odstraňovat pohyb objekt̊u z popřed́ı, provádět super kompozici objekt̊u z v́ıce

scén do jedné a nakonec filtr obrazové sekvence, která ze záznamu sekvence sńımk̊u vyfiltruje

rozmazané a opakuj́ıćı se sńımky.
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Annotation

In my diploma thesis I deal with the design and develop of a camera application for mobile

devices with the Android operating system. The application will use the key points in the slides

for different types of tasks. The application will remove the objects in movement from the

foreground, perform super compositions of objects from multiple scenes into one, and finally filter

of image sequences, which will remove blurred and repetitive images from the recorded images.
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3.3.2 Model Gaussovských směśı . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

3.3.3 Aplikace MoG . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38
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4.1.1 Širokoúhlý objektiv . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51

4.1.2 Panorama . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
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26 Vykresleńı masky odečteńı pozad́ı . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
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35 Porovnáńı sńımk̊u před a po úpravě . . . . . . . . . . . . . . . . . . . . . . . . . . 48

3
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9 Př́ıklad na výsledky po filtraci. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
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1 Úvod

1.1 Úvod do problematiky

Na trhu existuje mnoho aplikaćı, které jsou schopny zdatně zpracovat sńımky poř́ızené fotoa-

parátem mobilńıho telefonu.

Jako konkurenčńı aplikace z hlediska př́ıstupu k odstraňováńı objekt̊u ve scéně v prostřed́ı

Android jsou na trhu k dispozici aplikace, které se snaž́ı pomoćı umělé inteligence dokreslit scény

po ručńı detekci a vymazáńı objekt̊u ze scény. Př́ıkladem tomu může např́ıklad být aplikace nesoućı

název Retouch [3], která má demo verzi nebo placenou plnou verzi.

Pro kompozice sńımku do jednoho existuj́ı alternativy v podáńı nativńı funkce panorama,

kterým disponuje většina chytrých telefon̊u na trhu. Tato funkce má však nevýhodu v tom, že

dokáže zaznamenat pouze horizontálńı scénu nebo vertikálńı. Existuj́ı aplikace, které tuto funkci

rozšǐruj́ı a jsou schopny zaznamenat pruh scény v rozsahu 360 ◦kolem uživatele př́ıkladem může

být aplikace Panorama360Camera [4] nebo může být zmı́něna aplikace pro sférické fotografie

nab́ızej́ıćı př́ımo společnost́ı Google stoj́ıćı za operačńım systémem Android GoogleStreetV iew

[5].

V neposledńı řadě pro pořizováńı sekvenćı fotek je možné považovat sportovńı režim v nativńıch

aplikaćıch fotoaparát̊u nebo v aplikaćıch třet́ıch stran jako je tvorba sńımk̊u z videa, kterou nab́ıźı

aplikace PhotosToV ideo [6]. Ta umožńı uživateli poř́ıdit sekvenci fotek, kterou pak následně

uživateli rovnou ulož́ı. Nevýhoda takovéhoto př́ıstupu spoč́ıvá v tom, že uživatel může poř́ıdit

spoustu nekvalitńıch fotek z d̊uvodu rozostřeńı nebo nedostatku obrazové informace pro uživatele,

jinými slovy může být poř́ızena sekvence sńımk̊u stejné scény beze změny v popřed́ı.

1.2 Představeńı řešeńı

Ćılem práce je navrhnout a implementovat nové metody automatické analýzy digitalizovaného

obrazu scény z časové sekvence pomoćı určovańı kĺıčových bod̊u ve sńımku za pomoćı stávaj́ıćıch

metod.

V práci budou rozeb́ırány celkem tři r̊uzné př́ıstupy k využit́ı sekvence sńımk̊u, které následně

budou implementovány do samostatné mobilńı aplikace v prostřed́ı Android, která bude jednak

zaznamenávat sekvence obraz̊u a následně je zpracuje a ulož́ı ve formátu JPG. V diplomové práci

budou představeny k přestaveny jednotlivé módy, které budou využ́ıvat kĺıčové body ve sńımku.

Veškeré výpočty v rámci vývoje jednotlivých př́ıstup̊u byly prováděny na zař́ızeńı Apple MacBook

Air s M1 čipem, všechny výsledné hodnoty porovnávaćıch technik jsou proto brány pouze jako

relativńı hodnoty na porovnáńı mezi sebou.

• Odstraněńı pohybu V prvńım př́ıstupu bude moci uživatel pomoćı poř́ızené sekvence fo-
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tografiı odstranit pohyblivé objekty ze scény. V části diplomové práce se porovnaj́ı stávaj́ıćı

př́ıstupy k detekci pohyblivých objekt̊u ve scéně a zároveň dojde k využit́ı nejv́ıce vhodného

řešeńı na praktických př́ıkladech v reálných situaćıch, kdy uživatel bude moci poř́ıdit sńımek

např́ıklad bez pohybuj́ıćıch se aut či osob.

• Super kompozice V druhém př́ıstupu budou kĺıčové body sńımku využity pro kompozici

sekvence obrázk̊u, kdy uživateli vznikne konečný sńımek složený poř́ızené sekvence. Tento

mód najde využité v př́ıpadě, kdy uživatel bude potřebovat zaznamenat scénu, která se neve-

jde do zorného pole objektivu a mı́sto toho scénu slož́ı z d́ılč́ıch sńımk̊u.

• Filtr obrazové sekvence V tomto př́ıstupu bude mobilńı zař́ızeńı zaznamenávat sekvenci

sńımk̊u do té doby, dokud se uživatel rozhodne sekvenci zastavit. Následně dostane na

výběr sńımku k uložeńı čerstvě poř́ızené sekvence sńımk̊u. V tomto režimu aplikace využije

kĺıčové body k vyfiltrováńı rozmazaných sńımk̊u.

Samotná aplikace bude rozdělená do dvou část́ı, kdy každá bude napsaná v jiném jazyce v Javě

a Pythonu. Grafické rozhrańı aplikace a samotné rozhrańı kamery fotoaparátu budou napsaná v

Javě využ́ıvaj́ıćı vývojové prostřed́ı Android Studio [2]. Samotné zpracováńı př́ıstupu ke kĺıčovým

bod̊um ve sńımku a jejich využit́ı pro jednotlivé funkce budou jako samostatně spustitelné soubory

v Pythonu. Pro spuštěńı kódu v Pythonu v Android prostřed́ı se využije rozhrańı pro programováńı

aplikace Chaquopy [1].
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2 Metody a techniky

2.1 Významné body v obrazu

V poč́ıtačovém viděńı a ve zpracováńı obrazu se detektory a deskriptory významných bod̊u staly

d̊uležitými algoritmy. Jsou široce použ́ıvány v mnoha aplikaćıch založených na viděńı, jako je

reprezentace obrazu, klasifikace obrazu, rozpoznáváńı objekt̊u, 3D modelováńı, sledováńı objekt̊u

nebo biometrické systémy. V této práci budou kĺıčové body využ́ıvány předevš́ım pro perspektivńı

transformaci, kde jsou kĺıčové body použity pro tvorbu transformačńı matice H, viz kapitola 2.8.

Takové aplikace vyžaduj́ı robustńı body v obrazu, které jsou nejen reprezentativńı, ale také

invariantńı v̊uči šumu, změně měř́ıtka nebo změně jasu. Proto je detekce a extrahováńı významných

bodu z obrázk̊u nezbytnou součást́ı těchto aplikaćı.

V poč́ıtačovém viděńı pojem významný bod odkazuje na část informace, která představuje

vlastnosti obrazu. Tento koncept je obecně stejný jako funkce ve strojovém učeńı a rozpoznáváńı

vzor̊u, i když obrazová data maj́ı velmi sofistikovanou sb́ırku funkćı. Významné body lze považovat

za zaj́ımavé části obrazu. Vzhledem k tomu, že významné body se použ́ıvaj́ı jako výchoźı bod a

je to základ pro následné algoritmy, bude celkový algoritmus často jen tak dobrý, jak dobrý jsou

kĺıčové body ve sńımku se, kterými se pracuje. Obecně lze prvky obrázku kategorizovat jako hrany,

rohy.

Detekce významných bod̊u je metoda pro výpočet extrakce obrazových informaćı a přij́ımáńı

mı́stńıch rozhodnut́ı v každém obrazovém bodě, zda v daném pixelu existuje obrazová informace

daného typu nebo ne. Detekce takovýchto bod̊u je ńızkoúrovňová operace zpracováńı obrazu. To

znamená, že se obvykle provád́ı jako prvńı operace na obrázku a zkoumá každý pixel, aby se zjistilo,

zda je v tomto pixelu př́ıtomen informativńı obrazový prvek. Po detekci kĺıčových bod̊u v obrázku

je potřeba mı́t metodu k popisu lokálńıch vlastnost́ı obrázku v těchto bodech, odtud deskriptor

obrazového bodu. Tyto algoritmy extrahuj́ı zaj́ımavé informace z obrazových dat v detekovaných

kĺıčových bodech. Běžnou prax́ı pro organizováńı informaćı poskytovaných těmito algoritmy pro

popis vlastnost́ı je zakódováńı jednotlivých vlastnost́ı do jednoho vektoru, který je běžně označován

jako př́ıznakový vektor. Sada všech možných př́ıznakových vektor̊u tvoř́ı př́ıznakový prostor.

V následuj́ıćıch částech bude poskytnut přehled o známých technikách detekce významných

bod̊u obrazu a jejich popisu, které jsou využ́ıvány v této práci.

2.2 SIFT

Metoda SIFT (Scale-Invariant Feature Transform) je algoritmus poč́ıtačového viděńı pro detekci,

popis a shodu lokálńıch př́ıznak̊u v obrazech, který vynalezl David Lowe v roce 1999 [?].
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2.2.1 Detekce extrému

Detaily v obraze jsou tvořeny strukturami s malým měř́ıtkem, pokud se měř́ıtko postupně zvětšuje,

z̊ustanou v obraze pouze struktury s vyšš́ım měř́ıtkem. Diskrétńı škálovaný prostor je trojrozměrnou

reprezentaćı obrazu o několika vrstvách, kde prvńı vrstva odpov́ıdá p̊uvodńımu obrazu a každá daľśı

je tvořena obrazem s vyšš́ım měř́ıtkem. Pohledem frekvenčńı analýzy jsou detaily v obraze reprezen-

továny nejvyšš́ımi frekvencemi. Spolu se zvyšováńım měř́ıtka tedy docháźı k filtraci typu dolńı

propust a v obraze jsou tak zachovány jen frekvence nižš́ı. Takto škálovaný prostor je rozčleněn na

oktávy skládaj́ıćı se z vrstev o stejném rozměru, přičemž nejvyšš́ı vrstva má dvojnásobné měř́ıtko

oproti prvńı vrstvě. Základem následuj́ıćı oktávy je posledńı vrstva oktávy předešlé, jež je podv-

zorkována na polovičńı rozměr, viz obrázek 1). Škálovaný prostor je rovněž také označován jako

měř́ıtkově nezávislá forma obrazu [21].

Obrázek č. 1: Diskrétńı škálovaný prostor. [17]

Během tohoto kroku metody SIFT jsou nalezeny potencionálně významné body, kandidáti,

jenž z̊ustávaj́ı stabilńı i během změny měř́ıtka obrazu. Je tedy sestavena funkce, která postupně

převád́ı vstupńı obraz do r̊uzných měř́ıtek a v takto vzniklých obrazech následně docháźı k lokalizaci

významných bod̊u. Jak bylo dř́ıve dokázáno, jedinou možnou funkćı splňuj́ıćı tento účel je funkce

Gaussova. Je tedy zkonstruována tzv. Gaussova pyramida skládaj́ıćı se z obraz̊u L(x, y, σ), které

vznikaj́ı konvolućı Gaussova jádra G(x, y, σ) o r̊uzném měř́ıtku σ (š́ı̌rka jádra) se vstupńım obrazem

I(x, y):

L(x, y, σ) = G(x, y, σ) · I(x, y), kde G(x, y, σ) =
1

2πσ2
exp(− (x2 + y2)

2σ2
) (1)

Při sestavováńı Gaussovy pyramidy se využ́ıvá vlastnosti soběpodobnosti Gaussovy funkce. To

znamená, že vyšš́ı vrstva je źıskána opakovanou aplikaćı konvoluce na vrstvu předešlou bez nutnosti

neustálého zvětšováńı š́ı̌rky konvolučńıho jádra[21].

Samotný škálovaný prostor, v ńıž jsou následně hledány extrémy, je sestavena z rozd́ılových

obraz̊u D(x, y, σ), které vznikaj́ı rozd́ılem dvou sousedńıch obraz̊u L(x, yσ) v Gaussově pyramidě.

Je zřejmé, že sousedńı obrazy maj́ı rozd́ılné měř́ıtko, které vyjadřuje koeficient k:
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D(x, y, σ) = L(x, y, kσ)− L(x, y, σ). (2)

Obraz D(x, y, σ) se nazývá rozd́ıl Gaussových funkćı. Konstrukce Gaussovy pyramidy a tedy

škálovaného prostoru pomoćı rozd́ılových obraz̊u je znázorněna následuj́ıćım obrázkem 2.

Obrázek č. 2: Konstrukce Gaussovy pyramidy. [22]

Lokálńı maxima a minima v D(x, y, σ) jsou nalezeny prozkoumáńım 26-okoĺı každého bodu

obrazu, viz obrázek 3, kde pixel(označený X v obrázku) je porovnáván s pixely ve svém 26-

okoĺı. Pokud takový bod má nejmenš́ı či největš́ı hodnotu ve svém okoĺı, stává se kandidátem

na významný bod objektu [19].

Obrázek č. 3: Detekce lokálńıho extrému. [18]
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2.2.2 Zpřesněńı polohy významných bod̊u

Kandidáti nalezeńı v předchoźım kroku metody jsou charakterizovány svou souřadnićı a měř́ıtkem.

Pro tyto body je vhodné přesněji určit jejich polohu a naopak z množiny nalezených kandidát̊u

vypustit takové body, které maj́ı ńızký kontrast, jelikož právě tyto body jsou citlivé na šum, nebo

se nacházej́ı v bĺızkosti hran v obraze. Body lež́ıćı v bĺızkosti hran jsou špatně lokalizovatelné a

jako takové, musej́ı být dodatečně odfiltrovány.

Poloha kandidáta, či extrému, je aproximována kvadratickou funkćı. Za t́ımto účelem byla vyvinuta

metoda, která pracuje na základě Taylorova rozvoje obrazu D(x, y, δ), jehož počátek je posunut

do zkoumaného bodu x:

D(x) = D +
∂DT

∂x
x+

1

2
xT · ∂

2D

∂x2
x, (3)

kde D je hodnota derivace ve zkoumaném bodě x = (x, y, σ)T . Přesná pozice kandidáta je určena

posunut́ım x̂, které odpov́ıdá hodnotě extrému Taylorova rozvoje. Ten je spočten pomoćı derivace

funkce D(x) podle x a následným položeńım rovno nule

x̂ =
∂2D−1

∂x2
· ∂D
∂x

. (4)

Posunut́ı x̂ dosahuj́ıćı větš́ıch hodnot než 0,5 v kterékoliv dimenzi, znač́ı skutečnost, že se extrém

nacháźı bĺıže k sousedńımu vodu. V takovém př́ıpadě je zkoumaný bod nahrazen bodem sousedńıma

a celý výpočet se opakuje. Pokud x̂ nepřesahuje hodnotu 0,5 je výsledné posunut́ı přičteno k

souřadnićım zkoumaného bodu, č́ımž je źıskána sub-měř́ıtková poloha extrému [20].

2.2.2.1 Odstraněńı bod̊u v bĺızkosti hran

Ačkoliv rozd́ıl Gaussových funkćı D(x, y, σ) vykazuje velkou odezvu v bĺızkosti hran obrazu, neńı

vhodné takové pixely řadit do množiny významných bod̊u. Tyto body jsou totiž špatně lokalizo-

vatelné a tud́ıž nestabilńı.

Špatně definované extrémy funkce D(x, y, σ) vykazuj́ı velkou hlavńı křivost podél hran, avšak

malou křivost v ortogonálńım směru. Hlavńı křivost v okoĺı zkoumaného bodu lze vyjádřit pomoćı

vlastńıch č́ısel Hessianovy matice:

H =

Dxx Dxy

Dyx Dyy

 (5)

spočteńı vlastńıch č́ısel je ovšem výpočetně náročná operace a proto se mı́sto konkrétńı hodnoty

těchto č́ısel hledá jejich poměr. Pokud se totiž zkoumaný bod nacháźı v bĺızkosti hrany, je jeho

jedno vlastńı č́ıslo, označené α, větš́ı než to druhé, označen β, a současně plat́ı, že:

Tr(H) = Dxx +Dyy = α+ β, (6)
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Det(H) = Dxx ·Dyy −D2
xy = α · β, (7)

kde Tr(H) je stopa Hessianovy matice a Det(H) jeho determinant. Nyńı se zavede r jako jeho

poměr mezi vlastńımi č́ısly, muśı tehdy platit rovnice α = r · β. Jednoduchou úpravou výše

uvedených rovnic a dosazeńım lze źıskat tvar:

Tr(H)2

Det(H)
<

(r + 1)2

r
. (8)

Extrém funkce D(x, y, σ) je zachován v množině významných bod̊u jen v př́ıpadě, že je výše uvedená

nerovnost splněna. Práh r je vstupńım parametrem metody SIFT [20].

2.2.3 Přǐrazeńı orientace významným bod̊um

Body, které vzešly z předchoźıch dvou krok̊u metody SIFT, jsou nyńı považovány za významné

body. Jsou to body jednoznačně lokalizované ve škálovaném prostoru a je tedy invariantńı v̊uči

změně velikosti obrázku. Aby mohli být významné body považovány za invariantńı v̊uči rotaci,

muśım jim být přǐrazena jejich dominantńı orientace.

Proces přǐrazeńı orientace prob́ıhá tak, že nejdř́ıve je ke zkoumanému bodu x = (x, y, σ)T ,x ∈

D(x, y, σ), nalezen měř́ıtkově nejbližš́ı obraz L(x, y, σ) nacházej́ıćı se v již dř́ıve sestrojené Gaussově

pyramidě. T́ımto př́ıstupem je zajǐstěna měř́ıtková nezávislost. Pro každý bod obrazu L(x, y, σ),

daného měř́ıtka σ, je pak spočtena pomoćı rozd́ıl̊u jasových hodnot pixel̊u velikost gradientum(x, y)

a orientace gradientu Θ(x, y):

m(x, y) =
√
[L(x+ 1, y)− L(x− 1, y)]2 + [L(x, y + 1)− L(x, y − 1)]2, (9)

Θ(x, y) = arctan

[
L(x, y + 1)− L(x, y − 1)

L(x+ 1, y)− L(x− 1, y)

]
. (10)

Následně je zkonstruován histogram orientaćı sestávaj́ıćı se z gradient̊u spočtených v okoĺı

významného bodu. Histogram orientaćı má 36 bin̊u pokrývaj́ıćı rozsah rotace o 360◦. K bin̊um

histogramu s odpov́ıdaj́ıćı orientaćı jsou přičteny hodnoty vážené velikostmi gradient̊u a koeficienty

Gaussova kruhového okna,viz následuj́ıćı obrázek 4
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Obrázek č. 4: Gradienty spočtené v okoĺı významného bodu.

Jak je možné vidět na obrázku 4, kružnice v levém okně znač́ı vážeńı gradient̊u v okoĺı bod̊u

Gaussovým oknem a sestavený histogram napravo vyobrazuje šipkami v́ıce dominantńıch orientaćı.

Dominantńı orientace významného bodu je poté určena globálńım maximem v sestaveném his-

togramu orientaćı. Pokud se ovšem v histogramu vyskytuj́ı lokálńı maxima, které dosahuj́ı alespoň

80% hodnoty globálńıho, označuje se takový histogram za histogram s v́ıce dominantńımi orien-

tacemi. V takovém př́ıpadě je na stejných souřadnićıch vytvořen daľśı významný bod s orientaćı

odpov́ıdaj́ıćı daľśı nejv́ıce zastoupené orientaci v histogramu. Toto plat́ı i př́ıpadě, že je v his-

togramu existuje i v́ıce než dvě dominantńı orientace [21].

2.2.4 Sestaveńı deskriptoru

V předchoźıch kroćıch byla nalezena množina kandidát̊u na významné body v obraze. Z této

množiny byly postupně odstraněny body vykazuj́ıćı nestabilitu a u zbývaj́ıćıch byla přesně defi-

nována jejich poloha. Dále byla jednotlivým významným bod̊um přǐrazena dominantńı orien-

tace pomoćı konstrukce histogramu orientaćı v jejich okoĺı. Nyńı do celého procesu vstupuje tzv.

deskriptor. Jeho úkolem je popsat okoĺı jednotlivých významných bod̊u, tak aby tento popis byl

nezávislý na geometrických a jasových transformaćıch obrazu.

Deskriptor se sestavuje z gradient̊u v bĺızkém okoĺı významného bodu. Je tedy množné pro

jeho konstrukci využ́ıt výsledky z předešlých krok̊u metody. Nejprve je významnému bodu vybrán

nejbližš́ı obraz L(x, y) z Gaussovy pyramidy, tak aby byla opět zachována nezávislost na měř́ıtku.

Okoĺı zkoumaného bodu je rozděleno na 8 stejně velkých čtvercových oblast́ı a pro každou oblast

je sestaven 8-binový histogram orientaćı. Tyto histogramy jsou poté natočeny podle určené dom-

inantńı orientace významného bodu, č́ımž je zajǐstěna nezávislost na rotaci. Rozčleněńı okoĺı do

několika oblast́ı má výhodu v tom, že výsledný deskriptor je odolný v̊uči malým posun̊um obrazu.

Za účelem ześıleńı této odolnosti SIFT nav́ıc použ́ıvá trilineárńı interpolaci, která výslednou hod-
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notu gradientu rozkládá mezi sousedńı biny v histogramu orientaćı. Výsledný deskriptor se skládá

z jednotlivých histogramů nacházej́ıćıch se v okoĺı významného bodu a je označován jako 128-

binovým deskriptor, kdy okoĺı je složeno ze 4x4 oblast́ı, kde každá obsahuje právě 8-binový his-

togram [21].

Obrázek č. 5: Deskriptor metody SIFT. [23]

Pro nezávislost deskriptoru na transformaćıch jasové funkce obrazu stač́ı provést normalizaci

vektoru deskriptoru. Při změně kontrastu dojde k přenásobeńı hodnot jasu v obraze určitou

konstantou, dojde tedy k nár̊ustu velikosti gradientu. Źıskaný deskriptor metody SIFT je po

normalizaci odolný i v̊uči jasovým transformaćım obrazu [21].

2.3 SURF

SURF (Speeded Up Robust Features) je částečně inspirován deskriptorem SIFT. Standardńı verze

SURF je několikanásobně rychleǰśı než SIFT a jej́ı autoři tvrd́ı, že je odolněǰśı v̊uči r̊uzným trans-

formaćım obrazu než SIFT. SURF poprvé představili Herbert Bay a kol., v roce 2006 na Evropská

konferenci o poč́ıtačovém viděńı [24].

Aplikace tohoto algoritmu je patentována ve Spojených státech v d̊usledku těchto patent̊u

nebude nikterak využita pro zpracováńı obrazu v této práci.

Jak bylo v předchoźı kapitole 2.2 zmı́něno SIFT škálovaný prostor aproximuje pomoćı rozd́ıl̊u

Gaussových funkćı. Ty ovšem maj́ı velké odezvy i v okoĺı hran obrazu, které je potřeba z množiny

významných bod̊u dodatečně odstranit pomoćı Hessianu. Metoda SURF tyto dva kroky slučuje a

významné body detekuje př́ımo pomoćı determinantu Hessianovy matice. Rychlý výpočet deter-

minantu je umožněn aplikaćı integrálńıho obrazu. Popisuje rozložeńı Haarových vlnových odezev

v okoĺı významného bodu. Integrálńı obrazy se použ́ıvaj́ı vzhledem rychlosti a využ́ıvá se pouze 64

dimenźı, což zkracuje čas na výpočet prvk̊u a shodu. Krok indexováńı je založen na laplaciánském

znaménku, což zvyšuje rychlost párováńı a robustnost deskriptoru. Důležité zvýšeńı rychlosti je

zp̊usobeno použit́ım integrálńıch obrázk̊u, které významně snižuj́ı počet operaćı pro jednoduché

v́ıce tř́ı rozměrné konvoluce, nezávisle na zvoleném měř́ıtku. I bez specializovaných optimalizaćı

je možný výpočet téměř v reálném čase bez ztráty výkonu, což představuje d̊uležitou výhodu pro

mnoho aplikaćı poč́ıtačového viděńı. SURF je rychleǰśı než SIFT z hlediska doby provedeńı. Pokud
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však rychlost neńı kritická, SIFT stále překonává SURF v kvalitě detekce [25].

2.4 ORB

ORB (Oriented FAST and Rotated BRIEF) je algoritmus pro nalezeńı a popsáńı významných bod̊u

ve sńımku. Tento algoritmus byl vyvinut v roce 2011 jako alternativa k tehdeǰśım patentovaným

metodám SIFT a SURF, které byly rovněž využ́ıvány jako detektory významných bod̊u ve sńımku

[13].

ORB algoritmus pro porovnáváńı obrazu je obecně rozdělen do tř́ı krok̊u:

• extrakce charakteristických bod̊u

• generováńı deskriptor̊u charakteristických bod̊u

• přǐrazeńı charakteristických bod̊u

2.4.1 Extrakce charakteristických bod̊u

K extrakci bod̊u ORB algoritmu slouž́ı FAST (Features from Accelerated and Segments Test)

algoritmus k detekci bod̊u prvk̊u. Myšlenka je taková, že pokud se pixel výrazně lǐśı od sousedńıch

pixel̊u, je pravděpodobněǰśı, že se bude jednat o rohový bod. Proces detekce je následuj́ıćı:

2.4.1.1 Detekce významných bod̊u obrazu

Nejprve se vybere pixel p na sńımku a předpokládá se, že jeho jas je Ip. Nastav́ı se práh jasu T .

Poté se vezme pixel p jako střed, vybere se 16 okolńıch pixel̊u na kruhu o poloměru 3 pixely a

porovná se hodnota šedotónového obrazu mezi pixelem p s ostatńımi pixely v kruhu. Pokud je jas

po sobě jdoućıch N bod̊u na vybraném kruhu větš́ı než Ip + T nebo menš́ı než Ip − T , lze pixel p

považovat za hlavńı bod.[9]
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Obrázek č. 6: FAST algoritmus výběr okoĺı. [9]

2.4.1.2 Screening hlavńıch bod̊u

Vzhledem k tomu, že výpočet rohového bodu FAST slouž́ı pouze k porovnáńı rozd́ılu v jasu

mezi pixely, je toto č́ıslo velké a nejisté a neexistuje žádná informace o směru. Proto algoritmus

ORB vylepšuje p̊uvodńı FAST algoritmus, který vypoč́ıtává hodnoty Harrisovy matice odezvy pro

p̊uvodńı FAST rohové body a tř́ıd́ı je podle šedotónové hodnoty a bere se prvńıch N bod̊u.Vzorec

pro výpočet hodnoty Harrisovy odezvy je uveden v rovnici 11:

R = det(H)− k(Tr(H))2 (11)

kde Tr(H) je stopa Hessianovy matice, viz. (6) a Det(H), viz. (7), jeho determinant a R je

hodnota Harrisovy odezvy, H je matice 2x2, k se pohybuje od 0,04 do 0,06, w(x, y) je funkce okna

obrázku, Ix je variace funkčńıho bodu v horizontálńım směru a Iy je variace funkčńıho bodu ve

vertikálńım směru [12].

2.4.1.3 Konstrukce pyramidy

Problém je, že funkce FAST neńı invariantńı v̊uči orientaci nebo změně měř́ıtka. ORB algoritmus

tedy použ́ıvá pyramidu s mnoha měř́ıtky. Obrazová pyramida je v́ıceúrovňová reprezentace jed-

noho obrazu, která se skládá ze sekvenćı obraz̊u, z nichž všechny jsou verzemi obrazu v r̊uzných

rozlǐseńıch. Každá úroveň v pyramidě obsahuje převzorkovanou verzi obrázku než předchoźı úroveň.

Jakmile ORB vytvoř́ı pyramidu, použije rychlý algoritmus k detekci významných bod̊u v obraze.

T́ımto zp̊usobem je ORB invariantńı v částečném rozsahu měř́ıtka [9].
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Obrázek č. 7: Pyramida FAST algoritmu. [10]

2.4.1.4 Určeńı směru významného bodu

Aby źıskané významné body byly invariantńı v̊uči otočeńı, směr prvk̊u se źıská pomoćı metody

Intensity Centroid. Nejdř́ıve, v malém obrazovém bloku B je moment obrazového bloku definován

jako:

mpq = Σx,y∈Bx
pyqI(x, y), p, q = 0, 1, (12)

kde x a y jsou souřadnice pixelu a I(x, y) je hodnota pixelu v šedotónovem obraze. T́ım je

možné naj́ıt centroid daného bloku podle momentu:

C = (
m10

m00
,
m01

m00
), (13)

kde 0. moment (m00) je váha obrazového bloku a 1. moment (m10,m01) je centroid obrazového

bloku. Nakonec je geometrický střed O a centroid C obrazového bloku připojen, aby se źıskal

směrový vektor
−−→
OC a směr významného bodu je definován jako:

Θ = arctan(
m01

m10
) (14)
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Obrázek č. 8: Ilustrace orientace thety [11]

Prostřednictv́ım výše uvedených krok̊u jsou FAST významné body invariantńı v̊uči změně

měř́ıtka a rotace, což výrazně zlepšuje jejich robustnost.

2.4.2 Sestaveńı deskriptoru

BRIEF (Binary robust independent elementary feature) vezme všechny významné body nalezené

FAST algoritmem a převede je na binárńı př́ıznakový vektor, takže společně mohou reprezentovat

objekt. Binárńı př́ıznakový vektor, známý také jako deskriptor, je vektor př́ıznak̊u, který obsahuje

pouze 1 a 0, každý významný bod je tedy popsán vektorem prvku, který je 128–512 bitovým

řetězcem [15].

BRIEF zač́ıná vyhlazováńım obrazu pomoćı Gaussova jádra, aby se zabránilo citlivosti deskrip-

toru na vysokofrekvenčńı šum. Poté krátce vybere náhodný pár pixel̊u v definovaném sousedstv́ı

kolem tohoto významného bodu. Definované okoĺı kolem pixelu je známé jako patch, což je čtverec

o dané š́ı̌rce a výšce pixelu. Prvńı pixel v náhodném páru je vybrán ze středu gaussovské distribuce

kolem významného bodu s odchylkou sigma. Druhý pixel v náhodném páru je vybrán z Gaussova

rozložeńı se středem kolem prvńıho pixelu se standardńı s odchylkou sigma p̊ul. Pokud je nyńı

prvńı pixel jasněǰśı než druhý, přǐrad́ı hodnotu 1 odpov́ıdaj́ıćımu bitu, jinak 0[15].

BRIEF opět vyberte náhodný pár a přǐrad́ı jim hodnotu. U 128bitového vektoru BRIEF opaku-

jte tento proces 128krát pro konkretńı významný bod. Algoritmus zopakuje tento postup pro každý

významný bod v obrázku. BRIEF ovšem také neńı invariantńı v̊uči rotaci, takže ORB využ́ıvá

rBRIEF (BRIEF aware rotation) [14].

2.5 BRISK

Metoda BRISK (Binary Robust Invariant Scalable Keypoints) je jednou z daľśıch nový metod pro

vysoce kvalitńı, rychlou detekci, popis a párováńı kĺıčových bod̊u. Jak již název napov́ıdá, metoda

je do značné mı́ry invariantńı rotaćı i měř́ıtkem, č́ımž dosahuje výkonu srovnatelného se současným

stavem techniky a zároveň dramaticky snižuje výpočetńı náklady. [29]
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2.5.1 Detekce významných bod̊u

Se zaměřeńım na efektivitu výpočt̊u je metodologie detekce inspirována metodou AGAST (Adap-

tive and Generic Accelerated Segment Test), ta je v podstatě rozš́ı̌reńım pro zrychlený výkon již

zmı́něného FAST v předchoźı kapitole 2.4.1, který se ukázal jako velmi účinný základ pro extrakci

kĺıčových bod̊u. S ćılem dosáhnout invariance v̊uči měř́ıtku, která je kĺıčová pro nalezené vysoce

kvalitńıch kĺıčových bod̊u ve sńımku, v př́ıpadě BRISK jde o krok dále t́ım, že se hledá maximum

nejen v obrazové rovině, ale také v ale rovněž např́ıč měř́ıtkovou pyramidou pomoćı FAST skóre

s jako měř́ıtko pro význačnost. Navzdory diskretizaci osy měř́ıtka v hrubš́ıch intervalech než u al-

ternativńıch výkonných detektor̊u, detektor BRISK odhaduje skutečné měř́ıtko každého kĺıčového

bodu ve spojitém měř́ıtku.

V rámci BRISK se škálovaćı pyramidy skládaj́ı z n oktáv ci a n mezi-oktáv (z ang. intra−octave)

di, pro i = 0, 1, ..., n− 1 a typicky n = 4. Oktávy jsou vytvořené progresivńım polovičńım

vzorkováńım p̊uvodńıho obrazu (odpov́ıdaj́ıćı c0), kdy Každá mezi-oktáva di je umı́stěna mezi

vrstvami ci a ci+1, jak je znázorněno na následuj́ıćım obrázku 9.

Prvńı mezi-oktáva d0 se źıská převzorkováńım p̊uvodńıho obrazu c0 faktorem 1,5, zat́ımco

zbytek mezi-oktávových vrstev je odvozen postupným polovičńım vzorkováńım. Pokud tedy t

označuje měř́ıtko, pak t(ci) = 2i a t(di) = 2i · 1, 5.

Obrázek č. 9: Detekce významného bodu v pyramidovém prostoru [27]

Zde je d̊uležité poznamenat, že FAST poskytuj́ı r̊uzné alternativy tvar̊u masky pro detekci
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kĺıčových bod̊u. V BRISK se většinou použ́ıvá maska 9-16 pixel̊u, která v podstatě vyžaduje

alespoň 9 po sobě jdoućıch pixel̊u v 16 pixelovém kruhu, aby byly dostatečně jasově výrazněǰśı

nebo tmavš́ı než centrálńı pixel, aby bylo splněno kritérium FAST [26].

Zpočátku je detektor FAST 9-16 aplikován na každou oktávu a mezi-oktávu samostatně s

použit́ım stejného prahu T k identifikaci potenciálńıch oblast́ı zájmu. Dále jsou body patř́ıćı do

těchto region̊u podrobeny nemaximálńımu potlačeńı v škálovaném prostoru: za prvé, dotyčný bod

muśı splňovat maximálńı podmı́nku s ohledem na jeho 8 sousedńıch skóre s źıskaným FAST algo-

ritmem ve stejné vrstvě. Skóre s je definováno jako maximálńı práh rozhoduj́ıćı zda je významný

bod považován za roh nebo ne. Za druhé, skóre ve vrstvě nad a pod bude muset být také nižš́ı.

Zkontroluje se vnitřńı stejně velké čtvercové záplaty, kdy délka strany je zvolena tak, aby jej́ı ve-

likost byla 2 pixely ve vrstvě s předpokládaným maximem. Vzhledem k tomu, že sousedńı vrstvy (a

tedy jejich FAST skóre) jsou reprezentovány odlǐsnou diskretizaćı, je na hranićıch pole aplikována

určitá interpolace [26].

Detekce maxim např́ıč osou škálovaného prostoru v oktávě c0 je speciálńı př́ıpad, kdy se źıská

skóre FAST pro virtuálńı mezi-oktávu d1 pod c0, aplikuje se maska FAST 5 − 8px na c0. Avšak

skóre v poĺıčku d1 v tomto př́ıpadě nemuśı být nižš́ı než skóre zkoumaného bodu v oktávě c0 [26].

Vezme-li se v úvahu nápadnost obrazu jako spojitou veličinu nejen např́ıč obrazem, ale také

podél osy škálovaného prostoru, provád́ı se zjemněńı subpixel̊u a spojitých měř́ıtek pro každé

detekované maximum. Aby se omezila složitost procesu upřesňováńı, nejprve se přizp̊usob́ı 2D

kvadratická funkce ve smyslu nejmenš́ıch čtverc̊u každé ze tř́ı záplat skóre (tak jak byla źıskána ve

vrstvě kĺıčového bodu, jednu výše a jednu ńıže) výsledkem jsou tři subpixelové zjemněné maxima

význačnosti. Aby se vyhnulo převzorkováńı, uvažuje se o záplatě 3 x 3 na každé vrstvě. Dále se

takovéto skóre použij́ı k přizp̊usobeńı 1D paraboly podél osy měř́ıtka, č́ımž se źıská konečný odhad

skóre a odhad měř́ıtka na svém maximu. Jako posledńı krok se znovu interpoluj́ı souřadnice obrazu

mezi záplatami ve vrstvách vedle určeného měř́ıtka [26].

2.5.2 Deskriptor kĺıčových bod̊u

Vzhledem k sadě kĺıčových bod̊u (skládaj́ıćıch se ze subpixelových upřesněných umı́stěńı obrazu a

souvisej́ıćıch hodnot stupnice s plovoućı desetinnou čárkou) je deskriptor BRISK složen jako binárńı

řetězec zřetězeńım výsledk̊u jednoduchých test̊u porovnáńı jasu. V BRISK se identifikuje charak-

teristický směr každého kĺıčového bodu, aby byla umožněna orientace normalizovaných deskrip-

tor̊u, a t́ım bylo dosaženo rotačńı invariance, která je kĺıčem k obecné robustnosti. Rovněž je také

potřeba správně vybrat jasy ke srovnáńı se zaměřeńım na maximálńı informativnost [26].
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Obrázek č. 10: Vzorkovaćı maska [28]

2.5.2.1 Vzorkovaćı maska a odhad natočeńı

Kĺıčový koncept BRISK deskriptoru využ́ıvá vzorovaćı masku pro navzorkováńı okoĺı kĺıčového

bodu. Vzor znázorněný na obrázku 10 definuje N umı́stěńı rovnoměrně rozmı́stěných v kruźıch

soustředných s kĺıčovým bodem. Na obrázku je maska pro vzorkováńı s N = 60 body, kdy

malé modré kroužky označuj́ı mı́sta vzorkováńı, větš́ı červené čárkované kruhy jsou nakresleny

v poloměru δ odpov́ıdaj́ıćım standardńı odchylce Gaussova jádra použitého k vyhlazeńı hodnot

intenzity v bodech vzorkováńı. Zobrazený vzor plat́ı pro stupnici t = 1 [26].

V takovém to př́ıpadě je kladen d̊uraz na vyhnut́ı se aliasingovým efekt̊um při vzorkováńı jasové

intenzity obrazu bodu pi v masce, zde se aplikuje Gaussovo vyhlazováńı se směrodatnou odchylkou

σi úměrnou vzdálenosti mezi body na př́ıslušné kružnici. Umı́stěńım a změnou měř́ıtka vzoru pro

konkrétńı kĺıčový bod k v obrázku se uvažuje jeden z N ·(N−1)/2 pár̊u vzorkovaćıch bod̊u (pi, pj).

Vyhlazené jasové hodnoty v bodech I(pi, σi) a I(pj , σj), tyto hodnoty slouž́ı k odhadu lokálńıho

gradientu g(pi, pj) podle:

g(pi, pj) = (pj − pi) ·
I(pj , σj)− I(pi, σi)

||pj − pi||2
. (15)

Dále se vytvoř́ı set A složený z navzorkovaných pár̊u:

A = (pi, pj) ∈ R2 · R2|i < N ∧ j < i ∧ i, j ∈ N. (16)

Definuje se podmnožina pár̊u na krátké vzdálenosti S a daľśı podmnožina pár̊u L na dlouhé
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vzdálenosti L:

S = (pi, pj) ∈ A| ||pj − pi|| < δmax ⊆ A (17)

L = (pi, pj) ∈ A| ||pj − pi|| > δmin ⊆ A (18)

Vyhlazené hodnoty prahových bod̊u se nastav́ı na δmax = 9, 75t a δmin = 13, 67t,kde t je

stupnice k. Při iteraci přes dvojice bod̊u v L se odhadne celkový směr charakteristického vzoru

kĺıčového bodu k jako:

g = [gx,y ]
T =

1

L
·

∑
(pi,pj)∈L

g(pi, pj). (19)

Pro tento výpočet jsou použity vzdálené páry na základě předpokladu, že lokálńı gradienty se

navzájem eliminuj́ı a nejsou tak nutné při určováńı globálńıho gradientu – to bylo potvrzeno i

experimentem s variaćı prahu vzdálenosti δmin [26].

2.5.2.2 Sestaveńı deskriptoru

Pro vytvořeńı deskriptoru invariantńıho na rotaci a změnu měř́ıtka se využije vzorkovaćı maska

otočená o α = arctan 2(gy, gx) kolem kĺıčového bodu k. Deskriptor bitového vektoru dk je ses-

taven využit́ım všech porovnáńı intenzity bĺızkých pár̊u bod̊u (pαi , p
α
j ) ∈ S, takže každý bit b tedy

odpov́ıdá:

b =
{1, (Pα

j , δj) > I(pαi )

0
, ∀(pαi , pαj ) ∈ S (20)

Zat́ımco deskriptor BRIEF, popsaný v předešlé kapitole 2.4.2, je sestaven pomoćı porovnáváńı

jasu, BRISK má některé zásadńı rozd́ıly kromě zřejmého předškálováńı a předtočeńı vzorkovaćı

masky. Za prvé, BRISK použ́ıvá deterministickou vzorkovaćı masku, jej́ıž výsledkem je jed-

notná hustota vzorkovaćıch bod̊u na daném poloměru kolem významného bodu. V d̊usledku toho

přizp̊usobené gaussovské vyhlazováńı náhodně nezkresĺı informačńı obsah jasu rozmazáńım dvou

bĺızkých vzorkovaćıch bod̊u. BRISK nav́ıc použ́ıvá výrazně méně vzorkovaćıch bod̊u než párová

srovnáńı, jeden bod se tedy účastńı v́ıce srovnáńı, což omezuje složitost vyhledáváńı hodnot in-

tenzity. A jako posledńı, srovnáńı jsou zde prostorově omezena, takže změny jasu muśı být pouze

lokálně konzistentńı. Se vzorkovaćı maskou a prahovými hodnotami vzdálenosti, jak je ukázáno

výše, je źıskán bitový řetězec délky 512. Verze bitového řetězce BRIEF64 bit̊u také obsahuje 512

bit̊u, takže párováńı pro pár deskriptor̊u bude podle definice provedeno stejně rychle [26].

2.6 AKAZE

Dosavadně představené př́ıstupy k detekci a popisu v́ıceškálových prvk̊u jako jsou SIFT a SURF,

přičemž SURF je méně výpočetně náročný než SIFT. Takovéto př́ıstupy využ́ıvaj́ı gaussovsky

škálovaného prostoru, buď konstrukćı gaussovského škálového prostoru v pyramidě, jako je SIFT,
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nebo aproximaćı gaussovských derivaćı přes krabicové filtry jako v SURF. To má značné nevýhody,

protože gaussovské rozostřeńı nezachovává hranice objekt̊u a ve stejném rozsahu vyhlazuje detaily

a šum ve všech změnách měř́ıtka, což snižuje přesnost lokalizace a rozlǐsovaćı schopnost.

V roce 2012 byla předložena alternativa k patentovaným SIFT a SURF pod názvem KAZE,

která byla založena na nelineárńım škálovaćım měř́ıtku pomoćı nelineárńı difúzńı (z ang. Non-

linear diffusion) filtrace . Dı́ky tomu se rozostřeńı v obrazech lokálně přizp̊usobilo hlavńım bod̊um,

č́ımž se sńıžil šum a současně se zachovaly hranice oblast́ı na sńımćıch předmětu. Detektor KAZE

je založen na měř́ıtku normalizovaném determinantu Hessianovy matice, který je poč́ıtán na v́ıce

úrovńıch měř́ıtka. Maxima odezvy detektoru se zachycuj́ı jako př́ıznakové body pomoćı pohy-

blivého okénka. Nalezeńım dominantńı orientace v kruhovém okoĺı kolem každého detekovaného

bodu je dosažena invariance na rotaci. KAZE je tedy invariantńı v̊uči rotaci, změně velikosti

obrázku a maj́ı větš́ı rozlǐsovaćı schopnost v r̊uzných měř́ıtkách s náklady na prodloužeńı doby

výpočtu. Následná rovnice ukazuje standardńı vzorec nelineárńı difúze: [29]

∂L∂L∂L

∂t∂t∂t
= divdivdiv(ccc(x, y, tx, y, tx, y, t).∇L∇L∇L), (21)

Kde c je funkce vodivosti, div je divergence, ∇ je gradientový operátor a L je jas obrazu.

Na následuj́ıćım obrázku ?? je porovnáńı mezi gaussovským a nelineárńım difúzńım měř́ıtkovým

prostorem pro několik evolučńıch čas̊u ti. Prvńı řada: Gauss̊uv škálovaný prostor a tedy lineárńı

difúze. Škálový prostor je tvořen konvolućı p̊uvodńıho obrázku s Gaussovým jádrem s rostoućı

směrodatnou odchylkou. Druhá řada: Nelineárńı difúzńı škálovaný prostor.

Obrázek č. 11: Porovnáńı mezi gaussovským a nelineárńım difúzńım měř́ıtkovým prostorem[32]

Algoritmus AKAZE (Accelerated-KAZE) vycházej́ıćı z KAZE je založen na nelineárńım difúzńım

filtrováńı jako KAZE, ale jeho nelineárńı škálovaný prostor je zkonstruovány pomoćı výpočetně

efektivńıho algoritmu zvaného rychlá explicitńı difúze FED (Fast Explicit Diffusion).
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2.6.1 Rychlá explicitńı difúze

FED kombinuje výhody explicitńıch a poloimplicitńıch funkćı a zároveň se vyhýbá jejich ne-

dostatk̊um. Filtrace FED je motivována dekompozićı krabicových filtr̊u ve smyslu explicitńıch

funkćı. Iterované krabicové filtry se s dobrou kvalitou přibližuj́ı gaussovským jádr̊um a jsou snadno

implementovatelné. Hlavńı myšlenkou je provést M cykl̊u n explicitńıch difúzńıch krok̊u s r̊uznými

velikostmi kroku τj , které pocházej́ı z faktorizace krabicového filtru:

τj =
τmax

2 cos2(π · 2j+1
4π+2 )

, (22)

kde τmax je maximálńı velikost kroku, která neporušuje podmı́nku stability explicitńıho systému.

Odpov́ıdaj́ıćı doba zastaveńı Θn jednoho cyklu FED se źıská jako:

Θn =

n−1∑
j=0

τj = τmax · n
2 + n

3
. (23)

Některé kroky velikost́ı τj z rovnice 23 mohou porušovat podmı́nky stability.

∂L

∂t
= div(c(x, y, t) · ∇L) (24)

Diskretizace nelineárńı dif̊uze, na které je založena metoda KAZE, ?? pomoćı explicitńıho

schématu může být vyjádřen ve vektorové maticové notaci jako:

Li+1 − Li

τ
= A(Li)Li, (25)

kde A(Li) je matice, která kóduje vodivosti pro obraz a τ je konstantńı velikost časového

kroku taková, že τ < τmax dodržuje podmı́nky stability. V explicitńım schématu je řešeńı Li+1

vypoč́ıtáno př́ımo z řešeńı na předchoźı evolučńı úrovni Li a vodivosti obrazu A(Li):

Li+1 = (I + τA(Li))Li, (26)

kde I je matice identity. S ohledem na apriorńı odhad Li+1,0 = Li, a FED cyklus s n proměnným

krokem o velikosti τj je źıskán tak:

Li+1,j+1 = (I + τjA(Li))Li+1,j , kde j = 0, ..., n− 1. (27)

Zde je d̊uležité poznamenat, že nelinearity z matice A(Li) jsou udržovány konstantńı během

celého cyklu FED. Jakmile je cyklus FED hotový, vypoč́ıtáme nové hodnoty matice A(Li).
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2.6.2 Detekce významných bod̊u

V této části bude popsána metoda detekce a popisu nových významných bod̊u. Využ́ıvá se

při tom FED pro budováńı prostoru nelineárńıho měř́ıtka uvažuj́ıćıho anizotropńı difúzi. Aby

byla urychlena konstrukce prostoru nelineárńıho měř́ıtka, vlož́ı se schéma FED do pyramidálńıho

rámce. Pyramidálńı strategie a FED schémata umožňuj́ı rychlou konstrukci prostoru v nelineárńım

měř́ıtku, vhodnou pro robustńı detekci a popis prvk̊u.

Pro nalezeńı kĺıčových bod̊u se vypoč́ıtá determinant Hessianu pro každý z filtrovaných obrázk̊u

Li v nelineárńım měř́ıtku. Sada diferenciálńıch v́ıceškálových operátor̊u je normalizována s ohledem

na změnu měř́ıtka,které bere v úvahu oktávu každého konkrétńıho obrazu v prostoru nelineárńıho

měř́ıtka, znamenaje: σi,norm = σi/2
oi ,

Li
Hessian = σ2

i,norm(Li
xxL

i
yy − Li

xyL
i
xy). (28)

Pro výpočet derivaćı druhého řádu se využ́ıvaj́ı zřetězené Scharrovy filtry s velikost́ı kroku

σi,norm. Scharrovy filtry aproximuj́ı rotačńı invarianci lépe než jiné filtry nebo centrálńı difer-

enciace rozd́ıl̊u. Nejprve se vyhledajj́ı maxima odezvy detektoru v prostorovém umı́stěńı. Na

každé evolučńı úrovni i se kontroluje, že odezva detektoru je vyšš́ı než předem definovaný práh a

je to maximum v okně 3x3 pixely. To se provád́ı za účelem rychlého odstraněńı nemaximálńıch

odezev. Poté pro každé z potenciálńıch maxim se zkontroluje, že odezva je maximem vzhledem

k ostatńım kĺıčovým bod̊um z úrovně i + 1 a i − 1, respektive př́ımo nad a př́ımo pod v okně o

velikosti σixσi pixel̊u. Nakonec je 2D poloha kĺıčového bodu odhadnuta se subpixelovou přesnost́ı

přizp̊usobeńım 2D kvadratické funkce determinantu Hessovy odezvy v okoĺı 3x3 pixel̊u a nalezeńım

jej́ıho maxima.[34]

2.6.3 Deskriptor kĺıčových bod̊u

Binárńı deskriptor, jako jsou ty použ́ıvané v BRIEF, ORB a BRISK, se aplikuje i př́ıpadě AKAZE,

protože je lze velmi efektivně vypoč́ıtat a spárovat. Navzdory tomu byl teprve nedávno źıskán

náhled na to, jak tyto binárńı prvky skutečně funguj́ı. Ziegler a kol. [21] ukázali, že namı́sto

odhadu gradient̊u obrázku, jak bylo navrženo dř́ıve, jsou tyto rysy hašováńım citlivým na lokalitu

(LSH) Kendallovy tau metriky. Zavedli také deskriptor LUCID, řazeńı pixel̊u záplaty źıskané po-

moćı stabilńıho tř́ıd́ıćıho algoritmu. Výpočet Kendallovy vzdálenosti τ je však operace O(nlogn),

takže lepš́ım řešeńım se naskýtá použ́ıt Hammingovu vzdálenost. Výsledky LUCID jsou o něco

horš́ı než výsledky BRIEF, což naznačuje, že sńıžeńı rozměr̊u provedené hašováńım zlepšuje výkon.
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(a) Binárńı LDB test [34] (b) Binárńı M-LDB test

Obrázek č. 12: Porovnáńı LDB vs M-LDB [34]

Modified-Local Difference Binary (M-LDB), který využ́ıvá informace o gradientu a intenzitě

z prostoru nelineárńıch měř́ıtek. Deskriptor LDB byl představen je představen v [33] a ř́ıd́ı se

stejným principem jako BRIEF, ale použ́ıvá binárńı testy mezi pr̊uměrem oblast́ı namı́sto jed-

notlivých pixel̊u pro dodatečnou robustnost. Kromě hodnot intenzity se použ́ıvá pr̊uměr hori-

zontálńıch a vertikálńıch derivaćı v porovnávaných oblastech, což vede k 3 bit̊um na srovnáńı.

LDB navrhuje použit́ı r̊uzných mř́ıžek jemněǰśıch krok̊u, rozděleńı záplaty na mř́ıžky 2 x 2, 3 x 3,

4 x 4 atd., jak je znázorněno na obr. 12a. Pr̊uměry těchto pododd́ıl̊u lze velmi rychle vypoč́ıtat

pomoćı integrálńıch obrázk̊u. Při zvažováńı rotace kĺıčových bod̊u však nelze použ́ıt integrálńı

obrazy a návštěva všech bod̊u v otočeném pododd́ılu může být relativně nákladná na výpočetńı

čas. Invariance rotace se źıská odhadem hlavńı orientace kĺıčového bodu jako v KAZE a podle

toho se natoč́ı mř́ıžka LDB. Namı́sto použit́ı pr̊uměru všech pixel̊u uvnitř každé podčásti mř́ıžky

se podvzorkuj́ı mř́ıžky v kroćıch, které jsou funkćı měř́ıtka σ prvku. Tato aproximace pr̊uměru

funguje dobře v našich experimentech. Vzorkováńı závislé na měř́ıtku zase čińı deskriptor odolný

v̊uči změnám měř́ıtka.Tento proces je znázorněn na obr.12b. M-LDB použ́ıvá deriváty vypoč́ıtané

v kroku detekce př́ıznak̊u, č́ımž snižuje počet operaćı potřebných k vytvořeńı deskriptoru.

Vzhledem k tomu, že M-LDB poč́ıtá aproximaci pr̊uměru stejných oblast́ı v obrázćıch inten-

zity a gradientu, nejsou booleovské hodnoty, které jsou výsledkem srovnáńı, na sobě nezávislé.

Očekává se, že sńıžeńı velikosti deskriptoru výběrem náhodné podmnožiny bit̊u nebo propraco-

vaněǰśı metodou, zlepš́ı výsledky nebo přinejmenš́ım sńıž́ı výpočetńı zátěž bez klesaj́ıćı výkon.

[34]

2.7 Porovnáńı technik

V této části dojde k náležitému porovnáńı technik pro nalezeńı kĺıčových bod̊u ve sńımku, které byly

představeny v předchoźıch částech 2.2 až 2.6, budou zde porovnány tři rozd́ılné sńımky, zároveň

pro všechny sńımky plat́ı, že jejich velikost je 4032 x 3024 px.
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(a) Park (b) Bilboard (c) Katedrála

Obrázek č. 13: Př́ıklad obrázk̊u na porovnáńı technik pro hledáńı kĺıčových sńımk̊u

V následuj́ıćı tabulce 1 je uveden počet kĺıčových bod̊u jednotlivě pro každý sńımek a každou

metodu, které byly nalezeny. V tabulce je možno vidět, že pro př́ırodńı scenérii 13a je nejméně

vhodná metoda AKAZE, kde ve sńımku nalezla pouhých 7012 bod̊u, zat́ımco jako nejlepš́ı metoda

se jev́ı ORB s 84864, což je 12x lepš́ı výsledek.

Avšak metoda AKAZE z hlediska počtu nalezených kĺıčových bod̊u i v př́ıpadě bilboardu 13b

a stavby 13c si vedla nejh̊uře, zat́ımco ve všech př́ıpadech, co se týče počtu nalezených kĺıčových

bod̊u triumfuje ORB.

SIFT ORB BRISK AKAZE
park 38737 84864 34364 7012
plakat 23317 79238 24490 16326

katedrála 88773 193795 92745 41508

Tabulka č. 1: Počet nalezených kĺıčových bod̊u v jednotlivých obrázćıch

V následuj́ıćı tabulce 2 je k viděńı porovnáńı čas̊u potřebných k nalezeńı konkrétńıho počtu

kĺıčových bod̊u. V tomto př́ıpadě neńı d̊uležitý samotný čas, jelikož ten je závislý na výkonu

výpočetńıho zař́ızeńı, d̊uležitým faktorem v tomto bodě je rozd́ıl daných čas̊u. Tento rozd́ıl in-

dikuje, jak jsou metody r̊uzně rychlé oproti ostatńım.

Nejv́ıce výpočetńıho času si zabrala metoda SIFT, která je porovnáńım s nejrychleji proběhlou

metodou ORB až desetkrát pomaleǰśı. Rovněž je vidět, že i AKAZE s porovnáńım s metodou

ORB je minimálně pětkrát pomaleǰśı.
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SIFT ORB BRISK AKAZE
park 2.804 s 0.284 s 0.435 s 1.476 s
plakat 2.701 s 0.304 s 0.373 s 1.499 s

katedrála 3.198 s 0.457 s 1.100 s 1.341 s

Tabulka č. 2: Čas uběhlý při źıskáváńı kĺıčových bod̊u

Posledńı tabulka 3 indikuje rychlost nalezeńı a popsáńı jednoho významného bodu. Je tedy

nejlepš́ı ukázkou rychlosti jednotlivých metod.

Ukazuje se, že metoda SIFT je obecně z vybraných metod tou nejpomaleǰśı, avšak jej́ı pr̊uměrná

rychlost nalezeńı jednoho kĺıčového vodu se snižuje vzr̊ustaj́ıćım počtem nalezených bod̊u. V

př́ıpadě hledáńı velkého množstv́ı kĺıčových bod̊u, tedy 100 000 a v́ıce, metoda SIFT se co do

rychlosti vyrovná AKAZE.

SIFT ORB BRISK AKAZE
park 0.0723 ms 0.00334 ms 0.0127 ms 0.210 ms
plakat 0.116 ms 0.00384 ms 0.0152 ms 0.0918 ms

katedrála 0.0360 ms 0.00236 ms 0.0118 ms 0.0323 ms

Tabulka č. 3: Pr̊uměrný čas potřebný na nalezeńı kĺıčového bodu

Na nasleduj́ıch séríıch obrázk̊u 14,15,16 je možno porovnat jaká metoda nalezla kĺıčové body a

kde ve sńımku jich nalezla nejv́ıce. Na šedotónových obrázćıch jsou kĺıčové body zobrazeny jako

fialové body.

Na obrázćıch s parkem si nejlépe vedla metoda SIFT, která se kromě stromů v pozad́ı dokázala

zdatně poradit i s trávńıkem v popřed́ı, což se metodám AKAZE a BRISK nepovedlo a je tedy

možné usoudit, že tyto metody nejsou úplně vhodné pro detekci bod̊u v takovémto typu obraz̊u.

(a) Park SIFT (b) Park ORB (c) Park BRISK (d) Park AKAZE

Obrázek č. 14: Nalezené kĺıčové body ve sńımku parku pro jednotlivé metody

Na př́ıkladu s bilboardem je možné vidět, jak si jednotlivé techniky dokážou poradit s jednoduchým

textem. V textu je již od pohledu vidět, že nejv́ıce kĺıčových bod̊u nalezla metoda AKAZE, která
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si s textem poradila lépe než zbylé metody. Nejh̊uře si vedla metoda SIFT o které je tedy možné

prohlásit, že detekci kĺıčových bod̊u v textu neńı př́ılǐs vhodná. Velmi dobře v porovnáńı k metodě

SIFT si vedl metoda ORB, která obecně detekuje dostatek vice kĺıčových bod̊u ve sńımku než

ostatńı metody.

(a) Bilboard SIFT (b) Bilboard ORB (c) Bilboard BRISK (d) Bilboard AKAZE

Obrázek č. 15: Nalezené kĺıčové body ve sńımku s bilboardem pro jednotlivé metody

Na posledńıch obrázćıch 16 byly metody vystaveny sńımku se sakrálńı stavbou, kde nejvhodněǰśı

metodou se jev́ı metoda SIFT, která si našla kĺıčové body jak v textuře chodńıku, tak i v kamenné

struktuře samotné katedrály. ORB a BRISK se hodně vázaly na r̊uzné hrany a ř́ımsy stavby a ne

tak dobře samotnou texturu stavby.

(a) Katedrála SIFT (b) Katedrála ORB (c) Katedrála BRISK (d) Katedrála AKAZE

Obrázek č. 16: Nalezené kĺıčové body ve sńımku katedrály pro jednotlivé metody
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2.8 Homografie

Homografie, nebo také projektivita, je transformace, která mapuje body z jedné roviny na na body

v jiné rovině. Je reprezentována transformačńı matićı 3x3 v homogenńım souřadnicovém prostoru.

Obrázek č. 17: Vizualizace homografie [8].

Matematicky je homografie matice reprezentována jako:

H =


h11 h12 h13

h21 h22 h23

h31 h32 h33

 (29)

Projektivńı transformace:


x′
1

x′
2

x′
3

 = H


x1

x2

x3

 (30)

Jedná se o lineárńı transformace homogenńıho vektoru nesingulárńı 3x3 matićı H, kdy matice

H má 8 stupň̊u volnosti. Matice H je tedy jednoznačně určena čtveřićı sobě koresponduj́ıćıch bod̊u

nebo př́ımek v obecné pozici. [7]

Kolineárńı body jsou opět transformovány na kolineárńı body, z toho vyplývá, že i několik

r̊uznoběžných př́ımek se společným pr̊useč́ıkem jsou transformovány opět na r̊uznoběžné př́ımky s
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jedńım společným pr̊useč́ıkem. Současně je i pořádńı jednotlivých kolineárńıch bod̊u zachováno.

Pro bod x plat́ı, že je transformován na bod x′ tak, že:

x′ = Hx. (31)

2D homografie je dána množinou bod̊u xi v prostoru ¶2 a množinou koresponduj́ıćıch bod̊u ve

stejném ¶2. Nalezeńım takovéto transformace z xi ⇐⇒ x′
i znamená určit matici H tak, že plat́ı

Hx = x′
i,∀i. (32)

Jelikož má 1 bod dva stupně volnosti, tedy souřadnice (x,y) a hledaná matice H má 8 stupň̊u

volnosti, jsou tedy potřeba 4 body a 4 korespondenti. Pro jeden koresponduj́ıćı pár(vztah (32))

se urč́ı soustava 3 lineárńıch rovnic. Následně se může soustava přepsat jako vektorový součin

xi ×Hxi = 0 a pak se źıská:

x′
i ×Hxi =


y′h3Txi − w′h2Txi

w′h1Txi − x′h3Txi

x′h2Txi − y′h1Txi

 , (33)

kde h1T je vektor odpov́ıdaj́ıćı prvńımu řádu matice H. Transformovaný bod je v homogenńıch

souřadnićıch značen x′
i = (x′

i, y
′
i, w

′
i.

Maticový zápis soustavy lineárńıch rovnic pak po přepisu źıská tvar:


0T −w′

ix
T
i y′ix

T
i

w′
ix

T
i OT −x′

ix
T
i

−y′ix
T
i x′

ix
T
i OT



h1

h2

h3

 = 0 (34)

pro bod i se označ́ı soustava jako Aih = 0, kde vektor h je sloupcový vektor 9 × 1 složený ze

třech řádk̊u matice H. Jelikož jsou ze 3 rovnic pouze jen 2 lineárně nezávislé, protože 3. rovnice

je lineárńı kombinace prvńı a druhé rovnice.

 0T −w′
ix

T
i y′ix

T
i

w′
ix

T
i OT −x′

ix
T
i



h1

h2

h3

 = 0 (35)

Třet́ı homogenńı souřadnice promı́tnutého bodu w′
i může být zvolena w′

i = 1. Při řešeńı sous-

tavy rovnic Ah = 0 v př́ıpadě pro 4 body, kdy je hodnost matice A = 8 existuje jedno řešeńı

odpov́ıdaj́ıćı pravému nulovému prostoru.
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Obrázek č. 18: Ukázka homografie [8].
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3 Odstraněńı pohybu

3.1 Motivace

Zadaným úkolem bylo vytvořit aplikaci fotoaparátu do telefonu, která bude schopna poř́ıdit fotku

scény, aniž by zaznamenala pohybuj́ıćı se objekty v popřed́ı, např́ıklad: osoby, zv́ı̌rata, auta či jiné

dopravńı prostředky pohybuj́ıćı se ve scéně před uživatelem, a zachovat přitom pozad́ı, tedy vše,

co se nepohybuje. Aplikace bude schopna tyto objekty ze scény automaticky odstranit při poř́ızeńı

sńımku. Aby mohla aplikace odstranit objekty ze scény je zapotřeb́ı, aby objekty zcela opustily

mı́sto, kde se nacházely, když bylo sńımáńı sekvence fotek zahájeno, jinými slovy objekt se muśı

pohnout natolik, aby aplikace zaznamenala prostor za ńım.

Jelikož se jedná o reálnou úlohu, kdy uživatel pořizuje sekvenci běžným zp̊usobem, kdy nastává

přirozené chvěńı ruky je nezbytné jednotlivé sńımky zarovnat na sebe tak, aby jednotlivé kĺıčové

body pro všechny sńımky odpov́ıdaly stejným souřadnićım. Algoritmus, zp̊usob jak toho doćılit

bude popsán v daľśıch kapitolách. To je nezbytný krok protože, aby bylo možné odstranit pohy-

buj́ıćı se objekty, je nezbytné rozlǐsit popřed́ı od pozad́ı a následně z každého obrázku vyextrahovat

konkrétńı pozad́ı. Vzniklé obrázky budou mı́t v mı́stě pohybuj́ıćıho se objektu d́ıru, tedy oblast,

kde pixely budou mı́t nedefinovanou hodnotu pro všechny tři barevné kanály barevného obrázku.

Dı́ky zarovnáńı kĺıčových bod̊u sńımk̊u bude možné nahradit prázdná mı́sta z následuj́ıćıch sńımk̊u,

aby vznikl jeden konečný sńımek bez děr, tedy bez černých oblast́ı.

K tomu aby bylo možné nalézt vytvořit konečný sńımek, je potřeba rozlǐsit popřed́ı od pozad́ı.

K tomu poslouž́ı algoritmus odeč́ıtáńı pozad́ı (background subtraction) ??, který rozpozná popřed́ı

od pozad́ı a následně vytvoř́ı binárńı masku popřed́ı, která umožńı vyextrahovat popřed́ı z obrázku

a odeč́ıst ho z obrázku samotného. Metody odeč́ıtańı pozad́ı budou popsány v následuj́ıćıch kapi-

tolách.

Jelikož bude docházet ke kombinaci několika r̊uzných sńımk̊u, je nezbytné mı́t pod kontrolou

ostřeni fotoaparátu. Fotoaparát při poř́ızeńı fotek muśı právě u prvńıho sńımku zafixovat zaostřeńı

kamery na scénu, kterou pořizujeme a toto zaostřeńı neměnit. Zároveň je nezbytné, aby nedošlo

ke změně barev ve sńımćıch, je potřeba zafixovat parametry expozice, natavené pro prvńı sńımek.

Při splněńı těchto předpoklad̊u dojde ke zlepšeńı ve smyslu zachováńı stejné kvality jednotlivých

sńımk̊u.

Na následuj́ıćı sérii obrázk̊u 19 bude postupně ilustrován pr̊uběžný postup odstraněńı objekt̊u

ze sńımku.

34



(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 19: Př́ıklad sńımk̊u pro odstraněńı pohybuj́ıćıch se objekt̊u.

3.2 Homografie v Odstraněńı objekt̊u

Jak bylo řečeno v úvodu této kapitoly 3.1, na sérii poř́ızených sńımk̊u je patřičně vhodné aplikovat

principy homografie, viz kapitola 2.8. Pro provedeńı homografie je nezbytné nalézt kĺıčové body

ve sńımćıch. K tomu se využije algoritmů představené v předchoźı kapitole 2.1. Je d̊uležité si

připomenout, že stěžejńım bodem pro uživatelsky přivětivou aplikaci je rychlost poř́ızeńı finálńıho

sńımku. K této podmı́nce se tedy přizp̊usob́ı i výběr techniky pro nalezeńı kĺıčových bod̊u ve

sńımku. Při experimentálńım měřeńım bylo zjǐstěno, že na zarovnáńı obrázk̊u na sebe stač́ı naj́ıt

1000 kĺıčových bod̊u při rozměru sńımku 3024 x 4032 px. V následuj́ıćı tabulce 4 je možné vidět

rozd́ıl čas̊u potřebných k nalezeńı kĺıčových bod̊u. Metrikou pro nejlépe zvolenou metodu bude

sloužit procentuálńı pod́ıl času hledáńı kĺıčových bod̊u ku běhu celého algoritmu Z hlediska čas̊u

je tedy nejlepš́ı zvolit z uvedených technik právě ORB.

SIFT ORB BRISK * AKAZE *
Homografie 15.289 s 1.082 s 160.245 s 35.117 s

Celková doba běhu 17.813 s 3.900 s 163.204 37.798 s
Procentuálńı poměr 85.33 % 27.75 % 98.19% 92.90 %

Tabulka č. 4: Čas potřebný na nalezené kĺıčových bod̊u ve všech sńımćıch.

* U techniky neńı možné omezit počet nalezených kĺıčových bod̊u.

Obrázek 20 vyobrazuje nalezené kĺıčové body pro jednotlivé sńımky metodou ORB. Při hledáńı

kĺıčových bod̊u je nezbytné, aby byly nalezeny i jinde než na objektu v popřed́ı, který je v pohybu

a na daľśım sńımku se nebude shodovat jeho poloha s polohou na sńımku předešlém, proto je

nezbytné zvolit takovou metodu pro hledáńı kĺıčových bod̊u ve sńımku, která nalezne dostatek

bod̊u v pozad́ı obrázku a bude možné provézt homografii.
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(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 20: Vykresleńı nalezených kĺıčových bod̊u.

Na obrázku 21 jsou k viděńı sńımky, na které byla aplikována homografie, tyto sńımky maj́ı po

svých okraj́ıch černý pruh v d̊usledku aplikováńı projektivńı transformace v̊uči sńımku prvńımu

21a.

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 21: Vykresleńı nalezených zarovnaných obrázk̊u.

3.3 Odeč́ıtáńı pozad́ı

Odeč́ıtáńı pozad́ı (Background subtraction) je prvńı představenou metodou k detekci pohybuj́ıćıch

se objekt̊u v sekvenci sńımk̊u ze statické kamery. Základem tohoto př́ıstupu je detekce pohybuj́ıćıch

se objekt̊u z rozd́ılu mezi aktuálńım sńımkem a referenčńım sńımkem. Toto odeč́ıtáńı pozad́ı se

obvykle provád́ı detekćı objekt̊u v popřed́ı ve videu a detekce popřed́ı je hlavńım úkolem celého

tohoto př́ıstupu. V této práci však bude algoritmus využit.

Všechny současné detekčńı techniky jsou založeny na modelováńı pozad́ı obrázku, tj. nastaveńı

pozad́ı a detekci změn, ke kterým docháźı. Definováńı správného pozad́ı může být velmi obt́ıžné,
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pokud obsahuje tvary, st́ıny a pohybuj́ıćı se objekty. Při definováńı pozad́ı se všemi technikami

předpokládá, že se stacionárńı objekty mohou v pr̊uběhu času lǐsit barvou a intenzitou [38].

3.3.1 Časový pr̊uměr

Tento filtr odhaduje model pozad́ı z mediánu všech pixel̊u z předchoźıch sekvenčńıch obrázk̊u.

Využ́ıvá zásobńık s hodnotami pixel̊u posledńıch dvou sńımk̊u k aktualizaci mediánu pro každý

obrázek. Pro modelováńı pozad́ı systém zkoumá všechny sekvence v daném časovém úseku, během

kterého se vypoč́ıtává medián pixelu po pixelu všech sńımk̊u.

Po natrénovańı je každý nový sńımek a každá nová hodnota pixelu porovnána se vstupńı hod-

notou, která byla vypočtena, a pokud je vstupńı pixel sledovaného sńımku v meźıch stanoveného

prahu, pak je mapován jako pixel pozad́ı; jinak je mapován jako pixel v popřed́ı.

Obrázek č. 22: Vizualizace metody odečtu pozad́ı [39].

Tato metoda neńı tak účinná, jak by měla být, protože funguje na základě množstv́ı uložených

dat, což vyžaduje vysoké výpočetńı náklady a zároveň neobsahuje žádný statistický základ.

3.3.2 Model Gaussovských směśı

Model Gaussovských směśı (Mixture of Gaussians, MoG) je směśı k Gaussovských distribučńıch

model̊u pro každý pixel pozad́ı. předpokladem je, že každý pixel obrázku je reprezentován r̊uznou

vahou. Váha každé z těchto distribućı použitých na modelu je úměrná době, po kterou každá barva

z̊ustane na daném pixelu. Pokud je tedy váha rozložeńı pixel̊u ńızká, pak je tento pixel klasifikován

jako pixel v popřed́ı.
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3.3.3 Aplikace MoG

Aplikaci MoG pro představenou sérii sńımk̊u je představena na obrázku 23, jelikož algoritmus

pracuje s pravděpodobnost́ı setrváńı jasu konkrétńıho jasu na sńımku, tak prvńı sńımek bude vždy

automaticky celý jako popřed́ı, protože všechny jasy jsou pro algoritmus nové. Na druhém sńımku

už bylo rozpoznáno pohybuj́ıćı se auto s t́ım, že zároveň pro MoG, bere za popřed́ı i mı́sto, kde stál

objekt na sńımku předchoźım, jelikož jsou na tomto mı́stě rovněž nové jasy. Na daľśım sńımku už je

tento jev méně pozorován, avšak na sńımćıch zbylých už algoritmus rozeznává pohybuj́ıćı se objekt

v popřed́ı. Při aplikaci takovéto metody je zapotřeb́ı uvažovat, že je zapotřeb́ı několika sńımk̊u

pro to, aby se algoritmus naučil rozpoznávat popřed́ı od pozad́ı, proto bude v mobilńı aplikaci

jako minimálńı možný počet sńımku potřebných k poř́ızeńı fotografie s odstraněným pohybem 5

sńımk̊u.

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 23: Vykresleńı masky odečteńı pozad́ı

3.4 Rekonstrukce masky popřed́ı

V předchoźı kapitole byl představen zp̊usob źıskáńı binárńı masky objekt̊u, které jsou potřeba

vyjmout ze sńımku, avšak jak je vidět na obrázćıch 19 maska objektu, v tomto př́ıpadě auta, neńı

kompletńı, je proto potřeba přij́ıt s opravnou technikou, aby bylo možné auto z obrázku kompletně

odstranit.

3.4.1 Matematická morfologie

Morfologické transformace jsou jednoduché operace založené na tvaru obrazu. Obvykle se provád́ı

na binárńıch obrazech a vyžaduje dva vstupy, jeden je p̊uvodńı obrázek, druhý se nazývá strukturńı

element nebo jádro, které rozhoduje o povaze operace. Dva základńı morfologické operátory jsou

eroze a dilatace. Pak přicháźı na řadu i jeho variantńı formy jako je otevřeńı nebo uzavřeńı.
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Operace jedna po druhé bude představena na následuj́ıćım obrázku :

(a) J [40] (b) Eroze [40] (c) Dilatace [40]

Obrázek č. 24: Eroze vs. dilatace

3.4.1.1 Eroze

Základńı myšlenka eroze je stejná jako u eroze p̊udy, eroduje hranice objektu v popřed́ı, předpokládá

se, že popřed́ı má v masce hodnotu 1, tedy b́ılou barvu. Jádro klouže obrazem, podobně jako ve

2D konvoluci. Pixel v p̊uvodńım obrázku, buď 1 nebo 0, bude považován za 1, pouze pokud jsou

všechny pixely pod jádrem 1, jinak je erodován.

Takže se stane, že všechny pixely bĺızko hranice budou vyřazeny v závislosti na velikosti jádra.

Takže tloušťka nebo velikost objektu v popřed́ı se zmenšuje nebo se jednoduše zmenšuje b́ılá oblast

na obrázku. Je to užitečné pro odstraněńı malých b́ılých šumů, odděleńı dvou spojených objekt̊u

atd.

Na obrázku 24b je jako př́ıklad použito jádro 5x5 s plnými jedničkami.

3.4.1.2 Dilatace

Dilatace je pravý opak eroze. Zde je prvek pixelu ’1’, pokud je alespoň jeden pixel pod jádrem

’1’. Zvětš́ı tedy b́ılou oblast na obrázku nebo se zvětš́ı velikost objektu v popřed́ı. Normálně, v

př́ıpadech, jako je odstraněńı šumu, je eroze následována dilataćı. Protože eroze odstraňuje b́ılé

shluky, ale také zmenšuje objekt. Při odstraněńı šumu, proto dilatace navrát́ı velikost erodovanému

objektu, je také užitečná při spojováńı rozbitých část́ı objekt̊u.

3.4.1.3 Otevřeńı

Otevřeńı je jen jiný název eroze následovaná dilataćı. Je užitečné při odstraňováńı šumu, jak bylo

vysvětleno výše.
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(a) Otevřeńı [40] (b) Uzavřeńı [40]

Obrázek č. 25: Otevřeńı vs. uzavřeńı

3.4.1.4 Uzavřeńı

Uzavřeńı je opak otevřeńı, dilatace následovaná eroźı. Je to užitečné při uzav́ıráńı malých otvor̊u

uvnitř objekt̊u v popřed́ı.

3.4.2 Aplikace matematické morfologie

Na následuj́ıćıch řádćıch bude popsán zp̊usob jakým může být doćıleno vylepšeńı masky za účelem

vymaskováńı celého objektu v popřed́ı, přičemž výsledek je možný vidět na 27.

V úvodu se aplikuje na masku otevřeńı, které odstrańı nechtěný šum z masky, ten je zp̊usobený

např́ıklad drobnými rozd́ıly mezi jednotlivými sńımky po aplikaci homografie, jelikož popřed́ı se

geometricky transformuje jinak než pozad́ı při aplikaci stejné maticeH, protože v reálných situaćıch

se nejedná o homografii, viz kapitola 2.8.

Následně se aplikuje uzavřeńı, které spoj́ı jednotlivé fragmenty masky objektu do jednoho kusu.

Výsledek aplikace otevřeńı s následným uzavřeńım může být viděn na obrázku 26.

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 26: Vykresleńı masky odečteńı pozad́ı

Na sńımćıch 26f a 26g jsou stále vidět nedostatky ve vytvořených maskách. Tyto masky stále

obsahuj́ı d́ıry, zároveň ovšem může nastat př́ıpad, kdy d́ıra v masce se nebude nacházet v jeho
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středu, jak je v tomto př́ıpadě, avšak může se vyskytovat i na jeho kraj́ıch, kdy by uzavřeńı 25b

nepomohlo. Lepš́ım řešeńım než uzavřeńı se proto skrývá ve využit́ı v konvexńıch obalech kontur.

Kontury lze jednoduše vysvětlit jako křivku spojuj́ıćı všechny spojité body podél hranice, které

maj́ı stejnou barvu nebo intenzitu. Obrysy jsou užitečným nástrojem pro analýzu tvaru a detekci

a rozpoznáváńı objekt̊u. Konvexńı obal objektu je minimálńı hranićı, která může zcela uzavř́ıt

nebo obalit objekt a zároveň který nemá žádné vnitřńı úhly větš́ı než 180 stupň̊u. Takto źıskaná

maska zcela vykryje objekt v popřed́ı s minimálńım ztrátou obrazové informace v pozad́ı. Masky

pro jednotlivé sńımky jsou na obrázku 27.

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 27: Vykresleńı masky odečteńı pozad́ı

3.5 Kompozice

V této kapitole dojde k samotné kompozici sńımk̊u do jednoho výsledného. V předchoźı kapitole

2.8 byla źıskána maska popřed́ı pro jednotlivé sńımky, pomoćı které je možno vyextrahovat pozad́ı

jednotlivých sńımk̊u, které poté budou složeny do jednoho. Z d̊uvodu použit́ı algoritmu pro odečet

pozad́ı 3.3 je informace z prvńıho sńımku ztracena. Z p̊uvodńıch 7 sńımk̊u, viz 23, po extrahováńı

popřed́ı se źıská tedy sńımk̊u 6, jak je ukázáno na obrázku 28.

Na sńımćıch 28a a 28f jsou k viděńı, že byly odstraněny i oblasti, které popřed́ım nebyly, ať už

se jedná o část chodńıku na obrázku 28a nebo o část silnice na 28f. Pokud takto špatně vymazaná

oblast je př́ılǐs velká, tak že by zakrývala většinovou část sńımku, dojde k znehodnoceńı samotného

sńımku, jinak se nic neděje a sńımek bohatě poskytne zbylé obrazové informace.
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(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03

(d) Sńımek 04 (e) Sńımek 05 (f) Sńımek 06

Obrázek č. 28: Vykresleńı masky odečteńı pozad́ı

Z takto źıskaných sńımk̊u se źıská obrazová záplata, která pak postupně zaplńı d́ıru v ćılovém

obrázku. Jako ćılový obrázek, do kterého se budou vkládat záplaty je zvolený posledńı obrázek.

Důvod̊u je rovnou několik. Prvńım d̊uvodem je, že algoritmus pro odečet pozad́ı 3.3 je nejv́ıce

natrénovaný, právě před posledńım obrázkem, jelikož mu bylo poskytnuto v́ıce dat a tud́ıž šance

na pohyblivý objekt v popřed́ı, který by byl špatně odstraněn je minimálńı. Důvodem daľśım je,

že právě poloha objekt̊u na prvńım sńımku a sńımku posledńım je nejv́ıce rozd́ılná, d́ıky tomu je

možné źıskat záplatu pro obrázek již z prvńıho použitelného sńımku, jelikož právě, zde je největš́ı

pravděpodobnost, že pohybuj́ıćı se objekt v popřed́ı nebude nalezen na daném mı́stě v obrázku.

V tomto př́ıpadě bude tedy referenčńım sńımkem sńımek 28f a na záplatu budou použity sńımky

28a až 28e. Dı́ky aplikováńı záplat od prvńıho sńımku do sńımku posledńıho je vidět, že na

vytvořeńı záplaty stačil prvńı sńımek 28a. Jak bude vypadat výsledná záplata je možné vidět na

následuj́ıćım obrázku:

42



Obrázek č. 29: Záplata pro testovaćı obrázek

Zkombinuj́ı-li se tato źıskaná maska s posledńım źıskaným sńımkem 28f, dostane uživatel finálńı

obrázek:

Obrázek č. 30: Finálńı sńımek po odstraněńı pohybu
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3.6 Optický tok

Optický tok je druhou představenou metodou pro odstraněńı pohybu. Optický tok metoda pro

odhad pohybu pixelu mezi dvěma po sobě jdoućımi sńımky v jedné sekvenci sńımk̊u. Optický tok

implikuje výpočet vektoru posunu pro pixel jako rozd́ılu posunut́ı objektu mezi dvěma sousedńımi

obrazy. Hlavńı myšlenkou optického toku je odhadnout vektor posunut́ı objektu zp̊usobený jeho

pohybem nebo pohyby kamery.

Uvede-li se v předpoklad, že je obrázek v šedotónovém reprezentaci, takovýto obrázek tvoř́ı

matici s intenzitou pixel̊u. Zadefinuje-li se funkce I(x, y, t), kde x, y jsou souřadnice pixelu a t je

č́ıslo sńımku. Funkce I(x, y, t) definuje přesnou intenzitu pixel̊u na sńımku t.

Předpokládá-li se, že posunut́ı objektu neměńı intenzitu pixel̊u, která patř́ı přesnému objektu,

to znamená, že

I(x, y, t) = I(x+∆x, y +∆y, t+∆t). (36)

V takovém př́ıpadě ∆t = 1. Hlavńım úkolem je tedy naj́ıt pohybový vektor (∆x,∆y). Grafické

znázorněńı je možné vidět na obrázku 31:

Obrázek č. 31: Posunut́ı objektu [36]

Pomoćı rozvoje do Taylorovy řady je možné přepsat

I(x, y, t)− I(x+∆x, y +∆y, t+∆t) = 0 (37)

jako

I ′xu+ I ′yv = −I ′t, kdeu =
dx

dt
, v =

dy

dt
(38)

a I ′x, I
′
y jsou přechody obrázk̊u. Je d̊uležité, že je zde předpokládáno, že části Taylorovy řady

vyšš́ıho řádu jsou zanedbatelné, takže se jedná o aproximaci funkćı pouze pomoćı Taylorova rozvoje

prvńıho řádu. Rozd́ıl pohybu pixel̊u mezi dvěma sńımky I1aI2 lze tedy zapsat jako

I1 − I2 ∼= I ′xu+ I ′yv + I ′t. (39)

Metoda Lucas-Kanade poč́ıtá optický tok pro ř́ıdkou sadu prvk̊u, která detekuje rohy objektu.

Pro detekci objekt̊u je zapotřeb́ı využ́ıt algoritmus pro výpočet hustého optického toku, který
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Odeč́ıtáńı pozad́ı 2.32 s
Optický tok 16.54 s

Tabulka č. 5: Porovnáńı rychlost́ı

je poč́ıtán pro všechny pixely v obrázku. Je založen na algoritmu Gunnara Farnebacka, viz [?].

Źıská-li se 2-kanálové pole s vektory optického toku (u, v). Zjist́ıme jejich velikost a směr. Výsledek

barevně kódujeme pro lepš́ı vizualizaci.

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07

Obrázek č. 32: Detekce pohybu pomoćı optického toku

Jedna z nevýhod této metody je, že podmı́nkou pro detekci objekt̊u je pohyb objekt̊u, jakmile

tedy dojde k zastaveńı nebo př́ılǐs velkému zpomaleńı objekt̊u v obraze, metoda je nerozpozná

a považuje je jako součást pozad́ı. Dané sńımky se pak stávaj́ı neplatnými. Největš́ı nevýhodou

tohoto př́ıstupu je jeho výpočetńı náročnost, doba výpočtu je tedy v porovnáńı s metodou odeč́ıtáńı

pozad́ı mnohem deľśı. V tabulce je vidět, časový rozd́ıl obou metod:

Z d̊uvodu že metoda optického toku je přibližně 8x pomaleǰśı se metoda jev́ı jako nepoužitelná

pro př́ıstup odeč́ıtáńı pozad́ı, proto nebude následně dále rozeb́ırána.
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3.7 Vyhodnoceńı

V předchoźıch kapitolách pro odečet pozad́ı 3.3 a optický tok 3.6 bylo ukázáno, že jako ne-

jvhodněǰśım řešeńım z hlediska výpočetńıch nárok̊u se pro odstraněńı pohybu v představeném

př́ıstupu aplikace je odečet pozad́ı.

Následně je potřeba ověřit v jaké kvalitě bylo výsledku odečtu pozad́ı dosaženo.

Pro určeńı kvality odstraněńı sńımku poslouž́ı metrika Středńı kvadratická chyba, sńımek s

odstraněnými objekty s odpov́ıdaj́ıćım výstupńım sńımkem stejné scény bez objekt̊u. Sńımky

muśı být zarovnány, takže je potřeba aplikovat homografii, poté následně porovnat společnou část

sńımk̊u.

3.7.1 Objektivńı vyhodnoceńı

Jako metrika pro objektivńı vyhodnoceńı byla zvolena středńı kvadratická chyba (Mean Square

Error, MSE) estimátoru měř́ı pr̊uměr druhých mocnin chyb – to znamená pr̊uměrný čtvercový

rozd́ıl mezi odhadovanými hodnotami a skutečnou hodnotou. Č́ım je jej́ı hodnota menš́ı, t́ım je

rozd́ıl ve sńımćıch menš́ı.

MSE =
1

mn

m∑
i=0

−
n∑

j=0

−1(Ii,j −Ki,j)
2, (40)

kde K je odpov́ıdaj́ıćı výstupńı obrázek a I je porovnávaný obrázek, (m,n) je velikost sńımk̊u.

3.7.2 Porovnáńı podle MSE

Odpov́ıdaj́ıćı referenčńı obrázek ( v ang. ground thruth), který je bez pohybu a slouž́ı pouze

k porovnáńı metody. Pro srovnáńı sńımk̊u je nezbytné zarovnat vytvořený sńımek na sńımek

referenčńı. Na obra’ázku jsou vidět porovnávané sńımky:
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(a) Upravený źıskaný sńımek (b) Odpov́ıdaj́ıćı výstupńı sńımek

Obrázek č. 33: Porovnáńı výstupńıho sńımku se sńımek upraveným

V tabulce 6 je výsledek MSE skóre po vyhodnoceńı podobnosti mezi výstupńım obrázkem a

výsledným sńımkem po odstraněńı pohybuj́ıćıch se objekt̊u.

Metoda MSE
Vyhodnoceńı 130

Tabulka č. 6: MSE skóre

3.7.3 Subjektivńı validace na testovaćıch sadách dat

V této kapitole budou probrány r̊uzné výsledné sńımky po odstraněńı objekt̊u, které je možné

aplikaćı poř́ıdit. Pro porovnáńı zde budou ještě uvedeny kombinace p̊uvodńıho sńımku a sńımku

finálńıho.

Prvńım př́ıkladem je porovnáńı výsledku z odvozovaćıho př́ıkladu, ze sńımku bylo zcela odstraněno

auto i osoba nacházej́ıćı se v levé krajńı části sńımku.
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(a) Sńımek po odstraněńı objekt̊u v
popřed́ı

(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 34: Porovnáńı sńımk̊u před a po úpravě

Experimentu byl rovněž podroben pr̊uchod osoby ve scéně, kde i algoritmus dobře zafungoval,

jelikož, zde byl splněný předpoklad, že se objekt pohybuje podél uživatele a ne kolmo od něj.

(a) Sńımek po odstraněńı objekt̊u v
popřed́ı

(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 35: Porovnáńı sńımk̊u před a po úpravě

Na následuj́ıćım obrázku 36a je vidět, že si algoritmus poradil i s velkým objektem, jako je

kamion. Výsledný obrázek je ovšem zřetelně zúžený v d̊usledku aplikace transformačńı matice na

sńımky, kde se projevil třes v rukou uživatele.
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(a) Sńımek po odstraněńı objekt̊u
v popřed́ı

(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 36: Porovnáńı sńımk̊u před a po úpravě

Na následuj́ıćıch dvou př́ıkladech 37a a 38a, že algoritmus dobře funguje i za zhoršených

světelných podmı́nek, kde se podařilo odstranit v́ıce objekt̊u.

(a) Sńımek po odstraněńı objekt̊u v
popřed́ı

(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 37: Porovnáńı sńımk̊u před a po úpravě
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(a) Sńımek po odstraněńı objekt̊u v popřed́ı
(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 38: Porovnáńı sńımk̊u před a po úpravě

Na posledńım př́ıkladu 39 je pohled na dálnici z dálničńıho mostu, kde se auta pohybuj́ı kolmo

od uživatele, algoritmus dokázal detekovat i vozy daleko v pozad́ı a vše odstranit.

(a) Sńımek po odstraněńı objekt̊u v
popřed́ı

(b) Sńımek před odstraněńım objekt̊u v
popřed́ı

Obrázek č. 39: Porovnáńı sńımk̊u před a po úpravě
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4 Super kompozice

4.1 Motivace

Daľśım funkćı aplikace fotoaparátu do telefonu, bude možnost poř́ıdit sńımek objekt̊u nebo scény,

jež je př́ılǐs velká na to, aby ji čočka objektivu mohla zaznamenat vcelku.

4.1.1 Širokoúhlý objektiv

Pro takovéto př́ıpady jsou mobilńı fotoaparáty často vybaveny daľśım objektivem, který je širokoúhlý

a objekty se tam tedy vejdu celé. Při fotografováńı subjekt̊u se širokoúhlým objektivem je docela

běžné, že docháźı k soudkovité distorzi, takové problémy s perspektivou se projevuj́ı ve formě čar,

které by měly být rovné, ale jsou zakřivené a zkreslené. Toto zkresleńı je právě t́ım výrazněǰśı č́ım

v́ıc je objektiv širokoúhlý, protože zvětšeńı obrazu klesá, č́ım dál je objekt od optické osy objek-

tivu. Na takovéto př́ıpady existuj́ı r̊uzné filtry, které čáry vyrovnaj́ı, avšak po takovéto úpravě

budou hrany sńımku zakulacené a uživatel přijde při zarovnáváńı o informace ve sńımku. Daľśı

nevýhodou je, že uživatel často nemám možnosti si libovolně měnit poloměr stran a proto zachyt́ı

do širokoúhlého sńımku i části pozad́ı uživatelem nechtěné.

Distorze

Nejčastěǰśımi typy distorźı, které mohou nastat jsou

(a) Soudkovitá distorze [41] (b) Poduškovitá distorze [41]

Obrázek č. 40: Typy distorźı.

4.1.1.1 Soudkovitá distorze

Soudková distorze je spojena se širokoúhlými objektivy a širokoúhlými objektivy se zoomem na

kratš́ıch ohniskových vzdálenostech. Jde o vadu čočky, která zp̊usobuje ohýbáńı př́ımých liníı

směrem ven a je nejv́ıce patrná podél okraj̊u. V extrémńıch př́ıpadech vypadá střed obrazu, jako

by se ohýbal směrem k nám.

Při kontrole rovnoběžných čar na fotografii, zda čáry vedou paralelně nebo rovnoměrně, což je

dobrý zp̊usob, jak určit soudkovité zkresleńı. Zakřivený tvar čočky vytvář́ı soudkovité zkresleńı.
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Vzhledem k tomu, že čočka je zakřivená, zvětšuje střed rámečku výrazně v́ıce než strany, d́ıky

čemuž se kolem okraje obrazu zdaj́ı rovné čáry.

Jak můžete vidět na tomto obrázku 40a, čáry se objevuj́ı př́ımo ve středu obrázku a teprve se

zač́ınaj́ı ohýbat směrem od středu. Je to proto, že objektivy fotoaparát̊u maj́ı nejmenš́ı zkresleńı

podél optické osy (střed objektivu) a zvětšeńı směrem k roh̊um se snižuje.

Soudkové zkresleńı nastává, když čočka ohýbá světlo ze širokého zorného pole. To je obvykle

př́ıpad širokoúhlých objektiv̊u, které zp̊usobuj́ı ohýbáńı okraj̊u, aby dosáhly k obrazovému sńımači.

Širokoúhlé objektivy maj́ı obecně v́ıce sférického skla než teleobjektivy. Jak název napov́ıdá,

maj́ı velký rádius pro fotografováńı široké oblasti a ohýbáńı světla do obrazového sńımače. Typicky

je to př́ıpad krajinářských fotografiı poř́ızených širokoúhlými objektivy.

Soudkovité zkresleńı je zp̊usobeno zmenšeńım zvětšeńı obrazu od středu optické osy k okraj̊um.

Objektivy typu ryb́ı oko často zp̊usobuj́ı soudkovité zkresleńı. Některé objektivy typu ryb́ı oko

jsou tak extrémńı, že tvar obrazu je sṕı̌se kruhový než konvenčńı obdélńıkový tvar. Přijdou vhod

při fotografováńı st́ısněných prostor, jako je interiér domu pro fotografováńı nemovitost́ı.

Obrázek č. 41: Soudkovitá distorze před opravou [41].

4.1.1.2 Poduškovitá distorze

Poduškovitá distorze je opakem soudkové distorze. Zp̊usobuje zakřiveńı př́ımých čar směrem

dovnitř od okraj̊u ke středu. Teleobjektivy a teleobjektivy se zoomem jsou nejčastěji spojovány s

poduškovitou distorźı.

Ke zkresleńı obvykle docháźı na teleobjektivu. Deľśı ohniskové vzdálenosti zvyšuj́ı zvětšeńı

obrazu od optické středové osy k okraj̊um. Jak již bylo zmı́něno dř́ıve, soudkovité zkresleńı

zp̊usobuje sńıžeńı zvětšeńı obrazu od středu.

Podobně jako u soudkovité distorze je poduškovitá distorze nejv́ıce patrná na fotografiıch s

rovnými liniemi. Přibĺıžené sńımky teleobjektivem zp̊usob́ı tuto optickou aberaci. Př́ıkladem

poduškovité distorze je:
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Obrázek č. 42: Opravená poduškovitá distorze [41].

4.1.2 Panorama

Daľśım řešeńım se naskýtá použit́ı panorama sńımku, který bývá jako softwarová součást na-

tivńıch aplikaćı fotoaparát̊u chytrých mobilńıch telefon̊u. Panoramatická fotografie je technika,

která kombinuje v́ıce sńımk̊u ze stejného otočného fotoaparátu do jediné, širokoúhlé fotografie.

Zachycuje sńımky s horizontálně nebo vertikálně protáhlými poli. Poté, co se otoč́ı fotoaparát, aby

byl vytvořen plný efekt 360 stupň̊u nebo méně, spoj́ı se tyto sńımky dohromady, aby byla źıskána

panoramatická fotografie. Zde však jak již název napov́ıdá neńı možné poř́ıdit fotografii v jiném

tvaru než v protáhlém a to buď ve směru vertikálńım či horizontálńım.

4.1.3 Problém seš́ıváńı obraz̊u

Alternativou se tedy stává nová funkce pro super kompozici. Uživatel bude moci postupně nafotit

části objektu, po kterém chce, aby utvářel samotný sńımek. Př́ıkladem může být katedrála, mrako-

drap, ale i př́ırodńı scenérie. Podmı́nkou však je správná š́ı̌rka/výška výsledného složeného sńımku

ku sńımku d́ılč́ımu, jelikož při př́ılǐs velkém množstv́ı složených sńımk̊u vedle sebe či nad sebou

rovněž dojde k deformaci výsledného sńımku.

Takový zp̊usob spojováńı se nazývá seš́ıváńı obraz̊u (z ang. image stitching). Na začátku

procesu seš́ıváńı je jako vstup několik obrázk̊u s překrývaj́ıćımi se oblastmi. Výstupem je sjednoceńı

těchto obrázk̊u. Je d̊uležité si uvědomit, že v procesu muśı být zachována celá scéna ze vstupńıho

obrazu.

Proces vytvářeńı složeného obrazu se skládá z následuj́ıćıch krok̊u:

• Detekce kĺıčových bod̊u a deskriptor̊u

• Detekce sady shodných bod̊u, která je př́ıtomna na obou sńımćıch (překrývaj́ıćı se oblast)
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• Aplikováńı perspektivńı transformace na jeden obraz s použit́ım druhého obrazu jako ref-

erenčńıho sńımku

• Spojeńı obrázk̊u dohromady

4.2 Kompozice

Pro kompozici několika sńımk̊u do jednoho se využije již představené homografie, viz kapitola

2.8, která vyžaduje nalezeńı kĺıčových bod̊u ve sńımku. Kvalita složeńı sńımk̊u k sobě se bude

odv́ıjet od kvality, počtu a rozložeńı kĺıčových sńımk̊u a zároveň bude záležet na tom, jak moc se

budou jednotlivé sńımky překrývat, aby mohla být na jednotlivé sńımky aplikovaná homografie,

je potřeba, aby primárńı sńımek, který bude tvořit jádro sńımku rozš́ı̌reného, obsahoval společné

kĺıčové body se sekundárńım sńımkem, který bude přidružen k primárńımu [43].

Kompozičńı efekt se dá vytvořit s následuj́ıćımi obrázky:

(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04

(e) Sńımek 05 (f) Sńımek 06 (g) Sńımek 07 (h) Sńımek 08

Obrázek č. 43: Sńımky pro super kompozici obrazu.

Prvńım krokem v procesu vytvářeńı kompozice sńımk̊u je zarovnáńı páru sńımk̊u. V zásadě se

vezmou kĺıčové body na jednom obrázku a spoj́ı se s prvky na druhém obrázku:
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(a) Levý obrázek (b) Pravý obrázek

Obrázek č. 44: Levý a pravý obrázek pro spojeńı.

Aby bylo možné dosáhnout ćıle a vytvořit kompozici sńımku, je potřeba se ujistit, že mezi

těmito sńımky existuje společná oblast. Důvodem je, že v této překrývaj́ıćı se oblasti by měla

být detekována dostatečně silná sada charakteristických kĺıčových bod̊u, proto se vždy vyfiltruje

maximálně 40% těch nejlepš́ıch kĺıčových bod̊u se kterými se bude následně uvažovat.

Na následuj́ıćım obrázku 45 jsou znázorněny kĺıčové body obsahuj́ıćı oba dva sńımky:
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(a) Levý obrázek (b) Pravý obrázek

Obrázek č. 45: Levý a pravý obrázek po spojeńı.

Na obrázku 46 je vykresleno 30 nejvýznamněǰśıch kĺıčových bod̊u shodných pro oba dva sńımky

na obrázku.

Obrázek č. 46: Shodné kĺıčové body.

Pak je potřeba použ́ıt perspektivńı transformaci v př́ıpadě, že dva obrázky nejsou umı́stěny

ve stejné rovině. Taková to transformace je potřeba použ́ıt pokaždé, kdy jsou z jednoho bodu
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vyfoceny dva r̊uzné sńımky. Prvńı sńımek se použije jako referenčńı sńımek a druhý sńımek se

pokřiv́ı tak, aby byly kĺıčové body na obou sńımćıch dokonale zarovnány [43].

Podmı́nkou použit́ı perspektivńı transformace je definice velikosti ćılového obrázku 47a, jelikož

aplikaćı perspektivńı transformaćı dojde, jak k transformaci obrázku 47b, tak i k jeho posunut́ı

v̊uči referenčńımu obrázku [43].

(a) Prvńı referenčńı sńımek (b) Druhý transformovaný sńımek

Obrázek č. 47: Perspektivńı transformace.

Jakmile se rozložeńı kĺıčových sńımk̊u shoduje s identickými kĺıčovými body na obou obrázćıch,

můžeme je snadno překrýt, jak můžete vidět na následuj́ıćım obrázku.

Obrázek č. 48: Výsledný obrázek po sloučeńı dvou sńımk̊u.
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4.3 Porovnáńı metod

V předchoźı kapitole bylo ukázáno, jak doćılit sešit́ım dvou obraz̊u dohromady, využit́ım homografie

2.8 a kĺıčových bod̊u 2.1, avšak je třeba ukázat jaká metoda je v tomto př́ıpadě nejlepš́ı z hlediska

přesnosti, která je stěžejńı pro tuto funkcionalitu.

Pro porovnáńı metod poslouž́ı metrika Středńı kvadratická chyba (MSE) 3.7.1, která porovná

jednotlivé transformované sńımky transformované perspektivńı transformaćı automaticky źıskanými

kĺıčovými body pro homografńı matici. Tyto sńımky budou porovnány se referenčńım sńımkem

źıskaným ručně vybranými kĺıčovými body pro homografńı matici.

Porovnáńı podle MSE

Odpov́ıdaj́ıćı výstupńı obrázek ( v ang. ground thruth):

Obrázek č. 49: Odpov́ıdaj́ıćı výstupńı obrázek.

¨

V tabulce ?? je k viděńı porovnáńı jednotlivých technik pro nalezený kĺıčových bod̊u slouž́ıćı k

perspektivńı transformaci s odpov́ıdaj́ıćımi výstupńımi daty. Jak je v tabulce vidět, tak co se týče

přesnosti je nejlepš́ı technika AKAZE. Test byl proveden na 500 nejlepš́ıch společných kĺıčových

bodech pro oba sńımky (referenčńı, transformovaný).

Technika MSE
SIFT 60.5
ORB 67.1
BRISK 66.0
AKAZE 59.8

Tabulka č. 7: Porovnáńı přesnosti technik
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4.4 Výsledné sńımky super kompozice

V této kapitole budou probrány výsledné super kompozice, které je možné aplikaćı poř́ıdit. Jasové

korekce aplikované na sńımky jsou popsané v semestrálńı práci věnuj́ıćı se této problematice [42].

(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04

(f) Sńımek 05 (g) Sńımek 06 (h) Sńımek 07 (i) Sńımek 08

Obrázek č. 50: Př́ıklad super kompozice 1.
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(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04

Obrázek č. 51: Př́ıklad super kompozice 2.

Na následuj́ıćım př́ıkladu ?? je k viděńı, že pokud dojde při sńımáńı fotek ke změně osvětleńı

scény nebo pokud nebude zafixovaná expozice, jako je na tomto obrázku, můžou vzniknout takovéto

st́ınové pruhy.
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(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04 (f) Sńımek 05

Obrázek č. 52: Př́ıklad super kompozice 3.

Stejný problém se změnou osvětleńı scény nastavil i na obrázku 53a, kde je vidět, že super

kompozice může sloužit i jako alternativa pro panoráma sńımek.
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(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04

(f) Sńımek 05 (g) Sńımek 06 (h) Sńımek 07

Obrázek č. 53: Př́ıklad super kompozice 4.

Super kompozice může být použitá i na oskenováńı bilboardu nebo plakátu.
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(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04

Obrázek č. 54: Př́ıklad super kompozice 5.

Na posledńım př́ıkladu ?? je patrné roztažeńı střechy u benźınové pumpy. Takováto chyba

vznikne pokud se daný sńımek má zarovnat do perspektivńı roviny sńımku se kterým sv́ırá př́ılǐs

velký úhel.
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(a) Výsledná super kompozice

(b) Sńımek 01 (c) Sńımek 02 (d) Sńımek 03 (e) Sńımek 04

Obrázek č. 55: Př́ıklad super kompozice 6.

4.4.1 Kompozice vs. panorama

Nakonec bude ukázáno, v čem se lǐśı super kompozice oproti nativńı funkci panorama. Na obrázku

56 je porovnáńı sńımk̊u poř́ızených super kompozićı a panoramem. Na obou sńımćıch je patrný

přechod mezi změnou světla

(a) Super kompozice (b) Panorama

Obrázek č. 56: Rozd́ıl super kompozice cs. panorama.

Při foceńı bĺızkých ploch vzhledem k uživateli, docháźı přibližně v polovině sńımku opět k jeho

transformaci vzhledem k rovině bilboardu a p̊usob́ı tak, že bilboard je zatočený.
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(a) Super kompozice (b) Panorama

Obrázek č. 57: Rozd́ıl super kompozice cs. panorama.

U posledńıho př́ıkladu ?? je možné vidět, že po kompozičńı stránce se funkce super kompozice

téměř vyrovná panoramatu. Avšak i zde je vidět, že panorama transformuje navazuj́ıćı sńımky

tak, aby se vešly do záběru a proto, strom napravo je menš́ı v př́ıpadě super kompozice, kde jsou

sńımky oř́ıznuté.

(a) Super kompozice (b) Panorama

Obrázek č. 58: Rozd́ıl super kompozice cs. panorama.
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5 Filtr obrazové sekvence

5.1 Motivace

V posledńım představeném modu nesoućı název Filtr obrazové sekvence, bude moci uživatel po

stisknut́ı tlač́ıtka zač́ıt zaznamenávat scénu, kdy telefon, bude ve smyčce pořizovat sńımky, dokud

se uživatel nerozhodne sńımkováńı zastavit. Následně dostane k dispozici posledńıch 30 zazname-

naných sńımk̊u.

Taková to funkcionalita je možná naj́ıt v obdobném řešeńı v běžných telefonech a v jejich

nativńıch aplikaćı pro fotoaparát, často pod položkou sportovńı režim. Kdy uživatel po stisknut́ı

tlač́ıtka zaznamená sekvenci fotek, které se rovnou ulož́ı do paměti.

Tato funkce se ovšem bude lǐsit tak, že uživatel bude mı́t možnost si vybrat si vybrat, zde

mu aplikace vyfiltruje rozmazané fotky, podle daného prahu nebo vyfiltruje fotky opakuj́ıćı se

několikrát, např. kdy uživatel čeká než nastane změna ve scéně. Ze zbylých sńımk̊u poté dostane

uživatel na výběr fotky, kde si může vybrat, která se mu zamlouvá.

5.2 Filtr rozostřených fotek

Na obrázky se aplikuje algoritmus pro nalezeńı kĺıčových bod̊u a ćılem je podle počtu nalezených

kĺıčových sńımk̊u rozeznat, zda se jedná o sńımek rozmazaný, či nikoliv. Po spoč́ıtáńı kĺıčových

bod̊u je potřeba stanovit prahovou hodnotu, která rozhodne o tom, zda je sńımek rozostřený, či

nikoliv.

Nejdř́ıve se urč́ı referenčńı hodnota pro určeńı prahu, ta se urč́ı jako pr̊uměrný počet kĺıčových

bod̊u ve sńımku z prvńıch pěti sńımk̊u s nejpočetněǰśı hodnotou kĺıčových bod̊u. Prahová hodnota

počtu kĺıčových bod̊u pro nerozostřený sńımek je stanovena na 70% z referenčńı hodnoty.
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Př́ıklad

Existuje-li seznam 10 sńımk̊u s následuj́ıćım počtem kĺıčových bod̊u:

sńımek 01 02 03 04 05 06 07 08 09 10
kĺıčové body 50 79 222 39 209 132 79 32 87 95

Tabulka č. 8: Př́ıklad na počet kĺıčových bod̊u ve sńımku.

Referenčńı hodnotu bude tedy tvořit pr̊uměr č́ısel: 03,05,06,09,10 a výpočet je proto následuj́ıćı:

REF =
232 + 219 + 187 + 87 + 95

5
= 164.

Prahová hodnota bude 70% z referenčńı hodnoty REF .

TRES = REF · 0, 7 .
= 115.

Algoritmus tedy následně detekuje sńımky 9 jako rozostřené.

sńımek 01 02 03 05 08 09 10
kĺıčové body 50 79 39 79 32 87 95

Tabulka č. 9: Př́ıklad na výsledky po filtraci.

Jak bylo ukázáno na př́ıkladě, stejným principem budou vybrány sńımky ze sekvence, která

je vidět na obrázku ?? ze kterých se vyfiltruj́ı rozostřené sńımky. Proto aby bylo možné defino-

vat hranici pro rozpoznáváńı rozostřených sńımk̊u, byly v této sekvenci sńımky náhodně uměle

rozostřeny gaussovským filtrem o proměnlivé velikosti jádra, aby bylo rozostřeńı r̊uznorodé. Roz-

mazány byly následuj́ıćı sńımky: 01, 03, 04, 09, 12, 16, 17, 20.
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(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04 (e) Sńımek 05

(f) Sńımek 06 (g) Sńımek 07 (h) Sńımek 08 (i) Sńımek 09 (j) Sńımek 10

(k) Sńımek 11 (l) Sńımek 12 (m) Sńımek 13 (n) Sńımek 14 (o) Sńımek 15

(p) Sńımek 16 (q) Sńımek 17 (r) Sńımek 18 (s) Sńımek 19 (t) Sńımek 20

Obrázek č. 59: Obrazová data před vyfiltrováńım.

Následně budou prozkoumány představené techniky pro automatické hledáńı kĺıčových bod̊u v

kapitole 2.1. Jednotlivé techniky budou porovnány přes F1 skóre.

F1 skóre

F1 skóre kombinuje přesnost a úplnost klasifikátoru do jediné metriky t́ım, že vezme jejich har-

monický pr̊uměr. Primárně se použ́ıvá k porovnáńı výkonu dvou klasifikátor̊u. Předpokládá-li se,

že klasifikátor A má vyšš́ı úplnost a klasifikátor B má vyšš́ı přesnost. V tomto př́ıpadě lze skóre
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F1 pro oba klasifikátory použ́ıt k určeńı, který z nich poskytuje lepš́ı výsledky.

Skóre F1 klasifikačńıho modelu se vypoč́ıtá následovně:

F1 =
2 · P ·R
P +R

, (41)

kde P znamená přesnost a R úplnost.

Přesnost je zlomkem skutečných pozitivńıch obraz̊u mezi obrazy, které model klasifikoval jako

pozitivńı. Jinými slovy, počet skutečně pozitivńıch výsledk̊u vydělený počtem falešně pozitivńıch

plus skutečných pozitivńıch výsledk̊u.

P =
tp

tp+ fp
, (42)

kde tp je počet skutečných pozitivńıch výsledk̊u klasifikovaných modelem a fp je počet falešně

pozitivńıch výsledk̊u klasifikovaných modelem.

Úplnost je zlomek obraz̊u klasifikovaných jako pozitivńı z celkového počtu pozitivńıch obraz̊u.

Jinými slovy, počet skutečně pozitivńıch vydělený počtem skutečně pozitivńıch plus falešně nega-

tivńıch.

R =
tp

tp+ fn
, (43)

kde fn je počet falešně negativńıch výsledk̊u klasifikovaných modelem.

V následuj́ıćı tabulce 12 je porovnána účinnost jednotlivých algoritmu pro automatické źıskáńı

kĺıčových bod̊u pomoćı F1 skóre pro r̊uzné nastaveńı prahu. Jako nejlepš́ı řešeńı se jev́ı využit́ı ORB

a BRISK, které jako jediné dosáhli ve skóre hodnoty 1,0, přičemž se BRISK jev́ı jako nejcitlivěǰśı

z hlediska rozmazanosti sńımku, jelikož takové hodnoty dosáhl při r̊uzném nastaveńı prahu.

technika SIFT ORB BRISK AKAZE
F1 (90%) 0,07 0,92 0,76 0,32
F1 (80%) 0,07 1,0 1,0 0,76
F1 (70%) 0,07 0,96 1,0 0,84
F1 (60%) 0,56 0,96 1,0 0,89

Tabulka č. 10: F1 skóre pro r̊uzné nastaveńı prahu u jednotlivých technik.

Použije-li se ve filtru algoritmus BRISK a nastaveńı prahu bude referenčńı hodnota - 70% z ńı.

Z̊ustanou následuj́ıćı sńımky na obrázku 60
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(a) Sńımek 01 (b) Sńımek 05 (c) Sńımek 06 (d) Sńımek 07 (e) Sńımek 08

(f) Sńımek 10 (g) Sńımek 11 (h) Sńımek 13 (i) Sńımek 14 (j) Sńımek 15

(k) Sńımek 18 (l) Sńımek 19

Obrázek č. 60: Výsledek po aplikaci filtru na rozostřeńı sńımky.

5.3 Filtr opakuj́ıćıch se fotek

Po aplikaci algoritmu na nalezeńı kĺıčových bod̊u se využije právě źıskaných deskriptor̊u, které

uchovávaj́ı hodnoty pro souřadnice kĺıčového bodu ve sńımku. Pro společné kĺıčové body sńımk̊u

i a i+1, kdy i je pořad́ı sńımku, se nalezne vzdálenost mezi dvojićı deskriptor̊u odpov́ıdaj́ıćı právě

této dvojici sńımk̊u.

Stanov́ı-li se práh pro pr̊uměrnou vzdálenost dvojic deskriptor̊u, která rozhoduje o podobnosti

dvou sńımk̊u. Je poté možné rozpoznávat podobné sńımky.

V následuj́ıćı tabulce je uvedeno, jaké sńımky by mohl uživatel subjektivně vyfiltroval a jaké

nechat, podle takového rozhodnuté poté následně bude nastaveno kritérium pro filtraci. Vycházet

se bude opět ze sńımk̊u na obrázku 59, jelikož budou oba filtry na sobě nezávislé.
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sńımek 1 2 3 4 5 6 7 8 9 10
rozhodnut́ı 1 1 0 1 1 0 1 0 0 1

11 12 13 14 15 16 17 18 19 20
1 1 0 0 0 0 1 1 1 1

Tabulka č. 11: Vybrané sńımky, co maj́ı být vyfiltrovány.

Následně podobně jako v předchoźı kapitole 5.2 bude pomoćı F1 skóre vybrán nejlepš́ı možný

práh tak, seznam vyfiltrovaný sńımk̊u se bĺıžil k vlastńımu subjektivńımu vybráńı.

technika SIFT ORB BRISK AKAZE
F1 (80) 0,17 0.50 0.73 0,31
F1 (70) 0,43 0.81 0,71 0,76
F1 (60) 0,76 0,71 0.71 0,79
F1 (50) 0,84 0,71 0,71 0,0.73

Tabulka č. 12: F1 skóre pro r̊uzné nastaveńı prahu u jednotlivých technik.

Podle F1 skóre vycháźı jako nejlepš́ı volba pro filtrováńı sńımk̊u použit́ı metody ORB s parame-

trem 70% jako maximálńı př́ıpustná vzdálenost mezi kĺıčovými body v poměru k vzdálenostem

maximálńım, tedy obdobný zp̊usob hledáńı řešeńı jako v předchoźım filtru na rozostřené sńımky

5.2.

Po aplikováńı filtru uživatel dostane výsledek v podobě vyfiltrovaného seznamu sńımk̊u, k viděńı

na obrázku 61z nichž si může libovolný sńımek uložit.
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(a) Sńımek 01 (b) Sńımek 02 (c) Sńımek 03 (d) Sńımek 04 (e) Sńımek 05

(f) Sńımek 06 (g) Sńımek 07 (h) Sńımek 10 (i) Sńımek 13 (j) Sńımek 17

(k) Sńımek 19 (l) Sńımek 20

Obrázek č. 61: Výsledek po aplikaci filtru na opakované sńımky.
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5.4 Implementace do aplikace

Jak bylo řečeno v úvodu, všechny tři představené módy jsou implementovány do jedné aplikace

spustitelné na mobilńıch zař́ızeńıch s operačńım systémem Android. Implementace algoritmů pro

běh kamery jsou součást́ı samotné práce.

Samotná aplikace je napsána v jazyce Java, včetně uživatelského prostřed́ı a rozhrańı pro fo-

toaparát, zahrnuje do sebe skripty v Pythonu, které jsou pomoćı pluginu Chaquopy [1] v Android

studiu [2] spustitelné i v Android prostřed́ı.

Aplikace kamery v Javě využ́ıvá baĺıček Camera2, umožňuj́ıćı př́ıstup ke tř́ıdám, umožňuj́ıćı

kontrolu kamery v telefonu. Aplikace je naprogramována na verzi Androidu 8.1 podporuj́ıćı

minimálńı verzi Android API 27.

Jednotlivé módy maj́ı vlastńı záložky v uživatelském rozhrańı a umožňuj́ı uživateli mezi nimi

libovolně přeṕınat, viz obr. 62b.

Aplikace obsahuje i jednoduché nastaveńı parametr̊u pro jednotlivé mody, včetně zapnut́ı a

vypnut́ı filtr̊u v rámci posledńı funkcionality, takové nastaveńı je na obr. 62c.

(a) Hlavńı obrazovka (b) Menu aplikace (c) Nastaveńı aplikace

Obrázek č. 62: Grafické rozhrańı aplikace.
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6 Závěr

V této práci byly ukázány r̊uzná praktická využit́ı kĺıčových bod̊u ve sńımku. Byly zde porovnány

jednotlivé metody pro automatické nalezeńı těchto bod̊u. Jmenovitě se jednalo o SIFT,ORB,BRISK

a AKAZE. Bylo ukázáno v jakých situaćıch jsou tyto metody vhodné k použit́ı a jaké jsou jejich

výhody a nevýhody v uvedených aplikaćıch.

Rovněž zde byly představeny principy homografie a využit́ı transformačńı matice při trans-

formováńı sńımk̊u z jedné perspektivńı roviny do druhé. Na transformaci byly využity právě

automaticky nalezené kĺıčové body.

V módu pro odstraněńı pohybuj́ıćıch se objekt̊u, bylo potřeba nejdř́ıve transformovat všechny

sńımky do roviny prvńıho sńımku tak, aby se sjednotily souřadnice jednotlivých kĺıčových bod̊u

např́ıč sńımky. Při posuzováńı jednotlivých technik pro automatickou detekci kĺıčových bod̊u

byl kladen d̊uraz na rychlost jednotlivých technik, proto se jako nejlepš́ı metoda podle měřeńı

čas̊u jevila ORB. Poté se využilo algoritmu pro detekci pohybuj́ıćıch se sńımk̊u pomoćı modelu

gaussovských směśı, který vycháźı z pravděpodobnosti jasu pixelu pro konkrétńı souřadnice např́ıč

sńımky. Pomoćı źıskaných binárńıch masek pohybuj́ıćıch se objekt̊u byly tyto objekty vyř́ıznuty a

posupně nahrazeny záplatami sestávaj́ıćıch se z část́ı zbylých sńımk̊u. Pro kontrolu přesnosti toho

filtru, byl vybrán pro stejnou scénu výstupńı obrázek, který pohyb objekt̊u neobsahoval a následně

byl pomoćı MSE porovnán se sńımkem sńım s odstraněnými daty.

V módu pro super kompozici se využ́ıvá homografie pro transformováńı sńımk̊u do roviny

prvńıho sńımku pomoćı kĺıčových bod̊u detekovaných ve společné části sńımku referenčńıho a

transformovaného. V tomto př́ıpadě se porovnávaj́ı techniky z hlediska přesnosti výsledné trans-

formace v̊uči výstupńı požadované transformaci. Jako nejlepš́ı varianta podle porovnávaćı metriky

MSE se jevila metoda AKAZE, která dosáhla nejlepš́ı MSE skóre. Následně se sńımky slož́ı do

jednoho obrázku. Takto se postupovalo, dokud uživatel nedosáhl požadované kompozice.

V posledńım módu aplikace uživatel má možnost zaznamenat scénu v př́ıpadě, že se schyluje

k jednorázové události, ať už se jedná o sportovńı okamžik nebo př́ırodńı úkaz. Po stisknut́ı tlač́ıtka

pro začátek pořizováńı sńımk̊u, začne aplikace cyklicky pořizovat sńımky, dokud neproběhne konkrétńı

událost a uživatel záznam ukonč́ı. Mód následně uživateli odfiltruje rozmazané sńımky a rovněž

také sńımky, které jsou podle nastaveného prahu velmi podobné či shodné. Uživatel si pak z vy-

filtrovaného seznamu fotek vybere, která ho zaj́ımá. Zde se jako metrika pro správné odstraněńı

vymazaných sńımk̊u svolila F1 skóre, jelikož skupina sńımk̊u byla předem vybrána a uměle roz-

mazána gaussovským filtrem s proměnou velikost́ı jádra. Podle F1 skóre byla následně vybrána za

nejlepš́ı techniku pro nalezeńı kĺıčových bod̊u BRISK. U filtru pro odstraněńı opakuj́ıćıch se fotek,

byly jako odpov́ıdaj́ıćı výstupńı data vybrány sńımky z pohledu uživatele. Následně stejně jako v

prvńım filtru jsou tyto data porovnána pomoćı F1 skóre a metoda která, která źıskala nejlepš́ı je

ORB, která se tedy jev́ı jako nejlepš́ı možný detektor pro podobné sńımky.
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Samostatně spustitelné skripty pro jednotlivé představené módy v aplikaci jsou dostupné ve

veřejném repositáři na GitHubu na adrese https://github.com/vsafranek/Algoritmus_k_DP.

75



Zdroje

[1] Chaquopy – Python SDK for Android. 302 Found [online][cit. 12.05.2022]. Dostupné z: https :
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line][cit. 10.04.2022]. Dostupné z: https : //www.researchgate.net/profile/Pablo −

Fernandez − Alcantarilla/publication/236985005/figure/fig2/AS :

299529288077314@1448424755307/Comparison − between − the − Gaussian − and −

nonlinear − diffusion− scale− space− for − several − evolution.png

[33] X. Yang and K. T. Cheng. LDB: An ultra-fast feature for scalable augmented reality. In IEEE

and ACM Intl. Sym. on Mixed and Augmented Reality (ISMAR), 2012.
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