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Abstrakt

Tématem této prace je automatické rozpoznavani typu otézek v ruznych jazycich.
Prace analyzuje typy vét a typy otazek, zaméfuje se na jejich intonaci a popisuje jeji
pravidla v ruznych jazycich. Na problematiku se diva z hlediska syntézy teci, zvyraznuje
dulezitost spravného generovani prozodie a konkrétné typického ténu ruznych typu otazek,
aby umeéla fe¢ byla co nejprirozenéjsi. Dulezité je tudiz pii predzpracovani textu pred
jeho samotnou syntézou automaticky rozlisovat typy otazek. Predkladand prace se o to
snazi vyuzitim pravidel, klasifikatoru a neuronové sité T5. Tyto pristupy testuje pro data

v nékolika jazycich a porovnava jejich presnosti pti klasifikaci otazek.
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TTS, syntéza teci, zpracovani prirozeného jazyka, intonace, otazky, SVM, T5

Abstract

The subject of this thesis is the automatic recognition of question types in various
languages. The thesis analyzes types of sentences and types of questions, focuses on their
intonation and describes its rules in different languages. The issue is looked at from the
perspective of speech synthesis, it emphasizes the importance of the correct generation of
prosody and, in particular, the typical tone of different types of questions, so that artifi-
cial speech is as natural as possible. It is therefore important to automatically distinguish
between the types of questions when pre-processing the text before the synthesis. The
current work aims to do so using rules, classifiers and the T5 neural network. These ap-
proaches are tested using data in several languages and their accuracy values for question

types classification are compared.
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Kapitola 1
Uvod

Syntéza teci byla stvorena jako prostiedek pro zpiijemnéni a zjednoduseni komunikace
mezi lidmi a stroji. Re¢ je odjakziva nejpfirozenéjsim zpusobem dorozumivéni mezi lidmi,
proto zacalo byt experimentovano i s jeji syntézou stroji, od mechanickych stroju z méchu
az po dnesni podobu feci, v zdsadé vzdy generovanou pomoci pocitacu.

Dnesni podoba syntetizované tfec¢i je obecné na vysoké drovni, co se tyce srozumitel-
nosti, ale v pfipadé prirozenosti je stale co zlepsovat. Jelikoz pfirozenost komunikace je
hlavni cil syntetizované feci, je dnesni vyvoj zaméren pravé na piirozenost.

Syntetickd fe¢ se tvori na zdkladé fonetické a prozodické informace, prirozenost se
odviji hlavné od té prozodické. Hlavnimi prozodickymi charakteristikami jsou intonace,
casovani a intenzita. Intonace jako jedind napomahd nejen prirozenosti, ale mé jasna
pravidla i podle vyznamu promluvy, tudiZ napomaha i srozumitelnosti. To umocnuje
nutnost generovat intonaci v syntetické teci korektné.

Intonace mimo jiné uddva hlavni rozdil mezi zjistovacimi otdzkami (otézky, které
ocekdvaji odpovéd ano/ne) a doplitovacimi otdzkami (ocekavaji slovni odpoved). Tén
na konci zjistovacich otdzek stoupd, aby se vyraznéji odlisily od oznamovacich vét, které
maji casto stejny slovosled. Doplnovaci otazky toto vyrazné rozliSeni nevyzaduji, a proto
jejich ton klesa.

P1i syntéze teci z textu je nutné, aby intonace byla generovana pro kazdy typ véty
dle danych pravidel konkrétniho jazyka, jinak by pusobila velmi nepfirozené - naptiklad
pokud by byla fecena zjistovaci otdzka s klesavou melodif, znéla by jako oznamovaci véta,
a nebylo by jasné, Ze je ocekavana odpovéd . Kvili tomu je potieba zjistit pro kazdou vétu,
o jaky typ véty se jedna. To, zZe se jednd o otazku, lze snadno zjistit podle otazniku na
konci véty. O jaky konkrétni typ otédzky se jednd, je vSak komplexnéjsi problém. Ptistupy

k jeho feseni jsou tématem této bakalarské prace.



Kapitola 2
Syntéza reci

Dle [14] je syntéza feci definovana jako proces umélého vytvaien feci. Reé je nejpfiro-
zenéjsim a historicky nejstarsim zpusobem komunikace mezi lidmi, proto zacaly vznikat
zpusoby, jak by mohly s ¢lovékem na stejné trovni komunikovat i stroje. Cilem syntézy je
generovat fe¢, kterd bude nejen srozumitelna, ale i pfirozena, a tim témér nerozeznatelna
od promluvy ¢lovéka. Aplikaci syntézy fec¢i je mnoho, patii mezi né pomucky pro nevidomé
nebo automatické predcitani textu. Syntetizovand fe¢ muze byt vyuzita i jako mensi

soucast hlasovych dialogovych systému nebo robotu.

2.1 Zakladni typy syntézy reci

Syntézu [14] déli podle toho, jakym zpusobem je fe¢ modelovéna.

Artikulacéni syntéza se snazi modelovat proces vytvareni feci presné tak, jak fyziolo-
gicky probiha u ¢lovéka. Zahrnuje modely hlasivek i artikuldtort a jejich pohybu. Zaroven
pocita se vsemi omezenimi dynamiky fecovych organt. Kvuli této komplexnosti dochazi
k vyssi vypocetni naro¢nosti a analyza i syntéza je slozitéjsi. Piistup proto nebyva prilis
vyuzivany.

Formantova syntéza vyuziva teorii zdroje a filtru. Pouzivd model teci, ktery ma
dveé slozky - zdroj buzeni, ktery modeluje dechové tstroji a vytvaii periodicky signal pro
znélé zvuky a ndhodny Sum pro neznélé, a akusticky filtr, ktery modeluje hlasovy trakt,
a jak artikula¢ni ustroji méni proud vzduchu na zvuk, jeho parametry urcuji formanty
hlasového traktu ¢lovéka. Po dlouhou dobu byl nejvyuzivanéjsim pristupem, dokud nebyl
nahrazen konkatenacni syntézou. Nejcastéji je ukon realizovan se sadou pravidel, ktera
prevede fonetickou informaci na vstupu (hlasky + prozodie) na parametry pro syntetizér.
Kvuli malému mnozstvi pouzivanych pravidel a parametru je obtizné plné vystihnout
variabilitu lidské Tec¢i, proto formantova syntéza nepusobi prirozené.

Konkatenacni syntéza byla do nedavné doby nejpouzivanéjsi pristup. Je zalozena
na reprezentaci feci pomoci konetného poctu fecovych jednotek. Ty jsou ulozeny v in-
ventafi fecovych jednotek. Recové jednotky mohou byt rizné, dbé se na to, aby vystihly

co nejvice koartikula¢nich jevu, daly se bez problému fetézit a nedochéazelo k nespojitos-
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tem. Ptitom je vyhodnéjsi mit inventatr co nejmensi, coz vede k vyuzivani mensich jednotek
na urovni hlasek, nebo i mensich. Fonémy jsou nejmensi zvukové jednotky, jsou souhrnem
vsech zpusobu, jak hlasku vyslovit, kvuli jeji poloze mezi jinymi hlaskami. Jednotky lze

i kombinovat, ale bézné lze uzivat:

e Véty, fraze, slova

Slabiky, demislabiky

Fonémy

Difony, trifony, polyfony
e Subfonémové jednotky

Proces syntézy pak spociva v fetézeni (konkatenaci) jednotek v plynulou fec. Na rozdil
od predchozich zpusobu nemodeluje proces vzniku realné reci. Konkatenacni syntéza bez
modifikaci Tetézi jednotky v pfesném tvaru, jak jsou uloZeny, syntéza s modifikacemi
naopak upravuje spektralni a prozodické charakteristiky. Tato metoda pouziva segmenty
realné teci, kopiruje tim hlas konkrétniho recnika, zaroven je prirozenéjsi a kvalitnéjsi.

Mimo tyto tradicni techniky syntézy feci se v dnesni dobé nejcastéji vyuzivaji nej-
ruznéj$i neuronové sité s ruznymi architekturami, které také nemodeluji hlasovy trakt
¢lovéka. Jsou trénovany z nahravek lidské feci a jejich fonetickych prepisu. Pii pouziti dat
od jednoho feénika sit kopiruje jeho hlas, coz priddva prirozenosti. Casto se viak kvuli
nutnosti velkych objemu dat vyuzivaji nahravky vice feéniku - bud jen k predtrénovéni,
nebo pro kompletni trénovéni. [9]

2.2 Syntetizér reci

Syntetizér feci se obecné tika systému, ktery vytvari fec. Na vstupu pro vytvatreni feci
je fonetickd informace - udava, co ma byt vytvoreno pomoci posloupnosti fonémi/hlasek
a prozodickd informace - urcuje, jak se ma tfe¢ vytvorit pomoci informace o melodii,
casovani a intenzite. [14]

Vysledkem prvnich historickych pokusu byly ruzné mechanické syntetizéry. Christian
Kratzenstein zacal vytvaret samohlasky pomoci akustickych rezondtoru jiz v roce 1779.
V roce 1791 bylo navrzeno Wolfgangem von Kempelenem mechanické zatizeni napodo-
bujici ¢innost artikulacnich orgéanu clovéka a je povazovano za prvni syntetizér feci.

Od 20. let 20. stoleti zacaly vznikat elektronické syntetizéry. Prvni zafizeni (1922)
pouzivalo bzucak jako buzeni dvou rezonané¢nich obvodu modelujicich prvni dva formanty
hlasového traktu. Dokazalo tim produkovat zvuky jednotlivych souhldsek. Po ptridéani
trettho formantu japonskymi védci v roce 1932 se zvysila srozumitelnost. V roce 1939
vznikl prvni elektronicky syntetizér schopny syntetizovat souvislou fe¢, Voder. Jeho struk-
tura je zakladem soucasnych syntetizéru zalozenych na teorii zdroje a filtru. V roce 1958
byl sestrojen i prvni artikula¢ni syntetizér, DAVO.
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S nastupem cislicovych pocitact v poloviné Sedesatych let 20. stoleti zacaly byt synte-
tizéry simulovany pomoci pocitacu, vznikly digitalni syntetizéry. Prvni digitalni syntetizér
snazici se o konkatenacni syntézu (popsanou v sekci 2.1) byl vytvoren v roce 1968 a v roce
1977 byl navrzen syntetizér, ktery aktivné pouzival difony pro konkatenacéni syntézu, jak
je zndma dnes. [14]

Po vyrazném vyvoji pocitaci v 90. letech ptisel rozvoj neuronovych siti a jejich
vyuzivani pro nejruznéjsi ulohy. Do popredi se dostaly diky jejich schopnosti zpracovat
obrovské objemy dat. Zacaly se vyuzivat i pro syntetizéry feci, hlavné pro syntetizéry,
které by tvorily fe¢ piimo z textu, aktudlné je nejznaméjsi WaveNet[10], existuji vsak
i jiné, experimentujici napt. s GAN architekturou. [3]

2.3 Zpracovani prirozeného jazyka pro TTS systémy

Syntetizér tec¢i vyzaduje kompletni foneticky ptepis promluvy s informaci o prozo-
dii. To je vsak prilis slozity ukol pro bézného uzivatele. Z tohoto duvodu vznikly TTS
systémy (text-to-speech). [14] Jejich tikolem je vytvorit fe¢ z libovolného psaného textu
bez jakékoliv dalsi informace. Proto je nutné text pred samotnou syntézou nejprve zpra-
covat a z textu odvodit fonetickou a prozodickou informaci automaticky. To je jednim
z ukolu oboru zpracovani prirozeného jazyka (angl. Natural language processing - NLP).

Proces je znédzornén schématem na Obrazku 2.1.

Zpracovani Hlasky Svnteting
text— pfirozeného — a — yntetizer L yeg
jazyka prozodie rec

Obrazek 2.1: Schéma TTS systému [14]

Obecné TTS systémy jsou vyrazné odlisné od systému, které vyuzivaji syntézu teci
z omezené oblasti. Ta se dle [8] vyuziva pro dialogové systémy, které jsou omezené na
konecny pocet vét nebo frazi z dané oblasti. Syntéza pak ¢asto spociva jen v dosazeni
konkrétnich slov do preddefinovanych vét typu:

Vlak ¢islo ___ prijede v ___ hodin ___ minut na nastupisté ¢islo ___.

Takova syntéza pusobi velmi pfirozené, protoze je slozena z celych nahranych slov. Je
pak ale nemozné vygenerovat jakoukoliv fe¢ mimo zadané véty. Proto je vhodné i syntézu
feci z limitované oblasti doplnit obecnym TTS systémem a tim se zvySuje nutnost jejich
existence.

Syntetizér potiebuje védét posloupnost fonému a prozodické znacky. Ty se vétsinou

ziskavaji ve dvou ruznych blocich - modul fonetické transkripce a generator prozodie.
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Kvili mozné nejednoznacnosti pti urcovani téchto informaci je casto v modulu zpra-
covani prirozeného jazyka obsazen i morfologicko-syntakticky analyzator. Schematicky
viz Obrazek 2.2.

text

2

Morfologicko - syntakticky analyzator

V.

Modul fonetické transkripce

hlasky
N N
Generator prozodie

hlasky a prozodie

Obrazek 2.2: Detail modulu zpracovéni ptirozeného jazyka [14]

2.3.1 Morfologicko-syntakticka analyza

Morfologicko-syntaktickd analyza odhaluje vnitini struktury vét. [14] Fonetickd tran-
skripce i prozodie jsou znacné zavislé na syntaxi dané véty, je nutné znat vztahy mezi
slovy. Jednotlivé komponenty analyzatoru byvaji zietézeny paralelné, aby mohly vzajemné
vyuzivat jimi produkované informace. Obrazek 2.3 znézornuje tento proces.

Predzpracovani slouzi jako interface mezi vstupnim textem a jeho vnitini orga-
nizaci v morfologicko-syntaktickém analyzatoru. Detekuje typ vstupniho textu, filtruje
prebyteéné znaky textu a muze délit text na mensi dily jako odstavce nebo véty. Detekce
koncu vét je dulezitd predevsim z hlediska intonace, detekce pouze pomoci interpunkce
vsak muze byt nejednoznacna, jelikoz napiiklad za nékterymi zkratkami se mohou vysky-
tovat tecky.

Blok normalizace prepisuje text do plné slovni formy. Problematické mohou byt:

e cislovky - obycejné cislovky, casové tidaje, obnosy penéz nebo telefonni ¢isla

e zkratky a akronymy - USA = Spojené staty americké x NATO = zustava jako
NATO

e symboly - % = procent.



2.3. ZPRACOVANI PRIROZENEHO JAZYKA PRO TTS SYSTEMY

vstupnf text
Pfedzpracovani
Normalizace € R
Morfologicky I(
analyzator >
Vnlti
reprezentace
textu
Kontextovy &
analyzétor 5
Syntakticko ¢
-prozodicky analyzéator ﬂ

!

vystupnf text
Obrazek 2.3: Schéma morfologicko-syntaktického analyzétoru [14]

Pii morfologické analyze se zjistuji viechny mozné mluvnické kategorie, aniz by se
bral v potaz kontext okolnich slov. Déli slova na ohebna a neohebna, u ohebnych detekuje
morfémy (predpony, piipony, koncovky a kofeny slov) za tucelem zjisténi, zda se jedna
o stejnd slova v ruzném tvaru.

Béhem kontextové analyzy se uvazuji slova jako soucast okolniho kontextu. Tim se
ziskaji presnéjsi odhady mluvnickych kategorif slov, ze kterych muze vybirat. Pravdépo-
dobnostni metody urcuji pravdépodobnosti mluvnickych kategorii pro dvé slova (pomoci
n-gramu nebo neuronovych siti). Nepravdépodobnostni metody vyuzivaji ano/ne pravi-
dla, pomoci nichz pfijmou nebo odmitnou danou kombinaci mluvnickych kategorii, jsou
zalozeny na klasifikacnich a regresnich stromech.

Syntakticko-prozodicky rozbor probiha tak, ze hleda ve vétach useky, kde by mélo
dojit k prozodickym modifikacim. Nejcastéji tak hleda ve vété fraze a hranice mezi nimi.
Metody se déli na tfi skupiny - ruéné odvozené heuristiky pomoci pozic interpunkce,
metody pouzivajici rozsitené bezkontextové gramatiky a metody korpusové orientované,

které vyuzivaji automaticky odvozenda pravidla z rozsahlych oznackovanych textu.



2.3. ZPRACOVANI PRIROZENEHO JAZYKA PRO TTS SYSTEMY

2.3.2 Foneticka transkripce

Vstupni informaci fonetické transkripce je text po morfologicko-syntaktické analyze.
Ukolem fonetické transkripce je presny a jednoznacny zapis mluvené feci pomoci fonetické
abecedy. Pocet symbolu abecedy souvisi s presnosti popisu. Pfidanim vyznamnych alofontu
(razné zpusoby feceni fonému, hlavné kvuli vlivu okolnich fonému) se transkripce velmi
zpresni. Fonetickd transkripce se muze provadét rucné, ale z hlediska syntézy je vhodnéjsi

automaticky postup. Dle [14] lze fesit pomoci dvou zpusobu:

e foneticky slovnik - uchovava vzdy slovo v textové podobé a fonetické podobé; pro
jazyky, kde existuje mnoho tvaru stejného slova, muze byt slovnik prili§ rozsahly,
proto je vyhodnéjsi pouzivat na jazyky, kde neexistuje sklonovani

e foneticka transkripéni pravidla - tento pristup vyuziva obecna pravidla, kterd jsou
bud uréena ruéné expertem, nebo automaticky vyvozena z trénovacich dat; vhod-

néjsi pro jazyky se sklonovanim

Casto se vyuzivé kombinace téchto metod, napifklad pro éestinu je nejcastéji vyuzit
pravidlovy pristup, ale vyjimky a slova ciziho puvodu jsou uchovavany ve slovniku.

Pro foneticky prepis lze vyuzit i neuronové sité, napi. existuji pokusy o G2P (grapheme-
to-phoneme) konverzi zalozené na neuronové siti T5 - T5G2P. [17] Tento model v ¢estiné
dosahuje témér stejnych vysledku jako pravidlovy pristup vyuzivajici zhruba 100 pravidel,

ktery navic obsahuje zhruba 170 000 vyjimek ve slovniku.

2.3.3 Generovani prozodie

Generovani prozodie v syntetizované feci napomahd hlavné prirozenosti dané pro-
mluvy. [14] Hlavni prozodické charakteristiky jsou intonace, ¢asovani a intenzita. Auto-
matické generovani prozodie je slozita tuloha, protoze prozodie je ¢astecné nezavisld na
textu promluvy. Pro generovani je vyuzito déleni na fréaze ze syntakticko-prozodického
rozboru.

Intenzita se generuje na drovni hlasek. Urcuje se pomoci fecovych korpusu, hledi se
na pozici hlasky ve slové i v celé vété, rozlisuje se mezi prizvucnosti a neprizvucnosti.
V cestiné se intenzita povazuje za nejméné dulezitou prozodickou charakteristiku, 1ze ji
casto zcela vynechat.

Generovani casovani zahrnuje generovani trvani, pauz a i prizvuku. Trvani se generuje
pro jednotlivé fonémy za pomoci pravidel nebo ze statistik z fecovych korpusi. Pauzy jsou
umistovany na hranice frazi, vyuzivd se syntakticko-prozodickd struktura véty. Pauzy
mohou byt kratsi nebo delsi podle toho, jak silné na sebe fraze navazuji. Piizvuk se
vytvari zménou tonu, intenzity a Casovani zaroven. Pro slovni prizvuk je nutné nalezeni
prizvucné slabiky. U ¢estiny je to napiiklad vzdy prvni slabika, coz ulohu zjednodusuje.
Obecné pro vsechny jazyky ale toto pravidlo neplati.



2.3. ZPRACOVANI PRIROZENEHO JAZYKA PRO TTS SYSTEMY

Intonace je ddna vyskou hlasu. Jeji generovani ma dva kroky, jako prvni se k fone-
tické transkripci v nékterych aplikacich doplni symbolicky popis prozodie (v jinych napf.
pozadovany prubéh zakladni hlasivkové frekvence), a druhym krokem je generovani into-
nace pomoci zvoleného intonacniho modelu. Podrobnéji se intonaci zabyva kapitola 3.



Kapitola 3

Intonace

Intonace je v uzsim smyslu definovéna dle [19] jako melodickd zména. Jde o pieneseny
vyznam melodie v hudbé, urcuje sled ténu. Ton je pritom elementarni periodicky stabilni
zvuk, jeho frekvenci je urcéena jeho vyska. Re¢ se sklddd ze znélych a neznélych zvukd,
pro znélé kmitaji hlasivky a vytvareji tony, frekvenci téchto kmitu se tika zdkladni hlasiv-
kova frekvence, znaé¢i se f0. U neznélych zvuku ke kmitani nedochézi, tudiz po vykresleni
zakladni hlasivkové frekvence do grafu by mélo na jejich mistech dochéazet k nespojitostem.

Melodie muze mit v promluvé podle [19] nékolik funkef:

e Lexikalni - V tonovych jazycich muze existovat vice formalné stejnych slov, ktera
se muzou lisit pouze ténem, s jakym se vyslovi urcita slabika. Toén tak ovliviiuje
vyznam promluvy. Ténovym jazykem je napiiklad ¢instina [4], tény jsou uréeny
prubéhem jako:

1. vysoce polozeny a rovny
2. ostré stoupani ze stredni polohy do vysoké
3. hluboky téon nasledovany uvolnénim hlasivek stoupnutim
4. Kklesani z vysoké polohy do hluboké
Témito tény jsou pak rozlisitelna slova, ktera jsou jinak pomoci pinyinu (latinkového
prepisu znaku) zapsand az na dany ton stejné, ale maji ruzné vyznamy:
1. ma - maminka
2. ma - konopi
3. ma - kun
4. ma - nadavat
e Vétné vyznamova - Naznacuje typ véty, ktery neni jednoznaény ze slovni struk-

tury véty, tedy predevsim rozdil mezi oznamovaci vétou a zjistovaci otdzkou o stejné
strukture, napriklad:



— Bude prset? ./
— Bude priet.

Detailné 1ze tento rozdil v prubéhu fO vidét na obrazcich 3.1 a 3.2. Pro jesté blizsi
srovnani i s doplnovaci otazkou je na obrazku 3.3 znazornén prubéh véty ,Kdy bude
prset?¢.

Relovy signal

2000 A
1000 A
0 -
—1000 -
—2000 A
Pribéh fO

350 A
300 A
250 A
200 A

150 "\MA/\

0.0 0.2 0.4 0.6 0.8 1.0 1.2
[s]

Obrazek 3.1: Prubéh intonace zjistovaci otdzky - ,,Bude pret?*

Relovy signal

2000 ~
1000 A

—1000 A
—2000 A

Pribéh fO

350 A
300 A

250 A
200 A
150 A
0.0 0.2 0.4 0.6 0.8

[s]

Obrazek 3.2: Prubéh intonace oznamovaci véty - ,,Bude prset.«
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Relovy signal

2000
0 -
—2000 A
Priibéh fO
350 -
300 A
250 -
200 -
150 ] m
0.0 0.2 0.4 0.6 0.8 1.0 1.2

[s.]
Obrazek 3.3: Prubéh intonace doplnovaci otazky - ,Kdy bude prset?*
e Clenici - Pomédh4 délit véty na skupinky slov, které maji tésnéjsi vzajemny vztah.

Typické je klesnuti hlasem v oblasti mezi dvéma vétami souvéti nebo vyuziti nizstho
intonacniho rozpéti pro vlozené véty, které nesou pouze doplikovou informaci.

e Diskurzni - Melodie dava informaci, zda clovék planuje pokracovat v Teci, nebo jiz

ocekava odpovéd od druhého tcastnika dialogu.

e Afektivni - Urcuje, v jakém rozpolozeni se mluvci nachézi z hlediska emoci, nalad,
postoju nebo vlastnosti. Tyto skute¢nosti ovliviiuji kromeé ténu i tempo, silu zvuku
a barvu hlasu.

e Indexova - Nékteré charakteristiky ténu a intonacni kontury mohou piisluset prave
jednomu tecnikovi, nebo urcovat jeho ptislusnost do socidlni skupiny, jeho geogra-
ficky puvod, vék nebo status.

Dle [11] Ize ale funkce ténu uréit i zjednodusené jako:

e Rozliseni ukoncené a neukoncené vypovedi
e Odliseni vypovédnich typu

e Rozliseni neutralni od citoveé zabarvené vypovédi

11



3.1. TYPY VET A JEJICH INTONACE V CESTINE

3.1 Typy vét a jejich intonace v cestiné
Podle zdmeéru mluvéiho déli [20] véty na:
1. Oznamovaci - vyjadiuji sdéleni nebo informaci, jsou ukon¢eny teckou
- Otec prinesl zprdvu.
2. Téazaci - vyjadiuji otazku, jsou ukonceny otaznikem

e Zjistovaci - otdzka, kterd ocekéva odpoved ano/ne
— Priyjdes k ndm?

Dopliiovaci - otédzka, kterd ocekava slovni odpovéd, vyuziva tdzaci zdjmena,

v anglictiné se podle nich oznacuji jako Wh-questions

— V kolik hodin prijedes?

Vylucovaci - otdzka, kterd dava na vybér z vice moznosti pro odpovéd

— Prijdes k nam dnes, nebo zitra?

Rozvazovaci - vyjadiuji osobni nejistotu
— Co délat?

Recnické - nevyzaduji odpoved,, casto se predpokladd zdpornd

— Muze se nad tim nékdo pozastavovat?
3. Zadaci

e Rozkazovaci - vyjadiuji rozkaz nebo zakaz, ukonceny teckou nebo vykfi¢nikem
— Zavri dvere.
e Praci - vyjadiuji ptani nebo citové zabarvenou zadost, jsou ukonceny nejcastéji
vyktiénikem
— Kéz by se vratil!

Véty se mohou vyskytovat i ve formé zvolaci, jsou dany velkym citovym zabarvenim,
vzdy jsou ukonc¢eny vykiicnikem. Tuto formu mohou mit véty, které by jinak byly oznaceny
za oznamovaci, tazaci, i zadaci.

Melodicka c¢ast komunikace je poskladana z malych elementarnich kontur, které mo-
hou byt v ruznych intonacnich rozpétich. Rozlisuji se tfi melodémy: melodém ukonécujici
klesavy, melodém ukoncujici stoupavy a melodém neukonéujici. [19] Presnéji pak muze
byt melodém uréen ruznymi kadencemi.

Pro melodém ukoncujici klesavy:
e kadence klesava

e kadence stoupavo-klesava

12



3.2. INTONACE V ANGLICTINE

Pro melodém ukoncujici stoupavy:
e kadence stoupava

e kadence stoupavo-klesava

e kadence rovno-klesava

[11] rozlisuje kadence na piiznakové a nepiiznakové. Délka kadence byva promeénlivé.
Ukoncujici melodémy se realizuji v poslednim taktu vypovédi kvuli vétnému prizvuku,
ktery je umistén na stejném taktu. Pokud je vétny piizvuk jinde, realizuje se jinde i me-
lodém. Pri rozsiteni intonac¢niho rozpéti je kadence vniméana jako durazova, pouziva se
bud kvuli vyjddieni emoci, pro kontrast, nebo urcuje strukturu véty.

Oznamovaci véty vyuzivaji melodém ukoncujici klesavy, realizuji ho kadenci klesavou
prostou. Doplnovaci otazky vyuzivaji melodém ukoncujici klesavy, kadence pritom zacing
na tédzacim vyrazu, které jsou typické pravé pro doplinovaci otazky (kdo, co, jaky,...).
Zjistovaci otézky, které ocekdvaji odpoved ano/ne, tyto vyrazy nemaji, proto je potieba
urcit, ze se jedna o otazku, pomoci ténu. Pro né je vyuzit melodém stoupavy.

Pravidla rozsifend v jednom jazyce nemusi byt pravidlem v jinych, [2] se zabyva po-

pisem intonace v ruznych jazycich, v ¢em jsou si podobné a v ¢em se lisi.

3.2 Intonace v anglictiné

Ackoliv fonetika rozlisuje mezi americkou a britskou anglictinou a [2] popisuje obé
zv14st, rozdily jsou v zdsadé minimalni. Americkd angli¢tina je silné spojena s vyraznéjsi
gestikulaci a vice zménami vyrazu obli¢eje pii vySSim tonu v fecCi. Zaroven nemad slovni
a segmentalni tén. Hlavni funkce zdkladni frekvence jsou tvorba piizvuku a kontur.

V angli¢tiné nema intonace vztah s gramatikou. Mnoho otazek koné¢i stoupavym me-
lodémem, ¢asto je to jediny priznak toho, ze jde o otazku. Wh-otézky ve vétsiné pripadu
klesaji. Zjistovaci otazky zhruba stejné ¢asto stoupaji i klesaji, existuji vsak typy, které
stoupaji témeér vzdy. Jsou to otazky, které opakuji jinou otdazku kvuli ujisténi, ze dotycny
spravne slysel. Otazky jsou pak celkové vyse polozené nez jiné véty.

Véty zvolaci jsou polozené vysoko a na konci klesaji. Oznamovaci véty muzou pfinéset
nové téma, nebo odpovidat na otazku, oba typy vyuzivaji klesavy melodém, ale pti od-
povédi na otazku se spise vyuzije stoupavo-klesava kadence. Rozkazy bézné vnasi nové
téma, tudiz klasicky klesaji, ale pti opakovaném rozkazu se muze kontura obratit.

[13] se déle zabyvéa otdzkami, které se daji vylozit dvéma zpusoby. Konkrétné mezi
vylucovacimi a zjistovacimi, ve kterych je obsazeno slovo nebo. Nésledujici otdzky vypa-

daji formalné stejné, lisi se pouze ténem.
e Are you allergic to dairy or soy? /*

e Are you allergic to dairy or soy?
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3.3. INTONACE V NEMCINE

Prvni pripad se pta na to, zda je dotycny alergicky, nezédlezi v tom pripadé na co,
ocekdvd se odpoved ano/ne, tudiz se ténem stoupd. V druhém piipadé uz vime, ze dotyény
na néco alergicky je, ale ptame se, na kterou konkrétni véc, tudiz se vice blizi doplnovaci
otazce a klesa. V cestiné se rozdil mezi spojkami nebo ve slucovacim a vyluc¢ovacim poméru
rozliSuje c¢arkou pired slovem nebo.

3.3 Intonace v némciné

Veédci argumentuji, ze bézna rytmicka struktura anglictiny se s mensimi tpravami da
aplikovat i na néméinu. [2] Tvrzeni, ze oznamovaci véty pouzivaji klesavy tén, doplnovact
otazky stoupavy a W-otdzky (némecka verze Wh-otdzek) klesaji, jsou povazovana za
prilisné zjednoduseni, pouzivaji se:

1. kadence klesava - oznamovaci véty a véty zvolaci

2. kadence stoupavi - neukonéend vypoved, otdzky

3. kadence rovna - ocekava se pokracovani promluvy

4. kadence klesavo-stoupava - nejistota

5. kadence stoupavo-klesava - jistota, o¢ividnost

Tento vycet vsak stdle nepokryva celou variabilitu tonu v hovorové némciné. Tabulka
3.1 znazornuje pouzivané melodémy podle typu véty a za jakym ucelem je dand promluva
fecena. Némci zaroven vyuzivaji mnohem uzsi frekvenéni rozsah nez jiné jazyky, tudiz

promluva byva celkové monoténnéjsi.

Typ vety Melodém Ucel

) klesavy tvrzeni
Oznamovaci ; — -
stoupavy nejisté tvrzeni

Rozkazovaci klesavy rozkaz

Praci stoupavy prani

L kl ; wzna otazk

Tézaci (ano/ne) ceoary. razna olazta

stoupavy bézné

klesavy bézné

W-otazky

stoupavy | zopakovana otazka

Tabulka 3.1: Ucel vyuziti melodému v typech vét v néméiné

Clének [5] pak dopliiuje, Ze pfi dopfedu zndmé odpovédi na ano/ne otdzku se vyuziva
klesavého melodému.

14



3.4. INTONACE VE SPANELSTINE

3.4 Intonace ve Spanélstiné

Studii priblizujicich prozodické charakteristiky Spanélského jazyka je méné a casto
si odporuji. [2] Slova se déli na piizvuénd a nepfizvucénd, prizvuénd tvoii zhruba 63 %
mluveného jazyka. Systém intonace se zaklada na jejich rozlozeni ve veété. Kazda véta
ma tolik tonickych skupin, kolik ma slabik s prizvukem. Prubéh je nejc¢astéji znazornovan

urovnémi danymi transkripénim systémem INTSINT, od nejvyssi k nejnizsi jsou to:

e T (Top), H (Higher), U (Upstepped), S (Same), M (Mid), D (Downstepped), L
(Lower), B (Bottom)

Kratké oznamovaci véty jsou tedy napiiklad dany sekvenci TH a D nebo B - tj.
jejich ton postupné klesa. Tato pismena vzdy popisuji tsek prizvucné slabiky. Znadci tedy
postupné klesavou intonaci.

Intonace ma velkou roli v urcovani dvou typu tazacich vét. Ty, které naznacuji gra-
matickou strukturou, ze jsou otdzkami (napiiklad existenci tézacich vyrazi), na konci
klesaji a predchozi tony jsou také na nizké trovni, tim se podobaji oznamovacim vétam.
Zjistovaci otdzky maji naprosto stejny slovosled a strukturu jako oznamovaci véty, proto
se jejich tén musi lisit a narozdil od oznamovacich vét stoupa. Nékteré otazky se mohou
odklanét od téchto pravidel, pokud vyjadiuji zdvorilost, opakovani otdzky nebo ujisténi
se o néjaké skutecnosti.

3.5 Intonace v rustiné

Prozodie rustiny tvori dva systémy, systém slovniho ptrizvuku a systém vétné intonace.
[2] Prozodie zejména seskupuje zvuky a slabiky do vyssich celki. Ob¢as muze byt prozodie
jediné, co naznacuje ucel vypovédi - otazka, neukoncenost, kontrast. Prizvuk je v rustiné
volny, muze byt na kterékoliv slabice, ale presto existuji pravidla na zakladé slovnich
druhu. Slovni prozodie je také velmi ovlivnéna prozodii vét. Rustina seskupuje slova do
vétsich celku pomoci prizvuku na prvnim slove.

Samostatné stojici oznamovaci véta je dana sérii stoupani a poklest tonu, na konci
véty na prizvucné slabice vyrazné klesa. V souvislé reci nebyva koneény tén uplny, v misté
prizvuku muze stoupat. Prizvuk také zpusobuje nevyraznéjsi melodii ostatnich slov.

Otézky jsou prondseny rychleji nez oznamovaci véty. Zjistovaci otdzky nepouzivaji
tazaci zajmena a slovosled je zcela volny, otdzka je definovana ostfe rostoucim ténem
na prizvucéné slabice hlavniho piizvucného slova a pokles na nésledujicich slabikach.
Specidlnim piipadem jsou eliptické (neukoncené) otazky zacinajici slovem a, napt. , A ty7«,
které jsou tvoreny stoupavym nebo klesavé-stoupavym ténem.

Toén doplinovacich otazek se dle nékterych nazoru shoduje s tonem oznamovacich vét.
Vyznacuje se vSak vétsim stoupanim pred findlnim klesnutim. Vzacnéjsi typ doplnovacich

otazek je charakterizovan ptizvukem na tazacim zajmenu a postupnym ustalenim.
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3.6. SHRNUTI

Intonace rozkazovacich a zvolacich vét je prilis komplikovana a jeji pravidla se nedaji

vyjadrit obecné.

3.6 Shrnuti

vvvvvv

hlasu. Celkova intonacni kontura je poskldddana z mensich ¢éasti, tzv. melodému, které
se mohou déle realizovat ruznymi kadencemi. Intonace je ¢asto provazana s prizvukem,
hladina zakladniho hlasivkového ténu se méni na pirizvucnych slabikach slov. Pravidla
prizvuku se mohou v ruznych jazycich lisit velmi vyrazneé, ¢estina ma prizvuk vzdy na
prvni slabice slova, ale naptiklad rustina m& ptizvuk volny a muze byt na kterékoliv sla-
bice. Intonace umoznuje rozliseni mezi slovy v ténovych jazycich, ¢leni souvéti na véty
klesnutim hlasem mezi predély vét, ukoncuje promluvu fecnika, urc¢uje emocionalni roz-
polozeni. Hlavné ale muze rozliSovat mezi typy vét, a dale i mezi riznymi druhy otazek.

Otézky lze ve vsech jazycich délit na zjistovaci a dopliovaci. Méné casté jsou otézky
eliptické a vylucovaci. Zjistovaci otdzky ocekdvaji odpovéd ano/ne, v naprosto béznych
podminkach maji stoupavou intonaci, ve vétsiné jazyku je jejich slovosled totozny s ozna-
movacimi vétami, a musi se proto odlisit mezi sebou vyraznym rozdilem v intonaci.
Dopliiovaci otdzky ocekéavaji slovni odpovéd, obsahuji tdzaci zdjmena, kterd naznacuji, ja-
kou odpovéd ocekdvaji. Tdzacimi zdjmeny jsou napi. kdo, co, jaky, ktery. Tyto otazky se
nezameénuji s oznamovacimi vétami, maji klesavou intonaci, ktera vsak stejné neni totozna
s intonaci oznamovacich vét. Eliptické otazky se vyznacuji tim, ze nejsou dokoncené,
vétsinou neobsahuji sloveso. Mohou ale obsahovat tézaci zdjmena, a tim pfripominat
doplnovaci otazky. Na rozdil od nich ale ténem stoupaji. Vylucovaci otazky jsou takové
otazky, které davaji ucastnikovi dialogu na vybér ze dvou moznosti. Vyznacuji se spoj-
kou ,nebo“ ve vyluc¢ovacim poméru, tudiz nedévaji prostor vybrat obé moznosti zaroven.
Intonace na konci takového souveéti klesa.

Od pravidel intonace v otazkach se lidé odklanéji, kdyz chtéji vyjadrit zdvorilost,
pokud otéazku opakuji, nebo tvrzeni vyjadiuji s nejistotou a chtéji se ujistit o néjaké

skutec¢nosti. Mluvéi pak kazdou promluvu muze fict jinak i na zakladé ruznych emoci.
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Kapitola 4
Cil prace

Cilem bakalaiské prace je automatické rozpoznani typu otazek pro vyuziti pii syntéze
feci z pohledu ukonc¢ujiciho melodému dané otézky. Ten je dulezité zjistit, aby bylo mozné
generovat prozodii pti syntéze konkrétni otazky. Intonace a celkové prozodie pomahaji
prirozenosti vytvorené teci. Rozpoznani by mélo probihat z obecného textu.

Ackoliv existuje mnoho vyjimek zduvodnénych emocemi, kontextem v plynulé fedi,
¢i ruznymi nafe¢imi, pii uvazovani naprosto bézné neutralni vypovédi jsou presné dany
zjistovaci otdzky stoupavym melodémem a doplitovaci otdzky klesavym melodémem (ktery
se vSak jesté dale 1isi od klesavého melodému oznamovacich vét), a to ve vSech jazycich,
pro které je cilem prace tyto typy rozpoznavat, jak bylo uvedeno v kapitolach 3.1-3.6.

Pro praci budou vyuzita data v ¢estiné, anglictiné, némciné, Spanélstiné a rustiné. Pro
zaruceni co nejlepsich vysledku je navic nutné nejprve provést ruéni korekci anotaci ténu
podle danych pravidel. Data obsahuji pievazné zjistovaci a dopliiovaci otdzky, rozlisovat
se bude hlavné mezi nimi. V datech je ale obsazeno i minimalni mnozstvi vylucovacich
a eliptickych otéazek.

Pro rozpoznavani budou vyuzity techniky umélé inteligence a strojového uceni. Pro
uceni s ucitelem by meéla byt data rozdélena do dvou tiid, Td a Tu, urcujici klesavy
a stoupavy ton. Uplatnén bude pravidlovy pristup s ruéné a automaticky odvozenymi
pravidly, SVM Kklasifikitor a neuronova sit Text-To-Text Transfer Transformer pouZivana

ke zpracovani prirozeného jazyka, které se zkracené rika T5.
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Kapitola 5
Rozpoznavani typu otazek

Tato kapitola se zabyva jednotlivymi pristupy k rozpoznavani typu otazek a jejich
déleni do dvou trid. V sekci 5.1 je nejprve popsano predzpracovani dat k jejich naslednému
pouzivani. Sekce 5.2 popisuje vyuziti rucné i automaticky vytvorenych pravidel. Sekce 5.3
a 5.4 pak k rozpoznavani typu otazek pouzivaji klasifikatory a neuronové sité. Veskeré

pouzité zdrojové kédy a konfiguraéni soubory jsou soucdsti piflohy na GitHubu.!

5.1 Priprava dat

Pied tim, nez byla data k ¢emukoliv vyuzita, bylo nutné sjednotit jejich format. Ceské,
anglicka a némecka data byla ve formatu:

Otézka \t anotace,

viz ukazka 5.1.

V Cem myslite, Ze je Skoda dobra? Td
Jak prenést dé&dicnou informaci? Td
Cim se chlubi Praha? Td

Ukéazka 5.1: Pozadovany format dat

Anotace byly rozliseny jako Tu (z angl. ,tone up“, znacici stoupavy melodém) a Td
(z angl. ,tone down®, znacici klesavy melodém). Tento tabulatorové oddéleny formaét,
znamy jako *.tsv, je vyhodny hlavné kvuli neuronové siti, ktera bude oc¢ekéavat data prave
v tomto formatu. Proto byla ¢eskd, anglickda a némeckd data zachovana v tomto formatu
a Spanélska a ruska data byla pfevedena do totozného, aby s nimi bylo mozné pracovat
jednotné.

Spanélskd data (aipuvodni ruska data, kterd vsak kvuli velmi casté chybovosti anotaci
nebyla pouzita) méla format takovy, ze kazdé slovo ve vété mélo za sebou zndzornénou

https://github.com/Kasakova/BP_kasakova
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5.1. PRIPRAVA DAT

fonetickou transkripci v systému IPA a dand anotace ((Tu), (Td)) byla umisténa na
konkrétni pozici v textu/promluvé viz Ukézka 5.2. Fonetickd transkripce neni pro tuto
ulohu dulezita, jelikoz jde o zpracovani textu, ne jeho fonetické podoby, lze tedy tuto
informaci z dat zcela vypustit. Konkrétni pozice poklesu/stoupéani ténu také neni soucasti
ulohy, v TTS systému ji bude urcovat jiny modul. Konkrétni anotace je vsak dulezita,
proto je nutné ji ze zavorek extrahovat a v datech ponechat. Zcela vymazano bylo ¢islovani
radku na zacatku a ponechanim pouze radku, které obsahuji otaznik, byly odfiltrovany

oznamovaci véty.

cnv00251 Qué[<T’>'ke] pasal[<Td><T’>'pasa<T?>]?
cnv00252 Qué[<T’>'ke] ha[<T’>'a] pasado[<Td><T’>pa'sado<T?>]?
cnv00253 Qué[<T’>'ke] es[<KTd><T’>'es<T7>]7

Ukéazka 5.2: Puvodni format Spanélskych dat

Nova ruska data méla oproti Spanélskym format podobnéjsi pozadovanému, je zob-
razen v Ukédzce 5.3, misto *.tsv §lo o *.csv, coz je format velice podobny, jen oddéleny
sttednikem misto tabulatoru. Bylo obraceno poradi anotace a otazky oproti pozadovanému

formatu, muselo byt proto upraveno na spravny tvar.

Tu;B cTouMOCTEL apeHIb BKIIOYEHO TOIIUBO?
Tu;Bce Ha He#l e3I4T, a OHA MOJIYUT?

Tu;MoxeT, BCE emé obpasyerca?

Ukazka 5.3: Puvodni format ruskych dat

5.1.1 Korekce dat

Anotace vét nebyly vzdy spravné, autor této prace proto musel u jazyku, u kterych
mu to jazykové schopnosti umoznuji, ruéné opravit nékteré anotace. Korekce byla pro-
vedena u dat ceskych, anglickych, némeckych a Spanélskych. V néasledujicich ptikladech

jsou opravované véty uvedeny jiz se spravnymi anotacemi.

e Bylo nutné rozlisit eliptické otazky, které nejsou plnymi vétami (neobsahuji podmét
a piisudek), kde tén vzdy stoupa.
— So what? Tu
— Such as? Tu

e V némeckych datech byla u specifickych a méné béznych zdjmen Spatna anotace Tu

pro vSechny jejich vyskyty.

— Wieso

— Wieviele, Wievielmal, Wievielter
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5.1. PRIPRAVA DAT

— Wofur
— Woraus
— Worum

— Wowvor

— Wozu

e Diéle bylo nutné rozlisit, kdy tazaci zdjmena uprostied souvéti urc¢uji dopliovaci
otazku:

— Sdm jste zaridil dva goly, jak jste vidél obé situace? Td
A kdy jsou jen béznymi spojkami:
— Je vydirdani béziny zpusob, jak zjistit pravdu? Tu

Toto rozliSeni je zfejmé ve Spanélstiné, kdy tazaci zdjmena maji piizvuk a spojky
ne, naptiklad Cual x Cudl. V datech ale toto rozliseni neni zachyceno spravné, obé
verze slov se vyskytuji jak na pozici tazacich zajmen, tak i spojek. Pted vyuzitim
tohoto rozdilu pro rozpoznavani by se musel v datech také opravit.

e Problematické bylo vyuziti vylucovacich otazek, které maji zasadné klesavy ton,

i kdyz neobsahuji tdzaci zdjmena:
— Umoudri se lidé, ¢i naopak dojde k nejhorsimu? Td
e Neékteré chyby vsak byly nesporné a slo o zcela jasné doplnovaci otazky:
— Kam jede autobusovd linka ¢islo dvacet? Td
Nebo zjistovaci otdzky:
— Musel byt ten spor tesen pres média? Tu

Pokud by tyto ptipady byly spatné anotované jiz v trénovacich datech, klasifikatory by
nemusely byt schopné spravné urcit veskera nové prichozi data, protoze se ucily z chybnych
a kazdd jejich dalsi klasifikace by byla opét chybné. Proto byla oprava dat velmi dulezita
a az takto upravend data se mohla vyuzit pro automatické rozpoznavani typu otazek.

Tabulka 5.1 znazornuje pocet opravenych chyb a jejich pomérné zastoupeni v datech.

5.1.2 Rozdéleni dat a pouzita metrika

Data byla rozdélena na trénovaci a testovaci v poméru 4:1 pomoci metody z knihovny
Sci-kit Learn sklearn.model_selection.train_test_split()[12]. Pro prubéznou validaci neuro-
nové sité a vybér optimélnich parametru klasifikatoru pak byla oddélena od trénovacich
dat stejnym zpusobem (ale v poméru 9:1) navic validacni data.
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5.1. PRIPRAVA DAT

| | Pocet oprav | Pomeér chybnych [%] |

CZ 21 0.79
DE Hh) 2.18
EN 47 2.02
ES 21 1.01

Tabulka 5.1: Chybovost anotaci

Celkové mnozstvi dat a pomér otazek se stoupavym a klesavym tonem, které reprezen-
tuji tiidy, do kterych se bude délit, jsou zndzornéna v tabulce 5.2. Rozdéleni na trénovaci,
testovaci a valida¢ni priblizné zachovava puvodni poméry Tu:Td.

| | Pocet otdzek | Tu | Td |

CZ 2661 1796 | 865
DE 2524 1435 | 1089
EN 2327 1157 | 1170
ES 2077 1159 | 918
RU 4531 2418 | 2113

Tabulka 5.2: Rozlozeni dat pro kazdy jazyk

2500 A

2000 ~

=
(S
o
o

Pocet vét

1000 A

500 A

cz DE EN ES RU
Jazyk

Obréazek 5.1: Rozlozeni dat pro kazdy jazyk

Pro vétsinu jazyku je pomér dat pro obé tfidy srovnatelny a blizi se poméru 1:1. Pro
¢estinu je uz pomér vice jak 2:1, ale stale obsahuje dostate¢né mnozstvi vét i pro tén Td.
Je jich ale nejméné ze vSech jazyku, i kdyz celkem je dat témér nejvice, hned po rustiné.
Celkové mnozstvi dat pro konkrétni jazyk i pocet dat pro jednotlivé typy otazek mohou
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5.2. ZNALOSTNI SYSTEM

mit vliv na trénovani klasifikatoru, ale zaroven je dulezité, i jaké konkrétni otazky se
v datech vyskytuji.

Jelikoz pro vSechny jazyky je k dispozici dostatecné mnozstvi dat pro oba tony, lze
povazovat za srovnatelnou ztratu, kterd je zpusobena chybnou klasifikaci mezi obéma
ttidami. Proto lze pro urceni presnosti klasifikace vyuzit metriku accuracy, ktera urcuje
pomér poctu spravné zaklasifikovanych do obou tfid ku vSsem probéhlym klasifikacim,
podle vzorce 5.1. Vyznam jednotlivych ¢lenu je blize vysvétlen v obecné matici zdmén
pro tiidy Tu a Td v tabulce 5.3.

e TP = true positive - pocet spravné zaklasifikovanych Td
e TN = true negative - pocet spravné zaklasifikovanych Tu
e P = false positive - pocet nespravné zaklasifikovanych Td

e FN = false negative - pocet nespravné zaklasifikovanych Tu

TP +TN

5.1
TP+TN+ FP+ FN (5:1)

Accuracy =

Klasifikator
Td \ Tu
S[Td|[TP| FP
=l Tu || FN| TN

Tabulka 5.3: Obecnd matice zémén

5.2 Znalostni systém

Pro rozpoznavani typu otazky byl nejprve vyuzit pravidlovy ptistup, ktery je nejjed-
nodussi, je dan zcela jednoduchymi pravidly.
V tomto ptipadé bylo typové vyuzito jedno pravidlo:

Pokud veta obsahuje tazaci zdjmeno, ton je klesavy.

Tézaci zdjmena se nejcastéji vyskytuji na zac¢dtku vét (obvykle na prvni nebo druhé
pozici). Pokud jde ale o souvéti, muzou se vyskytovat uprostied souvéti, na zacatku véty
druhé. Ukolem této kapitoly je zjistit, mezi kterymi slovy by se mélo tazaci zdjmeno
hledat. Pouziti tohoto pravidla je reprezentovano rozhodovacim stromem na obrazku 5.2.
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5.2. ZNALOSTNI SYSTEM

Je ve vété tazaci zajmeno?

|ano| |ne|

Td Tu

Obrazek 5.2: Rozhodovaci strom s jednim pravidlem

Experimentovano bylo vsak i s druhym pravidlem:
Pokud je na proni pozici ve vété pomocné sloveso, ton je stoupavy.,

které vsak nelze vyuzit obecné pro vsechny jazyky; pro anglictinu plati, ale pro cestinu
nebo spanélstinu nikoliv. Pro postup rozhodovani s timto pravidlem je rozhodovaci strom

z obrazku 5.2 upraven na tvar na obrazku 5.3.

Je ve vété tazaci zajmeno?

|ano| |ne|

Td Je na prvni pozici véty pomocné sloveso?

| ano [ ne

Tu T?

Obréazek 5.3: Rozhodovaci strom se dvéma pravidly

Za timto ucelem vsak musi byt dodan seznam téchto tazacich zdjmen, nebo v druhém
ptipadé pomocnych sloves, ze kterého znalostni systém vybira.2 Toho bylo dosaZeno dvéma
zpusoby, rucéné u jazyku, u nichz mi to dovoluje jejich znalost, a poté automatickym

vyvozenim z trénovacich dat. Seznamy byly uchoviavany ve formatu *.yaml.

2Kompletni konfigura¢ni soubory jsou souéésti piflohy na GitHubu.
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5.2. ZNALOSTNI SYSTEM

5.2.1 Rucné odvozené znalosti

Pro znalostni systém byly rucné vytvoreny seznamy tézacich zédjmen. Pro angli¢tinu
byl nejkratsi a ¢ast je zobrazena v ukazce 5.4, v souboru je seznam jesté doplnén o varianty
s ’s (napt. where’s) pro prvnich 6 zdjmen. Ty urcuji klesavy tén Td.

Td:

- where
- how

- who

- what

- why

- when
- which
- whose

- whom

Ukézka 5.4: Cést konfiguraéniho souboru pro angli¢tinu - klesavy tén

Tu:

- does
- did
- are

- is

- was
- were
- will
- would
- can

- could
- shall
- may

- have
- has

- had

Ukézka 5.5: Cast konfiguraéniho souboru pro angli¢tinu - stoupavy tén

Béhem préce bylo experimentovano i s ¢asti konfiguraéniho souboru, ktera by urcovala
stoupavy tén. Hlavné v angli¢tiné jsou na prvni pozici v zjistovaci otdzce zdsadné po-
mocna slovesa viz Ukazka 5.5. V redlném konfiguraénim souboru je seznam jesté doplnén
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5.2. ZNALOSTNI SYSTEM

o zaporné varianty. Pii rozpoznavani se pak muzou porovnavat slova vét s obéma se-
znamy, nebo jen zvlast s kazdou éasti. Nésledujici ¢dst textu této kapitoly zkoumad, jaka
¢ast konfiguraéniho seznamu by se méla vyuzit pro co nejlepsi vysledky. Také zjistuje,
mezi kolika pocatecnimi slovy ma tazaci zajmena a pomocna slovesa hledat, zohlednuje
i variantu, kdy se hleda v celé vété. Pro vyhodnoceni se vyuzivaji validacni data.

Pouziti obou ¢asti konfiguracniho souboru znamena, ze nékteré otazky dostanou kla-
sifikaci Td, nékteré Tu, ale je nutné zavést kategorii ,nezaklasifikovano®, ktera je repre-
zentovana anotaci T?, viz obrazek 5.3. Ta by méla byt rozdélena pomoci dalstho pravidla
nebo pravidel na Tu a Td.

Nésledujici tabulky zobrazuji matice zdmén (angl. confusion matrix) pro vyuziti obou
¢asti konfiguraéniho souboru na urcity pocet pocatecnich slov. Jelikoz ¢ast konfigura¢niho
souboru pro Tu poéita s pomocnym slovesem na prvni pozici, bylo nejprve hledano mezi
prvnimi slovy véty viz Tabulka 5.4, kde piesnost byla 90,91 %.

Klasifikator
T? \ Td \ Tu
=/ Td| 6 | 8 | 3
el Tull 711 |84

Tabulka 5.4: Matice zamén - EN - 1 slovo Tu, 1 slovo Td

Téazaci zdjmena pro Td vsak mohou byt na prvni i druhé pozici viz Ukéazka 5.6, takze
pii hledani Td ve dvou slovech a Tu v jednom slové se dojde k vysledkum v Tabulce 5.5
a presnosti 93,58 %.

Where can I buy tickets? Td
And what happened then? Td
And, by the way, why should the afterlife be everlasting? Td

Ukézka 5.6: Poloha tazacich zajmen ve vétach

Klasifikator
T? [ Td [ Tu
S[Td] 1 ]91] 3
sl Tull 711 |84

Tabulka 5.5: Matice zamén - EN - 1 slovo Tu, 2 slova Td

Prekvapivé se vsak nejlepsich vysledku dosahne pti hledani v prvnich dvou slovech
véty pro oba tény (a obé ¢asti konfiguraéniho souboru), jak znazornuje Tabulka 5.6, a to
presnost 94,12 %.
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5.2. ZNALOSTNI SYSTEM

Klasifikator
T? | Td | Tu
S Td| 1 [91] 3
S Tul 6 | 1 ]85

Tabulka 5.6: Matice zamén - EN - 2 slova Tu, 2 slova Td

7 vysledku je vsak jasné, ze vyrazné vétsi cast nezaklasifikovanych ma mit tén Tu.
To znamend, ze pro optimélni vysledky lze zanedbat Tu (pomocné slovesa) ¢asti konfi-
gura¢niho souboru a vyuzit jen Td (tazaci zdjmena) (viz obrazek 5.2), vSe ostatni se pak
zaklasifikuje jako Tu. Matice je v tabulce 5.7, pfesnost stoupne na 97,33 %.

Klasifikator
Td| Tu
= Td || 91 4
~l Tull 1 91

Tabulka 5.7: Matice zamén - EN - 2 slova Td

Pro jesté vétsi presnost 1ze jesté zapocitat nepiilis casté pripady, kdy jsou véty zapocaty
nevyznamovym slovem a tazaci zdjmeno je odsunuto az na treti pozici typu:

o Askym...

o Ale na ktery...

Klasifikator
Td| Tu
= Td || 91 4
~l Tull 1 91

Tabulka 5.8: Matice zamén - EN - 3 slova Td

Z tabulek 5.7 a 5.8 je vidét, ze pro angli¢tinu je vysledna piesnost 97,33 % stejna pro
hledani zajmen v prvnich 2 i 3 slovech. Obrazek 5.4 zobrazuje srovnani presnosti klasifikace
podle poctu pocatecnich slov dané véty, ve kterych hledd slova z Td seznamu pro vSechny
jazyky. Z néj by se dalo usoudit, ze hledani ve tiech slovech je opravdu vyhodnéjsi pro
vSechny jazyky kromé cestiny, ale na tieti pozici se jiz casto vyskytuji slova, kterd se pisi
stejné jako hledand zdjmena, ale ve vété maji funkci spojek, napriklad:

o Mite predstavu, jak situaci Ceskijch drah zlepsit? Tu,

proto bylo hledani omezeno jen na prvni dvé slova.
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-1.00
N
O
-0.98
0.96
- 96.26% 94.65%
Y2
Ny
8 0.94
w 100.00%
0.92
“ - 98.80% 98.20% 98.80% 0.90

Poc¢éatecnich slov
Obrazek 5.4: Porovnani presnosti podle poc¢tu slov hledani z Td seznamu

Jen pro porovnani je v tabulce 5.9 vidét vyuziti jen Tu ¢éasti konfigura¢niho souboru,

ktery pro rozpoznavani neni dostacujici, dosahuje ze vSech nejhorsich vysledku - presnost
73,26%.

Klasifikator
Td Tu
<[ Td[52] 43
e Tul 7] 85

Tabulka 5.9: Matice zamén - EN - 2 slova Tu

Pokud se tedy hledaji jen tdzaci zdjmena a pouze mezi prvnimi dvéma slovy vét (coz
se ukézalo jako nejlepsi varianta), kone¢né vysledky jsou v tabulce 5.10. Pro ruska data
nebyl ruéné vytvoren seznam tazacich zajmen, neni tudiz soucasti téchto vysledku.

’ H Accuracy ‘
CZ || 94.17 %
DE || 98.02 %
EN || 96.78 %
ES || 94.71 %

Tabulka 5.10: Presnost rucnich pravidel na testovacich datech
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5.2.2 Automatické odvozeni znalosti - frekvence slov

Obecnéjsim zpusobem, jak vytvorit seznamy zajmen, nez je ruéné vypisovat v kazdém
tvaru, je vyvodit je piimo z trénovacich dat. Navic neni vyzadovana zadna znalost daného
jazyka. Pro automatické odvozovani se budou na zakladé pokusu s ruéné sepsanymi pra-
vidly uvazovat uz jen seznamy slov k urceni klesavého tonu Td.

Pro odvozeni slov do konfigura¢niho souboru (obsahujictho seznam slov) je predpokla-
dem, aby se dané slovo vyskytovalo ¢astéji v Td otédzkach nez Tu. To se uréi na zaklade
zjisténi cetnosti pro vsechna slova zvlast v obou édstech dat. U vsech se tedy zkoumaji
dva parametry, pro které je vhodné odvodit prahy:

e Minimalni absolutni pocet vyskytu slova - aby se odfiltrovala nevyznamova slova
obsazend v dané tiidé spise nahodou

e Minimalni pomér vyskytu v dané tiidé ze vSech vyskytu - aby se odfiltrovala slova,
ktera nejsou dostatecné diskriminativni pro danou tiidu

Pro vybér prahu byly pro kazdou kombinaci ruznych parametru vytvoreny konfiguraéni
soubory, ihned otestovany na valida¢nich datech a urcena jejich presnost Accuracy mirou.
Nésledujici tabulky vyjadiuji accuracy v zavislosti na obou parametrech. Pro porovnéani
byl ptistup otestovan na prvnich slovech vét na obrazku 5.5, na prvnich dvou slovech
na obrazku 5.6 a na kompletnich vétach na obrazku 5.7. Konfigurac¢ni soubor byl vzdy

otestovan na tolika slovech véty, z kolika byl vytvoten.

o- 91.55% 90.61% 86.85% 83.57% -091
- 0.90
- 90.61%
0.89
2o~ -  90.61% 85.92% 82.63% 0.88
]
e 0.87
£
S m- 89.67%
0.86
< - 89.67% 0.85
0.84
in - 89.67% 88.73% 85.92% 82.63%
0.83
1
0.6 0.7 0.8 0.9

Min. pomér

Obrazek 5.5: Porovnani presnosti pro ruzné parametry - CZ - prvni slovo
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o - 91.55% 92.49% C 87.32% -0.92

— - 92.02% 92.49% 87.32% _0.01

- 0, 0, ()
3 o~ 92.02% 92.49% 87.32% 0.90
o)
o
£
=m
0.89
< 86.85%
0.88
n 90.14% 90.61% 90.14% 86.85%
0.87
0.6 0.7 0.8 0.9
Min. pomér

Obréazek 5.6: Porovnani presnosti pro ruzné parametry - CZ - prvni dvé slova
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Obrazek 5.7: Porovnani presnosti pro ruzné parametry - CZ - vSechna slova

I z pokusu s ruéné vytvorenymi seznamy se vyvodilo, ze optiméalni pro rozpoznavani
jsou prvni dvé slova, z Obrazka 5.5, 5.6 a 5.7 lze vyvodit, ze je nejlepsi i pro automatické
vytvafeni seznamu (na obrézku 5.6 je dosazeno nejvyssich presnosti).

Pro vybréani konstantnich parametru. které by se daly vyuzivat pro optimalni vyuziti
automatizovanych seznamu, je nutné se podivat na rozlozeni presnosti v ramci obou pa-
rametru. V tabulkéch jsou zvyraznéna jejich maxima nejsvétlejsim polickem. Pro ¢estinu
by se dalo z tabulek vyvodit, ze je vyhodnéjsi pouzit mensi pomeér v datech (viz obrézek
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5.6, kde nejlepsich vysledkt je dosazeno pro pomér 0.7), ale test s angli¢tinou na obrézku

5.8 tika naprosty opak, nejlepsich vysledku je dosazeno pro pomér 0.9.

o 96.26% [ 0-97
- IR 96.26% 97.33% - 0.96
PN 91.98% 94.12% 96.26% 97.33% 0.95
]
o
£
S m 96.26% 97.33% 0.94
<« 92.51% 96.26% 97.33% 0.93
n 93.58% 95.19% 96.79% 97.33% 0.92
1 1
0.6 0.7 0.8 0.9

Min. pomér
Obrazek 5.8: Porovnani presnosti pro ruzné parametry - EN - prvni dvé slova

Nutnost nizsiho prahu pro lepsi vysledky na ceskych datech vychazi z vyssiho poméru
otazek typu:

o Kdo? Tu

o Co? Tu

v celych ¢eskych datech, tudiz se dana zajmena nezaradi na seznam. Tato tolerance, aby
dané slovo mohlo byt ¢asto i v druhém typu vét, je dulezita, ale zaroven nesmi byt ptilis
velka. Pti nizkém prahu totiz seznamy obsahuji i slova, ktera nemaji zddny vyznam pro
konkretni tén, nebo dokonce slova, ktera v sekci 5.2.1 byla soucasti té casti konfiguracniho
souboru urcujici stoupavy ton, viz Ukéazka 5.7.

Td:

- should
- does

- was

- the

- 8O

Ukézka 5.7: Cést automatického konfiguraéniho souboru pro angli¢tinu pro nizky préh
pomeéru (60% vyskyti)
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5.2. ZNALOSTNI SYSTEM

P1ilis nizky nesmi byt ani prah urcujici minimdalni ¢etnost, pii nulovém prahu se
soucasti seznamu stanou naprosto vSechna slova, kterd se objevi v celych datech i jen
jednou, pokud je to praveé v Td otazce, viz Ukazka 5.8

Td:

- architect
- board

- bus

- computer
- factors

- water

Ukézka 5.8: Cést automatického konfiguracniho souboru pro angliétinu pro nizky prah
cetnosti (bez omezeni)

Oba prahy by tudiz mély byt kompromisem, pro vybér idealnich parametru se vyuziji
maxima pro vSechny jazyky a parametry, pro které na valida¢nich datech nastéavaji. Jsou
znazornény v Tabulce 5.11.

’ H Accuracy ‘ Min. pocet | Min. pomér

CZ || 92.49 % 0-2 0.7
DE || 98.51 % 1-2 0.8-0.9
EN || 97.33 % 1-5 0.9
ES || 98.20 % 4-5 0.7-0.8
RU || 91.46 % 2 0.8

Tabulka 5.11: Maximalni pfesnosti pro pro hledani slov z automaticky vytvoreného kon-
figuracniho souboru v prvnich 2 slovech a jejich parametry, vyhodnoceno na valida¢nich
datech

Optimalni budou nékteré z parametriu kolem prumeérnych, zvoleny byly minimélné
2 slova, které zabiraji v Td otdzkéach alesponn 80 % ze vsech vyskytu. V tabulce 5.12
je vidét konecna presnost na testovacich datech. Presnosti klesly jednak testovanim na
testovacich datech misto valida¢nich, ale i konkrétni volbou parametru. Pii dalsim snizeni
dochéazi ve vsech jazycich ale k problémum znazornénych v Ukazkach 5.7 a 5.8. Pro obecna
data tudiz bude vyssi prah u¢innéjsi a parametry jsou tudiz optimalni pro tvorbu souboru

z dat pro nové prichozi jazyky.
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5.3. KLASIFIKATORY - SCI-KIT LEARN

’ H Accuracy ‘ Min. pocet | Min. pomér

CZ | 9211 % 2 0.8
DE || 95.05 % 2 0.8
EN || 95.71 % 2 0.8
ES || 93.75 % 2 0.8
RU || 90.51 % 2 0.8

Tabulka 5.12: Pfesnost pro vybrané parametry automaticky vytvoreného konfiguracniho
souboru z prvnich 2 slov, vyhodnoceno na testovacich datech

5.3 Klasifikatory - Sci-kit Learn

Pro rozpoznavani typu otazek lze vyuzit i tradiéni klasifikatory. Za jeden z nej-
pouzivanéjsich v oblasti klasifikace textu se povazuje klasifikdtor vyuzivajici SVM (Sup-
port Vector Machines), byl proto prioritizovan. Pro jeho konkrétni implementaci byla
zvolena Python knihovna Scikit-learn, ktera obsahuje jak zvoleny klasifikator SVC (Sup-
port Vector Classification), tak i mnoho dalsich metod strojového uceni.[12]

Principem SVM je najit nejlepsi hyperplochu, ktera rozdéli dvé ttidy dat o libo-
volné dimenzi. Optimalni hyperplochu hleda pomoci support vektoru, které jsou urceny
nejblizsimi body dané tiidy od dané hyperplochy. Klasifikator se pak snazi nejmensi
vzdalenosti hyperplochy od obou tiid maximalizovat. [18]

Klasifikatory v knihovné jsou uzpusobeny klasifikaci dat ve formatu ¢iselnych vektort,
ne textu, tudiz je tfeba textovy format na ¢iselny prevést. K tomu vsak existuji také imple-
mentované metody. Bylo nutné vytvorit objekt CountVectorizer(), ktery z textu vytvori
vektory tim zpusobem, ze si uchovava usporadany seznam vsech slov v textu. Nasledné
z vét vytvori vektory o délce celého seznamu slov, ktery ma nenulové prvky pro slova,
kterd se ve vété vyskytuji, a odpovidd danému poctu. Pomoci instance TfidfTransformer()
se navic tento pocet vazi na zdkladé ¢etnosti daného slova v celych datech.

Takto vygenerované vektory, vytvorené vzdy z celé véty, lze jiz vyuzit pro klasifi-
kaci, klasifikator byl vzdy natrénovan na trénovacich datech a na testovacich otestovana
presnost. Tabulka 5.13 porovnava SVM s klasifikdtorem podle nejblizsiho souseda a péti
nejblizsich sousedu (kNN), které jsou znatelné méné presné. Déle je pro porovnéni vyuzito
rozhodovaciho stromu (DecisionTree), ktery funguje na podobném principu jako znalostn{
systém v sekci 5.2.

Jelikoz DecisionTree z dat vyvozuje znalosti zcela automaticky a nemé zadné povédomi
o problematice, zkoumad vsechna slova zvlast, je struktura rozhodovaciho stromu mnohem
komplikovanéjsi v porovnani se strukturou rozhodovacich stromu na obrazcich 5.2 a 5.3,
viz obrazek 5.9. Tato struktura vSak umozinuje zamitnuti klesavého ténu napiiklad jen po
nenalezeni dvou ruznych tazacich zdjmen. Nebo lze naopak vidét, ze pro prijeti klesavého

ténu je potieba kombinace vice slov, i kdyz tazaci zdjmeno byva ve vété pouze jedno.
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Klasifikator
SVC 1nn 5nn DecisionTree
CZ || 88.91 % | 70.49 % | 66.92 % 89.85 %
DE || 95.63 % | 72.48 % | 77.23 % 95.63 %
EN || 97.63 % | 73.61 % | 75.97 % 96.56 %
ES | 9590 % | 72.84 % | 76.20 % 95.18 %
RU || 89.62 % | 64.24 % | 71.30 % 85.98 %

Tabulka 5.13: Porovnani presnosti klasifikatoru
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Obrazek 5.9: Struktura automaticky vytvoreného rozhodovaciho stromu

5.3.1 SVC

SVM dosahoval z testovanych klasifikatoru opravdu nejlepsich vysledku, v Tabulce 5.13
byl porovnavan klasifikator vyuzivajici SVM bez zadnych dodateénych parametru, takze
byly vyuzity ty vychozi - funkce radidlni baze (rbf) jako kernel a regularizaéni koeficient
roven 1. [12] V této kapitole je zjistovdno, zda zména parametri neovlivn{ zcela zdsadné
presnost SVM klasifikatoru.

Kernel je zpusob transformace vstupnich dat do pozadované formy zpracovani. Z néko-
likadimenzionalniho prostoru vsech slov tudiz transformuje prostor do dvou dimenzi, aby
mohly byt linearné separovatelné. Kromeé funkce radialni baze se vyuzivaji sigmoid, poly-
nomy ruznych stupnu, i pouze linearni. [6] Jejich funkce je vidét na obrazku 5.10.

Regularizacni koeficient uréuje miru penalizace nespravného zaklasifikovani. Resi kom-

promis mezi pretrénovanim a nedotrénovanim, vice zasuméld data by méla mit vétsi
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5.3. KLASIFIKATORY - SCI-KIT LEARN

toleranci nespravného zaklasifikovani pii trénovani a tudiz mensi parametr C. Vychozi
hodnota je 1 a méla by byt zasadné kladnd. [21]

SVC with linear kernel LinearSVC (linear kernel)
£ 3
= =
= =
g g
H =
g g
b @

sepal length (cm) sepal length (cm)
SVC with RBF kernel SVC with polynomial (degree 3) kernel

sepal width (cm)
sepal width (cm)

sepal length (cm) sepal length {cm)

Obrazek 5.10: Rozdéleni dat ruznymi kernely [21]

Porovnani presnosti klasifikace pfi pouziti ruznych kernelu a regularizacnich koefici-
entu je znazornéno na obrazku 5.11. Pro vyhodnocovani byla pouzita validacni data.

—~ - 85.45% 64.79% 82.63% 84.98% -0.85
2o - 85.45% 88.26% 0.80
()

S
©
o
VA
S 0.75
& o - 84.98% 65.73% 81.69% 85.92%
0.70

<+ - 85.45% 84.04%

) ) 0.65
linear poly rbf sigmoid

Kernel

Obrézek 5.11: Porovnani SVC pro ruzné parametry - CZ

Maximum zfejmé nastava kolem regulaéniho koeficientu 2, porovnani s detailnéjsimi
rozestupy je pak na obrazku 5.12.
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f -  84.98% 65.73% 85.45% 87.79% - 0.85
= ﬁ - 84.51% 84.51% 88.26% 0.80
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S
©
o
X~
2o 0.75
< - 85.45% 85.45% 88.26%
0.70
2 - 85.92% 65.73% 84.98% 87.79%
1 1 1
linear poly rbf sigmoid
Kernel

Obréazek 5.12: Porovnani SVC pro ruzné parametry - CZ - detail

O néco lepsich vysledku nez vychozi rbf dosahuje linearni kernel, nejlepsi vysledky ma
pro ¢estinu pouziti sigmoid kernelu. Vyrazné nizsi presnost mé kernel polynomu. Vychozi
je polynom tietiho stupné, stoji za to otestovat, jaky vliv na pfesnost maji rizné stupneé
polynomu.

Na obrazku 5.13 je vsak vidét, ze zvySeni stupné polynomu z puvodnich tii roz-
hodné nezvysi celkovou presnost. Nejlepsich vysledku dosahuji polynomy druhého stupné
- dostavaji se ptiblizné na droven ostatnich kernel.

- 0.95
N 75.59% 64.79% 64.32%
-0.90
w
a 0.85
~
EE 72.73% 0.80
0.75
(%}
w
0.70
2
x 0.65

2 3 4 5
Stupen polynomu

Obrazek 5.13: Porovnani SVC pro ruzné stupné polynomu
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V tabulce 5.14 lze nalézt maxima pro vSechny jazyky a parametry, pro néz bylo téchto
maxim dosazeno. Na prvni pohled by se dal oznacit za nejlepsi kernel sigmoid, ale obecné
se sigmoid nedoporucuje pouzivat v redlnych aplikacich pro SVM, protoze funkce nabyva
pouze nezapornych hodnot (mezi 0 a 1), coz muze zpusobit nezddouci chovani klasi-
fikatoru. [18] Proto byly radéji zvoleny vychozi parametry, jejichz presnost na testovacich
datech byla uvedena jiz v tabulce 5.13.

’ H Accuracy ‘ Kernel ‘ Reg. koeficient

CZ || 88.26 % | Sigmoid 2
DE || 98.51 % | Sigmoid 2-5
EN 98.40% | Sigmoid 1
ES 100 % Linear 2-3
RU || 90.36 % | Sigmoid 1

Tabulka 5.14: Maximalni ptfesnosti pro SVC a jejich parametry

5.4 Neuronova sit T5

Neuronové sit je dnes jiz velice rozsifeny zpusob rozpoznavani, je zaloZen na napo-
dobeni funkce neuronu v mozku. Puvodni nejjednodussi model se jmenuje perceptron.
Sklada se z jednoho neuronu, vazenych vstupu, prahu a vystupu. Jeho strukturu ukazuje
obrazek 5.14. 7 nich se vyvinuly vicevrstvé sité (kde vystup jednoho neuronu je vstupem
dalstho), které se sklddaji z vice vrstev i vice neuronu v jedné vrstvé. Informace se tak siti
jednim smérem ze vstupni vrstvy az po vystupni. Nékteré typy neuronovych siti obsahuji
i zpétnou vazbu, kde vystup posledni vrstvy je priveden zpét na vstup. Architektura sité
je pak s jeji aktivacni funkei hlavni charakteristikou neuronové sité. [7] [15]

lllll

prah (bias)

X
Xy
vstupy f (Z) > y
X, aktivaéni .
funkce vystup

vahy

Obréazek 5.14: Schéma perceptronu [15]

Neuronové sit T5 (Text-To-Text Transfer Transformer) [16] je zalozena na transfer

learningu. Pii jeji tvorbé bylo experimentovano s nékolika architekturami, jako nejvhodnéjsi
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se ukazala enkodér-dekodér architektura. Blok enkodéru zakoduje vstup na vektor pii-
znaku, dekodér priznaky dekdéduje na vystup. Text-to-text framework umoznuje pouziti
stejného modelu (se stejnou ztratovou funkei a hyperparametry) pro zcela ruzné ilohy
zpracovani prirozeného jazyka. Proto ale vyzaduje vstupni data v totozném forméatu, jaky
je potfeba vystup. Jediné tak je model schopny pochopit, co je po ném vyzadovéano.
Puvodni anglicky T5 model byl nejdiive bez ucitele predtrénovan na datech Common
Crawl Corpus?®, ze kterych byly vybrany pouze kompletni anglické véty. Vysledny korpus
obsahuje zhruba 750 GB dat. [1] Modely pro ostatni jazyky byly natrénovany v prubéhu
roku 2022 na KKY ZCU v Plzni na zékladé ¢dsti Common Crawl korpusu pro konkrétn{
jazyk (véty, na kterych byla T5 pro dané jazyky predtrénovana, byly stazeny v f{jnu
2021). Objem dat k predtrénovani modela pro vSechny jazyky je v tabulce 5.15.

Jazyk modelu H Velikost trénovacich dat [GB] ‘

CZ 122
DE 649
EN 750
ES 683
RU 2568

Tabulka 5.15: Velikost datasetu pro predtrénovani modelu

Proces predtrénovani TH pro dany jazyk probihd na obycejnych vétach tak, ze se
vynechévaji uréitd slova z textu a sit se snazi je doplnit, viz Obrazek 5.15. Pro trénovani
bylo poruseno 15 % z textu. Vynechéni 10-25 % slov mélo obdobné vysledky, horsich
vysledku trénovani dosahoval model az pii vynechdni 50 % slov, tento vyssi pomér by
také zpomaloval uceni. Takto se ladi vSech zhruba 220 milionu zdkladniho T5 modelu.
[16]

Original text

Thank you fef inviting me to your party Jast week.

Inputs

Thank you <X> me to your party <Y> week.

Targets
<X> for inviting <v> last <7>

Obrazek 5.15: Predtrénovani T5 modelu [16]

S neuronovou siti T5 bylo pracovdno za pomoci Python knihovny t5s. [22] Pouzit

3https://commoncrawl.org/
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byl skript fine-tuning.py, ktery slouzi k dotrénovani neuronové sité pro konkrétni tlohu.*
Dotrénovani probiha podle udaju v konfiguraénim souboru, jehoz nazev je nutné predat
jako argument pii spusténi.

V konfigura¢nim souboru by mély byt nazvy soubort s daty, Tb modelu a tokenizeru.
Déle obsahuje specifikace k nacteni a trénovani dat - napt. pocet epoch nebo konstantu
uceni. Data by méla byt rozdélena na trénovaci, testovaci a valida¢ni a ve formatu tsv,
tudiz presné, jak byla upravena v kapitole 5.1.

Modely byly trénovany na vypocetnich zdrojich organizace MetaCentrum. Trénovani
probihalo v 10 epochach po 1000 krocich, konstanta uceni bylo rovna 0.01. Po kazdé
epose byl model validovan otestovanim na validacnich datech. Nakonec byl findlni model
otestovan jak na validac¢nich, tak testovacich datech. Vysledné ptresnosti ukazuje tabulka
5.16.

’ H valid ‘ test ‘

CZ || 94.84 % | 93.42 %
DE || 98.51 % | 96.04 %
EN | 96.26 % | 96.57 %
ES || 98.80 % | 95.19 %
RU || 89.81 % | 91.61 %

Tabulka 5.16: Presnost T'5 na valida¢nich a testovacich datech

Béhem trénovani se model snazi zvySovat presnost na validac¢nich datech, proto je ¢asto
vySSi nez presnost na testovacich. U spanélskych a némeckych dat je tento rozdil nejvétsi,
ale po nahlédnuti do vysledku lze tici, ze vétsi rozdil je pravdépodobné zpusoben jen
konkrétnim ndhodnym rozdélenim validac¢nich a testovacich dat, a nedoslo k pretrénovani.

Natrénované T5 modely jsou soucasti prilohy®.

4Pietrénované T5 modely byly autoru této BP dodany. Soucasti prace bylo jen dotrénovani modelu
na zadanou ulohu klasifikace typu otdzek, proto puvodni modely nejsou soucasti piilohy.

57 diivodu velikosti nejsou soucésti piflohy na GitHubu, ale jsou ulozeny zvlast na Google Disku:
https://drive.google.com/drive/folders/19MWfAiByBFOWcqqCpOnDla0XfoDMjDxm?usp=sharing
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Kapitola 6

Shrnuti vysledku a analyza chyb

Préace porovnava metody rozpoznavani typu otazek, které délila podle stoupavé a kle-
savé intonace.

Jako prvni se pro klasifikaci vychézelo z informace, ze doplhovaci otazky s klesavym
ténem v sobé maji obsazeny tazaci zdjmena. Na tomto zakladé bylo vytvoreno pravidlo,
které vyhledava podle predem daného seznamu zajmen, zda se ve vété néjaké nachézi.
Pokud ano, uré¢i ton jako klesavy.

Tento seznam byl vytvaren dvéma zpusoby. Jeho sepsani rucné zarucuje, ze vSechna
slova jsou opravdu tazacimi zajmeny a jsou vypsana ve vSech tvarech, ve kterych se mohou
objevit. To vSak nelze provést pro ty jazyky, pro které neni k dispozici jazykovy expert,
ktery by takovy seznam mohl vytvorit.

Proto byl zpracovan druhy piistup, ktery nevyzaduje zadnou znalost jazyka a vychazi
pouze z dostupnych dat. Podle cetnosti slov v typech otazek vybere takova, ktera jsou
vzdy dostatecné diskriminativni pro danou tfidu. Z principu by to méla byt pravé tazaci
zdjmena, ale tato metoda nezarucuje, ze vSechna vybrana slova jsou skutecné tazaci
zajmena. Také nema jak zajistit, ze budou zapsana ve vSech jejich moznych tvarech,
vyuzije jen slova, ktera jsou realné obsazena v trénovacich datech.

Pro ruc¢ni i automatickéa pravidla bylo po testovani rozhodnuto, ze k hledani tazacich
zajmen dochéazelo pouze mezi prvnimi dvéma slovy véty. Automaticka pravidla byla od-
vozovana také pouze z prvnich dvou slov.

Nasledné byly zvazovany klasické klasifikatory, které jsou uzpusobeny ¢iselnym vek-
torum. Tf-idf transformace sice zvyhodnila ¢asto se objevujici slova ve vétach a roz-
poznavani tedy probihalo hlavné podle nich, ale jinak je zcela odtrzeno od jakéhokoliv
realného kontextu a vyznamu. Po vyzkouSeni ruznych parametru nedosahovala zadna
kombinace vyrazné vyssich vysledku, nelze proto zadné obecné doporucit, a tak byly
vyuzity vychozi parametry.

T5 je velky predtrénovany model neuronové sité pouzivané ke zpracovani prirozené¢ho
jazyka v ruznych oblastech. Probihalo jeji dotrénovani na konkrétni ilohu v konkrétnim
jazyce. Predtrénovani zajisti, ze model ,rozumi“ danému jazyku. Dotrénovani probéhlo

pomoci t5s knihovny za pomoci pouhého konfigura¢niho souboru, coz vyrazné usnadnilo
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implementaci.

Porovnani presnosti vSech pouzitych metod otestovanych na testovacich datech ukazuje
tabulka 6.1'. Zvyraznéna je vzdy nejvyssi piesnost pro dany jazyk, na obrazku 6.1 1ze navic
vidét presnost graficky.

‘ H pravidla ‘aut. pravidla‘ SVM ‘ T5 ‘

CZ || 94.17 % 92.11 % 88.91 % | 93.42 %
DE || 98.02 % 95.05 % 92.28 % | 96.04 %
EN || 96.78 % 95.71 % 96.35 % | 96.57 %
ES || 94.71 % 93.75 % 94.71 % | 95.19 %
RU — 90.51 % 90.51 % | 91.61 %

Tabulka 6.1: Nejlepsi vysledky pro vSechny jazyky kazdym zpusobem klasifikace
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Obrazek 6.1: Porovnani vysledku ruznych klasifikatoru

Vsechny metody dosahuji vysoké presnosti, kromé vyuziti SVM pro cestinu vzdy
nad 90 %. Z tabulky lze usoudit, Ze nejlepsich vysledku je dosazeno vyuzitim rucéné vy-
tvorenych pravidel a T5 neuronové sité. Obé metody maji tu vlastnost, ze zakladaji na
realné znalosti problému - pravidla pomoci ¢lovéka a neuronové sit diky piedtrénovani na
obrovském mnozstvi dat. Ru¢ni pravidla maji tu vyhodu, ze nevyzaduji zadné trénovani.
Jejich velkou nevyhodou je, ze vyzaduji existenci jazykového experta, ktery by seznam
tazacich zajmen vytvoril. Vyhoda T5 je, Ze je cely proces plné automatizovany, nejsou
potieba zadna rucné vytvarend pravidla, TH se nau¢i vse pouze z dat. Nevyhoda T5 je
velkd vypocetni slozitost i velikost modelu, oproti pravidlum navic musi spoléhat pouze
na to, co je obsazeno v trénovacich datech.

1Pole s pravidly pro rusky jazyk je prazdné, protoze nebyl k dispozici jazykovy expert, ktery by ruéné
vytvoril kompletni seznam tézacich zajmen.
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Automatickd pravidla jsou principem velmi podobna tém ruénim a mohou byt je-
jich ndhradou, pokud neexistuje pro dany jazyk expert. Dosahuji vsak horsich vysledku,
protoze tento pristup nezarucuje vybér spravnych slov, podle kterych ma klasifikovat, silné
zalezi na obsahu trénovacich dat, ze kterych se pravidla vyvozuji. SVM pak muze byt nej-
jednodussi pro pouziti, ale svych nejlepsich vysledki muze dosahnout pouze konkrétnim
vybérem parametru specifickym pro konkrétni jazyk, coz pouziti ztézuje. I tak ale nedo-
sahuje vysledku ostatnich metod.

V ramci jazyku dosahuje nejhorsich vysledku rustina, prestoze pro ni bylo k dispozici
nejvice dat (viz tabulka 5.2). Vzhledem k tomu, Ze data neprosla zadnou kontrolou, nelze
fici, v kolika piipadech je klasifikace urcena jako chybnd, prestoze chyba je v datech, a ne
klasifikaci. V datech pro ostatni jazyky bylo opraveno zhruba 1-2 % chyb (viz tabulka
5.1), coz zlepsilo presnost pii klasifikaci. Pro tyto opravované jazyky se k sobé presnosti
blizi, pocet dat je pro né srovnatelny, ale zavisi nejen na jejich celkovém poctu, ale i na
poc¢tu vét s jednotlivymi tazacimi zajmeny, nebo na pomérném zastoupeni eliptickych

a vylucovacich otéazek, které jsou témi nejproblémovéjsimi z hlediska klasifikace.

6.1 Analyza chyb

Prestoze dosahuji nejlepsich vysledku pro vSechny jazyky, ani pravidla, ani TH nejsou
bezchybné metody. Chybuji hlavné v oblastech, které jsou zminény jiz v kapitole 5.1.1
o korekci dat. V nasledujicich ptrikladech jsou véty uvedeny s tim ténem, ktery jim pritadil
dany klasifikdtor:

e Hlavnim problémem u pravidel byly eliptické otazky, které obsahovaly tazaci zajmena.
— How come? Td (spravné Tu)
— Coze? Td (spravne Tu)
T5 si s nimi v nékterych piipadech ale poradila:
— Jaky? Tu
— Od koho? Tu

K eliminaci téchto chyb by k pravidlim bylo mozné doplnit podminku, ze klesavy
tén by se pritazoval pouze vétam, které maji vice nez dvé slova.

e T5 mél naopak vétsi problémy, kdyz se ve vétach objevovaly nékteré méné obvyklé
tvary tazacich zajmen.

— O¢ konkrétneé jde? Tu (spravné Td)

V trénovacich datech bylo ,,O¢* obsazeno celkem 3x, vSechny vyskyty se spravnou
anotaci, coz znamend, ze ho lépe zaklasifikovala nejen ruéni pravidla, ale i ta auto-
maticka.
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6.1. ANALYZA CHYB

— O¢ jde v soucasné dobé? Td

— 0¢ jde autorum? Td

— O¢ v souboji advokdtu slo? Td

e Pravidla méla problém, pokud se vyskytovala na druhé pozici ve vété spojka o stej-

ném prepisu jako tazaci zdjmena. Spojku na jakémkoliv pozdéjsim misté vsak za-
klasifikovala spravné

— Vite, co to znamend? Td (spréavné Tu)

— Vite, co to je? Td (spravné Tu)

— Veérite vsemu, co vam poradenské firmy doporucuji? Tu
Pravidla tak nejsou schopna rozhodnout, ze druha véta v delsim souvéti zacina

tazacim zajmenem. Spravneé tuto vétu nezaklasifikovala ani T5, jelikoz v trénovacich

datech neni dostatek prikladu, kdy se tazaci zdjmeno objevuje uprostied veéty.
— Sam gste zaridil dva gdly, jak jste vidél obé situace? Tu (spravné Td)

Pro zlepseni klasifikace téchto vét by bylo vhodné zkombinovat toto rozpoznavani
s néjakou metodou morfologicko-syntaktické analyzy, ktera by predem urcila slovni
druhy a odlisila by tak zajmena od spojek.

e Uprostied véty se objevuje i slovo ,nebo“, jak ve slucovacim, tak vylucovacim
poméru. Pravidla nemaji, jak tento typ otazek ovlivnit, kdyz hledaji pouze v prvnich
dvou slovech - vSechna ,nebo* jsou klasifikovana jako Tu. Hledani by se dalo modi-
fikovat do podoby, kdy se hleda v prvnich dvou slovech kazdé véty souvéti, v ¢estiné
je lze nékdy odlisit podle ¢arek, ale naptiklad v anglictiné se ¢arky tolik nepouzivaji.
T5 se snazi rozlisSovat mezi ,nebo* v obou pomérech, ale vzhledem k malému vyskytu
v trénovacich datech také neni prilis dspésna:

— To be or not to be? Tu (spravné Td)
— Are you blind or something? Td (spravné Tu)
— Will you pay by cash or cheque? Tu (spravné Td)

e T5 nékdy chybovala u naprosto béznych dopliovacich a zjistovacich otdzek, které

vsak byly velmi dlouhé:

— Kterd z vasich velkijch bank nemusi navysovat rezervy, zvldst pri aplikaci nej-
prisnéjsich zahranic¢nich standardu? Tu (spravné Td)

— Are you organizing an upcoming car show, vintage rally, car club meeting,
classic car display or other automotive event? Td (spravné Tu)
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e Neuronové sit méla navic problémy u vét zacinajicich slovem ,,A“, pravdépodobné

kvuli tomu, ze jim v trénovacich datech casto zacinaji eliptické otazky.

— A co ikal na vgkon rozhodéich? Tu (spravné Td)

— A jak plati teditele skol, které osm let degraduji maturitu? Tu (spravné Td)

7 vyse uvedené analyzy vyplyva, ze nejcastéjsimi chybami byly eliptické a vylucovaci
otazky, klasifikatory také neumi rozeznat tazaci zajmena uprostied vét od spojek. Pro lepsi
vysledky T5 (a i SVM a jinych klasifikatoru) by muselo byt doddno vétsi mnozstvi dat,
které by pokryvalo tyto spornéjsi oblasti rozpoznavani. Mezi pravidla by se dalo zaradit
nové, které by bralo v potaz celkovou délku véty a vSechny velmi kratké by byly oznaceny
jako eliptické. Pomoci jednoduchych pravidel by vsak neslo rozlisit spojky uprostied vét
od tazacich zajmen a rozlisit, v jakém poméru je pouzito slovo nebo. Pomoci by mohlo
automatické zjistovani slovnich druht.

Vétsina téchto problému by nenastala, pokud by se z dat na zacatku odfiltrovaly elip-
tické a vylucovaci otdzky. Rozpozndvani by se pak zamétovalo jen na zjistovaci a dopliovaci
otazky, kterych je v datech vyrazna vétsina, a vSechny ptistupy by pak dosahovaly vétsi
uspeésnosti klasifikace.

I pfes uvedené chyby je Th model nejlepsim automatickym pristupem k rozpoznavani
typu otazek, a to pro vSechny testované jazyky. Uspéénost toho pristupu je v prumeéru
95 % (viz tabulka 6.1). Pokud by se tudiz T5 model pouzil v TTS systému, pouze 1 otédzka
z 20 by méla Spatnou intonaci.
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Kapitola 7
Zaver

Tato préace se zabyvala problematikou predzpracovani textu pro TTS systémy, které
produkuji syntetickou te¢ z bézného textu, konkrétné rozpoznavanim koncovych ténu
otazek, které jsou potieba prii generovani prozodie. Uvodni kapitoly se proto zabyvaji
obecné syntézou teci a intonaci. Hlavnim cilem prace byla rué¢ni kontrola zpracovavanych
dat a jejich vyuziti k navrzeni postupu pro detekci typu otazek.

Kapitola 2 nejprve rozebira jednotlivé piistupy k syntéze feci podle typu modelu,
poté priblizuje postupny historicky vyvoj syntetizéru tec¢i. Nakonec popisuje jednotlivé
faze zpracovani ptirozeného jazyka pro naslednou syntézu, kde se zabyva morfologicko-
syntaktickou analyzou, fonetickou transkripci a generovanim prozodie.

vvvvvv

VVVVVV

vSechny jazyky, u kterych se mél typ otazek z hlediska tonu automaticky rozpoznavat,
a to ¢estinu, anglictinu, némcinu, Spanélstinu a rustinu. Navic zvyraznuje néktera spe-
cifika jazyku a ukazuje, jak se muze intonace u ¢lovéka odklonit od pravidel na zakladé
ruznych emocionalnich rozpolozeni.

Pata kapitola se zabyva samotnym rozpozndavanim typu otazek. Zacina kratkym ivo-
dem o upravé dat do formatu, ve kterém s nimi bylo pracovano. Data byla rozdélena
na trénovaci, ze kterych se natrénoval klasifikator, validac¢ni, na kterych se optimalizoval
vzdy dany klasifikator, a testovaci, na nichz se ruzné klasifikatory porovnaly mezi sebou.
Postupné v sekcich 5.2-5.4 byl predstaven prubéh nastaveni znalostniho systému s ruéné
a automaticky odvozenymi pravidly, klasifikatoru z knihovny Sci-kit Learn a neuronové
sité TH a jejich vyuziti pfi rozpoznavani tonu otazek.

Vysledky byly nasledné porovnany. Za nejlepsi metodu byly oznaceny rucné vytvorena
pravidla a T5 neuronové sit diky jejich vhledu do problematiky - pravidla z pohledu
¢lovéka a T'h z obrovského mnozstvi dat, na kterych byla predtrénovéana.

Hlavnim prinosem této bakalarské prace bylo dotrénovani T5H modelu, které jsou
schopny zcela automaticky s vysokou pfesnosti na zakladé pouhého textu otézek roz-

poznat jejich typ a prifadit jim tak spravnou koncovou intonaci. Tuto informaci pak lze
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vyuzit pro syntézu reci v T'TS systémech pro zvyseni srozumitelnosti a prirozenosti syn-

tetizovanych promluv.
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