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Abstrakt

Tato práce se zabývá analýzou využit́ı strojového překladu v úlohách
porozuměńı přirozenému jazyku. Prozkoumává možnosti použit́ı českých
strojových překlad̊u anglických dataset̊u pro trénováńı model̊u strojového
učeńı a jejich aplikace na úlohu inference přirozeného jazyka. Pro překlad
dataset̊u využ́ıvá online služeb strojového překladu. Proces trénováńı využ́ıvá
přeneseného učeńı a existuj́ıćıch předtrénovaných model̊u. Ćılem práce je
zhodnoceńı výsledk̊u českých model̊u trénovaných na přeložených datech
a porovnáńı s výsledky anglických model̊u trénovaných na ekvivalentńıch
originálńıch datech.

Kĺıčová slova

zpracováńı přirozeného jazyka, porozuměńı přirozenému jazyku, inference
přirozeného jazyka, strojové učeńı, přenesené učeńı, neuronové śıtě, transfor-
mer, strojový překlad

Abstract

This paper analyzes the usage of machine translation in natural language
understanding tasks. It explores the possibilities of using Czech machine
translation of English datasets for training machine learning models and
their application on natural language inference tasks. It uses online machine
translation services for dataset translation. The training process utilizes
transfer learning and existing pre-trained models. Finally, it evaluates the
results of Czech models trained on translated data and compares them to the
performance of English models trained on equivalent original data.
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5.4.1 Anglické modely . . . . . . . . . . . . . . . . . . . . . 24
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6.1.1 Překlad založený na pravidlech . . . . . . . . . . . . . 30
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6.1.3 Hybridńı metody překladu . . . . . . . . . . . . . . . . 31
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7.3 Trénováńı českých model̊u . . . . . . . . . . . . . . . . . . . . 45
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1 Úvod

Lidé na planetě Zemi nemluv́ı pouze jedńım jazykem. Různé kultury a ob-
lasti využ́ıvaj́ı ke komunikaci r̊uzné jazyky, často s velmi odlǐsnými výrazy
a pravidly. Tyto jazyky se vyv́ıjely po značnou část lidské historie a postupně
vznikaly i jejich ṕısemné podoby. Pro člověka je běžné rozumět a být scho-
pen aktivně použ́ıvat jeden či v́ıce jazyk̊u, i přes jejich velmi složitou a často
flexibilńı strukturu.

Vzhledem k d̊uležitosti jazyka pro lidskou komunikaci neńı překvapivé, že
po nástupu výpočetńıch technologíı začaly snahy o vývoj algoritmů pro auto-
matické zpracováńı přirozeného jazyka. Tento vývoj postupně vedl k vytvořeńı
systémů pro automatické překlady, analýzu či generováńı textu, jejichž kvalita
a možnosti využit́ı v současnosti rapidně roste.

Vývoj těchto systémů je však zpravidla zaměřen na malé množstv́ı jazyk̊u,
často pouze na jeden. U v́ıce použ́ıvaných jazyk̊u je pro tento vývoj k dispozici
větš́ı množstv́ı dat a zdroj̊u. U málo použ́ıvaných jazyk̊u může tedy být vývoj
algoritmů pro jeho strojové zpracováńı pracněǰśı.

Ćılem této práce je prozkoumat možnosti využit́ı systémů strojového překladu
za účelem zjednodušeńı procesu źıskáváńı dat pro vývoj algoritmů strojového
zpracováńı přirozeného jazyka. Konkrétně je práce zaměřena na využit́ı dat
v anglickém jazyce pro úlohy zpracováńı českého jazyka s pomoćı volně do-
stupných služeb strojového překladu.

1



2 Úlohy zpracováńı jazyka

V této kapitole je popsán princip a rozděleńı klasifikačńıch úloh, základńı pro-
blematika strojového zpracováńı přirozeného jazyka a následně úloha inference
přirozeného jazyka, na kterou se tato práce bude zaměřovat, včetně analýzy
vhodných dataset̊u.

2.1 Klasifikačńı úlohy

Klasifikace je úloha strojového učeńı, která se zabývá zařazeńım jednotlivých
objekt̊u, reprezentovaných jejich obrazem, do jedné či několika z předem defi-
novaných tř́ıd. Obrazem je obecně vektor, jenž může být reprezentaćı textu,
obrázku, zvuku, atd.

Existuje mnoho r̊uzných př́ıstup̊u ke klasifikaci. Zde jsou stručně popsány ty
základńı: [1]

• Binárńı klasifikace

V úlohách binárńı klasifikace se určuje, zda daný obraz spadá do určité
tř́ıdy či ne. Pokud obraz ke tř́ıdě nálež́ı, označuje se tento př́ıpad jako

”
pozitivńı“. V opačném př́ıpadě se jedná o př́ıpad

”
negativńı“. Výstupem

je tedy pouze informace typu ano/ne.

Př́ıkladem takové klasifikace může být detekce spamu, padělku, nemoci,
apod.

• Klasifikace do v́ıce tř́ıd

V př́ıpadě klasifikace do v́ıce tř́ıd (multi-class classification) se daný ob-
raz řad́ı do právě jedné z mnoha definovaných tř́ıd. Na rozd́ıl od binárńı
klasifikace neńı jej́ım výstupem pouze ano/ne, ale je j́ım jedna hodnota
(št́ıtek) odpov́ıdaj́ıćı právě jedné tř́ıdě.

Tento typ klasifikace lze použ́ıt např́ıklad pro rozpoznáńı obličej̊u, rost-
lin, voz̊u, ale také pro tř́ıděńı vět nebo promluv dle nálady, významu,
použitého jazyka, atd.
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• Klasifikace s v́ıce št́ıtky

Na rozd́ıl od klasifikace do v́ıce tř́ıd, kde výstupem byla vždy právě jedna
tř́ıda, klasifikace s v́ıce št́ıtky (multi-label classification) poskytuje v́ıce
št́ıtk̊u pro daný vstupńı obraz. Dá se tedy ř́ıci, že každý obraz může
patřit do v́ıce tř́ıd najednou.

Tuto klasifikaci je možné použ́ıt pro analýzu fotografiı, souvislého textu,
př́ıspěvk̊u na sociálńıch śıt́ıch, apod.

Ne každá klasifikačńı úloha přesně odpov́ıdá jednomu z těchto typ̊u. Často
se použ́ıvaj́ı r̊uzné obměny a úpravy v závislosti na konkrétńı řešené úloze.
Např́ıklad nevyvážená klasifikace (imbalanced classification) je speciálńı př́ıpad
binárńı klasifikace, při které převážná většina vstupńıch dat spadá do pozitivńı
tř́ıdy, a je proto třeba při trénováńı využ́ıt specializovaných technik. [1]

Konkrétńı úlohy se také mohou lǐsit podobou výstupu. K samotné informaci
o zvolené tř́ıdě mohou např́ıklad dodat i hodnotu jistoty (confidence score).
Zp̊usoby výpočtu této hodnoty jsou r̊uzné, avšak vždy se jedná o informaci
popisuj́ıćı jak moc

”
jistý“ si klasifikačńı algoritmus je v daném rozhodnut́ı.

U pravděpodobnostńıch algoritmů (např. neuronových śıt́ı) je možné
pro každou tř́ıdu źıskat př́ımo hodnotu pravděpodobnosti, s jakou do ńı
určitý obraz nálež́ı. Zvolená tř́ıda je poté ta, pro kterou je tato hodnota
maximálńı. Informace o hodnotách pravděpodobnost́ı může být užitečná
pro daľśı zpracováńı a analýzu výstupu. [2]

Klasifikačńı algoritmy jsou užitečné v př́ıpadech, kdy chceme roztř́ıdit objekty
do předem známých tř́ıd na základě jejich podoby a vlastnost́ı. Použ́ıvaj́ı se
v řadě aplikaćı od rozpoznáváńı obličej̊u přes analýzu přirozeného textu až
po detekci nemoćı.

2.2 Zpracováńı přirozeného jazyka (NLP)

Strojové zpracováńı přirozeného jazyka (Natural Language Processing, NLP)
je oblast umělé inteligence zabývaj́ıćı se využit́ım poč́ıtač̊u pro zpracováńı či
porozuměńı přirozenému textu.

NLP využ́ıvá kombinace znalost́ı z několika oblast́ı, předevš́ım z informačńıch
technologíı a lingvistiky. Jeho ćılem je návrh a vývoj technologíı pro plněńı
široké množiny užitečných jazykových úloh zahrnuj́ıćıch porozuměńı významu
textu, překlad do jiného jazyka, generováńı textu, apod. [3]
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Oblast NLP využ́ıvá metod strojového učeńı, které v dnešńı době zahrnuj́ı
předevš́ım statistické modely na principu neuronových śıt́ı. Vı́ce o těchto mo-
delech je sepsáno v kapitole 5.

Problematiku NLP lze rozdělit na dvě hlavńı oblasti: porozuměńı textu a ge-
nerováńı textu. Konkrétńı úloha může spadat bud’ pouze do jedné z nich, nebo
využ́ıvat obou. [4]

2.2.1 Porozuměńı přirozenému jazyku (NLU)

Porozuměńı přirozenému jazyku (Natural Language Understanding, NLU) je
základem oblasti NLP a zabývá se vývojem systémů pro sémantickou analýzu
textu za účelem jeho převedeńı do významové reprezentace. Důležitou součást́ı
této analýzy je uvažováńı kontextu, který může značně ovlivnit význam textu.

Existuje mnoho úloh využ́ıvaj́ıćıch porozuměńı jazyku pro odlǐsné účely. Zde
je uvedeno několik populárńıch př́ıklad̊u: [3, 4]

• Analýza sentimentu

Jedná se o úlohu klasifikace emocionálńıho zbarveńı textu do několika
tř́ıd, které zpravidla odpov́ıdaj́ı pozitivńı, negativńı a neutrálńı emoci.

• Rozpoznáváńı entit

Tato úloha se zabývá extrakćı předem definovaných entit z textu a jejich
klasifikaćı. Může se jednat o jména lid́ı, názvy mı́st, letopočty, př́ıkazy,
apod.

• Inference jazyka

Úkolem inference jazyka je rozhodnout, zda zadaný předpoklad podpo-
ruje danou hypotézu nebo ji vyvraćı. Vı́ce o této úloze je v kapitole 2.3.

• Modelováńı témat

Úloha modelováńı témat spadá do oblasti učeńı bez učitele a jej́ım ćılem
je analýza textových dokument̊u za účelem zjǐstěńı jejich hlavńıch témat.

• Vyhledáváńı informaćı

Jedná se o úlohu vyhledáváńı textových dokument̊u v daném souboru,
které jsou relevantńı k zadanému požadavku.
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2.2.2 Generováńı přirozeného jazyka (NLG)

Generováńı přirozeného jazyka (Natural Language Generation, NLG) má za ćıl
produkováńı souvislého textu, který je podobný tomu psanému člověkem.
Může se jednat bud’ o pouhou kompozici odpověd́ı z předem definovaných
fráźı, nebo o komplexněǰśı model schopný imitovat r̊uzné styly a formáty. [4]

2.2.3 Kombinace NLU a NLG

Jak bylo již zmı́něno, porozuměńı a generováńı textu nemuśı být vždy dva
oddělené systémy. Kombinace obou oblast́ı je užitečná pro plněńı mnoha
r̊uzných úloh, např́ıklad následuj́ıćıch: [4]

• Automatické doplňováńı

Systémy automatického doplňováńı (
”
autocomplete“) generuj́ı po-

kračováńı daného textu na základě jeho porozuměńı.

• Vedeńı přirozených konverzaćı

Jedná se o automatizaci jedné strany konverzace, kde druhou stranu
zpravidla představuje člověk. Tito

”
chatboti“ mohou bud’ pouze posky-

tovat předdefinované odpovědi, nebo vést komplexńı přirozené konver-
zace.

• Překlad textu

Tato úloha se zabývá automatickým překladem textu z jednoho jazyka
do druhého. Vı́ce je popsáno v kapitole 6.

• Hlasový dialogový systém

NLP je d̊uležitou součást́ı hlasových dialogových systémů, které slouž́ı
pro vedeńı přirozeného hlasového dialogu s uživatelem. Algoritmy roz-
poznáváńı řeči poskytuj́ı textovou reprezentaci hlasu, jej́ıž význam je
dále posouzen pomoćı NLU. Pro vygenerováńı odpovědi je využit NLG
systém, jehož textový výstup je dále převeden na zvuk pomoćı generátoru
řeči.

Jak lze vidět, NLP má mnoho možných praktických využit́ı a jedná se v dnešńı
době o jednu z nejrychleji se vyv́ıjej́ıćıch oblast́ı umělé inteligence.

Ještě na začátku tohoto stolet́ı bylo NLP využ́ıváno pouze pro experimentálńı
systémy bez využit́ı v praxi. Dnes je však součást́ı mnoha komerčńıch systémů,
jejichž množstv́ı stále nar̊ustá. [3]
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2.3 Inference přirozeného jazyka (NLI)

Inference přirozeného jazyka (Natural Language Inference, NLI) je úloha ob-
lasti NLU zahrnuj́ıćı klasifikaci významového vztahu dvou vět do předem
daných tř́ıd.

Jedna z vět je označena jako premise (předpoklad) a druhá jako hypothesis
(hypotéza). Úkolem NLI je rozhodnout, zda daný předpoklad implikuje danou
hypotézu nebo ji vyvraćı.

Konkrétńı tř́ıdy popisuj́ıćı tyto vztahy se mohou lǐsit dle úlohy. V některých
př́ıpadech se jedná o rozhodováńı, zda spolu věty souviśı nebo ne. V jiných
úlohách můžeme zjǐst’ovat, zda daný fakt podporuje určité tvrzeńı. Specifikace
tř́ıd tedy vždy záviśı na konkrétńım problému, jenž potřebujeme vyřešit. [5, 6]

V této práci se bude dále pracovat pouze s NLI úlohou klasifikace dvojic vět
do následuj́ıćıch tř́ıd:

• entailment - implikace, hypotéza vycháźı z předpokladu

• contradiction - protǐrečeńı, hypotéza vyvraćı předpoklad nebo popisuj́ı
každý jinou situaci

• neutral - neutrálńı, obě věty popisuj́ı stejnou situaci, ale nevyvraćı se
a nejedná se o implikaci

Zde jsou uvedeny př́ıklady klasifikace několika pár̊u vět z anglického SNLI
datasetu:

Předpoklad
Hypotéza Tř́ıda

A soccer game with multiple males playing.
Some men are playing a sport. entailment

A man inspects the uniform of a figure in some Asian country.
The man is sleeping. contradiction

A smiling costumed woman is holding an umbrella.
A happy woman in a fairy costume holds an umbrella. neutral

Pro prvńı dvojici vět plat́ı, že hypotéza obecněji popisuje situaci
v předpokladu. Nijak ji nevyvraćı ani nepřidává nové informace. Jedná
se tedy o entailment. Druhá dvojice vět obsahuje hypotézu, která nemůže
být pravdivá zároveň s předpokladem, pokud oba popisuj́ı stejnou situaci.
Hypotéza tedy vyvraćı předpoklad a jedná se o contradiction.
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V př́ıpadě posledńı dvojice dodává hypotéza nové informace o situaci popsané
v předpokladu. Jelikož se nevyvraćı, mohou obě věty popisovat stejnou situaci.
Hypotéza však nevycháźı pouze z daného předpokladu a dvojice bude tedy
zařazena do tř́ıdy neutral. [6]

Schopnost řešeńı úlohy NLI je d̊uležitá součást sémantického porozuměńı
přirozenému jazyku. Autoři SNLI datasetu označuj́ı tuto úlohu za užitečný
test kvality sémantické reprezentace při vývoji NLU model̊u, jelikož téměř
všechny otázky o významu jazyka mohou být redukovány na kontextově
závislou klasifikaci hypotéz.

V této práci se tedy dále budu zabývat pouze NLI úlohou a to jak pro anglický,
tak předevš́ım pro český text.

2.4 Anglické NLI datasety

Pro angličtinu existuje velké množstv́ı anotovaných NLI dataset̊u r̊uzné veli-
kosti a obsahuj́ıćıch věty z mnoha odlǐsných zdroj̊u. Ne všechny datasety se
však shodnou na konkrétńıch tř́ıdách, do kterých dvojice vět klasifikuj́ı.

Jak bylo zmı́něno v předchoźı podkapitole, zvolil jsem verzi NLI úlohy, která
pracuje se tř́ıdami entailment, contradiction a neutral. Vyb́ıral jsem tedy pouze
ty datasety, jejichž anotace odpov́ıdaj́ı této verzi.

Vybrané datasety jsem dále analyzoval a provedl předzpracováńı pro daľśı
použit́ı.

2.4.1 Zvolené datasety

Z volně dostupných anotovaných NLI dataset̊u odpov́ıdaj́ıćıch požadavk̊um
jsem zvolil následuj́ıćı:

• SNLI

Stanford Natural Language Inference (SNLI) dataset je soubor cca
570 000 pár̊u lidmi psaných vět z mnoha r̊uzných zdroj̊u. Byl sestaven
Stanford NLP Group v roce 2015. [6]

• MultiNLI

Multi-Genre Natural Language Inference (MultiNLI) dataset je
”
”crowd-

sourced”“ soubor cca 443 000 pár̊u vět. Je obecněǰśı než SNLI dataset
a obsahuje mimo př́ımo psaný text i přepisy mluvených vět. Byl sestaven
týmem z New York University v roce 2018. [7]

7



• SICK

Sentences Involving Compositional Knowledge (SICK) dataset je sou-
bor cca 10 000 pár̊u vět obsahuj́ıćı popisky obrázk̊u a vidéı, které byly
rozš́ı̌reny o jejich daľśı obdobné varianty. Byl sestaven týmem z Univer-
sity of Trento a Fondazione Bruno Kessler v roce 2016. [8]

• Spojený SNLI a MultiNLI dataset

Autoři MultiNLI datasetu doporučuj́ı jeho spojeńı s SNLI datasetem
do jednoho velkého. Sloučil jsem je tedy a pracoval s nimi jako se čtvrtým
samostatným datasetem.

2.4.2 Ostatńı datasety

Nalezl jsem i několik daľśıch NLI dataset̊u, jež však nesplňuj́ı zvolené
požadavky na tř́ıdy a jsou zde uvedeny pouze pro úplnost:

• PAWS

Paraphrase Adversaries from Word Scrambling (PAWS) dataset je sou-
bor cca 100 000 anotovaných a 650 000 neanotovaných pár̊u vět. Ano-
tované věty jsou rozděleny pouze do dvou tř́ıd: odlǐsný význam a pa-
rafráze. Dataset obsahuje věty z Wikipedie a služby Quora. Byl sestaven
společnost́ı Google v roce 2019.

• SciTail

SciTail dataset je soubor cca 27 000 pár̊u vět źıskaných ze zkouškových
otázek s výběrem odpověd́ı. Každá z odpověd́ı byla spojena s otázkou
a formulována jako hypotéza. Předpoklady byly extrahovány z webových
text̊u. Páry vět jsou rozděleny pouze do tř́ıd entailment a neutral. Byl
sestaven týmem z Allen Institute for Artificial Intelligence v roce 2018.

2.4.3 Analýza a předzpracováńı

Provedl jsem jednoduchou analýzu zvolených dataset̊u. Nejprve jsem pro každý
dataset zjistil počet dat v trénovaćı (train), validačńı (dev) a testovaćı (test)
množině.
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SNLI MultiNLI SICK

train 550152 392708 4439
dev 10000 10000 495
test 10000 10000 4906

Tabulka 1: Počet dat v množinách dataset̊u

Rozděleńı jednotlivých dat do těchto množin je dáno př́ımo konkrétńım data-
setem. Nijak jsem tato rozděleńı dále neměnil.

Poté jsem provedl odstraněńı nepoužitelných či přebytečných dat. Odstranil
jsem páry, u kterých chyběla jedna z vět nebo št́ıtek určuj́ıćı tř́ıdu. Dále jsem
vyhledal páry, které se v jednotlivých datasetech vyskytuj́ı v́ıcekrát, a ponechal
je pouze jednou.

V př́ıpadě spojeného SNLI a MultiNLI datasetu jsem zkontroval vzájemné
duplicity. Žádnou jsem však nenalezl. Velikost tohoto datasetu je tedy součtem
velikost́ı SNLI a MultiNLI.

V následuj́ıćı tabulce lze vidět výsledný počet dat v trénovaćı (train), validačńı
(dev) a testovaćı (test) množině jednotlivých dataset̊u.

SNLI MultiNLI SICK SNLI+MultiNLI

train 548739 391027 4439 939766
dev 9840 9714 495 19554
test 9824 9830 4906 19654

Tabulka 2: Počet dat v množinách dataset̊u po předzpracováńı

Můžeme vidět, že počet dat v SNLI a MultiNLI datasetech klesl o v́ıce jak tiśıc.
Dı́ky velikostem těchto dataset̊u pohybuj́ıćıch se ve stovkách tiśıc̊u, nemá však
tato redukce př́ılǐs velký vliv na celkový počet dat.

V př́ıpadě spojeného SNLI+MultiNLI datasetu je počet dat v trénovaćı
množině téměř 1 milion. Velikosti validačńı a testovaćı množiny zde dosahuj́ı
skoro 20 tiśıc. Dá se tedy předpokládat, že modely strojového učeńı trénované
na tomto datasetu budou dosahovat výrazně větš́ı úspěšnosti než ostatńı
zvolené.
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3 Formulace problému

Jak bylo zjǐstěno v předchoźı kapitole, pro angličtinu existuje několik velkých
anotovaných NLI dataset̊u. Dá se to samé ř́ıci i pro češtinu?

Po hledáńı vhodných volně dostupných českých dataset̊u jsem dospěl k závěru,
že opak je pravdou. Několik NLI dataset̊u sice existuje (např́ıklad ČTK da-
tasety [9]), avšak obsahuj́ı řádově méně dat než ty anglické a zároveň se mi
nepodařilo naj́ıt žádný, který by bylo možné použ́ıt pro dř́ıve definovanou verzi
úlohy.

Tento problém se netýká pouze konkrétně NLI úlohy. Pro češtinu je obecně
k dispozici výrazně méně NLP dataset̊u než pro angličtinu a zároveň obsahuj́ı
výrazně méně dat. Jelikož algoritmy strojového učeńı potřebuj́ı velké množstv́ı
dat pro dosažeńı aplikovatelných výsledk̊u, je tento nedostatek významným
problémem.

Problémem je v porovnáńı s angličtinou malé množstv́ı volně dostupných ano-
tovaných českých dataset̊u pro r̊uzné úlohy zpracováńı přirozeného jazyka.
Tvorba nových dataset̊u a jejich anotace je však pracná a časově náročná
činnost. Neexistuje jednodušš́ı zp̊usob jak źıskat nové české datasety?

Anotovaných NLP dataset̊u pro angličtinu existuje výrazně větš́ı množstv́ı než
pro češtinu. Nebylo by tedy možné využ́ıt tyto anglické datasety pro vytvořeńı
českých?

Systémy pro automatický převod textu z jednoho jazyka do jiného jsou k dis-
pozici již mnoho let. Otázka tedy zńı:

Bylo by možné využ́ıt systémů strojového překladu pro generováńı
ekvivalentńıch českých dataset̊u z anglických?

Tato práce se bude dále zabývat testováńım validity tohoto hypotetického
řešeńı. Testováńı zahrnuje překlad zvolených anglických NLI dataset̊u po-
moćı dvou r̊uzných systémů strojového překladu do češtiny a jejich následné
použit́ı pro natrénováńı českých předtrénovaných model̊u strojového učeńı.
Nejprve bude však vhodné natrénovat anglické modely pro źıskáńı referenčńı
úspěšnosti.

Dále se pomoćı analýzy výsledk̊u těchto model̊u pokuśım zodpovědět otázku,
zda by toto řešeńı mohlo být využitelné v praxi, nebo zda automatický překlad
sńıž́ı kvalitu textu př́ılǐs výrazně a nebude tedy vhodné jej použ́ıt pro trénováńı
model̊u.
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4 Vektorová reprezentace textu

Vstupem model̊u strojového učeńı pro NLP je velmi často přirozený text.
Jedná se však o matematické modely, které vnitřně pracuj́ı s vektory a mati-
cemi, a nemohou text zpracovat př́ımo. Je třeba navrhnout nějaký algoritmus,
jenž převede přirozený text na vektor či sekvenci vektor̊u, které lze dále použ́ıt
jako vstup pro model.

Tato kapitola se zabývá problematikou rozložeńı textu na menš́ı část́ı a jejich
převodem na vektory pro použit́ı v modelech strojového učeńı.

4.1 Tokenizace textu

Prvńım krokem je rozděleńı textu na jednotlivá slova. Tento proces se nazývá
tokenizace a slouž́ı k rozložeńı textu na malé části, které je dále možné převést
na vektory. Tyto části jsou označovány jako tokeny.

Tokenizace zpravidla prob́ıhá na základě slovńıku token̊u. Algoritmus po-
stupně rozkládá text na tokeny, bud’ na základě jejich pořad́ı ve slovńıku,
nebo pokročileǰśıch heuristických metod. Vstupem tokenizéru je přirozený
text a výstupem sekvence token̊u.

Existuje mnoho zp̊usob̊u vytvořeńı slovńıku. Je možné jej sestavit pouze ze slov
extrahovaných z text̊u. Dnes se však nejv́ıce využ́ıvá subword tokenizace, tedy
tokenizace na základě token̊u odpov́ıdaj́ıćıch částem slov. [10]

4.1.1 Byte Pair Encoding (BPE)

Algoritmus BPE je jedńım z hojně použ́ıvaných zp̊usob̊u generováńı toke-
nizačńıho slovńıku založený na hledáńı co nejefektivněǰśı reprezentace textu.
Jelikož BPE pracuje obecně s posloupnost́ı bajt̊u, je možné jej použ́ıt i pro kom-
presi dat.

Principem BPE je postupné shlukováńı dvojic token̊u dle jejich četnosti v kor-
pusu tvořeném souvislým textem. Základńı myšlenkou je, že pokud se některé
tokeny vyskytuj́ı pouze v určitých párech, je možné tyto jednotlivé tokeny na-
hradit jejich páry a t́ım sńıžit velikost slovńıku token̊u. Algoritmus tedy hledá
slovńık o minimálńı velikosti.
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Vytvořeńı slovńıku pomoćı BPE pracuje v následuj́ıćıch kroćıch:

1. Vytvořeńı počátečńıho slovńıku

Nejprve je třeba vytvořit počátečńı slovńık token̊u, jehož velikost se al-
goritmus dále bude pokoušet sńıžit. Obvykle se na počátku voĺı každý
unikátńı znak v sekvenci slov jako jeden token. Je možné mı́sto znak̊u
použ́ıt každý unikátńı bajt (1 znak je tvořen jedńım nebo v́ıce bajty).

2. Zjǐstěńı četnost́ı slov

Text v korpusu je rozdělen na jednotlivá slova, nejčastěji dle mezer.
Algoritmus poté spočte, kolikrát se každé slovo v korpusu vyskytuje,
a výsledný seznam seřad́ı od nejčastěǰśıho po nejméně časté. Každé slovo
je zakončeno speciálńım tokenem </w>.

3. Zjǐstěńı počt̊u výskyt̊u token̊u

Dále algoritmus spočte, kolikrát se každý token ze slovńıku v korpusu
vyskytuje. Obdobně jako u slov se i zde vytvoř́ı seznam od nejčastěǰśıho
tokenu pod nejméně častý. Do seznamu je zahrnut i token </w>. Pokud
má některý token 0 výskyt̊u, je ze slovńıku odstraněn.

4. Spojeńı nejčastěǰśıch dvojic token̊u

Poté se procháźı seznam slov seřazený dle výskyt̊u a hledá se nejčastěji
se vyskytuj́ıćı dvojice token̊u. Po jej́ım nalezeńı se tato dvojice přidá
do slovńıku jako samostatný token.

5. Opakováńı

Algoritmus dále pokračuje krokem 3 dokud velikost slovńıku neklesne
pod požadovanou hodnotu nebo neńı překročen daný limit na počet ite-
raćı.

Nedostatkem BPE je fakt, že některé z výsledných token̊u se mohou překrývat
a pro některá slova tedy může existovat v́ıce možnost́ı rozložeńı na jednotlivé
tokeny. Daľśım problémem může být rozděleńı textu na slova, protože některé
jazyky neodděluj́ı slova mezerami. [10]
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4.1.2 WordPiece

Algoritmus WordPiece funguje velice podobně jako BPE. Rozd́ılem je
kritérium pro výběr dvojice token̊u ke spojeńı. Jak bylo zmı́něno, BPE vyb́ırá
vždy nejčastěji se vyskytuj́ıćı dvojici. WordPiece však vybere tu dvojici,
pro kterou je hodnota věrohodnostńı funkce maximálńı.

Výpočet věrohodnostńı funkce se může lǐsit dle implementace. Zpravidla však
bere v úvahu poměr četnosti dvojice a četnosti samostatných token̊u. I přes
rozd́ıly od BPE algoritmu, WordPiece se potýká s podobnými nedostatky. [10]

4.1.3 SentencePiece

Nedostatkem algoritmů BPE a WordPiece je nutnost rozděleńı textového kor-
pusu na jednotlivá slova, což může být problematické pro jazyky, jež neodděluj́ı
slova mezerami. Algoritmus SentencePiece využ́ıvá BPE, ale pro generováńı
slovńıku mı́sto rozděleńı na jednotlivá slova využ́ıvá rozděleńı na jednotlivé
unicode symboly. Mezera je také uvažována jako symbol.

SentencePiece je d́ıky tomuto př́ıstupu využitelný pro libovolný jazyk pod-
porovaný kódováńım unicode. Dále se ukázalo, že je rychleǰśı na výpočet
než p̊uvodńı BPE a WordPiece. SentencePiece mimo upraveného BPE algo-
ritmu podporuje i algoritmus založený na unigramovém modelu. Tyto odlǐsné
př́ıstupy jsou však nad rámec této práce. [10]

4.2 Vektorová reprezentace token̊u

Procesem tokenizace jsme źıskali sekvenci token̊u. Každý z těchto token̊u je
dále třeba převést na vektorovou reprezentaci (vector embedding). Důležitý
požadavek na vektorové reprezentace token̊u je jejich sémantický význam.
Požadujeme, aby pro tyto vektory existovala mı́ra podobnosti, jenž bude re-
prezentovat jejich významové vztahy.

Nejčastěji využ́ıvanou mı́rou podobnosti je kosinová podobnost, která je
založena na úhlu mezi vektory:

sim(a, b) =
a · b

∥a∥∥b∥

Daľśım d̊uležitým požadavkem je ńızká dimenze vektor̊u. Č́ım větš́ı dimenze,
t́ım výpočetně náročněǰśı jsou operace s nimi. Př́ılǐs velké dimenze vektor̊u by
proto nebyly praktické. [11, 12]
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4.2.1 One-hot vektory

Nejjednodušš́ım zp̊usobem vektorové reprezentace jsou takzvané one-hot vek-
tory. Dimenze vektor̊u je v tomto př́ıpadě rovna velikosti slovńıku. Jednot-
livé vektory obsahuj́ı hodnotu 1 pouze na pozici odpov́ıdaj́ıćı danému tokenu
ve slovńıku. Zbytek vektoru je vyplněn hodnotou 0.

I když se jedná o jednoduchý zp̊usob reprezentace, neńı tato metoda vhodná
pro úlohy NLP, jelikož neńı splněn ani jeden z výše uvedených požadavk̊u. Vek-
tor pro každý z token̊u je ortogonálńı v̊uči vektor̊um všech ostatńıch token̊u.
Kosinová podobnost by tedy byla pro libovolné dvojice vždy nulová.

Také dimenze odpov́ıdaj́ıćı velikosti slovńıku je nepraktická a ideálně bychom
chtěli nalézt reprezentaci o řádově nižš́ı dimenzi vektor̊u. [11]

4.2.2 Word2vec

Zp̊usob vektorové reprezentace lépe odpov́ıdaj́ıćı kladeným požadavk̊um je
word2vec. Jeho základem je matice o počtu řádk̊u odpov́ıdaj́ıćımu velikosti
slovńıku. Každá řádka této matice odpov́ıdá vektoru reprezentuj́ıćımu daný
token. Proces převodu tokenu na vektor je tedy pouhým výběrem př́ıslušného
řádku.

Dimenze vektoru záviśı na volbě dimenze této matice a zpravidla se voĺı řádově
menš́ı než velikost slovńıku. Č́ım významově podobněǰśı si je určitá dvojice
token̊u, t́ım vyšš́ı bude jejich kosinová podobnost.

Samotný proces převodu tokenu na vektorovou reprezentaci pomoćı word2vec
je sice jednoduchý, ale pro jeho použit́ı muśıme nejprve źıskat již zmı́něnou
převodńı matici označovanou jako embedding matrix.

Tato váhová matice je zpravidla inicializována náhodnými hodnotami a dále
trénována společně s NLP modelem, ve kterém je použita. Druhým př́ıstupem
je tuto matici nejprve natrénovat jako součást velmi jednoduchého modelu,
a poté je možné ji použ́ıt jako součást jiného složitěǰśıho modelu.

Analýzy ukazuj́ı, že vektory źıskané z převodńıch matic trénovaných jako
součást model̊u strojového učeńı poskytuj́ı kvalitńı reprezentaci významových
vztah̊u. [12]
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5 Modely strojového učeńı

Tato kapitola se zabývá využit́ım model̊u strojového učeńı, předevš́ım neuro-
nových śıt́ı, v NLP úlohách. Dále je zde popsán princip přeneseného učeńı,
konkrétńı anglické i české modely a implementace trénováńı těchto model̊u.

5.1 Využit́ı neuronových śıt́ı pro NLP

Prvńı NLP model tvořen neuronovou śıt́ı byl navržen již v roce 2001 pro úlohu
predikce následuj́ıćıho slova ze vstupńıho textu. Jedná se o dopřednou neuro-
novou śıt’, jej́ımž vstupem je vektor reprezentuj́ıćı text. Výstupem je vektor
o velikosti odpov́ıdaj́ıćı slovńıku podporovaných slov. [13]

Výstupńı vrstva neuronové śıtě obsahuje aktivačńı funkci softmax. Tato ope-
race převád́ı hodnoty v daném vektoru do rozmeźı mezi 0 až 1 při zachováńı
jejich relativńıch velikost́ı. Pokud je libovolný prvek vektoru menš́ı než jiný
libovolný prvek, bude menš́ı i po aplikaci této funkce.

Funkce softmax pro zi, tedy prvek i vektoru z o délce N , je vypočtena jako:

softmax(zi) =
ezi∑N
j=1 e

zj

Výstupńı vektor tedy obsahuje hodnoty mezi 0 a 1, které odpov́ıdaj́ı
pravděpodobnosti, že dané slovo ve slovńıku je následuj́ıćım slovem vstupńıho
textu. Zvoleno bude dále slovo s maximálńı pravděpodobnost́ı.

Nevýhodou použit́ı dopředné neuronové śıtě je omezeńı na délku vstupńıho
textu. Śıt’ zpracovává celý text současně a každý text zpracovává nezávisle.
Dále se proto začaly využ́ıvat rekurentńı neuronové śıtě a śıtě s krátkodobou
pamět́ı. Tyto modely umožňuj́ı zpracovávat vstupńı text postupně, jelikož si
uchovávaj́ı informace o určitém množstv́ı předchoźıch krok̊u. Často se u tohoto
př́ıstupu využ́ıvá dvou model̊u. Dopředný model zpracovává vstupńı sekvenci
od začátku a zpětný postupuje od konce, č́ımž je umožněno uvažováńı levého
i pravého kontextu.

Nevýhodou tohoto př́ıstupu je však ńızká možnost paralelizace, jež vede
k časově náročnému zpracováńı. Daľśım využ́ıvaným modelem byly tedy
konvolučńı neuronové śıtě, umožňuj́ıćı výrazně lepš́ı paralelizaci. Vstupem
této śıtě je matice, jej́ımiž řádky jsou vektorové reprezentace slov ve vstupńı
sekvenci. Śıt’ může dále zpracovávat r̊uzné části této matice současně.
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Výše zmı́něné př́ıstupy však maj́ı jeden velký nedostatek. Pracuj́ı pouze s ome-
zeným lokálńım kontextem namı́sto uvažováńı kontextu celého textu. Byly
proto vyvinuty modely pro zpracováńı celé vstupńı sekvence najednou a po-
stupného generováńı nové sekvence při uvažováńı všech předchoźıch genero-
vaných prvk̊u. Takzvané sequence-to-sequence modely uvažuj́ı veškerý kontext,
ukázaly se proto jako velmi vhodné pro NLP úlohy.

Existuje mnoho r̊uzných sequence-to-sequence architektur. Některé využ́ıvaj́ı
śıt́ı s krátkodobou pamět́ı, jiné obsahuj́ı konvolučńı śıtě nebo rekurentńı śıtě.
Architekturou vykazuj́ıćı velmi kvalitńı výsledky je takzvaný transformer, jenž
bude dále popsán podrobněji. [14, 15, 16]

5.2 Transformer

Transformer je sequence-to-sequence model strojového učeńı využ́ıvaj́ıćı me-
tody zvané attention pro rychleǰśı a paralelńı zpracováńı. V této sekci je
popsána struktura a princip transformeru přizp̊usobeného pro úlohy NLP.

Obrázek 1: Základńı struktura transformeru

16



Strukturu transformeru lze rozdělit na dvě hlavńı části. Vstupem je tokeni-
zovaný text reprezentován sekvenćı vektor̊u se zakódovanou pozićı, jenž je
přiveden na enkodér.

Druhou část představuje dekodér, jehož výstupem je také sekvence vektor̊u,
kterou lze poté převést znovu na text. Transformer pro NLP je tedy obecně
model, generuj́ıćı nový text v závislosti na vstupńım textu. [16]

Obrázek 2: Struktura jednoho bloku enkodéru a dekodéru

5.2.1 Enkodér

Prvńı část transformeru je tvořena několika identickými po sobě jdoućımi
bloky. Každý z těchto blok̊u obsahuje dvě vrstvy: self-attention a jednodu-
chou plně propojenou dopřednou neuronovou śıt’ (feed forward).

Na výstupu každé vrstvy docháźı k součtu s jej́ım vstupem (reziduálńı
spoje) a následné normalizaci. Vstupem prvńıho bloku je sekvence vektor̊u
se zakódovanou pozićı. Proces enkodéru neńı rekurentńı, přikládáme celou
sekvenci najednou. Poté je výstup každého bloku vstupem bloku následuj́ıćıho
a celkovým výstupem enkodéru je tedy výstup posledńıho bloku. [16]
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5.2.2 Dekodér

Druhá část transformeru je podobně jako enkodér tvořena identickými bloky,
kde výstup každého bloku je vstupem toho následuj́ıćıho. Každý blok obsa-
huje tři vrstvy: self-attention, encoder-decoder attention a plně propojenou
dopřednou neuronovou śıt’.

Na výstupu posledńıho bloku je nav́ıc jednovrstvá neuronová śıt’ s aktivačńı
funkćı softmax, jej́ımž výstupem je vektor o délce odpov́ıdaj́ıćı velikosti
slovńıku. Celkovým výstupem dekodéru je poté token odpov́ıdaj́ıćı maximálńı
hodnotě v tomto vektoru. V principu se jedná o klasifikaci do v́ıce tř́ıd.

Obdobně jako u enkodéru docháźı i zde na výstupu každé vrstvy k součtu
s jej́ım vstupem a normalizaci. Účelem encoder-decoder attention vrstev je
využit́ı celkového výstupu enkodéru v procesu dekódováńı.

Jelikož dekodér pracuje rekurentně, jsou vstupem prvńıho bloku celkové
výstupy v předchoźıch kroćıch, převedeny na jejich vektorovou reprezentaci.
Transformer tedy v každém kroku bere v potaz vygenerované tokeny ze všech
předchoźıch krok̊u a vygeneruje token nový. Celkovým výstupem transformeru
je poté sekvence token̊u v jednotlivých kroćıch.

Vhodným př́ıkladem práce dekodéru je generováńı textu. V prvńım kroku
je vygenerován prvńı token výstupńıho textu. Tento token je poté přiveden
na vstup a dekodér vygeneruje následuj́ıćı token. Dále přivedeme oba tokeny
znovu na vstup a vygenerujeme třet́ı token. Takto pokračujeme dokud nevy-
generujeme celý text. [16, 17]

5.2.3 Zakódováńı pozice

Jak bylo již zmı́něno, vstupem transformeru je sekvence vektorových reprezen-
taćı token̊u. Jelikož čte celou vstupńı sekvenci najednou, nemá model žádnou
informaci o pořad́ı jednotlivých token̊u. Je proto třeba tuto informaci předat
explicitně, tedy zakódováńım pozice př́ımo do jejich reprezentace.

Pozice je zakódována jako vektor o stejné velikosti jako reprezentace tokenu.
Zp̊usob zakódováńı může být r̊uzný. V prvotńım návrhu transformeru byly
použity sinusoidy o frekvenci závislé na absolutńı pozici.

Vektor pozice a vektor tokenu jsou poté sečteny pro źıskáńı výsledné vektorové
reprezentace. Zakódováńı pozice se provád́ı nejen na vstupu enkodéru, ale i
na vstupu dekodéru v každém jeho kroku. [16]
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5.2.4 Attention

Metoda nazývaná attention je základńım prvkem funkce transformeru. Prin-
cip této metody spoč́ıvá v rozložeńı sekvence vstupńıch vektor̊u na matice Q
(query), K (key) a V (value).

Uvažujme matici X, jej́ıž řádky jsou jednotlivé vstupńı vektory. Dále
uvažujme váhové matice WQ, WK a W V . Hodnoty váhových matic jsou
součást́ı trénovatelných parametr̊u modelu. Matice Q, K a V poté spočteme
jako:

Q = X ·WQ

K = X ·WK

V = X ·W V

Pomoćı těchto hodnot dále vypočteme attention matici Z pomoćı váženého
skalárńıho součinu. Konstanta dk odpov́ıdá počtu sloupc̊u matice K.

Z = softmax

(
Q ·KT

√
dk

)
· V

Jelikož každá z trojice matic Q, K a V je spočtena ze stejného vstupu X,
nazývá se tato metoda konkrétně self-attention.

Význam matice Z lze vysvětlit na př́ıkladu prvńıho bloku enkodéru, vstupem
jehož self-attention vrstvy je př́ımo vstupńı sekvence vektorových reprezentaćı
token̊u. Každý z řádk̊u matice X tedy reprezentuje jednotlivý token.

Výsledkem součinu Q · KT je čtvercová matice o dimenzi odpov́ıdaj́ıćı délce
vstupńı sekvence. Hodnotou na pozici i, j je skóre určuj́ıćı d̊uležitost významu
tokenu i pro význam tokenu j. Operace softmax převede tato skóre na hodnoty
mezi 0 a 1.

Jednotlivé řádky matice Z jsou attention vektory token̊u. Podobně jsou řádky
matice V value vektory jednotlivých token̊u.

Attention vektor každého tokenu je dán váženou sumou value vektor̊u všech to-
ken̊u. Jednotlivé př́ıspěvky value vektor̊u token̊u do attention vektoru daného
tokenu jsou tedy ovlivněny hodnotou skóre, jež určuje velikost významového
vztahu mezi těmito tokeny.
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Zat́ım jsme uvažovali, že pro vstupńı matici X vypočteme pouze jednu at-
tention matici Z. Transformer model však poč́ıtá několik matic Z0, Z1, ..., ZH ,
každou použit́ım r̊uzných váhových matic WQ

h , WK
h a W V

h , kde H je počet

”
hlav“ modelu. Tento př́ıstup se nazývá multi-head attention.

Jednotlivé matice jsou poté spojeny pomoćı konkatenace a vynásobeny
váhovou matićı WO, jej́ıž hodnoty jsou také součást́ı trénovatelných para-
metr̊u, č́ımž źıskáme celkovou attention matici.

Z = [Z0, Z1, ..., ZH ] ·WO

Tento př́ıstup nám umožňuje zachytit v́ıce vztah̊u mezi tokeny než použit́ı
pouze jedné matice. Jelikož výpočty jednotlivých attention matic nejsou
na sobě závislé, máme možnost je provádět paralelně, č́ımž dojde k výrazné
redukci výpočetńı náročnosti.

Mimo self-attention vrstev obsahuje transformer i encoder-decoder attention
vrstvy. Ty pracuj́ı podobně, avšak ze vstupu X poč́ıtaj́ı pouze matici Q. Ma-
tice K a V jsou převzaty ze self-attention vrstvy posledńıho bloku enkodéru.
Poč́ıtané skóre tedy reprezentuje významové vztahy mezi celkovým výstupem
z enkodéru a vstupem dané vrstvy v dekodéru. [17]

5.2.5 Trénováńı

Proces trénováńı transformeru je obdobný trénováńı obecných neuronových
śıt́ı. Jedná se o proces učeńı s učitelem, tedy postupné předkládáńı trénovaćıch
dvojic (vstup a požadovaný výstup). Modelu předlož́ıme vstup a zjist́ıme jeho
reálný výstup, jenž poté porovnáme s požadovaným výstupem a na základě
ztrátové funkce aktualizujeme parametry modelu. Mezi trénované parametry
patř́ı i hodnoty převodńı matice pro vektorovou reprezentaci.

Při trénováńı neuvažujeme jako reálný výstup transformeru sekvenci token̊u,
ale sekvenci vektor̊u před jejich převedeńım na konkrétńı tokeny určeńım
maxima, tj. př́ımo po softmaxu. Tyto vektory o délce odpov́ıdaj́ıćı velikosti
slovńıku obsahuj́ı hodnoty mezi 0 a 1. Jako požadovaný výstup uvažujeme
sekvenci one-hot vektor̊u, tedy vektor̊u s hodnotou 1 na prvku odpov́ıdaj́ıćı
požadovanému tokenu a 0 všude jinde.

Rozd́ıl mezi reálnou a požadovanou sekvenćı můžeme źıskat pouhým
odečteńım jednotlivých vektor̊u. V praxi se však vektory často porovnávaj́ı
jako dvě pravděpodobnostńı rozložeńı, např́ıklad pomoćı kř́ıžové entropie
(cross-entropy).
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At’ už je zp̊usob výpočtu ztrátové funkce jakýkoliv, jej́ı hodnota je využita
algoritmem backpropagation pro výpočet gradientu ztrátové funkce dle para-
metr̊u transformeru.

Důležitou hodnotou při trénováńı model̊u je mı́ra učeńı (learning rate). Tato
hodnota určuje mı́ru, se kterou jsou přepoč́ıtávány parametry modelu. Větš́ı
hodnota má za následek prudš́ı změny parametr̊u a t́ım pádem rychleǰśı, avšak
potencionálně méně stabilńı, trénováńı.

Základńı implementace algoritmu backpropagation upravuje parametry modelu
pouze na základě velikosti gradientu ztrátové funkce a mı́ry učeńı. Lze však
využ́ıt některý z optimalizačńıch algoritmů pro větš́ı kontrolu nad změnou
parametr̊u.

Často použ́ıvaným optimalizátorem je ADAM. Tento algoritmus upravuje
mı́ru učeńı pro každý parametr zvlášt’ v pr̊uběhu trénováńı na základě
exponenciálńıho klouzavého pr̊uměru změny a jej́ı druhé mocniny. Volitelné
parametry β1 a β2 určuj́ı mı́ru poklesu těchto pr̊uměr̊u. Daľśım parametrem
algoritmu je velmi malé č́ıslo ϵ pro náhradu nuly při děleńı. [16, 17, 18]

5.2.6 Výhody a využit́ı

Transformer architektura řeš́ı mnoho problémů spojených s použit́ım dř́ıvěǰśıch
př́ıstup̊u. Pro rekurentńı śıtě je počet krok̊u potřebných pro zpracováńı sek-
vence úměrný jej́ı délce a neńı je možné poč́ıtat paralelně. Transformer zpra-
covává celou sekvenci najednou v konstantńım čase a přináš́ı široké možnosti
paralelizace.

Možnosti paralelizace má i konvolučńı śıt’. Ta však podobně jako rekurentńı śıt’

uvažuje pro zpracováńı dané části textu vždy pouze úzký kontext. Transformer
dokáže d́ıky attention metodě uvažovat vztahy mezi slovy v celém textu, což
vede ke kvalitněǰśımu porozuměńı.

Některé problémy ovšem stále přetrvávaj́ı. Délka vstupńı sekvence token̊u je
omezená a neńı proto možné zpracovat text přesahuj́ıćı určitý počet token̊u.
Omezený je zároveň i vstup dekodéru, což vede na omezeńı délky výstupńı
sekvence.

Transformer modely je možné využ́ıt v mnoha NLP úlohách. Některé
(např́ıklad strojový překlad) využ́ıvaj́ı celou strukturu transformeru. Ku
př́ıkladu pro úlohy klasifikace je však potřeba pouze enkodér. Úlohy gene-
rováńı přirozeného jazyka využ́ıvaj́ı pouze dekodér. Základńı transformer
architektura se tedy zpravidla upravuje v závislosti na typu řešené úlohy. [16]
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Obrázek 3: Detailńı struktura transformeru
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5.3 Přenesené učeńı

Běžný př́ıstup k trénováńı model̊u strojového učeńı zahrnuje inicializaci
náhodnými parametry a následné trénováńı daty souvisej́ıćı s řešenou úlohou.
Model tedy trénujeme vždy

”
od nuly“.

Metoda přeneseného učeńı (transfer learning) navrhuje mı́sto náhodné inicia-
lizace využ́ıt jako počátečńı bod model natrénovaný na podobné úloze. Jedná
se o přenos znalost́ı z jedné úlohy na jinou, proto název

”
přenesené učeńı“.

Tento př́ıstup lze využ́ıt v př́ıpadech, kdy obecné znalosti naučené na datech
jedné úlohy jsou přenositelné na řešenou úlohu. Tuto přenositelnost je většinou
těžké určit a je třeba ji ověřit experimentálně.

Existuj́ı dva hlavńı př́ıstupy k přenesenému učeńı:

• Vývoj modelu

1. Zvoleńı úlohy

Nalezeńı úlohy s velkým množstv́ım dostupných trénovaćıch dat,
u které lze předpokládat přenositelnost znalost́ı na řešenou úlohu.

2. Sestaveńı a trénováńı modelu

Sestaveńı modelu vhodného pro zvolenou úlohu a jeho následné
natrénováńı na vybraných datech.

3. Využit́ı modelu pro řešenou úlohu

Využit́ı natrénovaného modelu jako počátečńıho bodu pro řešenou
úlohu. Můžeme využ́ıt celý model nebo pouze jeho části.

4. Dotrénováńı modelu

Trénováńı modelu na datech souvisej́ıćıch s řešenou úlohou.

• Využit́ı předtrénovaného modelu

1. Zvoleńı modelu

Nalezeńı modelu předtrénovaného na obecných úlohách podobných
té řešené. Existuje mnoho volně dostupných obecných model̊u
trénovaných na velkých datasetech. Počet vhodných model̊u však
záviśı na konkrétńı řešené úloze.
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2. Využit́ı modelu pro řešenou úlohu

Využit́ı zvoleného předtrénovaného modelu jako počátečńıho bodu
pro řešenou úlohu. Můžeme využ́ıt celý model nebo pouze jeho části.

3. Dotrénováńı modelu

Trénováńı modelu na datech souvisej́ıćıch s řešenou úlohou
(fine-tuning).

Je zřejmé, že využit́ı již existuj́ıćıho předtrénovaného modelu je méně pracné
a časově náročné než vývoj vlastńıho. Tento př́ıstup je proto hojně využ́ıvaný.

Využit́ı přeneseného učeńı může přinést mnoho výhod. Předtrénovaný model
má obecně lepš́ı výsledky při počátku trénováńı než náhodně inicializovaný
model. Při dobré přenositelnosti znalost́ı bude rychlost trénováńı na řešené
úloze vyšš́ı. [19]

5.4 Předtrénované modely pro NLI

Rozhodl jsem se využ́ıt výhod přeneseného učeńı a vyhledat několik
předtrénovaných model̊u pro obecné NLU. Zvolil jsem 3 anglické modely
a jeden český. Tyto modely maj́ı velice podobnou strukturu, lǐśı se však
v počtu parametr̊u, tokenizaci či zp̊usobu předtrénováńı.

Jedná se o transformer modely obsahuj́ıćı pouze enkodér. Jsou proto vhodné
pro klasifikaci, tedy i pro úlohu NLI, ne však pro generováńı textu.

5.4.1 Anglické modely

Z anglických model̊u jsem zvolil následuj́ıćı:

• BERT

Bidirectional Encoder Representations from Transformers (BERT) je
model vytvořen společnost́ı Google v roce 2018. Byl předtrénován na
úloze masked language modeling (doplněńı chyběj́ıćıch slov do vět)
a next sentence prediction (rozhodováńı, zda určitá věta dává smysl jako
následuj́ıćı k jiné větě). Obsahuje přibližně 110 milion̊u trénovatelných
parametr̊u. Pro tokenizaci využ́ıvá algoritmus WordPiece s inicializaćı
slovńıku unikátńımi znaky. [20]
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• BERT-Large

BERT-Large je rozš́ı̌rená verze BERT modelu s mnohem v́ıce
trénovatelnými parametry (přibližně 330 milion̊u). Teoreticky by
měl tedy dosahovat lepš́ıch výsledk̊u, je však výpočetně a pamět’ově
náročněǰśı. [20]

• RoBERTa

Robustly Optimized BERT Pretraining Approach (RoBERTa) je model
o stejné struktuře jako BERT. Je však předtrénován pouze na úloze
masked language modeling a odlǐsných datech. Odlǐsný je i algoritmus
tokenizace, jelikož využ́ıvá BPE s inicializaćı slovńıku unikátńımi bajty.
Obsahuje přibližně 120 milion̊u trénovatelných parametr̊u. [21]

5.4.2 České modely

Z českých model̊u jsem zvolil pouze jediný:

• FERNET-C5

FERNET-C5 je český model vytvořen v roce 2021 Katedrou kyber-
netiky Západočeské univerzity v Plzni. Má stejnou strukturu jako
BERT, ale použ́ıvá algoritmus SentencePiece pro tokenizaci. Obdobně
jako BERT byl i tento model předtrénován na úloze masked language
modeling a next sentence prediction pomoćı vět źıskaných z webu. [22]

5.5 Implementace trénováńı

Skripty pro předzpracováńı dataset̊u, trénováńı model̊u a analýzu výsledk̊u
jsem implementoval v programovaćım jazyce Python 3. Tento jazyk jsem zvo-
lil, jelikož jsou pro něj k dispozici kvalitńı knihovny a nástroje pro trénováńı
model̊u strojového učeńı. Ćılem bylo vytvořeńı skriptu pro natrénováńı zvo-
lených model̊u na daných předzpracovaných datasetech.
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5.5.1 Služby a nástroje

Pro jednoduchost implementace trénováńı model̊u jsem využil následuj́ıćıch
služeb a nástroj̊u:

• MetaCentrum

Virtuálńı organizace MetaCentrum, spravována sdružeńım CESNET,
umožňuje bezplatné využit́ı výpočetńı kapacity a úložného prostoru
student̊um a akademickým pracovńık̊um. Jelikož trénováńı model̊u je
výpočetně i časově náročné, využil jsem této možnosti a spouštěl veškeré
skripty vzdáleně na serverech poskytnutých touto službou. [23]

• TensorFlow

Platforma TensorFlow je určena pro implementaci algoritmů strojového
učeńı a jejich trénováńı. Poskytuje algoritmy pro předzpracováńı dat
a vytvářeńı, trénováńı a aplikaci model̊u. TensorFlow je k dispozici pro
Python a JavaScript. Umožňuje i práci s předtrénovanými modely a jed-
nalo se tedy o vhodnou platformu pro implementaci trénováńı mnou
zvolených model̊u. [24]

• Hugging Face

Společnost Hugging Face poskytuje nástroje a služby pro vývoj apli-
kaćı strojového učeńı. Pro mě užitečná byla jej́ı rozsáhlá volně dostupná
knihovna předtrénovaných transformer model̊u, která obsahuje všechny
mnou zvolené modely. Využil jsem jej́ıho transformers modulu pro Py-
thon ke stažeńı těchto model̊u ve formátu určenému pro TensorFlow.
[25]

5.5.2 Verze použitých model̊u

Zde jsou uvedeny konkrétńı verze použitých předtrénovaných model̊u:

• BERT: https://huggingface.co/bert-base-uncased

• BERT-Large: https://huggingface.co/bert-large-uncased

• RoBERTa: https://huggingface.co/roberta-base

• FERNET-C5: https://huggingface.co/fav-kky/FERNET-C5
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5.5.3 Postup trénováńı

Pro trénováńı model̊u jsem vytvořil obecný skript, jenž lze použ́ıt pro trénováńı
libovolného ze zvolených model̊u na libovolném ze zvolených dataset̊u. Některé
části tohoto skriptu jsou specifické pro konkrétńı modely, většina je však jed-
notná.

Skript je rozdělen do několika část́ı tvoř́ıćıch jednotlivé kroky procesu
trénováńı. Vstupem je název datasetu a modelu. Výstupem je natrénovaný
model uložený jako soubor a informace o procesu trénováńı.

Obrázek 4: Postup trénováńı model̊u

Načteńı a předzpracováńı dataset̊u bylo již popsáno v kapitole 2.4 a nebudu
se proto těmto krok̊um zde věnovat. Zbývaj́ıćı kroky zahrnuj́ı:

1. Načteńı modelu a tokenizéru

Prvńım krokem bylo načteńı předtrénovaného modelu a př́ıslušného to-
kenizéru. Stažeńı model̊u a tokenizér̊u i jejich nač́ıtáńı ve skriptu jsem
implementoval pomoćı již zmı́něného modulu transformers.
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2. Definice vstup̊u a výstup̊u

U použitých model̊u je k dispozici mnoho r̊uzných vstup̊u a výstup̊u. Je
tedy nejprve třeba definovat, na jaké vstupy bude přiveden tokenizovaný
vstupńı text a jaký výstup bude uvažován jako celkový výstup modelu.

Jelikož jsou všechny zvolené modely založeny na stejné architektuře,
použil jsem u všech stejnou podobu vstup̊u a výstup̊u. Pro NLI úlohu je
u BERT architektury vhodné použ́ıt následuj́ıćı vstupy:

• input_ids

Jedná se o vektor s č́ıselnými identifikátory token̊u prvńı a druhé
věty. Z d̊uvodu dosažeńı konstantńı velikosti pro libovolné délky vět
je zbytek vektoru doplněn nulami.

• attention_mask

Attention maska je vektor s č́ıslem 1 na pozićıch odpov́ıdaj́ıćıch
oběma větám a č́ıslem 0 na prázdném zbytku vektoru. Dı́ky této
masce je model schopen ignorovat ned̊uležitou část input_ids vek-
toru.

• token_type_ids

Třet́ı část vstupu je vektor s č́ıslem 0 na pozićıch odpov́ıdaj́ıćıch
token̊um prvńı věty a č́ıslem 1 na pozićıch odpov́ıdaj́ıćıch token̊um
druhé věty. Tento vektor předává modelu informaci o tom, jaká část
input_ids odpov́ıdá které větě.

Každou vstupńı dvojici vět je potřeba převést na tyto tři vektory, aby ji
model dokázal správně zpracovat.

Z výstup̊u jsem využil pouze pooler_output, jenž je výstupem posledńı
vrstvy modelu. Jelikož NLI je klasifikačńı úloha, je třeba za tento výstup
vložit plně propojenou vrstvu o počtu neuron̊u odpov́ıdaj́ıćımu počtu tř́ıd
(v tomto př́ıpadě 3). Tato vrstva je inicializována náhodnými hodnotami
a neńı tedy předtrénována jako zbytek modelu.

Celkovým výstupem modelu je výstup z této vložené vrstvy, na který
je dále aplikována aktivačńı funkce softmax. Obsahuje tedy pro každou
tř́ıdu hodnotu pravděpodobnosti, s jakou do ńı daná dvojice vět nálež́ı.
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3. Tokenizace datasetu

Daľśım krokem byla tokenizace všech dvojic vět v datasetu. Jelikož každý
z použitých model̊u má vlastńı dostupný tokenizér, nebylo nutné toke-
nizaci textu implementovat ručně.

Každý token má vlastńı unikátńı č́ıselný identifikátor. Výstupem toke-
nizéru pro každou větu je vektor token̊u reprezentovaných těmito identi-
fikátory, doplněný o speciálńı tokeny označuj́ıćı začátek a konec sekvence.
Tyto dvojice vektor̊u jsem poté převedl na již zmı́něné vstupńı vektory
pro model.

4. Trénováńı modelu

Samotné trénováńı modelu prob́ıhalo na trénovaćı množině daného
datasetu. Proces trénováńı je již součást́ı platformy TensorFlow a im-
plementace tedy byla jednoduchá. Modelu byly postupně předkládány
trénovaćı dvojice obsahuj́ıćı vstupńı vektory odpov́ıdaj́ıćı dvojićım vět
a požadované výstupy.

Každý model jsem trénoval v několika epochách, kdy jedna epocha od-
pov́ıdá přiložeńı všech trénovaćıch dvojic z datasetu. Po skončeńı každé
epochy jsem ověřil přesnost na validačńı množině daného datasetu, abych
se ujistil, zda trénováńı prob́ıhá správně.

5. Uložeńı modelu

Posledńım krokem bylo uložeńı natrénovaného modelu. Jelikož se
při procesu trénováńı měńı pouze hodnoty vah, nebylo třeba ukládat
celou strukturu modelu, ale pouze všechny jeho parametry. TensorFlow
umožňuje uložeńı parametr̊u modelu do souboru ve svém checkpoint
formátu.

T́ımto zp̊usobem jsem realizoval trénováńı anglických i českých model̊u. Vı́ce
informaćı o trénováńı konkrétńıch model̊u, jejich testováńı a analýze výsledk̊u
je uvedeno v kapitole 7.
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6 Strojový překlad textu

Následuj́ıćı kapitola se věnuje problematice strojového překladu přirozeného
textu. Zabývá se r̊uznými obecnými př́ıstupy a také konkrétńımi online
službami. Dále je zde popsán postup překladu NLI dataset̊u zvolených
v kapitole 2.4 do češtiny a jejich analýza.

6.1 Princip a realizace

Strojový překlad je proces automatického přeložeńı textu z jednoho jazyka
do jiného. Systém prováděj́ıćı tento překlad se běžně nazývá

”
překladač“. Vstu-

pem překladače je zpravidla text v daném jazyce a výstupem je text přeložený
do jiného jazyka. Pokud program podporuje v́ıce jazyk̊u, může být vstupem
i specifikace vstupńıho a výstupńıho jazyka.

Existuje mnoho př́ıstup̊u k realizaci strojového překladu. Mezi nejv́ıce rozš́ı̌rené
patř́ı překlad založený na pravidlech, statistický př́ıstup, hybridńı př́ıstup
a v současnosti předevš́ım překlad pomoćı neuronových śıt́ı.

6.1.1 Překlad založený na pravidlech

Nejstarš́ı zp̊usob strojového překladu je proces založený na pravidlech (Rule-
Based Machine Translation, RBMT), využ́ıvaj́ıćı gramatické, syntaktické
a sémantické informace o vstupńım a výstupńım jazyce pro překlad textu.

Na vstupńı text je aplikována morfologická analýza, rozděluj́ıćı větu na jednot-
livé části na základě pravidel vstupńıho jazyka. Tyto části jsou poté přeloženy
pomoćı slovńıku a předány morfologickému generátoru, jenž na základě pravi-
del výstupńıho jazyka vygeneruje výstupńı text.

Nevýhodami tohoto př́ıstupu je nutnost existence kvalitńıho slovńıku
pro překlad slov mezi požadovanými jazyky a nutnost manuálńıho laděńı
pravidel. Přeložený text také často p̊usob́ı nepřirozeně z d̊uvodu malého
zaměřeńı na kontext překládaných slov, což může i vést k velkým chybám
překladu.

Možným zlepšeńım RBMT př́ıstupu je přeložeńı vstupńıho textu nejprve
do umělého

”
neutrálńıho“ jazyka a z něj text přeložit do jazyka výstupńıho.

Velkým problémem je však proces definice vhodného
”
neutrálńıho“ jazyka.

[26]
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6.1.2 Statistické metody překladu

Statistické metody překladu (Statistical Machine Translation, SMT) jsou
založeny na modelováńı podmı́něné hustoty pravděpodobnosti p(e|f), kde f
je vstupńı text a e výstupńı. Algoritmus zvoĺı takový překlad e∗ z dostupného
korpusu, pro který je hodnota této pravděpodobnosti maximálńı.

Zpravidla se p(e|f) nemodeluje př́ımo, ale rozkládá se dle Bayesova vztahu:

e∗ = arg max
e

(p(e|f)) = arg max
e

(p(f |e) · p(e))

Zde je p(e) apriorńı pravděpodobnost́ı textu e určuj́ıćı pravděpodobnosti jeho
výskytu ve výstupńım jazyce a p(f |e) určuje pravděpodobnost, že vstupńı text
f je překladem textu e.

Výhodou SMT je, že narozd́ıl od RBMT nepotřebuje dvojjazyčné slovńıky
a explicitńı pravidla. Veškeré znalosti jsou źıskané z dvojjazyčného korpusu
obsahuj́ıćı souvislý text a jeho překlad.

Ovšem i tento př́ıstup má řadu nevýhod. Sestaveńı kvalitńıho korpusu je pracné
a časově náročné. Dále samotné nalezeńı maximálńı pravděpodobnosti je velmi
výpočetně náročné, proto je d̊uležité použ́ıt heuristické metody prohledáváńı,
které mohou vést ke sńıžeńı kvality. Překlady SMT se také ukázaly být méně
přesné pro jazyky s velmi rozlǐsným slovosledem. [26]

6.1.3 Hybridńı metody překladu

Spojeńım RBMT a SMT př́ıstup̊u lze dosáhnout kvalitněǰśıho překladu než
použit́ım pouze jednoho z nich. Tento hybridńı př́ıstup (Hybrid Machine
Translation, HMT) využ́ıvá pravidla pro předzpracováńı vstupńıho textu
a následně využije SMT pro samotný překlad. Některé HMT př́ıstupy
provedou překlad nejprve pomoćı RBMT a použij́ı SMT pro následnou
úpravu.

Hybridńı př́ıstup se ukázal jako mnohem flexibilněǰśı než samotný RBMT
nebo SMT. Stále však vyžaduje kvalitńı slovńık a korpus. [26]

6.1.4 Překlad pomoćı neuronových śıt́ı

Nejnověǰśım př́ıstupem ke strojovému překladu textu je překlad pomoćı neu-
ronových śıt́ı (Neural Machine Translation, NMT). Výhodou neuronových śıt́ı
je možnost učeńı př́ımo na dvojićıch originálńıho a přeloženého textu bez nut-
nosti slovńıku nebo náročného prohledáváńı korpusu.
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Pro kvalitńı trénováńı NMT modelu je však třeba velkého počtu trénovaćıch
dvojic a samotný proces trénováńı je velmi výpočetně náročný. Z počátku byla
významným problémem ńızká spolehlivost, předevš́ım u méně běžných slov
a fráźı. Oblast NMT však za posledńı roky prošla značným vývojem a mnoho
těchto problémů bylo redukováno. Dnes z existuj́ıćıch př́ıstup̊u ke strojovému
překladu dosahuje NMT nejkvalitněǰśıho překladu izolovaných přirozených vět.

Modely strojového překladu jsou zpravidla tvořeny dvěma částmi. Prvńı
část slouž́ı pro zpracováńı vstupńıho textu a jeho převedeńı do takzvané

”
hluboké reprezentace“. Druhá část převede tuto reprezentaci na výstupńı

text v daném jazyce. Tato obecná reprezentace neńı explicitně definována,
ale naučena při procesu trénováńı modelu.

Dř́ıve se pro obě části použ́ıvaly rekurentńı neuronové śıtě. Jejich významná
nevýhoda, tedy neschopnost v každém kroku uvažovat kontext celého textu,
vedla k přechodu na sequence-to-sequence modely, jejichž princip a výhody
byly popsány v kapitole 5.

V procesu strojového překladu je vstupńı text zpracován enkodérem a dekodér
vygeneruje výstupńı text. Enkodér a dekodér odpov́ıdaj́ı výše zmı́něné prvńı
a druhé části modelu. Využit́ı sequence-to-sequence model̊u vedlo k výraznému
zlepšeńı schopnosti porozuměńı kontextu v úloze překladu. [27, 28]

6.2 Online překladače

Existuje mnoho online služeb poskytuj́ıćıch možnost překladu libovolného
textu mezi některými z podporovaných jazyk̊u. Tyto online překladače
umožňuj́ı uživateli zadat vstupńı text a zvolit vstupńı a výstupńı jazyk. Ser-
ver poté uživateli zašle překlad generovaný některým z algoritmů strojového
překladu.

Z volně dostupných online překladač̊u jsem pro daľśı využit́ı v této práci zvolil
následuj́ıćı:

• Google Translate

Online služba Google Translate umožňuje strojový překlad mezi v́ıce
než 100 jazyky. Prvńı verze překladače byla vyvinuta společnost́ı Google
v roce 2006 a využ́ıvala SMT př́ıstupu s velkým množstv́ım gramatických
nepřesnost́ı.
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V roce 2016 přešel Google Translate na NMT př́ıstup a nyńı využ́ıvá
vlastńıch sequence-to-sequence model̊u GNMT využ́ıvaj́ıćıch WordPiece
algoritmus pro tokenizaci. Využit́ım NMT př́ıstupu se kvalita překladu
výrazně zlepšila. Překladač také umožňuje automatickou identifikaci
vstupńıho jazyka.

Google překladač jsem zvolil předevš́ım pro jeho popularitu a dlouhou
historii. [27, 29]

• LINDAT Translation

Pro online překladač LINDAT Translation se počet podporovaných ja-
zyk̊u pohybuje pouze v řádu jednotek. Překladač využ́ıvá transformer
model̊u CUBBITT, jež byly navrženy a natrénovány týmem z Univer-
zity Karlovy v roce 2020.

Dle tvrzeńı autor̊u jsou anglicko-české překlady LINDAT překladače
přirozeněǰśı a podobněǰśı lidskému překladu než v př́ıpadě Goo-
gle překladače, čehož dosáhli použit́ım velkého množstv́ı kvalitńıch
trénovaćıch dat. Velké trénovaćı datasety byly źıskány doplněńım lidmi
přeložených korpus̊u o strojově přeložené korpusy. Strojově přeložené
trénovaćı dvojice byly převráceny a obsahovaly tedy překlad jako vstup
a originál jako výstup.

LINDAT překladač jsem zvolil předevš́ım z d̊uvodu zmı́něné vysoké
přirozenosti anglicko-českého překladu. [28]

Při volbě překladač̊u pro mě byla d̊uležitá schopnost překladu textu z an-
gličtiny do češtiny a možnost automatizace procesu překladu větš́ıho počtu
text̊u. Oba zvolené překladače tyto požadavky splňuj́ı.

6.3 Implementace překladu

Stejně jako u trénováńı model̊u, jsem i skript pro překlad dataset̊u implemen-
toval v jazyce Python 3. Ćılem bylo vytvořeńı skriptu pro překlad zvolených
dataset̊u pomoćı LINDAT Translation a Google Translate.
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6.3.1 Služby a nástroje

Pro implementaci překladu dataset̊u jsem využil následuj́ıćıch služeb
a nástroj̊u:

• deep-translator

Jedná se o knihovnu pro Python umožňuj́ıćı komunikaci s několika
online překladači za účelem automatického přeložeńı textu. Umožňuje
jednoduché přeložeńı textu pomoćı libovolného z podporovaných
překladač̊u bez nutnosti ručńı implementace komunikace. Jelikož mezi
tyto překladače patř́ı i Google Translate, rozhodl jsem se tuto knihovnu
použ́ıt. Překladač LINDAT tato knihovna nepodporuje. [30]

• LINDAT Translation API

Překladač LINDAT poskytuje veřejně dostupné rozhrańı pro překlad
textu. Toto API neńı omezeno počtem žádost́ı ani počtem znak̊u a je
tedy vhodné i pro překlad větš́ıch dataset̊u. Komunikace je realizována
přes HTTPS protokol. Je možné poslat žádost obsahuj́ıćı text, jazyk to-
hoto textu a jazyk, do kterého chceme text přeložit. Rozhrańı poté pošle
odpověd’ obsahuj́ıćı přeložený text. [31]

6.3.2 Postup překladu

Pro přeložeńı dataset̊u jsem vytvořil obecný skript, jenž lze použ́ıt
pro přeložeńı libovolného ze zvolených dataset̊u jedńım ze zvolených
překladač̊u. Vstupem je název datasetu a překladače. Výstupem je přeložený
dataset uložený do souboru a informace o př́ıpadných chybách v pr̊uběhu
překladu.

Nejprve bylo nutné se rozhodnout, jakým zp̊usobem budu dataset pośılat
danému překladači. Oba zvolené překladače jsou určeny pro překlad souvislého
textu a ne dlouhého seznamu dvojic vět. Uvažoval jsem tři možné zp̊usoby:

1. přeložit každou větu zvlášt’

2. rozdělit dataset na menš́ı části a přeložit vždy velké množstv́ı vět najed-
nou jako souvislý text

3. přeložit zvlášt’ každou dvojici vět jako souvislý text
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Možnost 1 se zdála jako nejjednodušš́ı, tedy postupně překladači pośılat každou
větu jako samostatnou žádost a po přijet́ı odpovědi poslat daľśı větu. Celkový
počet dvojic vět ve všech zvolených datasetech však čińı téměř 1 milion a počet
nutných žádost́ı by v tomto př́ıpadě byl téměř 2 miliony. Jelikož komunikace
s překladači trvá nějaký čas, rozhodl jsem se hledat jinou vhodnou možnost
s nižš́ım počtem nutných žádost́ı pro sńıžeńı času potřebného k překladu všech
dataset̊u.

Proto jsem dále uvažoval možnost 2, tedy rozděleńı datasetu na menš́ı části
tak, aby velikost jedné části byla co největš́ı s ohledem na maximálńı povolenou
velikost jedné žádosti daného překladače. Počet nutných žádost́ı by v tomto
př́ıpadě byl nejmenš́ı možný.

Nastává zde však problém. Jelikož věty tvoř́ı souvislý text, je možné, že
překladač bude překládat jednotlivé věty v závislosti na ostatńıch větách
v dané části. Překlad dané věty může být závislý na okolńıch větách a tedy
i na jej́ı pozici v datasetu. Dvojice vět v datasetu jsou uvažovány jako
samostatné a nezávislé na kontextu okolńıch, proto tento jev neńı žádoućı
a mohl by zhoršit kvalitu datasetu.

Zbývá kompromis ve formě možnosti 3, tedy pośılat každou dvojici vět jako
samostatnou žádost. Počet žádost́ı se t́ım sńıž́ı na polovinu oproti možnosti
1. Překlad jednotlivých vět může být závislý na druhé větě ve dvojici, což
však neńı problém, jelikož nezávislost překladu na pozici dvojic v datasetu je
dodržena.

Rozhodl jsem se tedy použ́ıt možnost 3. Byla však nutné zvolit vhodný symbol
odděluj́ıćı obě věty ve dvojici, aby bylo možné přeložený text znovu rozdělit
na dvě věty. Po vyzkoušeńı r̊uzných symbol̊u při přeložeńı několika dvojic jsem
se rozhodl věty oddělit symbolem nové řádky. Oba zvolené překladače tento
symbol zachovávaly a neměnily jeho pozici v textu.

Postupně jsem překládal dvojice vět a ukládal je do seznamu. Když počet dvo-
jic v seznamu dosáhl 1000, uložil jsem jej do souboru. Kdybych pro uložeńı
čekal na přeložeńı celého datasetu, jakýkoliv př́ıpadný pád programu by zna-
menal nutnost opakovat celý překlad znovu. Ukládáńı přeloženého datasetu
po částech mi v tomto př́ıpadě dovolilo opakovat překlad pouze od určité části.

U přeložených dvojic jsem št́ıtky určuj́ıćı tř́ıdu převzal z jejich nepřeložených
variant v p̊uvodńım datasetu.
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6.4 Analýza překladu

Po sestaveńı postupu překladu a vytvořeńı skriptu jsem přeložil datasety SNLI,
MultiNLI a SICK pomoćı LINDAT Translation a Google Translate.

Při překládáńı jsem automaticky kontroloval, jestli byl zachován symbol nové
řádky mezi větami ve dvojićıch. Zachován byl ve všech př́ıpadech, a proto se
jednalo o vhodný oddělovaćı symbol.

Dále jsem provedl jednoduchou analýzu přeložených dataset̊u.

6.4.1 Nové duplicity

Jedńım ze zjǐstěných údaj̊u byl počet duplicitńıch dvojic. Překlad byl pro-
veden na předzpracovaných datasetech bez duplicit, proto by jejich počet
v přeložených datasetech by měl být také nulový. Ve všech třech datasetech
se však objevil nenulový počet duplicitńıch dvojic:

SNLI MultiNLI SICK

LINDAT 995 242 269
Google 677 79 199

Tabulka 3: Počet nových duplicit v přeložených datasetech

Kde se tyto duplicity vzaly? Vypsal jsem si několik nově vzniklých duplicit
i s jejich anglickou variantou pro porovnáńı. Jednalo se vždy o velmi podobné
anglické věty, které byly přeloženy do stejné podoby.

originál Two adults walk across a street. Two adults walk across the street.

překlad Dva dospěĺı jdou přes ulici. Dva dospěĺı jdou přes ulici.

Zde je př́ıklad dvou takových vět. Tyto věty se lǐśı pouze v použitém členu

”
a“ nebo

”
the“, proto jsou jejich české překlady stejné. Druhé věty v těchto

dvojićıch jsou shodné i v originále, byly proto shodné i jejich překlady. Nově
vzniklé duplicity jsou tedy dvojice, jež nejsou zcela shodné v originále, ale maj́ı
shodný překlad.
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6.4.2 Př́ıklady překladu

Poté jsem ručně procházel náhodné části přeložených dataset̊u a hle-
dal zaj́ımavé rozd́ıly v překladech. Velká část vět byla přeložena oběma
překladači stejně nebo velmi podobně.

originál A girl in a flower dress is running on sand.

LINDAT Dı́vka v květinových šatech běž́ı po ṕısku.
Google Dı́vka v květinových šatech běž́ı po ṕısku.

Např́ıklad tuto krátkou větu o d́ıvce v květinových šatech přeložily oba
překladače stejně. Zaj́ımavěǰśı jsou však př́ıpady, kdy se překlady lǐśı.

originál A white dog with long hair jumps to catch a red and green toy.

LINDAT B́ılý pes s dlouhými chlupy skáče, aby chytil červenozelenou
hračku.

Google B́ılý pes s dlouhými vlasy skáče, aby chytil červenou a zelenou
hračku.

V této větě o b́ılém psu je obsaženo slovo
”
hair“, které může znamenat bud’

”
chlupy“ nebo

”
vlasy“. Překladač LINDAT zvolil prvńı možnost a Google

překladač druhou. Lze předpokládat, že v př́ıpadě psa se bude nejsṕı̌s jed-
nat o

”
chlupy“ a LINDAT je proto v tomto př́ıpadě přesněǰśı.

Zaj́ımavá je i druhá část věty, kde se Google rozhodl zachovat spo-
jeńı

”
červenou a zelenou“, ale LINDAT tato slova spojil do výrazu

”
červenozelenou“. Jedná se o často se vyskytuj́ıćı jev, kdy Google překládá

některé fráze v́ıce doslovně, ale LINDAT si je upravuje do jiných fráźı stejného
významu.
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originál Four young men sit on the floor close to a television that is
showing Elmo from Sesame Street.

LINDAT Čtyři mlad́ıci sed́ı na podlaze bĺızko televize, na které běž́ı
Elmo ze Sezamové ulice.

Google Čtyři mlad́ı muži sed́ı na podlaze bĺızko televize, která ukazuje
Elma ze Sesame Street.

Zde můžeme znovu vidět, že Google přeložil
”
young men“ doslovně jako

”
mlad́ı

muži“ a LINDAT se rozhodl pro výraz
”
mlad́ıci“. Zaj́ımavěǰśı je však překlad

názvu pořadu
”
Sesame Street“. Google jej zachoval nepřeložený, ale LINDAT

použil českou variantu. Tento jev, kdy Google na rozd́ıl od LINDATu po-
nechává anglické názvy, se v překladech také vyskytoval často.

originál This mother and her daughter and granddaughter are having
car trouble, and the poor little girl looks hot out in the heat.

LINDAT Tahle matka a jej́ı dcera a vnučka maj́ı problémy s autem
a chudinka holčička vypadá v tom vedru rozpálená.

Google Tato matka s dcerou a vnučkou maj́ı problémy s autem
a nebohá holčička vypadá ve vedru horko.

Daľśı př́ıklad je zaj́ımavý, protože konec Google překladu
”
vypadá ve vedru

horko“ nedává př́ılǐs smysl. Oproti tomu překlad LINDATu je mnohem smys-
luplněǰśı. Je zde vidět, že př́ılǐs doslovný překlad může někdy vést ke ztrátě
smyslu věty.

V prvńı části věty však tentokrát doslovněǰśı překlad zvolil LINDAT a Google
tuto frázi upravil na

”
matka s dcerou a vnučkou“. Neplat́ı tedy, že by Google

překladač byl vždy v́ıce doslovný než LINDAT.

originál At a convention, a man takes a phone call behind the booth
where he is selling things while others examine his merchandise.

LINDAT Na kongresu si muž telefonuje za stánkem, kde prodává věci,
zat́ımco ostatńı zkoumaj́ı jeho zbož́ı.

Google Na sjezdu zavolá muž za stánkem, kde prodává věci, zat́ımco
ostatńı zkoumaj́ı jeho zbož́ı.

Zde se jedná o daľśı př́ıklad, kdy méně doslovný překlad vedl k v́ıce smysluplné
větě. Jedná se znovu o častý př́ıpad, kdy Google zvolil v́ıce doslovný překlad.
Zaj́ımavý je zde i rozd́ılný překlad slova

”
convention“.
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originál A girl in a striped black and white sweater holds on to her
friend who is bent over wearing a hooded black sweater and
torn blue jeans.

LINDAT Dı́vka v pruhovaném černob́ılém svetru se drž́ı své kamarádky,
která je ohnutá a má na sobě černý svetr s kapućı a roztrhané
modré dž́ıny.

Google Dı́vka v pruhovaném černob́ılém svetru se drž́ı svého př́ıtele,
který je ohnutý, má na sobě černý svetr s kapućı a roztrhané
modré dž́ıny.

Tento př́ıklad obsahuje anglické slovo
”
friend“, u kterého neńı možné určit, zda

se jedná o muže nebo ženu. Překladače tedy měly úplnou volnost, zda použ́ıt
ženskou nebo mužskou variantu. LINDAT se rozhodl pro kamarádku a Google
pro př́ıtele. Nejenže se jedná o r̊uzné pohlav́ı, ale české slovo

”
př́ıtel“ může

popisovat jiný typ vztahu než
”
kamarádka“. Význam obou překlad̊u je proto

odlǐsný.

originál A well safety equipment biker racing on the trail in a wooded
area with number 569 on his bike.

LINDAT Motorkář s bezpečnostńım vybaveńım studny závod́ı na stezce
v zalesněném areálu s č́ıslem 569 na kole.

Google Dobře bezpečnostńı vybaveńı biker závod́ıćı na stezce
v zalesněné oblasti s č́ıslem 569 na kole.

Méně doslovný překlad nemuśı být vždy výhodou. V tomto př́ıpadě se jedná
o chybně formulovanou anglickou větu. Mı́sto slova

”
equipment“ (

”
vybaveńı“)

zde mělo pravděpodobně být
”
equipped“ (

”
vybavený“). Google překladač tuto

chybně formulovanou část přeložil slovo od slova a chyba se tedy přenesla
do češtiny bez negativńıho dopadu na zbytek překladu. LINDAT se však poku-
sil tuto část přeformulovat a př́ıslovce

”
well“ (

”
dobře“) přeložil jako podstatné

jméno znamenaj́ıćı
”
studna“, č́ımž změnil smysl celé věty.
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V tomto př́ıpadě je zaj́ımavé pod́ıvat se i na druhou větu z této dvojice:

originál A biker goes on to the last lap of the trail.

LINDAT Motorkář pokračuje do posledńıho kola stezky.
Google Cyklista pokračuje do posledńıho kola stezky.

Je vidět, že LINDAT v obou větách přeložil
”
biker“ jako

”
motorkář“. Google

byl méně konzistentńı a rozhodl se v prvńı větě ponechat anglické slovo a ve
druhé jej přeložit jako

”
cyklista“. Ani LINDAT zde však neńı plně konzistentńı.

V prvńı větě mluv́ı o motorkáři, ale na jej́ım konci zmiňuje kolo, které by se
v́ıce hodilo k cyklistovi.

6.4.3 Shrnut́ı

Ze všech zmı́něných př́ıklad̊u je viditelné, že oba překladače maj́ı své nedoko-
nalosti a produkované překlady se často lǐśı. Právě tato odlǐsnost v překladech
by se mohla výrazně projevit při trénováńı model̊u pomoćı přeložených data-
set̊u.

Budou se výsledky model̊u natrénovaných na jednom překladu výrazně lǐsit od
výsledk̊u druhého? Povedou doslovněǰśı překlady Google překladače k horš́ım
výsledk̊um v NLI úloze, nebo je naopak zlepš́ı? Bude nekonzistence překladu
vět ve stejné dvojici velkým problémem? Zanáš́ı strojový překlad do datasetu
př́ılǐs velké chyby pro jeho praktické použit́ı?

Ćılem daľśı části této práce bude nalézt odpovědi na všechny tyto otázky.
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7 Trénováńı a analýza výsledk̊u

Následuj́ıćı kapitola se zabývá trénováńım anglických model̊u na zvolených
datasetech, trénováńım českých model̊u na přeložených datasetech a jejich
testováńım a porovnáńım.

7.1 Parametry trénováńı

Při trénováńı všech model̊u jsem použ́ıval následuj́ıćı parametry:

• mı́ra učeńı: 10−5

• optimalizátor: ADAM (β1 = 0.9, β2 = 0.999, ϵ = 10−7)

• ztrátová funkce: sparse categorical crossentropy

• počet epoch: 2 (5 pro SICK dataset)

Zvolil jsem optimalizátor ADAM, jelikož se jedná o velmi často použ́ıvaný opti-
malizačńı algoritmus. Jeho parametry jsem ponechal na výchoźıch hodnotách
nastavených platformou TensorFlow. Zvolenou ztrátovou funkćı je varianta
kř́ıžové entropie pro úlohy klasifikace do v́ıce tř́ıd.

Počet epoch jsem volil ńızký pro zamezeńı zkresleńı výsledk̊u přetrénováńım.
Ze stejného d̊uvodu jsem zvolil ńızkou mı́ru učeńı. Pro trénováńı na SICK
datasetu bylo třeba použ́ıt v́ıce epoch kv̊uli jeho řádově menš́ı velikosti.

Lze předpokládat, že pokročileǰśım laděńım parametr̊u by bylo možné
dosáhnout lepš́ıch výsledk̊u. Předmětem této práce však neńı dosáhnout co
nejlepš́ıch výsledk̊u, ale porovnat výsledky jednotlivých model̊u mezi sebou.
Optimálńı volbu parametr̊u jsem proto nepovažoval za d̊uležitou, ale pouze
volbu stejných parametr̊u pro všechna trénováńı.

Jako mı́ru přesnosti modelu na dané testovaćı množině jsem použil poměr
počtu správně klasifikovaných dvojic vět H v̊uči velikosti množiny N :

acc =
H

N
· 100%

41



7.2 Trénováńı anglických model̊u

Nejprve jsem trénoval zvolené předtrénované modely pro angličtinu. Pro každý
předtrénovaný model jsem provedl 4 r̊uzná trénováńı, každé na trénovaćı
množině jednoho ze zvolených dataset̊u. Źıskal jsem tedy 4 r̊uzné natrénované
modely pro každý předtrénovaný.

Natrénované modely jsem postupně otestoval na testovaćıch množinách všech
4 dataset̊u a spočetl přesnost model̊u na dané množině.

7.2.1 Výsledky BERT modelu

Prvńı trénováńı a následné testováńı proběhlo na BERT modelu. Zde jsou uve-
deny výsledné přesnosti 4 natrénovaných model̊u na jednotlivých testovaćıch
množinách:

test acc

trén. množina SNLI MultiNLI SICK SNLI+MultiNLI

SNLI 90.6% 75.1% 57.6% 82.8%
MultiNLI 80.4% 84.1% 54.2% 82.3%
SICK 45.1% 50.6% 86.9% 47.8%
SNLI+MultiNLI 90.6% 85.3% 57.8% 87.9%

Tabulka 4: Přesnosti BERT model̊u na testovaćıch množinách

Z tabulky lze vidět, že modely trénované na SNLI, MultiNLI a SICK dosáhly
největš́ı přesnosti na testovaćı množině toho samého datasetu. Jelikož je
očekávatelné, že testovaćı množina stejného datasetu bude podobněǰśı té
trénovaćı než množiny jiných dataset̊u, neńı tento výsledek překvapuj́ıćı.

Model trénován na SNLI dosáhl při testováńı na MultiNLI přibližně o 15%
horš́ı přesnosti než na své testovaćı množině. Oproti tomu u modelu
trénovaného na MultiNLI je tento rozd́ıl pouze okolo 4%. Toto ukazuje, že
MultiNLI obsahuje obecněǰśı znalosti než SNLI, což odpov́ıdá tvrzeńı jeho
autor̊u. [7]

Model trénován na spojeném SNLI+MultiNLI datasetu dosahuje na testo-
vaćıch množinách SNLI a MultiNLI dataset̊u stejné nebo lepš́ı přesnosti než sa-
mostatné modely. Toto ukazuje, že znalosti źıskané z SNLI datasetu lze uplat-
nit v MultiNLI a naopak. Jejich spojeńı se tedy vyplat́ı.
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Model trénován na SICK datasetu dosahuje výrazně horš́ıch výsledk̊u
na ostatńıch testovaćıch množinách. Zároveň však ostatńı modely dosahuj́ı
podobně horš́ıch výsledk̊u na testovaćı množině SICK datasetu. Znalosti
nejsou tedy dobře přenositelné mezi SNLI/MultiNLI a SICK. Spojeńı všech
třech dataset̊u by proto nemělo význam.

7.2.2 Př́ıklady klasifikace BERT modelem

Zde je uvedeno několik př́ıklad̊u správné a chybné klasifikace. Jedná se
o př́ıklady modelu trénovaného i testovaného na př́ıslušných množinách
SNLI+MultiNLI datasetu.

předpoklad This church choir sings to the masses as they sing joyous
songs from the book at a church.

hypotéza A choir singing at a baseball game.

tř́ıda (anotace) contradiction
tř́ıda (model) contradiction

V tomto př́ıpadě model správně určil, že pěvecký sbor nemůže zṕıvat zároveň
v kostele i na baseballovém utkáńı a věty se tedy vzájemně vyvraćı.

předpoklad A woman with a green headscarf, blue shirt and a very
big grin.

hypotéza The woman is very happy.

tř́ıda (anotace) entailment
tř́ıda (model) entailment

Daľśı př́ıklad obsahuje předpoklad o ženě s širokým úsměvem. Hypotéza tvrd́ı,
že žena je št’astná. Model správně určil, že předpoklad zde implikuje hypotézu.

předpoklad A man, woman, and child get their picture taken in front
of the mountains.

hypotéza A family on vacation is posing.

tř́ıda (anotace) entailment
tř́ıda (model) neutral

Zde je předpokladem muž, žena a d́ıtě foceni před horami. Model chybně určil,
že hypotéza o rodině pózuj́ıćı na dovolené nevycháźı z tohoto předpokladu
a klasifikoval vztah této dvojice jako neutrálńı.

43



předpoklad A man is sitting on the floor, sleeping.
hypotéza A man is lying down, sleeping.

tř́ıda (anotace) contradiction
tř́ıda (model) entailment

V posledńım př́ıkladě model nedokázal určit, že muž nemůže zároveň sedět
i ležet. Dle anotace se jedná o protǐrečeńı, ale model tuto dvojici klasifikoval
jako implikaci.

7.2.3 Výsledky model̊u BERT-Large a RoBERTa

Dále jsem stejným zp̊usobem natrénoval modely BERT-Large a RoBERTa.
Rozd́ıly mezi výsledky na jednotlivých testovaćıch množinách byly obdobné
jako u BERT modelu, proto neńı třeba je zde uvádět všechny.

Jako mı́ru přesnosti modelu jsem zvolil pouze přesnost dosaženou na testovaćı
množině SNLI+MultiNLI datasetu modelem trénovaným na trénovaćı množině
SNLI+MultiNLI datasetu. Jedná se o největš́ı a nejobecněǰśı trénovaćı i tes-
tovaćı množinu, proto je tato přesnost nejv́ıce vypov́ıdaj́ıćı.

Zde jsou uvedeny přesnosti zvolených model̊u:

model acc

BERT 87.9%
BERT-Large 88.5%
RoBERTa 89.1%

Tabulka 5: Přesnosti model̊u na testovaćı množině SNLI+MultiNLI

Při použit́ı BERT-Large modelu došlo ke zlepšeńı přesnosti oproti BERT mo-
delu. Zlepšeńı bylo dosaženo zřejmě d́ıky větš́ımu počtu parametr̊u modelu.
Model RoBERTa dosahuje lepš́ı přesnosti oproti nejen podobně velkému mo-
delu BERT, ale i výrazně větš́ımu modelu BERT-Large.

Tyto výsledky budou dále sloužit jako reference při testováńı českých model̊u.
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7.3 Trénováńı českých model̊u

Trénoval jsem pouze jediný český předtrénovaný model, FERNET-C5. Protože
mám dvě sady přeložených dataset̊u, jednu překladačem LINDAT a druhou
Google překladačem, trénoval jsem model zvlášt’ na každé z nich.

Přesnosti i zde budou uvedeny pouze pro modely trénované a testo-
vané na př́ıslušných množinách SNLI+MultiNLI datasetu, tentokrát však
na přeložené verzi. Modely jsem trénoval třikrát. Jeden model na překladu
LINDAT, druhý na Google překladu a třet́ı na datasetu LINDAT+Google,
jenž vznikl spojeńım obou překlad̊u. Tento spojený překlad byl tedy 2x větš́ı
a pro překlady SNLI+MultiNLI datasetu tvořen téměř 4 miliony dvojic vět.

7.3.1 Analýza výsledk̊u

Každý z model̊u jsem testoval na třech verźıch překladu testovaćı množiny,
tedy LINDAT, Google a LINDAT+Google. Přesnost na spojené testovaćı
množině LINDAT+Google je pouze pr̊uměrem přesnost́ı na oddělených
množinách.

test acc

trén. množina LINDAT Google LINDAT+Google

LINDAT 86.2% 85.3% 85.8%
Google 86.2% 86.0% 86.1%
LINDAT+Google 86.3% 86.0% 86.1%

Tabulka 6: Přesnosti FERNET-C5 model̊u na testovaćıch množinách

Z tabulky lze vidět, že všechny přesnosti jsou velice podobné a pohybuj́ı se
kolem hodnoty 86%. Jedná se o horš́ı výsledek než jakého dosáhl každý z an-
glických model̊u. Rozd́ıl oproti BERT modelu jsou však pouze necelá 2%.

Co se konkrétńıch přesnost́ı týče, model trénován na LINDAT překladu dosáhl
pouze nepatrně nižš́ı přesnosti na Google překladu než na vlastńım překladu.
Model trénován na Google překladu dokonce dosáhl nepatrně vyšš́ı přesnosti
na LINDAT překladu než na vlastńım.

Jelikož modely natrénované na jednom překladu dosáhly na tomto překladu
velice podobné přesnosti jako na druhém, můžeme usoudit, že znalosti źıskané
z jednoho překladu jsou dobře přenositelné i na druhý. Tato skutečnost je
zaj́ımavá z d̊uvodu dř́ıve zmı́něné odlǐsnosti mezi překlady.
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Podobný závěr nám ukazuj́ı i výsledky modelu trénovaného na spojeném
LINDAT+Google datasetu. Trénováńım na obou překladech jsme nedosáhli
žádného výrazného zlepšeńı oproti trénováńı pouze na jednom.

Dále jsem provedl analýzu rozd́ıl̊u mezi klasifikacemi modelu trénovaného
na LINDAT překladu (model L) a modelu trénovaného na Google překladu
(model G). Modely jsem testoval na spojené testovaćı množině LIN-
DAT+Google a analyzoval rozd́ıly ve správnosti jejich výstup̊u na stejný
vstup.
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3.3 3.6 10.682.5

L
G

L
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L
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L
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85.8

86.1

Obrázek 5: Porovnáńı správnosti klasifikaćı modelem trénovaným na LINDAT
překladu (L) a modelem trénovaným na Google překladu (G). Hodnoty jsou
uvedeny v procentech. (zelená - správně, červená - chybně)

Z obrázku lze vidět, že 82.5% množiny klasifikovaly oba modely správně
a 10.6% oba chybně. Úsek, kde model L klasifikoval správně a model G
špatně, tvoř́ı pouze 3.3% množiny. Podobně malý (3.6%) je i úsek, kde
model G klasifikoval správě a model L špatně. Malé úseky odlǐsné správnosti
klasifikace mezi modely znovu ukazuj́ı, že oba modely při trénováńı źıskaly
velmi podobné znalosti.

Otázkou však je, z jakého překladu dvojice vět v těchto úsećıch odlǐsné klasifi-
kace pocházej́ı. Analýza byla provedena na spojené LINDAT+Google množině,
a je proto možné, že tyto úseky obsahuj́ı pouze věty toho překladu, jehož
př́ıslušný model je klasifikoval správně. Po bližš́ı kontrole jsem však zjistil,
že nejen tyto úseky, ale každý ze 4 úsek̊u je tvořen přibližně z 50% LINDAT
překladem a ze zbylých 50% Google překladem.

Závěrem této analýzy je skutečnost, že výsledky modelu trénovaného
na množině přeložené LINDAT překladačem jsou srovnatelné s výsledky
modelu trénovaného na množině přeložené Google překladačem, i přes dř́ıve
zmı́něné a na př́ıkladech ukázané rozd́ıly v překladech. Tyto rozd́ıly se nezdaj́ı
mı́t žádný negativńı vliv na schopnost modelu dosáhnout srovnatelných
výsledk̊u při testováńı na překladu druhého překladače.
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7.3.2 Př́ıklady klasifikace

Zde je uvedeno několik př́ıklad̊u klasifikace dvojic vět modelem trénovaným
na LINDAT překladu (model L) a modelem trénovaným na Google překladu
(model G).

předpoklad Mladá rodina si už́ıvá pocit oceánských vln, které se j́ı
vlńı u nohou.

hypotéza Rodina je na pláži.

tř́ıda (anotace) entailment
tř́ıda (model L) entailment
tř́ıda (model G) entailment

V prvńım př́ıkladě oba modely porozuměly, že př́ıtomnost oceánských vln im-
plikuje pláž, a klasifikovaly dvojici vět správně.

předpoklad Snowboardista na široké sněhové pláni.
hypotéza Snowboardista klouzaj́ıćı po sněhovém poli.

tř́ıda (anotace) neutral
tř́ıda (model L) entailment
tř́ıda (model G) contradiction

Zde se jedná o př́ıpad neutrálńıho vztahu. Snowboardista by se mohl klouzat,
ale předpoklad nic takového neimplikuje. Oba modely však tuto dvojici
klasifikovaly chybně, každý však jinak. Je možné, že modely zmátlo použit́ı
rozd́ılných slov pro stejné mı́sto (

”
pláň“ a

”
pole“).

předpoklad Osoba s fialovou košiĺı maluje obraz ženy na b́ılou zed’.
hypotéza Žena maluje portrét opice.

tř́ıda (anotace) contradiction
tř́ıda (model L) contradiction
tř́ıda (model G) neutral

V daľśım př́ıpadě model L správně určil, že věty se navzájem vyvraćı. Model
G však chybně klasifikoval vztah této dvojice jako neutrálńı.
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předpoklad Před katedrálou Notre Dame přistává v noci st́ıhaćı
letadlo.

hypotéza V st́ıhaćım letadle nikdo neńı.

tř́ıda (anotace) neutral
tř́ıda (model L) contradiction
tř́ıda (model G) neutral

Posledńım př́ıkladem je daľśı neutrálńı vztah, tentokrát však správně klasifi-
kovaný modelem G. Chybně zde tř́ıdu určil model L.

7.4 Porovnáńı anglických a českých model̊u

Mimo porovnáńı model̊u trénovaných na jednotlivých překladech mezi sebou
je také vhodné porovnat je s anglickými modely. Pro porovnáńı jsem zvolil
BERT model, jelikož použ́ıvá stejnou architekturu jako FERNET-C5.

Český model (CZ) byl trénovaný a testovaný na př́ıslušných množinách LIN-
DAT+Google překladu. Anglický model (EN) byl testován na množině obsa-
huj́ıćı odpov́ıdaj́ıćı originálńı dvojice. Analyzoval jsem rozd́ıly ve správnosti
jejich výstup̊u na odpov́ıdaj́ıćı vstupy.
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Obrázek 6: Porovnáńı správnosti klasifikaćı originálu BERT modelem (EN)
a překladu FERNET-C5 modelem (CZ). Hodnoty jsou uvedeny v procentech.
(zelená - správně, červená - chybně)

Z obrázku lze vidět, že 81.7% množiny klasifikovaly oba modely správně a 7.7%
oba chybně. Úsek, kde anglický model klasifikoval správně a český model
špatně, tvoř́ı 6.2% množiny. Zbývaj́ıćıch 4.4% tvoř́ı úsek, kde český model
klasifikoval správně a anglický model špatně.
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Úseky, kde pouze jeden model správně klasifikoval, jsou zde větš́ı než při po-
rovnáńı dvou českých model̊u na obrázku 5. Rozd́ıly v klasifikaci mezi ang-
lickým a českým modelem jsou tedy vyšš́ı než mezi dvěma českými modely.
Úseky rozd́ılné klasifikace jsou však i zde malé v porovnáńı s úseky stejné kla-
sifikace. Můžeme proto usoudit, že znalosti źıskané anglickým modelem pro
angličtinu téměř odpov́ıdaj́ı znalostem źıskaným českým modelem pro český
překlad.

Téměř dvouprocentńı rozd́ıl mezi přesnostmi anglického a českého modelu
může mı́t mnoho d̊uvod̊u zahrnuj́ıćıch odlǐsnosti předtrénovaných model̊u
a př́ıpadné chyby v překladech. Jak bylo ukázáno v tabulce 5, r̊uzné anglické
předtrénované modely dosahuj́ı podobných rozd́ıl̊u v přesnostech. Je tedy
možné, že př́ıpadný kvalitněǰśı český model by dosáhl v́ıce srovnatelné
přesnosti.

Dále je zde uvedeno několik př́ıklad̊u klasifikace dvojic vět z kapitoly 6.4 ang-
lickým modelem BERT a klasifikace jejich dvou překlad̊u modelem FERNET-
C5 trénovaným na LINDAT+Google množině.

originál předpoklad A girl in a flower dress is running on sand.
hypotéza The girl is wearing a green striped dress.
tř́ıda neutral

LINDAT předpoklad Dı́vka v květinových šatech běž́ı po ṕısku.
hypotéza Dı́vka má na sobě zelené pruhované šaty.
tř́ıda contradiction

Google předpoklad Dı́vka v květinových šatech běž́ı po ṕısku.
hypotéza Dı́vka má na sobě zelené pruhované šaty.
tř́ıda contradiction

anotace tř́ıda contradiction

Překlady dvojice vět o d́ıvce v šatech byly shodné, a proto byly i stejně klasi-
fikovány. Český model správně určil, že si věty protǐreč́ı z d̊uvodu rozd́ılného
vzoru šat̊u. Anglický model zde však originálńı dvojici klasifikoval chybně.
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originál předpoklad This mother and her daughter and granddaughter
are having car trouble, and the poor little girl looks
hot out in the heat.

hypotéza The car that belongs to the family is having issues.
tř́ıda entailment

LINDAT předpoklad Tahle matka a jej́ı dcera a vnučka maj́ı problémy
s autem a chudinka holčička vypadá v tom vedru
rozpálená.

hypotéza Auto, které patř́ı rodině, má problémy.
tř́ıda entailment

Google předpoklad Tato matka s dcerou a vnučkou maj́ı problémy
s autem a nebohá holčička vypadá ve vedru horko.

hypotéza Auto, které patř́ı do rodiny, má problémy.
tř́ıda entailment

anotace tř́ıda entailment

Zde se jedná o př́ıpad, kdy byl konec předpokladu nesmyslně přeložen Google
překladačem. Jak lze vidět, na správnost klasifikace to ovšem nemělo vliv. Tato
část věty však nijak neovlivňuje vztah s hypotézou, což může být d̊uvodem
pro neovlivněńı klasifikace.

originál předpoklad At a convention, a man takes a phone call behind
the booth where he is selling things while others
examine his merchandise.

hypotéza The man is walking outside.
tř́ıda contradiction

LINDAT předpoklad Na kongresu si muž telefonuje za stánkem, kde
prodává věci, zat́ımco ostatńı zkoumaj́ı jeho zbož́ı.

hypotéza Muž jde ven.
tř́ıda contradiction

Google předpoklad Na sjezdu zavolá muž za stánkem, kde prodává
věci, zat́ımco ostatńı zkoumaj́ı jeho zbož́ı.

hypotéza Muž jde ven.
tř́ıda entailment

anotace tř́ıda contradiction

Podobně jako v předchoźım př́ıkladu zde nedává Google překlad předpokladu
smysl v prvńı části věty a LINDAT překlad v́ıce odpov́ıdá originálu. Jelikož je
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tato část jedinou odlǐsnost́ı v překladu, lze usoudit, že se jedná o d̊uvod
chybné klasifikace Google překladu. Originál i LINDAT překlad byly klasi-
fikovány správně. Lze tedy vidět, že př́ıpadné nedostatky v překladu mohou
mı́t za následek chybné určeńı tř́ıdy.

originál předpoklad A girl in a striped black and white sweater holds on
to her friend who is bent over wearing a hooded
black sweater and torn blue jeans.

hypotéza The girl is touching her friend.
tř́ıda entailment

LINDAT předpoklad Dı́vka v pruhovaném černob́ılém svetru se drž́ı své
kamarádky, která je ohnutá a má na sobě černý
svetr s kapućı a roztrhané modré dž́ıny.

hypotéza Dı́vka se dotýká své kamarádky.
tř́ıda entailment

Google předpoklad Dı́vka v pruhovaném černob́ılém svetru se drž́ı
svého př́ıtele, který je ohnutý, má na sobě černý
svetr s kapućı a roztrhané modré dž́ıny.

hypotéza Dı́vka se dotýká svého př́ıtele.
tř́ıda entailment

anotace tř́ıda entailment

Zde se jedná o př́ıpad, kdy překladače rozd́ılně přeložily slovo
”
friend“.

V hypotézách však bylo přeloženo stejně jako v jednotlivých předpokladech.
Vid́ıme, že oba překlady byly správně klasifikovány. Zaj́ımavé však je, že
jsou obě dvojice správně klasifikovány i při prohozeńı překladu hypotéz
a zp̊usobeńı nekonzistence. Ukazuje se tedy, že nekonzistence mezi větami
v překladu nemuśı ovlivnit správnost klasifikace.
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originál předpoklad A well safety equipment biker racing on the trail
in a wooded area with number 569 on his bike.

hypotéza A biker goes on to the last lap of the trail.
tř́ıda neutral

LINDAT předpoklad Motorkář s bezpečnostńım vybaveńım studny
závod́ı na stezce v zalesněném areálu s č́ıslem 569
na kole.

hypotéza Motorkář pokračuje do posledńıho kola stezky.
tř́ıda neutral

Google předpoklad Dobře bezpečnostńı vybaveńı biker závod́ıćı
na stezce v zalesněné oblasti s č́ıslem 569 na kole.

hypotéza Cyklista pokračuje do posledńıho kola stezky.
tř́ıda neutral

anotace tř́ıda neutral

Nekonzistence a chyby v překladu neovlivnily správnost klasifikace ani v po-
sledńım př́ıkladě, který obsahuje nejen rozd́ılný překlad slova

”
biker“, ale i ne-

smyslný začátek věty, tentokrát v LINDAT překladu. I přes tyto rozd́ıly byly
obě české dvojice správně klasifikovány.

7.5 Kombinace model̊u

V předchoźıch podkapitolách bylo uvedeno několik model̊u natrénovaných na
r̊uzných množinách a dosahuj́ıćıch r̊uzných výsledk̊u. Nab́ıźı se otázka, k jakým
výsledk̊um by vedlo spojeńı těchto model̊u. Jakým zp̊usobem je ale spojit?

Jak bylo již řečeno, výstupem zvolených model̊u je vektor obsahuj́ıćı hod-
notu pravděpodobnosti pro každou tř́ıdu. Vybranou tř́ıdou je poté tř́ıda od-
pov́ıdaj́ıćı maximálńı hodnotě v tomto vektoru. Pokud vektor označ́ıme jako
l, bude tř́ıda c určena jako:

c = arg max(l)

Nyńı uvažujme dva modely. Prvńı je český model trénovaný na LINDAT
překladu s výstupńım vektorem l. Druhý je model trénovaný na Google
překladu s výstupem g. Jednoduchý zp̊usob spojeńı těchto vektor̊u je
aritmetický pr̊uměr.
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Při kombinaci těchto model̊u přivedeme vstupńı věty na vstupy obou model̊u
a výslednou tř́ıdu urč́ıme jako:

c = arg max

(
l + g

2

)

Jedná se o klasifikaci pr̊uměrováńım výstupu dvou r̊uzných model̊u. Daľśı
možnost́ı kombinace je přidáńı anglického modelu BERT, jehož vstupem bu-
dou odpov́ıdaj́ıćı anglické věty a výstupem vektor b. Jelikož je anglický model
pouze jeden, přǐrad́ıme mu dvojnásobnou váhu.

c = arg max

(
2 · b + l + g

4

)

Kombinované modely jsem otestoval na testovaćı množině LINDAT+Google
překladu a porovnal s ostatńımi modely.

model trén. množina acc

BERT originál 87.9%

FERNET-C5 LINDAT 85.8%
Google 86.1%
LINDAT+Google 86.1%

2x FERNET-C5 LINDAT, Google 86.5%
BERT + 2x FERNET-C5 originál, LINDAT, Google 88.8%

Tabulka 7: Porovnáńı přesnost́ı testovaných model̊u

Vid́ıme, že pr̊uměrováńım dvou FERNET-C5 model̊u bylo dosaženo větš́ı
přesnosti než použit́ım pouze jednoho. Je však otázkou, zda takto malý
př́ır̊ustek přesnosti stoj́ı za zdvojnásobeńı výpočetńıch nárok̊u.

Kombinace anglického modelu s českými dosáhla vyšš́ı přesnosti než nejen
samotné české modely, ale i anglický BERT model. Pro jeho použit́ı je však
nutná anglická i česká verze vstupu. Tuto kombinaci jsem testoval předevš́ım
ze zvědavosti a nevid́ım v ńı možnosti praktického využit́ı.
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8 Závěr

V této práci byla nejprve popsána problematika zpracováńı přirozeného jazyka
(NLP) a představena úloha inference přirozeného jazyka (NLI). Dále bylo uve-
deno několik anglických dataset̊u pro tuto úlohu a poukázáno na problém
absence českých dataset̊u. Jako řešeńı bylo navrženo přeložeńı anglických da-
taset̊u systémy strojového překladu.

V daľśıch částech byly popsány principy model̊u strojového učeńı pro NLP,
předevš́ım transformer architektura, a uvedeny existuj́ıćı anglické a české
modely vhodné pro NLI. Byl zde uveden i postup trénováńı těchto model̊u
s využit́ım přeneseného učeńı.

Daľśı kapitolou byl úvod do problematiky strojového překladu textu a im-
plementace překladu dataset̊u pomoćı dvou online služeb strojového překladu.
Přeložené datasety byly analyzovány a bylo poukázáno na rozd́ıly a nedostatky.

Posledńı část́ı bylo trénováńı českých a anglických model̊u s analýzou a po-
rovnáńım jejich výsledk̊u. Výsledky českých model̊u se ukázaly být srovnatelné
mezi sebou a pouze o nejvýše jednotky procent horš́ı než anglické modely.

V kapitole 3 byla položena následuj́ıćı otázka:

Bylo by možné využ́ıt systémů strojového překladu pro generováńı
ekvivalentńıch českých dataset̊u z anglických?

Odpověd’ bohužel neńı jednoznačná. Z dosažených výsledk̊u můžeme vyvodit
závěr, že českým překladem anglického datasetu je možné dotrénovat český
předtrénovaný model a v NLI úloze dosáhnout na přeložené verzi testovaćı
množiny přesnosti bĺıž́ıćı se přesnostem anglických model̊u na originálńı testo-
vaćı množině, a to i pokud je dataset přeložen jiným překladačem než trénovaćı
množina.

Rozd́ıly v překladech źıskaných jednotlivými překladači se nezdály mı́t
významný vliv na kvalitu natrénovaných model̊u. Doslovnost překladu či jeho
nekonzistence a chyby ve většině př́ıpad̊u neovlivnily výsledek klasifikace.

Pro zhodnoceńı možnosti využit́ı takto natrénovaných českých modelu pro ori-
ginálńı český text by bylo nutné provést testováńı na originálńım českém data-
setu. Nepodařilo se mi však nalézt takový dataset pro NLI úlohu a tato otázka
tedy z̊ustává nezodpovězena. Daľśı nezodpovězenou otázkou je možnost využit́ı
v ostatńıch NLP úlohách, např́ıklad v úloze generováńı přirozeného textu.

I přes nejednoznačnou odpověd’ můžou být závěry této práce užitečné pro in-
spiraci budoućıch výzkumů a vést k podrobněǰśım analýzám využitelnosti
přeložených dataset̊u pro trénováńı českých NLP model̊u. Tyto analýzy by
mohly být dále užitečné pro zjednodušeńı vývoje českých NLP aplikaćı.
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//machinelearningmastery.com/types- of- classification- in-

machine-learning/.

2. WEINSHALL, Daphna a MANDELBAUM, Amit. Distance-based Con-
fidence Score for Neural Network Classifiers. [online]. 2017. Dostupné z:
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