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Abstract

In this thesis I will deal with the processing of brain activity. This problem falls
within the area, which is called neuroinformatics. Brain activity is usually
measured by the method known as electroencephalography (EEG) and I'll be
interested in the effects concerning event-related potentials (ERP). ERP is
electrically detectable brain response to specific stimulation (visual, auditory).
There are many ways of searching event-related potentials in the EEG, but none
of them does universal and reliable detection.

The purpose of this work is to try using Kohonen neural network to look for the
ERP. Neural networks are used to solve problems, which are unsolvable by
algorithmical means, but are relatively easy for humans, by trying to simulate
human brain. For example pattern classification and recognition, signal
processing and function approximation.

For classification purposes signal will be decomposed to parts by matching
pursuit algorithm, which creates number of atoms representing the signal.
Neural network will be used to group similar atoms together.

The goal is to test if it is possible to use neural network to find the ERP
components in EEG signal.



Obsah

1 Uvod 1
2 Teoreticka cast 2
2.1 Dekompozice problému. . ......ooiiuiiii i e 2
22 EEG SIgnal. ..o it 3
2.3 ERP Komponenty. ..ottt ittt it iieinreeenannannennnn 4
2 ATy e e e et 6
2.4.1 Jednoduchy filtr prahu napéti .........c.ciiiiiiiii ... 6
2.4.2 Pohybujici se 0kénko .......ooiiiiiiiiiiii e 6
2.4.3 Primeérovani Signalu. .......cooiiiiiiiiiiiiii ittt 6
PR O D S 1 AP 6
2.5 Matching purstit. . ..o it it i i it e i eae i 6
2.6 Biologickd Neuronova Sit. . ove et iinnee et iiiineeeeeeeennnnnneennns 8
2.7 Umela neuronova Sit. .. ...ttt iiiiiiaeeeeeeennnns 9
2.7.1 Architektura neuronovych siti .......cooiiiiiiiiii i 9

2. 7.2 U e e e e e 11
2.8 Kohonenova neuronova Sit. .....e e eeeiineiiieeeeneeeenneennenns 11
2.8.1 ArchiteRtura. ..ot ittt e et e 11
2.8.2 Obecny algoritmuS. o .. u ettt 13
DR TR T/ v o PPN 13
2.8.4 TrenOVANT. « vttt ittt it it it i i it i e 14
2.8.5 Klasifikace. ..o ovvii i e 14
2.9 Hlednani komponent. ........ouuuuiiiiiiiiiiiiii ittt 14
2.10 Porovnani Signalil. . ...oveuirtnnene ittt i ieeieeenenenns 15
2. 0L ShINUbT. ¢ ettt e e, 16
3 Realizacéni cast 17
S 700 5 A 17
3.2 Vstupni data. .. ooeeeii e e 18
3.3 Architektura projektu. . ..vuuee ittt ittt ittt i e i e 19
3.4 Predzpracovani signdlu........oooiiiiiiiiiiiii ittt 19
341 SegMENTACE. + vt vttt tte et e eee e eee e aee e 19

S FR B L T 19
3.5 ALOINIZACE. « « vt ettt ettt ettt e e e e e e e e e 20
3.6 Navrh Kohonenovi neuronoveé sité.......... ..ot 20
3.7 Hled&ni komponent. ...... ..ottt 21
3.7.1 Prohledani mapy shlukti. ...ttt ittt 22
3.7.2 Prijmuti nalezenych komponent.............cooiiiiiiiiiiiiat, 24
3.8 AR 2. e 24
3.9 Vizualizace. . ...t e e e 24
3.9.1 Zobrazeni signalli. ......couuniiiiiiii i e 26
3.10 Implementace. . ...ovueiin it i e e e 26
3.10.1 Programovaci JazyK. ....ceueiiiiiiiiiiii ittt 26
3.10.2 DatovaA VIStVaA . « ot ttet e itiee ittt it tie et 26

3.10.3 ApliKatnl VIStva. . ovee ettt ittt et i 28



3.10.4 Moduly obecné. ... ..ot e e 28

3.10.5 Modul pro obecny matching pursuit................ccoiiii.... 29
3.10.6 Modul pro Geneticky matching pursuit....................o ... 29
3.10.7 Modul pro AR T 2. . i i i et iiee e 29
3.10.8 Modul pro Kohonenovu neuronovou sit...........oovviveien... 29
3.10.9 Grafické uzivatelské rozhrani............. ... oottt 30

4 Dosazené vysledky 31
4.1 ZPpracovand METeNT. .. vuu et ee e e e eneeneneeneeeeneeneeaeneennens 31
4.1.1 Osoba 1 — kanél FZ, komponenta P3.............. ..o, 32
4.1.2 Osoba 2 — kanal O1, komponenty N1 a N2....................... 38
4.1.3 Osoba 3 — kanal PZ, komponenta P3............ ... ...t 40
4.1.4 Osoba 4 — kanal PZ, komponenty N1 a P3....................... 42
4.2 Pouziti této metody jako filtru....... ..o oo i 44
4.3 Shrnuti vysledKl. oot i i i it it ittt e 45

5 Zavér 46



KAPITOLA 1 UVOD

1 Uvod

V této praci se budu zabyvat zpracovavanim mozkové aktivity. Tato oblast
spada do odvétvi, které se nazyva neuroinformatika. Cinnost mozku se zpravidla
méii metodou zvanou elektroencefalografie (EEG) a ja se budu zajimat o jevy
tykajici se evokovanych potenciali, anglicky event-related potentials (ERP).
ERP jsou elektricky zaznamenatelné reakce mozku na urcité stimulace (vizualni,
zvukové). Zpusobu jak hledat evokované potencidly v EEG zaznamu existuje
mnoho, ale zadny zatim neposkytuje univerzalni a spolehlivou schopnost jejich
detekce.

Mym cilem je otestovat moznost jejich hledani s vyuzitim neuronovych siti,
konkrétné Kohonenovou neuronovou siti. Neuronovymi sitémi lze fFeSit tlohy,
které se tradicnimi algoritmickymi metodami teSi velmi Spatné, hledani
evokovanych potencial je jednou takovou tlohou. Neuronové sité se snazi
napodobit chovani mozku a tak TeSit problémy, které clovék zvlada fesit
relativné snadno, ale pro pocita¢ jsou normélné prakticky nefesitelné. Mezi tyto
ilohy patii napriklad klasifikace a rozpoznavani vzoru, zpracovani signali,
aproximace funkci a predpovidani ¢asovych rad.

Signal naméfeny pomoci EEG byva ¢asto zaSumény a obsahuje artefakty, proto
bude nutné pouzit ruzné filtry pro jejich odstranéni.

Aby mohla byt provedena klasifikace ERP komponent musi se napfed vhodnym
zptisobem naméfeny signél pfedzpracovat a extrahovat z ného vhodné priznaky.
Zde se nabizi algoritmus matching pursuit, ktery rozklada vstupni signil na
Casti reprezentujici trend signalu (atomy), a ty jiz bude mozné Kklasifikovat
neuronovou siti.

Neuronova sit dokaze roztiidit atomy podle jejich podobnosti a bude nutné
vytvorit algoritmus, ktery v téchto skupinach (shlucich) podobnych atomtu bude
hledat pripadné ERP komponenty.

Dalsi dulezitou c¢ésti této prace bude vizualizace vysledki, pro jejich prehledné
zobrazeni bude vytvofeno grafické uzivatelské rozhrani.

V idedlnim pripadé tato metoda umozni nalezeni komponent evokovanych
potenciali v EEG signalu, jako dalsi mozné vyuziti se jevi jeji pouziti jako filtru
pro odstranéni nezadoucich ¢asti signalu (artefakty, sum). ERP komponenty v
ramci jednotlivych epoch by si méli byt podobné, proto by je neuronova sit méla
klasifikovat do stejného shluku. Ten pak lze povazovat za podstatnou cast
signalu a zbytek tak mizeme odstranit.
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2 Teoreticka c¢ast

2.1 Dekompozice problému

Nasledujici diagram (Obrazek 2.1) zobrazuje dekompozici problému. Jednotlivé
Casti budou dale podrobné popsany. Pofadi neni nutné dodrzet, napiriklad
filtraci je mozno provadét jesté pred segmentaci.

EEG zaznam

v

Segmentace

'

Korekce
baseline

v

Filtrace

v

Pramérovani
epoch

'

Detekce ERP
komponent

Obrdazek 2.1: Dekompozice problému
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2.2 EEG signal

Elektroencefalografie (EEG) je metoda pro méfeni aktivity mozku. EEG signal
(Obrazek 2.2) je méfen pomoci elektrod pfipojenych na hlavu testovaného
¢lovéka pomoci specialni cepice. Zaznamenava se amplituda signalu, ktera je
fadové v desitkdch mikrovolta. Testovany ¢lovék je stimulovan (napiiklad se
diva na nékolik riznobarevné blikajicich diod) a chvile kdy doslo k bliknuti se
také zaznamenava a pozdéji poslouzi k rozdéleni signalu na epochy.

ot WWWNWWW

Obrazek 2.2: EEG Signdl

* Kanal - Predstavuje signal nahrany z jedné elektrody, kazda elektroda
nahrava jiny signal.

* Marker — Predstavuje okamzik kdy doslo ke stimulaci. Miize byt spojen
jen s nékterymi kanély, ale Casto je spojen se vSemi (nékteré stimulace
vyvolavaji zmény v signalu, kterou je mozno meérit jen na nékterych
mistech hlavy a tak hledat tyto zmény na vSech kanalech by nemélo
smysl).

* Epocha — Pro ucely klasifikace je nutné provést segmentaci, ktera rozdéli
signal jednoho kanalu na kratké casti kolem naméfenych markerd —
epochy (Obrazek 2.4). Zpravidla to byva napiiklad 500 ms pied
markerem a 1000 ms po markeru. Na epochich se provadi jesté korekce
baseline, kterd ma za tkol srovnat signal v epochich na stejnou tdroven

kolem 0 (Obréazek 2.3).

/\WW

Obrdzek 2.3: Korekce baseline
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Obmzek 2.4: Epocha

2.3 ERP Komponenty

Cilem je najit v signdlu ERP komponenty (event-related potentials) neboli
evokované potencidly, jsou diskrétni zmény elektrické aktivity nervového
systému (zejména mozku).

Znaci se bézné podle polarity a poradi v epose — P pro pozitivni, N pro
negativni vlnu a C pro komponentu, ktera miize mit riznou polaritu. Cislo za
nazvem komponenty pfedstavuje bud ¢as v milisekundach, kde se komponenta
nachézi, nebo pofadi komponenty v epoSe. (Obrazek 2.5). Konvenci je
zobrazovat zapornou osu nahoru a kladnou dolu. [1]

Mym cilem je primarné hledat N1 a P3, protoZe jsou nejvyraznéjsi.

* P3 (P300) — Pozitivni vlna evokovaného potencialu, vyskytujici se zhruba
300 ms od stimulace.

* N1 - Vizudlni negativni evokovany potencial. Vrchol komponenty je okolo
100 az 200 ms po stimulu.
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Obrdzek 2.5: ERP komponenty

Pro hledani ERP komponent se bézné pouziva nasledujicich metod:

Primérovani epoch — po zpriameérovani signalu vSech epoch vyniknou ty
Césti které se nachézeji ve vétsiné epoch a jsou si podobné.

Metoda korelace — prumérovanim ziskdme napied vzorovou komponentu,
kterou hledame, tu pak posouvame po signile zkoumané epochy
a mérime korelaci mezi obéma signaly. V pripadé vysoké miry shody si
zapamatujeme pozici posouvaného signalu jako nalezenou komponentu.
2]

Waveletova transformace — viz [2].

PCA a ICA - Obé metody hledaji ERP komponenty pres vSechny
elektrody, pokud tedy neméame k dispozici signal vice elektrod, nebo se
komponenta vyskytuje pouze na nékterych elektrodéch neni tato metoda
pouzitelna. Vice informaci v [1].

Matching Pursuit — viz 2.5 a [2]. Na rozdil od PCA a ICA je moZné jej
pouzit na signal pouze jedné elektrody. J& budu pro detekci komponent
vzniklé atomy klasifikovat Kohonenovou neuronovou siti.
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2.4 Filtry

Naméfeny signal je plny Sumu a obsahuje artefakty (napiiklad mrknuti), proto
je nutné jej filtrovat. Epochy které obsahuji artefakty je potieba odstranit. |3]

2.4.1 Jednoduchy filtr prahu napéti

Projede celou epochu a testuje jestli signdl nékde neptresahl zvolené maximum,
nebo minimum. Pokud ano je takova epoch odstranéna.

2.4.2 Pohybujici se okénko

v milisekundach, o kolik se posune v kazdém kroku a maximalni rozdil napéti
signalu v ramci testovaného okénka. V kazdém kroku se testuje jestli rozdil mezi
nejnizsi a nejvys$si hodnotou signalu uvnit¥ okénka nepfesdhne zvolené
maximum, pak se okénko posune a testuje se znovu dokud nedojede nakonec.
Pokud testovana hodnota pfesahne maximum je epocha odstranéna.

2.4.3 Prtamérovani signalu
Pro odstranéni Sumu je mozné pouzit primeérovani signélu, kdy se spocita nova
hodnota signélu pro kazdy bod jako primér jeho okoli. Pokud se zvoli okoli
prilis velké muze dojit ke ztraté detailti v signalu (bude pfili§ vyhlazen). Filtr je
mozné pouzivat opakované, ale také se musi dat pozor aby se ze signalu
neodstranily dilezité detaily.

2.4.4 FIR filtr

Diskrétni linearni filtr s kone¢nou impulzni odezvou (finite impulse response).
Slozi k vybéru uréitych slozek (frekvené¢nich oblasti) signalu a k potlaceni jinych.
Kazdy signél 1ze rozlozit na mnozinu sinusovych funkci s riiznou frekvenci a fazi,
které kdyz se sectou tak daji dohromady ptivodni signal. Riuzné typy filtra maji
za kol potlac¢it nebo propustit uréité frekvence v signalu. [1]

Hlavni typy jsou:

* Dolni pasmova propust — mé za t1kol odstranit vysoké frekvence
a propustit nizké.

* Horni pasmova propust — ma =za tukol odstranit nizké frekvence
a propustit ty vysoké.

* Band-pass filtr — ma za tukol propustit frekvence v ur¢itém intervalu
a odstranit ty mimo néj.

2.5 Matching pursuit

Algoritmus matching pursuit aproximuje signal tak, Ze ho rozkldada pomoci
linedrni kombinace funkci ze svého slovniku. Ve slovniku je mozné pouzit
libovolnou mnozinu funkei, ale nejéasté&ji se pouzivaji Gaborovy atomy (2.1).
V kazdé iteraci je od signalu odectena funkce, ktera jej nejlépe aproximuje,



KAPITOLA 2 TEORETICKA CAST

zbytek (residuum) je vstupnim signalem dalsi iterace. Tak postupné ziskame
nékolik atomt a zbytek signalu blizici se nulovému signalu. ZvySenim poctu
atomi se aproximace zpresnuje, ale velké mnozstvi atomu je poté velmi blizko
nule a tak by pro budouci zpracovani neméli prakticky zadny vyznam
(aproximovaly by vlastné jen Sum).

u)-cos(vt+w) (2.1)

Kde g¢(t)=e ™" je Gaussovské okénko. Parametry funkce jsou méfitko s,
posunuti u, frekvence v a fazovy posun w. (2| [4]

Na obrazku 2.6 je vidét epochu délky 750 ms (Zac¢ina 250 ms pied a konéi 500
ms po markeru). Marker predstavuje svisla oranzova ¢ara s popiskem S 2. Signal
epochy je zobrazen Cerné, aproximace matching pursuitem je zobrazena modie
a jedné se o soucet péti atomu. Nékteré z téchto atomi jsou zobrazeny zelenou,
azurovou, a ¢ervenou barvou. Nékteré z téchto atomt by mohli odpovidat ERP
komponentam.

60
55
50
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=40
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220
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2.6 Biologicka neuronova sit
Stavebni jednotky biologické neuronové sité jsou neurony. Neuron se skladé

z nékolika ¢asti (Obrazek 2.7): [5]
* Dendrity — pfijimaji signdl z jinych neuront, byvé jich vétsi mnozstvi.
Signaly tvori elektrické impulzy, které jsou pfeneseny pfes synapsi
(z jednoho neuronu na druhy) chemickym procesem neurotransmitery.

Chemicky neurotransmiter modifikuje vstupujici signal podobnym
zptsobem jako vahy v umélé neuronové siti.

* Bunééné télo (soma) — s¢ita prichozi signaly z dendritd a ve chvili kdy
ma dostate¢ny vstup jej odvysila axonem do dalSich neuront.
* Axon - je pouze jeden, slouzi k prenosu signalu na dendrity jinych

neuront.

Myelinova pochva /i\

Dendrity
jinych
Synapse neuroni

Bunééné télo

)

Biologické neurony tvoii nervovy systém, ktery se umélé nervové sité snazi

d

Obrazek 2.7: Biologicky neuron

simulovat. Neé&které dilezité vlastnosti biologickych neuronovych siti se tak
projevuji i v téch umeélych:

1. Neuron pfijimé vice signali.

2. Signal miize byt modifikovan vahami.

3. Neuron sc¢ita prichozi signaly.

4. Pokud méa neuron dostateény vstup tak vysle jeden vystup.

5. Vystup jednoho neuronu se miize dostat na vice dalsich neuront.

Dalsi dulezitou vlastnosti je tolerance k chybam. Projevuje se dvéma zptsoby.
Za prvé jsme schopni rozpoznat signaly, které jsou trochu jiné nez cokoli co jsme
kdy vidéli. Za druhé jsme schopni tolerovat poskozeni nervového systému. Jiné
neurony se dokazi naucit vykonavat ¢innost poskozenych neuront.
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I kdyz se nesnazime vytvorit simulaci biologické neuronové sité, muze pro nés
byt uzite¢né se jim priblizit, protoze to mize vylepSit vypocetni schopnosti
umélé neuronové sité. [5]

2.7 Umeéla neuronova sit

Umeéla neuronové sit je systém pro zpracovani informaci, di se povazovat za
zjednoduseny model mozku. Zakladnim stavebnim prvkem je umély neuron
(Obrazek 2.8) stejné jako neuron u biologickych neuronovych sitich. Signaly
(x; ... m,) se mezi neurony prenasi spojenimi, kterda jsou ohodnocena vahami
(w; ... w,). Kazdy neuron na se¢teny signal aplikuje aktiva¢ni funkci fa vytvori
tak svij vystup y (vystup je jen jeden, ale miZe sméfovat na vice neuront).
O predstavuje prah, ktery urcuje kdy je vstup dostateény a miize se vytvorit
vystup. [5]

s

Wn e

Obrazek 2.8: Model umeélého neuronu

Y
=
X
~—"

Umeélé neuronové sité maji uplatnéni pii zpracovani signalt, rozpoznavani
a klasifikaci vzorkt, v medicing, pi#i tvorb& mluveného hlasu, pii rozpoznavani
reci.

2.7.1 Architektura neuronovych siti

Neurony se ¢asto zobrazuji do vrstev. Tomuto typu architektury se rika vrstvena
architektura. Neuronové sité maji vétSinou vstupni vrstvu do které prichazi
externi signal. Déli se na jednovrstvé a vicevrstvé. Kdyz zjistujeme pocet vrstev
tak se vstupni jednotky vétsinou nepocitaji jako vrstva, protoze neprovadi zadné
vypocty.

Jednovrstva i vicevrstva architektura patii do skupiny takzvanych siti
s dopfednym Sifenim, to znamené, Ze vstup cestuje pouze jednim smérem od
vstupu k vystupu a netvori zaddné smycky. Naopak sité rekurentni obsahuji
uzaviené smycky, se zpétnou vazbou (napiiklad Hopfieldova sit). [5]
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Jednovrstva architektura

Jednovrstva architektura obsahuje jednu vrstvu vazenych spojeni (Obrazek 2.9).
Spojeny jsou vstupni jednotky (x - ), do kterych vstupuje signal z vné&jsku
s vystupnimi jednotkami (y; - u), ze kterych je mozno €ist vystup neuronové
sité. Vstupni jednotky nejsou propojeny sami se sebou a to stejné plati pro
vystupni jednotky. U rozpoznavani vzorku predstavuje kazda vystupni jednotka
kategorii, do které muzZe vstupni vektor patfit. [5]

Obrdzek 2.9: Jednovrstvd architektura

Vicevrstva architektura

Vicevrstva architektura obsahuje jednu nebo vice vrstev (trovni) skrytych
jednotek (Zi - Zk) (Obrazek 2.10). Dokéaze vyftesit komplikovanéjsi tulohy nez
architektura jednovrstva. [5]

Obrdazek 2.10: Vicevrstvd architektura

10
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Architektura zaloZzena na soutézeni

Tyto sité pouzivaji soutézeni, kdy se nemiize stat aby vstupni vzorek vyvolal
vystup na vice neuronech. Jen vitézny neuron, nebo jeho malé okoli mé
dovoleno se ucit. Jsou vhodné naptiklad pii rozpoznédvani znaki, kdy znak
nemuze byt zaroven F a F, ale neuronova sit si musi vybrat ktery to je. Tento
mechanizmus se nazyvé soutézeni.

Variantou je typ vitéz bere vSe (winner take all), kde pouze jeden neuron bude
mit po ukonceni soutézeni nenulovy vystup, typickym prikladem je sit Maxnet.
[5]

2.7.2 Uceni

Cilem je nastavit neuronovou sit tak aby déavala pfesné vysledky. ZkuSenosti sité
jsou ulozeny v jejich vahach. [5]

* Uceni s ulitelem — kromé vstupnich dat se do neuronové sité vlozi
i mnozina oc¢ekdvanych vystupu, pifi trénovani se pak vahy v neuronové
siti upravuji tak aby se co nejvice ptiblizily pozadovanému vystupu.

* Uceni bez uéitele — pii tomto typu uceni si sit t¥idi vzorky sama
a upravuje si vahové vektory.

e Fixni vahy — nékteré neuronové sité maji nastaveny vahové vektory od
zacatku a ty se v pribéhu jiz neméni.

2.8 Kohonenova neuronova sit

Tato neuronova sit predpoklada topologickou strukturu mezi jednotlivymi
neurony. Data se v prubéhu klasifikace organizuji do mapy, proto se tato sit
nazyvéa také jako samoorganizujici mapa (SOM). Casto se pouziva pro zobrazenf
vicerozmérnych dat do dvourozmérné mapy. V priibéhu klasifikace se pro kazdy
vstupni vektor zjisti, kterému neuronu je nejblize (vzdélenost od vahového
vektoru neuronu). Neuron ktery zvitézi a jeho okoli (podle topologie neuront)
upravi své vahy podle klasifikovaného vektoru. [5]

2.8.1 Architektura
Architektura Kohonenovi neuronové sité se nachézi na obrazku 2.11. Jednéa se
o jednovrstvou architekturu s topologickou strukturou.
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ystupni vrstva
(Mapa)

SN (7

e o o Vstupni vrstva

Obrdzek 2.11: Architektura Kohonenovi neuronové sité

Nejcastéji pouzitd topologickd struktura je dvourozmérnd mapa. Kromé
vitézného neuronu se ué¢i i jeho okoli — radius. Radius se pouZiva bud ¢tverec
(Obrazek 2.12), hexagon (Obrazek 2.13), nebo diamant. # pfedstavuje vitézny
neuron a * okolni neurony. Pokud se ué¢i pouze vitézny neuron jedna se o radius
0, na ¢tvercovém se pro radius 1 u¢i 9 neuroni a pro radius 2 se u¢i 25 neuronti.
V pripadé Ze se vitézny neuron nachazi na kraji tak se u¢i mensi pocet neuront,
ty co by byli mimo mapu se neberou z druhé strany.

*x X X% k

¥ X X X X X %
X| ¥ X X X *| %
X| ¥ ¥ X *X| *x| %
¥ ¥ ¥ |FH| x| *¥| ¥
X| ¥| ¥ X x| *x| %
X| ¥ X X X *| %
X X ¥ X %X %X %

*k %k % X

Obrdzek 2.12: Ctvercovd mapa  Obrdzek 2.13: Hexagondlni mapa
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2.8.2 Obecny algoritmus

Inicializace vah: vahy[délka vektoru][pocet neuront]
Nastaveni topologie a radius
Nastaveni parametru uceni alpha

FOR pocet_iteraci DO

BEGIN
FOR vektor x FROM vstupni_vektory DO
BEGIN
FOR j = @ TO pocet neuronl DO
BEGIN
D[j]=2 (vahy[d][5]- z[i]]
END
FIND index J SUCH D[J] IS MINIMUM
FOR all j IN radius OF 3J
BEGIN
FOR i = @ TO délka_vektoru DO
BEGIN
vahy[i][j] += alpha * (x[i] - vahy[i][]])
END
END
END
UPDATE alpha
REDUCE radius
END

K formovéni mapy dochéazi ve dvou fazich. V prvni se formuje spravné poradi
a ve druhé dochazi k findlni konvergenci. Druha faze vyzaduje nizky parametr
uceni a velké mnozstvi iteraci. Podle toho které z téchto fazi je dominantni bude
vypadat vyslednda mapa. Pokud je dominantni prvni faze, budou si véhy
sousednich neuronti velmi podobné, ale jednotlivé vektory budou svym
neuronim podobné méné a naopak v pripadé dominantni druhé faze.

Vahy se nastavuji vétSinou na ndhodné hodnoty v rozsahu vstupnich dat. Pokud
je znama néjaké informace o rozmisténi neuronii a jejich vahach, tak je mozné
podle ni upravit pocatecni vahy. Naptiklad vytvorit vahové vektory podobné
tém co hledame a tyto neurony je pak k sobé budou pritahovat jiz od zacatku
To muze urychlit proces trénovani. [5]

2.8.3 Vstup

Vstupem do sité je vektor uréeny ke klasifikaci (v tomto piripadé signal
jednotlivych atomu zrekonstruovany z jejich parametri). Vsechny slozky
vstupniho vektoru jsou pfivedeny na vSechny neurony. Neurony jsou rozmistény
ve dvourozmérné mapé, kde sousedni neurony maji mezi sebou vztah viz
obrazek 2.11 na strané 12.
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Pro kazdy vstupni vektor vygeneruji vSechny neurony vystupni hodnotu D,
ktera se rovna druhé mocniné euklidovské vzdalenosti klasifikovaného vektoru z
od vektoru vah daného neuronu (2.2). [5]

D=2 (vihy,~x,) (2.2)

2.8.4 Trénovani

Neuron s nejnizsi hodnotou D se nazyva vitézny neuron. Pouze vitézny neuron
a jeho zvolené okoli se bude uc¢it od klasifikovaného vektoru. Uceni probiha
iterativné a okoli, které se u¢i se postupné zmenSuje. Samotné uceni je
modifikace vah neuronu a jeho okoli podle (2.3). [5]

vdhy . ., =vihy, +a(vdhy,—1) (2.3)

Parametr a predstavuje miru uceni, ta je na pocatku vysoka, aby se vahy rychle
prizptsobily mnoziné vstupnich vektori. Pak se snizuje soucasné s velikosti
okoli, které se uc¢i a tak zacnou vahy neuronu ziskavat podobu jen téch vektoru
kterym jsou nejpodobnéjsi. Tento proces vyzaduje vétsi mnozstvi iteraci, nizkou
hodnotu a a malé okoli.

2.8.5 Klasifikace

KdyZz mame neuronovou sit natrénovanou, tak vstupni vektor bude patfit
neuronu, jehoZ hodnota D podle (2.2) bude nejmensi. Tak vznikne nad kazdym
neuronem shluk, ktery obsahuje jemu podobné vektory. Vahovy vektor neuronu
je mozné zobrazit jako signal.

2.9 Hlednani komponent

Skupina signali které jsou navzajem podobné se nazyva shluk (cluster). Shluk
se vétsinou vytvori nad jednim neuronem ze signali, které jsou mu podobné, ale
u Kohonenovi sité vznikaji shluky casto v ramci nékolika sousednich neuront.
Je tedy nutné porovnat také podobnost vah dvou sousednich neuront a zjistit
zda netvori komponentu spolecné.

Za komponentu je mozné povazovat shluk atomi z jednoho a vice neuroni,
ktery splhuje nasledujici podminky.

1. Sousedni neurony jsou si dostate¢né podobné podle zvoleného kritéria.

2. Signal jednotlivych atomu je dostate¢né podobny s vahami neuront do
kterych patii.

3. Vysledny shluk obsahuje atomy dostatecné rozprostiené po epochéach.

14
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2.10 Porovnani signali

Je nutné pouzit vhodné metody pro porovnani dvou signald, které neuronova sit
klasifikovala a rozhodnout zda jsou si podobné ¢i nikoliv. Pfi porovnani je nutné
brat v potaz, Zze amplituda komponenty muze byt v signalu posunuta nahoru
nebo doli, podle toho jak prochéazi epochou baseline a také se muze lisit i jeji
amplituda.

Mezi nejbéznéjsi typy porovnani dvou diskrétnich signalt z a y patii: [6]

Normalizovana euklidovska vzdalenost

Nejjednodussi metoda porovnani, pro vSechny signély se spocita jejich vzajemnéa
euklidovska vzdalenost (2.4) a nasledné se vydéli nejvy$si z nich. Tim se
dosdhne toho Ze vysledna podobnost je z intervalu <0, 1>. Pro stejné vektory 0

vvvvvv

Buklid(z,y)=y Y. (z,~y,) (2.4)

3

Kosinova metoda

Tato metoda je zaloZzena na thlu mezi normalizovanymi verzemi dvou signali,
pii porovnéni se bere pouze smér (2.5). Toto porovnani akceptuje riznou
velikost amplitudy. Vysledky jsou z intervalu <-1, 1>. I pro signaly smérujici
stejnym smérem, -1 pro opac¢né a 0 pro odlisné.

inyi

7

Cosine(z ,y)=———
DN 29

i

Korelaéni metoda

Porovnani korelace (2.6) dvou signali poskytuje podobné vysledky jako kosinova
metoda, ale navic akceptuje i posunuti amplitudy. Vysledky jsou také z intervalu
<-1, 1>. 1 pro signély zavislé, -1 pro opac¢nou zavislost a 0 pro signaly bez
zévislosti.

n

2 (z,~7)(y,~p)

=1

\/Z (%-f)Q\/i o (2.6)

i=1 =1

Korelace(z ,y)=

1< 1< . .
Kde §=—Z T, a g_/:—z y, je prumérnd hodnota signali z a y.
n =1

=1
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2.11 Shrnuti

Zpracovavat budu signal z jedné elektrody, tento signal segmentaci rozdélim na
epochy a ty pak budu filtrovat pomoci filtri popsanych v podkapitole 2.4. Takto
upraveny signal pak algoritmem matching pursuit rozdélim na atomy (zhruba 10
atomu na jednu epochu). Za ptredpokladu, Ze se ERP komponenta nachézi ve
velkém mnozstvi epoch a jeji tvar se v ramci prohledavanych epoch pfili§ nelisi,
mély by se atomy, které ji aproximuji sobé podobat. Atomy poté budu tiidit
Kohonenovou neuronovou siti na shluky podobnych atomti, v téchto shlucich
pak budu hledat ptipadnou ERP komponentu.

16



KAPITOLA 3 REALIZACNI CAST

rd

3 Realizaéni ¢ast
3.1 Cil

Cilem projektu je ovérit moznost hledani ERP komponent v naméreném EEG
signdlu Kohonenovou neuronovou siti. Nacteny signal je po provedeni
segmentace filtrovan pomoci filtrii, aby se odstranil nezddouci Sum. Na
dekompozici je pouzit obecny algoritmus matching pursuit z knihovny EEGDSP
vyvijené na Katedfe informatiky a vypocetni techniky (KIV) a matching pursuit
implementovany s vyuzitim genetickych algoritmu [7]. Samotnéa klasifikace se
bude provadét Kohonenovou neuronovou siti, ta je schopna se sama natrénovat
ze vstupniho vzorku atomt a nepotfebuje mit k dispozici vzorové vysledky.
Vysledné rozlozeni shlukt v podobé dvourozmérné mapy by mélo velice usnadnit
hledani komponent. Diagram postupu je na obrazku 3.1.

EEG zaznam

\

Segmentace
na epochy

\

Korekce baseline

Y

Filtrace

Y

Atomizace
Matching pursuitem

v

/ Klasifikace Kohonenovou
Neuronovou siti

Y

Hledani komponent

Obrazek 3.1: Postup zpracovani
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3.2 Vstupni data

Program ¢te data ve formatu Brain Vision. Data obsahuji 3 soubory:

* Hlavickovy textovy  soubor soubor .vhdr (Obrazek 3.2) obsahujici
informace o namérenych datech.

* Binarni soubor .eeg s EEG signalem kanali.

* Textovy soubor s pozicemi markera .vmrk (Obrazek 3.3).

Brain Vision Data Exchange Header File Version 1.0
; Data created by the Vision Recorder

[Common Infos]

Codepage=UTF-8

DataFile=dominik.eeg

MarkerFile=dominik.vmrk

DataFormat=BINARY

; Data orientation: MULTIPLEXED=chl,ptl, ch2,ptl ...
DataOrientation=MULTIPLEXED

NumberOfChannels=19

; Sampling interval in microseconds
SamplingInterval=1000

[Binary Infos]
BinaryFormat=INT_16

[Channel Infos]

; Each entry: Ch<Channel number>=<Name>,<Reference channel name>,
; <Resolution in "Unit">,<Unit>, Future extensions..
; Fields are delimited by commas, some fields might be omitted (empty).
; Commas in channel names are coded as "\1".
Chl=Fp1,,0.1,pV

Ch2=Fp2,,0.1,uv

Ch3=F3,,0.1,uv

Ch4=F4,,0.1,uv

Ch5=C3,,0.1,pV

Ch6=C4,,0.1,uv

Ch7=P3,,0.1,uV

Ch8=P4,,0.1,uv

Ch9=01,,0.1,uv

Ch10=02,,0.1, vV

Ch11=F7,,0.1,uV

Ch12=F8,,0.1,uV

Ch13=T7,,0.1,uV

Ch14=T8,,0.1,pVv

Ch15=P7,,0.1,uV

Ch16=P8,,0.1,uv

Chl7=Fz,,0.1,pVv

Ch18=Pz,,0.1,uv

Ch19=Cz,,0.1,pVv

Obrazek 3.2: Ukdzka Brain Vision hlavickového souboru (VHDR)
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Brain Vision Data Exchange Marker File, Version 1.0

[Common Infos]
Codepage=UTF-8
DataFile=dominik.eeg

[Marker Infos]

; Each entry: Mk<Marker number>=<Type>,<Description>,<Position in data points>,
; <Size in data points>, <Channel number (@ = marker is related to all channels)>
; Fields are delimited by commas, some fields might be omitted (empty).

; Commas in type or description text are coded as "\1".

Mk1=New Segment,,1,1,0,20110316131240336311

Mk2=Stimulus,S 4,16268,1,0

Mk3=Stimulus,S 2,17264,1,0

Mk4=Stimulus,S 4,18261,1,0

Mk5=Stimulus,S 4,19258,1,0

Mk6=Stimulus,S 4,20255,1,0

Mk7=Stimulus,S 4,21252,1,0

Mk8=Stimulus,S 4,22249,1,0

: //Dalsi zaznamy
Obrazek 3.3: Ukdzka souboru se zdaznamy markeri (VMRK)
3.3 Architektura projektu

Program pouziva trivrstvou architekturu pro oddéleni dat, aplikacéni logiky
a grafického uzivatelského rozhrani. ZjednoduSeny model architektury je
k dispozici v piilohach (Priloha 1). Ne kazdy blok predstavuje jen jednu t¥idu,

aby byl obrizek prehlednéjsi jsou nékteré tiidy slouceny do funkénich celkd a ty
méné podstatné t¥idy zobrazeny nejsou (napiiklad zdroj ikonek).

3.4 Piedzpracovani signalu

3.4.1 Segmentace

Nacteny signal je potfeba rozdélit na epochy, k tomu slouzi segmentace. Epochy
zac¢inaji obvykle chvili pfed markerem, tento kratky tsek se pouzije pro korekci
baseline, protoze signal epochy byva cCasto posunut na ose y i o stovky puV
a korekce baseline jej srovna do okoly 0 uV. Provede se tak, Ze se spocita
prumérna hodnota napéti na tiseku pro korekci baseline a ta se odecte od celého
signalu. Délka epochy se voli podle toho jaké komponenty hledame (jak dlouho
po stimulu se nachézeji). Epochy se tvoifi vzdy kolem jednoho typu markeru
(stimulu).

3.4.2 Filtry

Pro odstranéni epoch obsahujicich artefakty a Sumu ze signalu je mozné pozit
néktery z filtri zminénych v podkapitole 2.4. Pro FIR filtr byla pouzita
implementace z knihovny EEGDSP vyvijené na KIV, bohuZel zatim neni
k dispozici zddna dokumentace s popisem jeho implementace (kromé komentéait
v kodu).
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3.5 Atomizace

Aby bylo mozno v signalu hledat ERP komponenty je potieba ho dekomponovat
na atomy, které budou aproximovat vyrazné ¢asti signalu epochy. Jejich soucet
vytvori aproximaci naméreného signéalu.

Pro atomizaci je pouzit algoritmus matching pursuit, byl zvolen proto, ze se

~Yeivs ¥z

jednou z hledanych ERP komponent. K dispozici jsou dvé varianty algoritmu:

* Obecny Matching pursuit — vice o principu v podkapitole 2.5 a v [2]
a [4].

* Geneticky Matching pursuit — mij kolega Vit Bébel jako svoji
bakalafskou praci implementoval matching pursuit pomoci genetickych
algorimu. Vice informaci v [7]

3.6 Navrh Kohonenovi neuronové sité

Neuronovou sit jsem navrhl podle popisu v podkapitole 2.8. Je navrZené
univerzalné a s mensimi tpravami by ji §lo pouzit pro klasifikaci libovolnych
vektori redlnych ¢isel. Architekturu modulu Kohonenovi neuronové sité si je
mozno prohlédnout mna obrazku 3.4. Jednotlivé tfidy jsou popsany
v implementaéni ¢asti na strané 29.

Kohonen neural network

Kohonen module

Neuron map KM Settings —>»( KM Settings panel

Obrdzek 3.4: Architektura modulu Kohonenovi neuronové sité

Zvolené topologicka struktura je dvourozmérna mapa a okoli které se bude ucit
(radius) je Ctvercové, protoze implementace je jednodusi oproti hexagonu
(nemusi se prepocitavat indexy).

Modul poskytuje i moznost grafického nastaveni parametru klasifikace, k tomuto
ucelu slouzi panel (Obrazek 3.5) obsahujici ovladaci prvky, ten se da snadno
umfistit do grafického rozhrani.

Pouziti je popséno v uzivatelské prirucce v priloze.

20



KAPITOLA 3 REALIZACNI CAST

Classification settings
General settings
Map Random range

Rows: | 4| From: -75.0| pv
Enlumn5:| 4-| Toe ¥5.0| pv

Radius
From: | 4|
To: | EI|

Radius settings

Radius used [v] 4 [¥]3 [v] 2 [¥] 1
lterations | 2| | 2 | 2| |
Alpha start | 0.6 | bal | 0.2 |
Alpha end | 0.3 | 02 | 01| |
4] I | v
Save & Load
3 Load from XML |=| save to XML

Obrdzek 3.5: Panel s nastavenim neuronové sité

3.7 Hledani komponent

Pomoci zvoleného kritéria pro srovnani signali z podkapitoly 2.10 muZzeme
porovnavat vahy neuroni mezi sebou a atomy s jejich vahami. Normalizované
euklidovska vzdélenost se ukazala jako nevhodny zpiisob porovnani (neakceptuje
zménu amplitudy), kosinova nebo korela¢ni metoda je pro porovnavani mnohem
lepsi.

Kazdy neuron je zobrazen jako matice deviti ¢tverca, které predstavuji jeho
podobnost k okolnim neurontum (Gtverce po obvodu) a podobnost jeho vah
k atomim, které obsahuje (Gtverec uprostfed) (Obrazek 3.6). Podobnost je
vyjadiena barvou od Gervené (odlisné) pies Zlutou po zelenou (stejné). Sedy
stfed znaci, ze shluk neuronu neobsahuje zadné atomy.

S

< | »

Ky A

Obrdzek 3.6: Vizualizace neuronu
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Neurony jsou rozmistény ve dvourozmérné mapé (Obrazek 3.7). Jak bylo
napsano v podkapitole 2.9 nad kazdym neuronem se vytvoril shluk jemu
podobnych atomt, ale protoze béhem uceni se kromé vitézného neuronu uci
i jeho sousedé tak ndm miize vzniknout shluk podobnych atomi nad nékolika
sousednimi neurony.

Clusters

o |l | (o
ENENE | BN
E | B
SR
Fleaf = Fikh
Pl e

Obrdzek 3.7: Mapa neuront

3.7.1 Prohledani mapy shluka

Uzivatel nejprve nastavi parametry pro tvorbu komponent a to minimalni
podobnost neuroni mezi sebou, minimalni podobnost atomt neuronu s jeho
vahami a miniméalni zastoupeni epoch ve shluku, aby byl povaZzovan za moznou
komponentu (Obrazek 3.8). Zvolené prahy porovnéni jsou v procentech.

Similarity settings

Similarity method

Correlation -

Cluster similarity 60%

|
[ LA

0 25 50 [ 100
Atom similarity 59%

I [}

0 25 50 Fi] 100
Epochs in component 60%

! ﬁ 1
] 25 50 [ 100

Obrdzek 3.8: Nastaveni podobnosti
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Algoritmus prohledani

Inicializace pole komponent int[vyska_mapy][$irfka_mapy] komponenty na @
int soucasna_komponenta = ©

pole neurond neuron[][] neurony

//Uzivatel nastavi

double N //Podobnost neurond mezi sebou

double A //Podobnost atoml neuronu s jeho vdhami

FUNCTION najdi_komponenty()

BEGIN
//Kazdy shluk v poli komponenty oznaci ¢islem komponenty kam patri
FOR i = @ TO Sirka_mapy DO
BEGIN
FOR j = © TO vysSka_mapy DO
BEGIN
pridej komponentu(i, j, ++soucasna_komponenta)
END
END
END

//Rekurzivni funkce pro pridani komponenty
FUNCTION pridej komponentu(int radek, int sloupec, int c¢islo_komponenty)
BEGIN

IF radek < @ OR sloupec < @ OR radek > vySka mapy OR

sloupec > Sirka_mapy THEN

BEGIN
RETURN
END
IF neurony.podobnost atoml > A THEN
BEGIN
IF komponenty[radek][sloupec] = © THEN //JeSté neni v komp.
BEGIN
komponenty[radek][sloupec] = ¢islo_komponenty
FOREACH neuron soused IN neurony AROUND neurony[radek]
[sloupec] DO
BEGIN
IF soused COMPARE TO neurony neurony|[radek]
[sloupec] > N THEN
BEGIN
pridej _komponentu(soused.radek,
soused.sloupec,
¢islo_komponenty)
END
END
END
END
ELSE
BEGIN

komponenty[radek][sloupec] = -1 // Neni komponenta
END
END
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3.7.2 Prijmuti nalezenych komponent

Po dokonceni prohledani je nutné jesté odstranit ty komponenty, které nemaji
dostatecné zastoupeni epoch. Pro kazdy neuron se vytvori seznam epoch jejichz
atomy obsahuje. Jeho délka se vydéli celkovym poctem epoch ve skupiné
extrahovanych epoch a tak ziskdme procentualni zastoupeni epoch v dané
komponenté. To pak porovname s uzivatelem definovanym prahem pro
zastoupeni epoch a pokud je mensi komponentu odstranime.

Je nutné podotknout, Ze takto vzniklé komponenty jsou pouze komponenty
potencidlni a zalezi na uzivateli, zda je bude opravdu za komponenty povazovat.
P1i nevhodném nastaveni praht nemusi nalezené komponenty viibec pripominat
hledané ERP komponenty.

Nalezené komponenty jsou na mapé neuroni podbarveny (Obrazek 3.9).

millw |=lm
AL
E

=
FiN
ol [

Obrazek 3.9: Nalezené komponenty

Clusters

3.8 ART2

V ramci jedné semestralni prace na ZSWI byla vytvorena neuronova sit ART2,
bohuzel ale stale neni tplné dokoncena. Ja jsem pro ni udélal GUI pro zobrazeni
vysledki podobné jako pro Kohonenovu sit. Je mozné ji také pouzit pro
klasifikaci a hledani ERP komponent. J& se zde vénovat popisu jak funguje
nebudu a pripadni zajemci se mohou podivat do [5], v ¢asti s vysledky se
nachézi jeden vysledek ART2 pro srovnani s Kohonenovou siti.

3.9 Vizualizace

Pro prehledné zobrazeni vysledkt jsem vytvoril grafické uzivatelské rozhrani.
GUI je vytvoreno pomoci knihovny Swing z Javy. Program mé jedno hlavni
okno na kterém se zobrazuji vysledky, rozpracovana data a nastaveni. Na
obrazku 3.10 je vidét hlavni okno aplikace se zobrazenou tvorbou komponent.
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I==l ERP Classifier - stefanova.vhdr _—
File View Signal Atomization Classification Help
K [}
MEEIEEEE
E-25 Signals -
|| Epoch =
-20
E [v] Averaged epoch
-15 [_] Matching pursuit
=10 [] Cluster =
[[] Reconstructed epoch
-4
- [] Averaged rec. epoch
(il Component —
ES Controls
10 Antialiasing
15 Invert Y axis
Ll ) =
20 | ) | ‘ )
Time: 539.0 [ms]
1200 1100 10 1100 12p9 1300 1409 1500 Ampli 11[uv]
4] il [ T»
Similarity settings Clusters | Epoch Components —
sy nee . sl B
‘Correlat\on | v| [ﬂ EI AT Epochs 85%
Cluster similarity 71% E e A2 A3 a1 a5 a6
— . I I
E1 E1 E1 E1 E1 E1
o » w70 PARICICTEE | |0 D]
Atom simblarky 68% I] E D [I !;j E e —
o s v oo | e o el
Epochs in component 76%
0 25 50 75 100 = ~| =]

Obrazek 3.10: Hlavni okno aplikace

Dale pak men$i okno s pribéhem vypoc¢tu, které se zobrazi béhem ¢casoveé
naroénych operaci a ukazuje kolik prace je jiz hotovo a kolik zbyva (Obrazek
3.11). Detailni popis jednotlivych ¢asti GUI a jeho pouziti je v uZzivatelské
prirucce v priloze.
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Obrdzek 3.11: Okno s prubéhem vypoctu
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3.9.1 Zobrazeni signali

Pro zobrazeni signélii jsem vytvoril univerzalni panel, ktery umoziuje snadné
pouziti na raznych mistech v programu. Jeho pouziti je snadné a je mozné ho
velmi snadno upravit. Tento panel v zakladu disponuje schopnostmi pro pfidani,
odebrani a zménu signalt, jejich pfepinani, vykresleni os a pozi¢niho kiize,
priblizovani a oddalovani signalu, vyhlazovani a prepinani nékolika rtznych
signali a jejich soucasné zobrazeni v riznych barvach (Obrazek 3.12).
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Obrdzek 3.12: Panel pro zobrazeni signdlu

3.10 Implementace
Obrazek architektury je v priloze ¢islo 1. Podrobnéjsi informace o jednotlivych
ttidach a jejich metodach se nachéazeji v JavaDocu na ptilozeném CD.

3.10.1 Programovaci jazyk

Pro vyvoj projektu byla zvolena Java, se kterou jsem méam vétsi zkuSenosti, mél
jsem k dispozici knihovnu pro matching pursuit v Javé a zaklad projektu
vytvoFeny v ramci semestralni prace na ZSWI (zaklady softwarového
inzenyrstvi). Tvorba slozitych grafickych rozhrani, kterd program potiebuje pro
vizualizaci vysledku je v Javé mnohem jednodussi nez napiiklad v C++. Java je
také multiplatformni a tak je program mozné spustit pod riznymi opera¢nimi
systémy. Vyvoj probihal ve vyvojovém prostiedi NetBeans, které umoznuje
snadné napojeni na repositar.

3.10.2 Datova vrstva
Obsahuje tfidy pro nacteni a uchovani dat v ramci programu, dale umoziuje
ukladat rozpracované vysledky do XML souboru.

Tridy Vhdr, Vmrk, Eeg
Obstaravaji nac¢teni dat z odpovidajicich vstupnich soubort.

26



KAPITOLA 3 REALIZACNI CAST

Tiida Loader
Pomoci t¥id Vhdr, Vmrk a Feg nac¢te vstupni data umozni k nim pfistupovat,
aby se mohli nahrat do datovych tiid programu.

Trida Channel

Tato tfida uchovava informace o signalu méfeného na jedné elektrodé (kanalu)
a umoznuje k nim pristupovat. Jsou zde ulozeny jak samotna data signalu, tak
i jméno kanélu, jednotky méteni a jejich rozliSeni.

Tiida Marker

Obsahuje informace o markeru (stimulu) a umoziuje k nim pfistupovat. Jsou
zde ulozeny informace v kterém kanalu se marker nachazi, jeho typ, popis,
velikost (délka stimulu) a pozice v signalu.

Trida DataSheet

Tato tfida sdruzuje data naméfena béhem jednoho métfeni. Obsahuje vSechny
mérené kanaly a markery, datum meéfeni, vzorkovaci frekvenci a cestu
k datovému souboru.

Trida Atom

Reprezentuje Gabortuv atom, obsahuje jeho parametry a zrekonstruovany signal.
Dédi od ti¥idy Pattern, kterd je vstupni tf¥idou klasifikace a umoznuje nastavit
kazdému atomu shluk, do kterého jej klasifikuje neuronova sit.

Tiida Epoch

Predstavuje jednu epochu extrahovanou ze signalu v okoli jednoho markeru.
Obsahuje extrahovany signal epochy, zacatek a konec baseline pro korekci pozice
signalu, ¢islo kanalu ze kterého pochéazi, marker, pole atomt po atomizaci
matching pursuitem a sumu signali téchto atomu jako aproximaci signalu
epochy.

Trida EpochGroup

Sdruzuje skupinu epoch (napiiklad v8ech epoch extrahovanych z jednoho kanélu
v okoli jednoho markeru). Umoziuje pristupovat k dattim jednotlivych epoch
a obsahuje nékteré metody pro praci s nimi — prumérovani a filtry. Déle
obsahuje neuronovou siti vytvorené vahové vektory pro jednotlivé shluky atom,
vzorkovaci frekvenci signalu, informaci o tom zda byl proveden matching pursuit
a §itku mapy aby bylo mozné zjistit jak vypada topologickd mapa shlukii.

Tiida XMLEpochGroup

Vzhledem k tomu, ze pfedchozi datové tiidy byly navrzeny v projektu na ZSWI,
tak nikdo neptredpokladal potfebu ukladat rozpracované vysledky, proto nejsou
vhodné pro pfimou serializaci do XML. Pomoci standardni knihovny Javy
JAXB (Java Architecture for XML Binding) lze provést ulozeni (serializaci)
a nacteni (de-serializaci) instanci objektt do souboru XML, je ale nutné tomu
trochu prizplisobit navrh téchto t¥id. Proto jsem vytvoril tuto jednoduchou t¥idu
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a jeji soukromé vnitini tfidy (XMLFEpoch, XMLAtom, XMLMarker
a XMLCluster) aby umoznila serializaci pozit bez zasaht do jiz hotové datové
vrstvy.

Obsahuje metody pro snadny pievod mezi FEpochGroup a XMLFEpochGroup
a samotnou serializaci a de-serializaci. K dispozici je i XSD schéma pro validaci
ulozenych XML souborii.

3.10.3 Aplikacni vrstva
Je rozdélena na nékolik balikii:

* application — Obsahuje ridici t¥idy programu.

* application.algorithms — Obsahuje jednoduché t¥idy s univerzalnimi
metodami a algoritmy pro pouziti kdekoliv v programu.

e application.modules — Obsahuje moduly pro matching pursuit
a neuronové sité. Budou popsény nize.

3.10.4 Moduly obecné

Zaklad modulu prestavuji abstraktni t¥idy pro jednotlivé typy modult. Maji
usnadnit pfipadnou tvorbu novych algoritmii pro atomizaci a klasifikaci. Vice
informaci o struktufe modula pro matching pursuit najdete v [7].

Trida Pattern

Vzorek pro klasifikaci, obsahuje Kklasifikovany vektor (signal) a umoziuje
nastavit shluk do kterého patii (provede neuronovéa sit). Od Patternu dédi tiida
atom a jako klasifikovany vektor je pouzit signal atomu.

Trida AbstractModule

Sablona pro tvorbu modulu, dédi od t¥idy Observable, aby GUI mohlo byt
informovano o postupu modulu. Obsahuje hlavicky zakladnich metod pro praci
s modulem (spusténi vypoctu, resetovani do vychoziho nastaveni, zjisténi typu
modulu, jeho jména, panelu s nastavenim, ulozeni nastaveni, zastaveni béhu,
zjisténi zda je modul mozno spustit, zda bézi a jestli uz skonéil).

Tiida AbstractMpModule

Sablona pro tvorbu moduld pro matching pursuit, dédi od t¥idy AbstractModule.
Obsahuje metody pro praci s modulem matching pursuit, implementuje nékteré
abstraktni metody AbstractModule a pridava vlastni metody a hlavicky metod
pro implementaci v konkrétnich modulech (nastaveni vstupnich signalia, ziskani
vytvofenych atomu a jejich parametri).

Tiida MatchingPursuit
Rohrani pro rizné typy algoritmt matching pursuit.
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Tiida AbstractClassificationModule

Sablona pro tvorbu modulii pro klasifikaci, deédi od tiidy AbstractModule.
Obsahuje metody pro praci s modulem klasifikace. Implementuje nékteré
abstraktni metody AbstractModule a pridava vlastni metody a hlavicky metod
pro implementaci v konkrétnich modulech (nastaveni, ziskani a kontrola
klasifikovanych vzorkt, ziskani vah neurond a ziskani poc¢tu vytvorenych

shluki).

3.10.5 Modul pro obecny matching pursuit
Obsahuje obalujici tf¥idy pro obecny matching pursuit z knihovny EEGDSP,
informace o implementaci ve [4].

3.10.6 Modul pro Geneticky matching pursuit
Bakalarskéa prace mého kolegy Vita Bébela, vice informaci v [7].

3.10.7 Modul pro ART2

Ze ZSWI pouzitda neuronova sit ART2, kterou délal Vit Babel. Byla trochu
upravena aby vyhovovala novym pozadavkim (klasifikace podle signidlu misto
parametri atomu). Vice informaci o implementaci v JavaDocu a o principu

klasifikace v [5].

3.10.8 Modul pro Kohonenovu neuronovou sit

Modul jsem implementoval podle popisu v podkapitolach 2.8 a 3.6. Narocnost
vypoctu Kohonenovo neuronové sité je linedrni vzhledem k poc¢tu neuronti, délce
klasifikovaného vektoru, poc¢tu vektoru a celkovému poctu iteraci.

Trida KohonenModule

Hlavni tifida modulu, slouzi pro nastaveni vstupnich vektori, nastaveni
parametri klasifikace (pomoci JPanelu s grafickym nastavenim), spuSténi
klasifikace a ziskani vysledkt. Dédi od AbstractClassificationModule.

Ttida NeuronMap

Predstavuje mapu neuronti, umoziuje vytvorit dvourozmérnou mapu neuront
s vybranou vyskou a Sitkou a inicializovat vahy neuront na ndhodné hodnoty
v zadaném rozsahu. Mapa umi najit neuron, kterému se zadany vektor podoba
nejvice, zaradit jej do jeho shluku a aktualizovat vahy daného neuronu a jeho
okoli podle zvoleného radiusu.

Tiida KMSettings

Uchovava nastaveni modulu pro Kohonennovu neuronovou sit (velikost mapy,
rozsah nahodnych hodnot ve vahach, rozsah radiusu a nastaveni jednotlivych
radiusi — pocet iteraci, po¢ateéni uceni a a koncové uceni a). Slouzi také pro
ulozeni nastaveni do XML serializaci pomoci Java knihovny JAXB.
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Tiida KMSettingsPN

Ttida pro nastaveni modulu Kohonenovi neuronové sité. Dédi od JPanelu
a umoznuje piehledné nastaveni v grafickém rozhrani. Staré se také o serializaci
a de-serializaci KMSettings do a z XML. Kontrola spravnosti je proviadéna pouze
programové bez pouziti XSD schématu.

3.10.9 Grafické uzivatelské rozhrani
Vzhledem k rozsahu GUI a poc¢tu tfid odkazu s popisem jednotlivych t¥id
a jejich metod na prilozeny JavaDoc na CD.
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4 Dosazené vysledky

V této kapitole bude prezentovano nékolik zpracovanych namétfenych dat.
U prvniho bude presné popsan postup zpracovani a nastaveni s jakym bylo
téchto vysledkt dosazeno. Pti pokusu o zopakovani zpracovani se mohou
vysledky lisit, protoze jak Geneticky matching pursuit tak Kohonenova
neuronovéa sit vnasi do svych vypoctu prvek ndhody (vahy v siti jsou na poc¢atku
nastaveny na nahodné hodnoty).

4.1 Zpracovani méreni

Data pochézeji z méfeni v neuroinformatické laboratori na KIVu. Prvni dvé
osoby jsem neméril ja, na méreni druhych dvou jsem se podilel. Jako stimuly
slouzily 3 barevné blikajici diody (Cervena, zlutda a zelend), pravdépodobnost
vyskytu viz tabluka 4.1. Mérené osoby se na blikajici diody meéli soustredit,
alternativou by bylo nechat je divat se naptiklad na video a diody by pak
vnimali pouze podvédomé (komponenty budou pak méné vyrazné).

Marker Barva Pravdépodobnost vyskytu
S4 Zelena 80%
S2 Cervena 15%
S1 Zluta 5%

Tabulka 4.1: Pravdépodobnost vyskytu stimuli

Pii méfeni bylo pouzito 19 elektrod rozmisténych po celé hlavé (Obrazek 4.1)
[2]. Detekci komponent budu provadét na stfedové ¢asti hlavy (Fz, Cz a Pz)
a na zadni ¢asti hlavy (O1 a 02).

Obrdzek 4.1: Rozmisténi elektrod
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4.1.1 Osoba 1 — kanal FZ, komponenta P3

Jeden z nejlépe nameérenych signéli, kde je ERP komponenta P3 vidét dobie
i okem. Déle je zde zastoupena i ERP komponenta N1 a N2, ale jiz nejsou tak
vyrazné a jejich pozice a amplituda se dost lisi v ramci jednotlivych signala
a tak splyvaji s mnohem vyrazné€jsi P3. Na priméru vSech epoch jsou trochu
vidét.

Epochy

Pro segmentaci na epochy jsem zvolil nésledujici parametry (Tabulka 4.2).
Posledni epochu jsem ruc¢né odstranil, protoze neobsahovala zadny signal.
Segmentaci tedy vzniklo 46 epoch, které budou déle zpracovany.

Zacatek Zacatek Gseku | Konec Gseku )
Konec epochy . . Typ markeru Kanal
epochy pro baseline pro baseline
-250 ms 600 ms -250 ms 0 ms| Target (S2) Fz

Tabulka 4.2: Vlastnosti epoch

Na obrazku 4.2 si miuzete prohlédnout prvni epochu pied filtraci, je na ni dobfe
vidét velké mnozstvi nezadouciho Sumu, ale i ERP komponenta P3 (negativni
vlna ve zhruba 360 ms po markeru).

é}uwmwmm M h;ﬂﬁwﬂ M\n, s
TS, —

| (S0 = = [PV [V [ [ e E [
o omo o Mmoo MmO m O

1-200 . 100 . . 10 1100 1200 _ 1300 . . 1400 1500

Obrdzek 4.2: Epocha pred filtract
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Filtry
Filtry byly pouzity v nasledujicim potradi: prahovy, pohyblivé okénko, FIR
a prumérovani signalu. Nastaveni filtra je v tabulce 4.3.

Prahovy filtr FIR filtr

Minimum -100 uV | Rad 20
Maximum 100 pV | Typ filtru Dolni pasmova propust

Filtr pohybujicim se okénkem Typ okénka Ctvercové
Krok 10 ms| Dolni frekvence -
Délka 75 ms | Horni frekvence 30 Hz
Maximalni rozdil 75 uv Praimérovani epoch

Filtr pro primérovani signalu Pocet Nepouzito
Pocet hodnot 41 Poradi
Pocet iteraci 1|Prahovy, okénko, FIR, priimérovani signalu

Tabulka 4.3: Nastavend filtri

Na obrazku 4.3 je vidét prvni epocha po pouziti vySe zminénych filtra. Jak je
vidét povedlo se odstranit Sum, ale zaroven nékteré detaily nejsou tak vyrazné.
Doslo k zmenSeni amplitudy P3 komponenty asi o 10 uV a jeji posunuti o 20 ms

dal v case.

=IOIbIrlcizel{: 4.3: Epocha po filtraci

Pokud jako metodu hledani ERP komponent pouzijeme primérovani epoch
ziskdme prumérny signal vSech 46 epoch (Obréazek 4.4). Na pruméru je dobie
patrnd P3 komponenta a i naznak komponent N1 a N2, které jsou ale mélo
vyrazné a dost posunuté dale v Case.
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Obmzek 4.4: Prumeér vSech 46 epoch

Atomizace

Pro detekci v jednotlivych epochidch je napted rozlozime na atomy. Pro
atomizaci pouzijeme geneticky matching pursuit v moédu partial FFT
acceleration. Pocet vytvorenych atomit bude stacit 6, je nepravdépodobné, ze by
se komponenta nachazela v dalsich atomech. Na obrazku 4.5 je vidét aproximace
prvni epochy matching pursuitem jako soucet jejich 6 atomt (modry signal)
a prvni atom, ktery dobfe pokryl komponentu P3 (Cervend).
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1200, HOO, L 0,0 o, ... 200, ... PO, L. Moo, L. 500 L.
Obrdzek 4.5: Atomizace matching pursuitem
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Klasifikace Kohonenovou neuronovou siti
Nastaveni klasifikace bylo nasledujici (Tabulka 4.4).

Velikost mapy Nahodné vahy Radius
Sitka 4| 0d -75 uVv | Od 4
Vyska 41 Do 75 uV | Do
Nastaveni radiusti

Radius 4 3 2 1 0
Pocet iteraci 2 2 2 5 10
Pocatecni uceni a 0,6 0,3 0,2 0,1 0,01
Koncové ucena a 0,3 0,2 0,1 0,01 0,001

Tabulka 4.4: Nastaveni klasifikace

Tvorba komponent
Pro tvorbu komponent jsem zvolil nasledujici kritéria (Tabulka 4.5).

Minimalni zastoupeni
epoch v komponenté

90%

Minimalni podobnost
atomil ve shluku

68%

Minimalni podobnost

Metoda porovnani <hluki

Korelace 52%

Tabulka 4.5: Kritéria tvorby komponent

Nalezena P3 komponenta
Komponenta byla vytvorena z nékolika sousednich shluka (Obréazek 4.6).

L.
LK.
D]

Obrdzek 4.6: Mapa s nalezenou komponentou

Nalezena P3 komponenta je trochu posunuta z obvyklych 300 ms do 400 ms
(o minimalné 20 ms ji posunul FIR filtr 20 fadu). Také trochu splyva s N1 a N2
viz obrazek 4.7. Hnédy signal predstavuje zpriameérovany signal vSech epoch
a svétle modry nalezenou komponentu (vlna byla vytvofena jako pramér ze
signaltt vSsech atomi, které byly do komponenty zahrnuty. Na priamérovaném
signalu epoch je jsou dobfe vidét i komponenty N1 a N2, bohuzel nebyly
v jednotlivych epochach dost vyrazné a podobné na to, aby se jim podobaly
matching pursuitem vytvotrené atomy.

35



KAPITOLA 4 DOSAZENE VYSLEDKY
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Obmzek 4.7: Nalezend P3 komponenta

V prvni epoSe byly za komponentu P3 oznaceny dva atomy (Obréazek 4.8).
Jejich soucet je vidét na obrazku 4.9, ten predstavuje vyslednou P3 komponentu

A2 A3 Ad A5 AG
E1 E1 E1 E1 E1

Obrdzek 4.8: Atomy tvotici komponentu P3

v prvni epose.
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Obrdzek 4.9: Komponenta P3 v pruni epose

V nésledujici tabulce (4.6) je porovnéni neuronovou siti nalezenych komponent
s realitou. P3 komponenta byla detekovana ve 43 epochach z 46. Ve dvou
z téchto epoch komponenta P3 nebyla (chybna detekce) a ve tfech epochach
nebyla komponenta P3 detekovéna, i kdyz obsaZzena byla. V jedné epoSe byl za
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P3 komponentu oznacen Spatny atom, ktery evidentné P3 komponentou byt
nemohl, ale epocha ji obsahovala a tak by se to mohlo jevit jako spravna
detekce, coz neni. Pocet spravnych detekei je tedy 40 ze 46 epoch (87%).

Pozet epoch Detekovana Nedetekovana | Detekce kdyz | Nedetekovano Sporné
P komponenta komponenta neobsahuje kdyz obsahuje detekovano
46 43 3 3 1

Tabulka 4.6: Nalezené komponenty

Porovnani s ART2
Pouzil jsem vychozi nastaveni a jen zvysil pocet iteraci a epoch uceni na 10.
ART?2 neni uplné odladéné, vysledky zde uvadim jen pro srovnani (Tabulka 4.7).

Pocet spravnych detekei je tedy 38 ze 46 epoch (82%).

Tabulka 4.7: Porovndni s ART2
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Pocet epoch Detekovana | Nedetekovana | Detekce kdyz | Nedetekovano Sporné
P komponenta komponenta neobsahuje kdyz obsahuje detekovano
46 37 9 8 5
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4.1.2 Osoba 2 — kanal O1, komponenty N1 a N2
Tato data nejsou moc dobfe namérend, ale jsou zde celkem vyrazné komponenty
N1 a N2, bohuzel jsou blizko u sebe a tak splyvaji ¢asto v jeden vrchol.

Byly pouzity filtry se stejnym nastavenim jako v prvnim piripadé, kromé
prumérovani signalu, které pouzito nebylo. Tak vzniklo 34 epoch a kazda z nich
pak byla rozloZena matching pursuitem na 10 atomu. Klasifikace probéhla
s vychozim nastavenim. Po nastaveni podobnosti (shluky 85%, atomy 51%) byla
nalezena hledana komponenta, podbarven4 modie na obrazku 4.10.

i
Fdlad
L. |
e i
1| ==ilENR
e e [

Obrdzek 4.10: Mapa s nalezenou komponentou

Na obrazku 4.11 jsou vidét nalezené komponenty N1 a N2, které byly obé
spojeny do jedné a jsou hodné posunuty déle v ¢ase (svétle modréa). Na praméru
v8ech epoch (hnéda) jsou vice patrné. Tato detekce jiz neni piilis idealni,
protoze pozice komponent a jejich amplituda se v signalu jednotlivych epoch
velmi méni.
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Obrdazek 4.11: Nalezené komponenty N1 a N2
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Uspésnost detekce byla i v tomto pifpadé celkem vysokéa, podrobné vysledky viz
tabulka 4.8. Spravné byla komponenta detekovana v 88% epoch, ale je nutné si
uvédomit, ze se nejedna jen o jednu komponentu, ale dvé spojené komponenty
(a pravdépodobné i nékolik mensich artefaktd, které se filtraim nepodafilo
odstranit). Tato metoda tedy nedokazala v tomto piipadé spravné komponenty
oddélit, ale kdyz se ¢lovek podiva na jednotlivé epochy sam, tak to ve vétsiné
z nich v tomto pripadé také nedokéaze.

Tabulka 4.8: Nalezené komponenty
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- Detekovana Nedetekovana | Detekce kdyz | Nedetekovano Sporné
Pocet epoch . - . )
komponenta komponenta neobsahuje kdyz obsahuje detekovano
34 32 2 2 1
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4.1.3 Osoba 3 — kanal PZ, komponenta P3

Tato data jsou celkem dobfe naméfena, a je zde celkem vyraznéd komponenta
P3, ktera je spojena s obloukem mozné N1 nebo N2.

Byly pouzity filtry se stejnym nastavenim jako v prvnim piripadé, kromé
prumérovani signalu, které pouzito nebylo a filtr s pohybujicim se okénkem byl
nastaven na 25 ms délka okénka a rozdil 40 uV. Tak vzniklo 50 epoch a kazda
z nich pak byla rozlozena matching pursuitem na 6 atomu. Klasifikace probéhla
s nastavenim jako v prvnim pi¥ipadé. Po nastaveni podobnosti (shluky 59%,
atomy 57%) byla nalezena hledan& komponenta, podbarvenéd mod¥e na obrazku

A
e
JE
HD

Obrdzek 4.12: Mapa s nalezenou komponentou

Na obrazku 4.13 je vidét nalezena komponenta P3 (svétle modré), je vidét jak je
spojend s predchozi zadpornou komponentou pravdépodobné N2. Na praméru
v8ech epoch (hnéda) jsou vice patrné N1, N2 i P3.

Do K200 FOD, . 0 L LI 200, ... 1300, ... 400, L. |
Obrdzek 4.13: Nalezené komponenta P3

Uspésnost detekce byla i v tomto pifpadé celkem vysoka, podrobné vysledky viz
tabulka 4.9. Spravné byla komponenta detekovana v 80% epoch, ale je nutné si
uvédomit, Ze se nejedné jen o jednu komponentu, ale dvé spojené komponenty.
Tato metoda tedy nedokézala v tomto piipadé spravné komponenty oddélit,
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protoze atomy vytvorené matching pursuitem prochazeji casto vice
komponentami. V tomto pfipadé clovék oddélit tyto komponenty vizualné
dokaze.
Pocet epoch Detekovana Nedetekovana | Detekce kdyz | Nedetekovano Sporné
P komponenta komponenta neobsahuje kdyz obsahuje detekovano
50 41 9 4 3

Tabulka 4.9: Nalezené komponenty
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4.1.4 Osoba 4 — kanal PZ, komponenty N1 a P3
Tato data jsou dobfe naméiena, a jsou to jedind data ve kterych se podarilo
oddélit komponenty N1 (fialova) a P3 (modra) viz obrazek 4.14.

=l
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Obrdzek 4.14: Mapa s nalezenou komponentou

Na obrazku 4.15 je vidét nalezena komponenta P3 a na obrazku 4.16 je vidét
komponenta N1 (zde se miZe jednat i o N2 pokud bychom za N1 oznaéili maly
vrchol na zac¢atku).

I 000, .. F100. ... 0. moo ... 12p0. ... 130 ... apo ...

H CR200, .00 100, 00 neg . ... 200, ... {11 R (L1 R
Obmzek 4.16: Nalezend komponenta N1
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Nastaveni filtri bylo jako v predchozim piipadé a klasifikace byla ve vychozim
nastaveni.

Uspésnost detekee jiz nebyla tak vysoké, podrobné vysledky viz tabulka Chyba:
zdroj odkazu nenalezen. Spravné byla komponenta P3 detekovana v 68% epoch

a N1 v 75% epoch. Jedna se, ale o jediny pfipad kdy se mi podafilo komponenty
oddélit.

Pozet epoch Detekovana | Nedetekovana | Detekce kdyz | Nedetekovano Sporné
P komponenta | komponenta neobsahuje | kdyz obsahuje | detekovano
P3 40 29 11 1 11 1
N1 40 41 9 0 8 2

Tabulka 4.10: Nalezené komponenty
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4.2 Pouziti této metody jako filtru

Tato metoda by se dala pouzit jako filtr pro odstranéni nezadoucich ¢&asti
signalu jako je Sum, artefakty a ostatni vlivy, které se v signélu nachazeji, ale
nemaji pravidelny vyskyt. Neuronova sit snadno najde ty atomy, které se
opakuji ve vétsim mnozstvi epoch a z téch je pak mozné zrekonstruovat zpét
celé epochy bez téchto nezadoucich casti. Na obrazku 4.17 jsou vyznacCeny
shluky podobnych atomii nachazejicich se ve vétsiné epoch.

=l
L

¥
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Obrdazek 4.17: Shluky nejcastéjsich atomi

Na néasledujicim obrazku (4.18) je vidét epochu zrekonstruovanou ze dvou atomu
(rizova barva) patficich do vySe zminénych shlukid. Po takovémto
predzpracovani by bylo mozné hledat komponenty v signdlu dalsimi metodami
a tak dale zlepsit jejich detekci.

£35
£30
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4.3 Shrnuti vysledki

U osoby 1, 3 a 4 se mi podafilo ispésné najit komponentu P3, u osoby 1 a 3 se
nepodafilo najit komponentu N1, protoze byla malo vyrazna a atomy
aproximujici komponentu P3 ji ¢asto prochazely také, a tak nebylo mozné je od
sebe oddélit. U osoby 4 se naopak toto oddéleni komponent podafilo, i kdyz
procento detekce jiz nebylo tak vysoké. U osoby 2 jsem se pokusil detekovat
vizualni komponentu N1 a N2 na zadni ¢asti hlavy, kde se nachézi zrakové
centrum a kde by méla byt vyraznéjsi. Bohuzel tomu tak nebylo a obé
komponenty splyvali do sebe a ani nevypadaji moc dobfe (v namé&fenych datech
je jde Spatné vidét i o¢ima a odlisit je od sebe ¢asto ani nejde).

Vysledky testovani na signdlu, ktery neobsahuje zadné ERP komponenty zde
neuvadim, protoze pfesné podle ocekdvani v ném nebyly zadné nalezeny.
K falesné detekci tedy nedochézi, protoze program kontroluje zastoupeni
nalezenych komponent v epochach a pokud je nizké, tak je za komponenty
nepovazuje.

Pro zlepseni detekce bude nutné vylep$it kvalitu filtrit (napiiklad pouZzit jinou
knihovnu, nebo pouzit jejich implementaci z ERPLAB Toolboxu pro MATLAB).
Lepsi filtry budou méné vyhlazovat ze signalu detaily a nebudou tolik ménit
jeho ¢asovy priubéh (coz déla aktualni implementace FIR filtru). Kromé
vylepsSeni filtra by stalo za vyzkouSeni vymeénit algoritmus matching pursuit za
néjakou jinou metodu rozkladu signalu. Zmeénou funkci ve slovniku matching
pursuitu by se mohlo také dosdhnou vylepSeni tvorby atomti, aby lépe
odpovidaly hledanym komponentdm a odstranil se problém kdy atom prochéazi
vice nez jednou komponentou.

Dale se nabizi pouziti této metody jako filtru jak je rozebréano v predchozi
podkapitole. V takto filtrovanych epochach jsou mnohem lépe vidét ERP
komponenty a nevadi ani skutecnost, Ze néktery atom aproximoval vice
komponent najednou, nebo ze komponentu tvoii vice atomii.
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5 Zavér

Jako metodu pro extrakci piiznakt z EEG signalu jsem si vybral algoritmus
matching pursuit, ktery se jevil jako nejvhodnéjsi, protoze se snazi atomy
aproximovat nejvyraznéjsi casti signalu a ty by meély byt tvoreny pravé ERP
komponentami. Pouzil jsem matching pursuit z knihovny EEGDSP vyvijeny na
katedfe informatiky a vypocetni techniky (KIV) a matching pursuit
implementovany genetickymi algoritmy vytvoreny Vitem Babelem v ramci jeho
bakalarské préace [7]. Zde vznikl prvni problém, a to Ze matching pursuit ¢asto
vytvori atom, ktery kromé hledané komponenty aproximuje i né€jakou jinou ¢ast
signalu, nebo dokonce jednim atomem aproximuje vice komponent, proto jsou
atomy tvorici jednu ERP komponentu c¢asto dost odlisné. Z tohoto divodu je
hledani spravnych atomi, které tvoii ERP komponenty obtizné. Vychazel jsem
z predpokladu, ze si tyto atomy, ale budou alespon podobné, coz se i potvrdilo.

Pro hledéani podobnych atomt jsem implementoval Kohonenovu neuronovou sit,
ta ma vyhodu, Ze k uceni nepotiebuje ucitele a nemusi znat vzorové vystupy.
Dalsi vyhodou je, ze organizuje vzniklé shluky atomt do dvourozmérné mapy,
kde shluky podobnych atomt budou vedle sebe a to zna¢né usnadni hledani
atomil tvoricich komponenty. Implementoval jsem algoritmus, ktery pomoci
nékolika zptisobti pro porovnani podobnosti signali najde ve vzniklé mapé
shluky sobé podobnych neuronti.

Pro ptehledné zobrazeni vysledki a manipulaci s nimi jsem vytvoril grafické
uzivatelské rozhrani. To umoziuje pohodlné zpracovani dat od jejich nacteni,
pres pouziti filtrd, atomizaci matching pursuitem, klasifikaci vzniklych atomii,
po zobrazeni nalezenych komponent. Déle je mozné rozpracované vysledky
i ukladat a nacitat.

Vytvoreny program jsem otestoval na datech naméfenych v neuroinformatické
laboratofi na KIVu. Vice informaci o vysledcich v predchozi kapitole.

Tuto metodu pro hledani ERP komponent v signalu je mozno celkem tspésné
pouzit pro nalezeni jedné nejvyraznéjsi komponenty v signalu. Pokud je
komponent vice a nejsou tak vyrazné, tak jsou velmi ¢asto spojeny do sebe,
nebo vyhlazeny filtraci, tato metoda je pak nedokaze najit. Dalsim problémem
je jiz vySe zminéné odliSnost jednotlivych atomt, které aproximuji jednu ERP
komponentu. Lepsi tvorby atomii by se dalo dosdhnout napiiklad upravenim
slovniku funkci, které algoritmus matching pursuit pouziva.

Jako dalsi moznost aplikace této metody se jevi jeji pouziti jako filtru, protoze
neuronova sit snadno najde ty atomy, které se opakuji ve vétsiné epoch a z téch
se pak daji zrekonstruovat epochy bez Sumu a artefakti.
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6 Program
6.1 Preklad

Pro preklad jsou k dispozici zdrojové soubory a Ant skript v souboru build.zml.
Pro vytvoreni spustitelného .jar souboru pouzijte cil jar. Je také prilozena cela
slozka s projektem z NetBeans a tak je mozné program snadno upravit
a prelozit pomoci NetBeans.

6.2 Instalace

Program neni nutné instalovat, je mozné nakopirovat do vlastniho pocitace
a spoustét jej odtamtud. Na prilozeném CD je k dispozici prelozend verze
programu pro Javu 1.7. Kromé souboru erp-classifier.jar je nutné do stejné
slozky nakopirovat slozku lib s knihovnami.

6.3 Pozadavky

Program pro svij béh vyzaduje nainstalovanou aktuélni verzi Javy 1.7 (mélo by
byt mozné spustit jej na starsi verzi 1.6, ale bezchybna funkénost neni zarucena
a bude nutné provést rekompilaci). Pro bezproblémovy chod je doporuc¢eno mit
alesponi 1 GB volné paméti RAM.

Hlavni platformou pro pouziti je MS Windows, ale program je mozné pouzivat
i na Linuxu, nebo Mac Os (testovano na Windows 7 a Ubuntu 12.04).

6.4 Spusténi

Pokud je spravné nainstalovana Java tak je mozné spoustét program dvojklikem
na soubor erp-classifier.jar. Jinak lze spuusténi provést z pitkazové Tadky
pitikazem java -jar erp-classifier.jar.
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7 Uzivatelské rozhrani
7.1 Menu

Menu slouzi jako hlavni ovladaci prvek aplikace a jsou z néj pristupné vSechny

vz

funkce, ty nejcastéj$i jsou umistény na toolbaru pod menu (Obrazek 7.1).
Aktualné nepouzitelné polozky menu jsou Sedivé a nejde je pouZit.

File View Signal Atomization Classification Help

\jf_[:éj e | B | e | | |

Obrdzek 7.1: Menu a toolbar

Seznam jednotlivych polozek menu:

+ File
o New Project — vytvoii novy projekt z VHDR souboru.
© Open Project — otevie ulozeny projekt z XML souboru.
o Save Project — ulozi rozpracovany projekt do XML souboru.
o Exit — ukonci aplikaci.

* View
© View Signal — zobrazi nac¢teny neupraveny signéal.

o View Epochs and Atoms — zobrazi extrahované epochy a jejich atomy
vytvorené matching pursuitem.

o View Clusters — zobrazi neuronovou siti vytvorené shluky atom.
o View Components — zobrazi okno s tvorbou komponent.

* Signal
© Epoch Extraction — zobrazi panel pro extrakci epoch.

o Epoch Averaging — zobrazi panel s filtry a pfepne na zalozku pro
prumeérovéani epoch.

o Treshold Fitrer — zobrazi panel s filtry a pfepne na zalozku pro
prahovy fitr.

o FIR Fitrer — zobrazi panel s filtry a pfepne na zalozku pro FIR filtr.

© Moving Window Fitrer — zobrazi panel s filtry a prepne na zalozku
pro filtr pohybujicim se okénkem.
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(0]

Signal Averaging Fitrer — zobrazi panel s filtry a pfepne na zalozku
pro filtr na prameérovani signalu.

Atomization

@)

@)

GMPA - prepnuti modulu atomizace na Geneticky matching pursuit.

MPFFT - pfepnuti modulu atomizace na obycejny matching pursuit
z EEGDSP.

Settings — nastaveni aktualné vybraného modulu atomizace.

Atomize — spusti atomizaci aktualné vybranym modulem.

Classification

@)

Kohonen neural network — prepnuti modulu klasifikace na
Kohonenovu neuronovou sit.

ART?2 neural network — prepnuti modulu klasifikace na ART2.
Settings — nastaveni aktualné vybraného modulu klasifikace.
Classify — spusti klasikaci aktualné vybranym modulem.

Atomize and Classify — spusti atomizaci a pak klasikaci aktualné
vybranymi moduly.

Help

(¢]

Help — zobrazi ndpovédu k programu.
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7.2 Nacteni signalu

Pomoci File — New Project vybereme VHDR soubor, ktery chceme nacist.
Poté se ndm objevi okno s nac¢tenym signalem, pozdé&ji je mozné signél zobrazit
pomoci View — Signal (Obrazek 7.2). V pravé ¢asti je mozno si vybrat kanél,
ktery chceme zobrazit dole se miizeme pomoci Sipek posouvat v signélu.

ré ERP Classifier - stefanovavhdr = - 4-. L -  — A — E@gj
File View Signal Atomization Classification Help
AEEN = EEE]
3 Channels
400 Crepd (=]
350 801
300 1002
250 [sRER
=200 1278 |
150 1373
100 W 1474

i 1676 T
50 QO ATFz
100 18Cz
150 ®19Pz B
200 Controls
-250 [v] Antialiasing
00 =
-350 Time: 217,34 5]
=100 Amplitude: 425 (V]
215 0 e 217 218 1219 220

n Le L« Lo I » ]

LObrdzek 7.2: Zobrazeni signdlu

7.3 Extrakce epoch

Pro extrakci epoch musi byt nacteny signal. Pro nastaveni extrakce klikneme na
Signal — Epoch Extraction a zobrazi se nam nésledujici panel (Obrazek 7.3).

Epoch extraction settings
Epoch
From{ms) To{ms)
| -250| | 500

Baseline
From{ms) To(ms)
| -250| | 0|

Hame
|New |

Channel Marker
1Fp1 | |5 6 -

Controls

4 & Reset 4 Extract
Obrdzek 7.3: Extrakce epoch
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Prvni dvé policka urc¢uji kde bude epocha =zac¢inat a konc¢it (vzhledem
k markeru), druhd dvé urcuji tsek epochy, ktery bude pouzit pro korekci
baseline. Skupinu je mozné pojmenovat zadanim jména do policka Name.
Poli¢ko Channel slouzi pro vybér kanalu (elektrody), jehoz signéal se pouzije
a policko Marker pro vybér markeru (stimulu), od kterého chceme epochy
vytvorit.

Extrakci spustime tlac¢itkem FEztract, tla¢itko Reset vrati hodnoty do ptuvodniho
stavu a Sipka zpét panel schova.

Po dokonéeni extrakce se zobrazi okno s epochami (Obrazek 7.4). V dolni ¢asti
se nachazi ovladani pro prepinani epoch a moznost odebrani epochy, ktera se
nam nelibi. V pravo je seznam zobrazenych signala (zde pozdéji pribudou atomy
a signal epochy aproximovany matching pursuitem) a pod nim je ovladani grafu
(zoom, vyhlazovani, moZnost oto¢it osu Y a informace aktualni pozici
v signélu). Svisla oranzova ¢ara na grafu predstavuje marker, osa Y predstavuje
napéti v uV a osa X ¢as v milisekundéch.

'\_ﬂ ERPCIassiﬁer—stelanova‘vhdr_-‘ =nnc &1
File View Signal Atomization Classification Help
[
N8 e
7 Signals
-65 =
0 [v] Epoch []
55
50
45
10
35
30
25
00
15
3 b
iél" ) Mh M J\ hﬂw ™
SRR WA Wff
10
15 |
20 -]
25
30 Controls
35 [v] Antialiasing
40
45 Invert Y axis
50
o L= [ =%
60
{i) Time: 200.0 [ms]
| 1200 100 |0 1100 12p0 1300 1409 1500 i Amplitude: -16 [uV]
1 »

Obrdazek 7.4: Zobrazeni epoch
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7.4 Filtry a primérovani epoch

7.4.1 Pramérovani epoch

Pro pramérovani epoch vybereme Signal — Epoch Averaging. Pfedem musime
mit vytvoreny epochy a pak se ndm zobrazi nasledujici panel (Obréazek 7.5).

Filters

Epoch averaging | Threshold filter | FIR filter |
Moving window filter |/ Signal averaging |

Epoch averaging

Humber of epochs for averaging.

2 Ad

o Apply

Controls

G

Obrdzek 7.5: Primérovdni epoch

Zde je mozné nastavit kolik epoch ma byt prumeérovano. Tlac¢itko Apply provede
prameérovani.
7.4.2 Prahovy filtr

Pro prahovy filtr vybereme Signal — Treshold Filter. Pfedem musime mit
vytvoreny epochy a pak se nadm zobrazi nasledujici panel (Obréazek 7.6).

Filters

Epoch averaging |/Tllresllold filter rFIRfiIter |
Moving window filter |/ Signal averaging |

Threshold filter

Maximum | 100/ [uv]

Minimum | -100| [\
% Apply

Controls

G

Obrdzek 7.6: Prahovy filtr

Zde je mozno nastavit minimalni a maximéalni hranici, kter4 je pripustna pro
signéal v epochéch, po spusténi tlacitkem Apply filtr odstrani ty epochy, které se
do tohoto limitu nevejdou.
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7.4.3 FIR filtr
Pro FIR filtr vybereme Signal — FIR Filter. Pfedem musime mit vytvofeny
epochy a pak se nam zobrazi néasledujici panel (Obrazek 7.7).

Filters

Epoch averaging rThreshoIdfilter |/FIRfiIter |
Moving window filter r Signal averaging |

FIR

Order

la

Filter type
LOW_PASS |w

Window type
RECTANGULAR_WINDOWV -

Frequency from
10 |
Frequency to

50 |

% Apply

Controls

G

Obrazek 7.7: FIR filtr

Zde je mozno nastavit Fad filtru (vy$si fad znamena lepsi filtraci, ale zpiusobi
posunuti faze signalu o fad filtru), typ filtru, typ okénka a dolni a horni
frekvenci pro jednotlivé filtry. Tlac¢itkem Apply spustime filtraci.
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7.4.4 Filtr pohybujicim se okénkem
Pro filtr pohybujicim se okénkem vybereme Signal — Moving Window Filter.
Predem musime mit vytvoreny epochy a pak se nam zobrazi nasledujici panel
(Obrazek 7.8).

Filters

Epoch averaging rThresholdfilter rFIRfiIter |
Moving window filter |/ Signal averaging |

Moving window filter
Window step Window length
110 |«]| [25 |

Max difference

| 100| [uV]

% Apply

Controls

Ga

Obrazek 7.8: Filtr pohybujicim se okénkem

Zde muzeme nastavit krok po jakém se bude okénko posouvat, jeho délku
a maximéalni rozdil hodnot signalu v okénku. Po spusténi tlacitkem Apply filtr
odstrani ty epochy, které se do tohoto limitu nevejdou.
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7.4.5 Filtr pro primérovani signalu
Pro filtr priamérovani signalu vybereme Signal — Signal Averaging Filter.
Predem musime mit vytvoreny epochy a pak se nam zobrazi nasledujici panel

(Obrazek 7.9).

Filters

Epoch averaging rThresholdfilter rFIRfiIter |
Moving window filter r Signal averaging |_

Signal averaging
Humber of values for averaging.

3 Ad

Humber of iterations {0 = disabled).

| 0]

+ Apply

Controls

7

Obrdzek 7.9: Filtr pro primérovdni signdlu

Zde si muzeme vybrat poc¢et hodnot pro prumérovani a pocet iteraci filtru.
Nastaveni pfilis velkého poc¢tu hodnot a iteraci muze ze signdlu odstranit
dulezité detaily. Tlac¢itkem Apply spustime filtraci.
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7.5 Atomizace

V menu Atomization mtuzeme vybrat, ktery modul pro atomizaci chceme pouzit.
Pak si muZzeme zobrazit jeho nastaveni. Na obrazku 7.10 je nastaveni pro
Geneticky matching pursuit, zde je k dispozici nastaveni po¢tu atomu na epochu
a mod matching pursuitu.

Matching pursuit settings
Genetic Matching Pursuit Algorithm

Humber of atoms per epoch {1-50)

10

Mode of GMPA

Partial FFT Acceleration |+

Controls

& Reset 4 Save

Obrdzek 7.10: Nastaveni matching pursuitu

Tlacitkem Save ulozime nastaveni. V menu pak nejdeme jesté polozku Atomize,
ktera spusti tvorbu atomi. Na obrazku 7.11 jsou vidét vysledné atomy, ovladani
se shoduje s dfive uvedenym oknem pro zobrazeni epoch.

F’%‘ ERP Classifier - stefanovavhdr -" e - Ry — lglﬁlg
File View Signal Atomization Classification Help
Delb =E=E
-40 Signals
-735 Epoch [=]
30 Matching pursuit
-25 Atom 1
[] Atom 2

-20

s U
m|
10
= [] atom 5
5
| PN e

Controls
Antialiasing

="l
=1

o o

Invert Y axis

=]

= =
N Y

L L L | e e
o

o

Time: -51.0 [ms]
1 |-200 |-100 |0 n 1100 1200 1300 I?DO |’I Amplitude: -34 [uV]

Obrdzek 7.11: Zobrazent vyslednyjch atomai
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7.6 Klasifikace

V menu Classification si muzeme vybrat jaky modul pro klasifikaci budeme
pouzivat. Pak si mutZzeme zobrazit jeho nastaveni. Na obrazku 7.12 je vidét
nataveni pro Kohonenovu neuronovou sit. Ve vrchni ¢asti moZzno nastavit
velikost mapy neuroni, rozsah nadhodnych hodnot pro vahy sité a pouzité
radiusy pro aktualizaci vah neuroni. Ve stfedu se nachazi nastaveni jednotlivych
rasiusti (pocet iteraci, pocateéni a koncov= uceni). Dole je mozno uloZit
a nahrat nastaveni sité do a z XML.

Classification settings
General settings
Map Random range

Rows: | E| From: -75.0| pv
Columns:| E| Toe ¥5.0| pv

Radius
From: | E|
To: | EI|

Radius settings

Radius used i 5 4 3
lterations | 2| | 2| | 2| |
Alpha start | 0.6 | 05 | 0.4 |
Alpha end | 05 | 0.4 | 0.3 |
4] I | b
Save & Load
{5 Load from XML =] save to XML
Controls

& Reset o Save

Obrdzek 7.12: Nastaveni Kohonenovi neuronové sité
Stisknutim tlac¢itka Save ulozime nastaveni. V menu pak nejdeme jesté polozku

Classify pro spusténi klasifikace a polozku Atomize and Classify pro sekvencéni
spusténi obou vypoctu.

11
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Na obrazku 7.13 je okno pro zobrazeni vysledki klasifikace. V pravé c¢asti jsou
k dispozici rizné signaly a vybér epochy. V levém dolnim rohu je mapa neuront
po kliknuti na néktery neuron (jeho shluk) se zobrazi signal jeho vah a pramér
signalu shluku jeho atomii. Uprostied dole jsou potom tlacitka pro zobrazeni
jednotlivych atomt, nahote jsou ty z vybraného shluku a dole ty z vybrané
epochy. U neuronii barvy zobrazuji podobnost vah neuront jejich sousedim
(osm ¢tverci po obvodu tla¢itka) a podobnost atomiu jeho shluku s jeho vahami
(prostfedni ¢tverec), Sediva znamend ze shluk neobsahuje zadné atomy.

I==l ERP Classifier - stefanova.vhdr

WP (o[

File View Signal Atomization Classification Help

MEENEEEE
Epoch
ponzs
Signals

Epoch L~
Matching pursuit

[¥] Cluster weights
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Antialiasing
10
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Obrazek 7.13: Zobrazent vysledki klasifikace
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7.7 Tvorba komponent

Po dokonceni klasifikace je k dispozici i okno pro tvorbu komponent z View —
Components (Obrazek 7.14). V pravé ¢asti se jsou k dispozici rizné signéaly.
V levém spodni rohu je nastaveni kritérii pro tvorbu komponent (typ porovnéani,
podobnost shluki, podobnost atomi shluku a minimélni zastoupeni epoch
v komponenté). Vedle se nachézi mapa shluki, na které jsou podbarveny ty, co
patii do né€jaké komponenty. Vpravo dole je seznam nalezenych komponent, po
stisknuti se zobrazi uprostfed jeji atomy a na grafu signala tvar této
komponenty. Uprostied je mozno prepinat zobrazenou epochu a prohlizet atomy
vybrané epochy a komponenty.

=4 ERP Classiier - stefanovavhdr | T N o] L ]
File View Signal Atomization Classification Help
[
MEEIEEEE
£05 signals —
20 []Epoch =]
= [v] Averaged epoch
-15 || Matching pursuit
2 []Cluster =
[[] Reconstructed epoch
-5
E [] Averaged rec. epoch
o Component —
ES Controls
10 Antialiasing
15 Invert Y axis
[l &) =
£20 | . | ‘ .
Time: 539.0 [ms]
| 1200 1100 10 1100 12p9 1300 14p0 I500‘ | Amplitude: 11 [LY]
1 ] ¥
Similarity settings Clusters | Epoch Components -
Similarity method n Epoch 1 = Component1 § |
‘Correlat\on |V| [ﬂ EI Trerm—s Epochs 85%
Cluster similarity 71% e Y] A3 a1 a5 I
—
E . u E1 E1 E1 E1 E1 E1
SR & =[] =] Ml -
Atom similarity 68% . I] D D [I E E Component atoms
o s s 7s aoo o ] o e o bl
Epochs in component 76%
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Obrazek 7.14: Tvorba komponent
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