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Vedoućı práce: Doc. Ing. Roman Čada, Ph.D.
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V Plzni dne .................... ........................................
podpis

Poděkováńı
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Abstrakt
Práce se zabývá využit́ım semidefinitńıho programováńı v kombinatorické op-
timalizaci. V prvńı části je shrnuta teorie, která je potřebná k práci v této ob-
lasti. V části druhé se zabýváme Shannonovou kapacitou grafu, Lovászovou ϑ
funkćı a úlohou maximálńıho řezu. Zmı́něné algoritmy jsou implementovány
a testovány v programovaćım jazyce Python 3.
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Abstract
Thesis deals with semidefinite programming in combinatorial optimization.
The first part is summarizes the theory needed to work in this field. In the
second section we are dealing with Shannon capacity of the graph, Lovasz
ϑ function, and with MAX CUT problem. The mentioned algorithms are
implemented and tested in the Python 3 programming language.
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6.2.2 Vektorový program pro MAX CUT . . . . . . . . . . . 42
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Úvod

Matematické programováńı (optimalizace) se zabývá hledáńım optimálńıch
řešeńı matematických model̊u. Modely, ve kterých se vyskytuj́ı pouze lineárńı
funkce se zabývá lineárńı programováńı. Začátky lineárńıho programováńı
jsou spojeny s druhou světovou válkou. George Dantzig, který měl na sta-
rosti vývoj logistických plánu na straně amerického letectva, v roce 1947 vy-
myslel Simplexovou metodu. S podobným konceptem přǐsel už dř́ıve v roce
1939 Leonid Kantorovič, ale na jeho práci bohužel nikdo nenavázal. Daľśı
slavná jména, která stoj́ı za zmı́nku v souvislosti s lineárńım programováńım
jsou John von Neumann, Albert Tucker, Harold Kuhn a spousta daľśıch.
Relativně nová oblast optimalizace se nazývá semidefinitńı programováńı,
kterou dobře charakterizuje název článku z roku 1981 s názvem Linear Pro-
gramming with Matrix Variables od Cravena a Monda. Pokud máme op-
timalizačńı problém, ve kterém řešeńı jsou vyjádřena pomoćı diskrétńıch
proměnných, pak hovoř́ıme o problému kombinatorické optimalizace. K řešeńı
těchto problémů se v posledńıch cca 30 letech rozš́ı̌rilo semidefinitńı progra-
mováńı, které se využ́ıvá např. u Shannonovy kapacity grafu, studia řez̊u,
problému obchodńıho cestuj́ıćıho a daľśıch. Pro daľśı historické informace
souvisej́ıćı s optimalizaćı doporučuji zdroj [19], ze kterého bylo čerpáno.
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Použité značeńı

G = (V,E) – neorientovaný graf s množinou vrchol̊u V a množinou hran E

Ḡ = (V, Ē) – doplněk grafu G

uv ∈ E – hrana mezi vrcholy u a v

α(G) – nezávislost grafu G

χ(G) – chromatické č́ıslo grafu G

‖x‖ =
√
x2

1, . . . , x
2
n – norma vektoru x

〈x, y〉 = xTy = x1y1 + · · ·+ xnyn – skalárńı součin vektor̊u x a y v Rn

Tr A =
∑

i aii – stopa matice A

dom f – definičńı obor funkce f

span {x1, . . . , xn} – lineárńı obal vektor̊u x1, . . . , xn

rank A – hodnost matice A

Sn−1 = {x ∈ Rn | ‖x‖ = 1} – jednotková sféra v Rn

A⊗B – Kronecker̊uv součin matic A a B
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Část I

Optimalizace
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Kapitola 1

Základńı geometrické pojmy

Kapitola je zpracována z [2] a [15].

1.1 Př́ımky a úsečky

Mějme dva body x1, x2 ∈ Rn takové, že x1 6= x2 a parametr θ ∈ R. Potom
výraz

y = θx1 + (1− θ)x2 (1.1)

popisuje př́ımku procházej́ıćı body x1 a x2. Pro θ = 0 dostáváme bod x2

a pro θ = 1 bod x1. Omeźıme-li θ na interval 〈0, 1〉, dostaneme úsečku
s koncovými body x1 a x2. Výraz 1.1 lze přepsat do tvaru

y = x2 + θ(x1 − x2),

který můžeme interpretovat jako součet počátečńıho bodu x2 a nějakého
násobku směrového vektoru x1 − x2.

1.2 Afinńı prostory

Ř́ıkáme, že C ⊆ Rn je afinńı prostor, jestliže př́ımka procházej́ıćı libo-
volnými dvěma r̊uznými body z C lež́ı celá v C. Tedy C obsahuje lineárńı
kombinace libovolných dvou bod̊u z C, jestliže součet koeficient̊u lineárńı
kombinace je roven jedné. To lze zobecnit i pro v́ıce než dva body. Lineárńı
kombinace θ1x1 + · · · + θkxk bod̊u x1, . . . , xk taková, že θ1 + · · · + θk = 1,
se nazývá afinńı kombinace bod̊u x1, . . . , xk. Indukćı z definice afinńıho
prostoru lze snadno ukázat, že pokud C je afinńı množina, x1, . . . , xk ∈ C
a θ1 + · · ·+ θk = 1, potom bod θ1x1 + · · ·+ θkxk ∈ C.
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Necht’ C je afinńı prostor a x0 ∈ C, potom množina

V = C − x0 = {x− x0 | c ∈ C}

je lineárńı vektorový prostor, tj. množina, která je uzavřená na sč́ıtáńı
a násobeńı skalárem.
Afinńı prostor C lze vyjádřit jako

C = V + x0 = {v + x0 | v ∈ V } ,

kde V je vektorový prostor a x0 je počátek. Poznamenejme, že vektorový
prostor V asociovaný s afinńım prostorem C nezáviśı na volbě počátku x0.
Dimenze afinńıho prostoru C = V + x0 je definována jako dimenze vekto-
rového prostoru V = C − x0, kde x0 je libovolný prvek z C. Množina všech
afinńıch kombinaćı bod̊u množiny C ⊆ Rn se nazývá afinńı obal množiny
C. Afinńı obal množiny C budeme značit

aff C = {θ1x1 + · · ·+ θkxk | x1, . . . , xk ∈ C, θ1 + · · ·+ θk = 1} .

Afinńı obal je nejmenš́ı afinńı prostor, který obsahuje množinu C. Tedy,
jestliže S je afinńı prostor takový, že C ⊆ S, potom aff C ⊆ S. Definu-
jeme relativńı vnitřek množiny C tak, že

relint {x ∈ C | B(x, r) ∩ aff C ⊆ C pro nějaké r > 0} ,

kde B(x, r) = {y | ‖y − x‖ ≤ r}.

1.3 Konvexńı množiny

Ř́ıkáme, že množina C je konvexńı, jestliže úsečka mezi libovolnými dvěma
body z C lež́ı také celá v C. Jinak řečeno, jestliže pro libovolné dva body
x1, x2 ∈ C a libovolné θ ∈ 〈0, 1〉 plat́ı, že θx1 +(1−θ)x2 ∈ C. Poznamenejme,
že každý afinńı prostor je zároveň konvexńı množinou. Podobně jako afinńı
kombinaci definujeme konvexńı kombinaci bod̊u x1, . . . , xk jako θ1x1+· · ·+
θkxk, kde θ1 + · · ·+ θk = 1, θi ≥ 0 pro i = 1, . . . , k. Konvexńı obal množiny
C je množina všech konvexńıch kombinaćı bod̊u z množiny C, znač́ıme

conv C = {θ1x1 + · · ·+ θkxk | xi ∈ C, θi ≥ 0, i = 1, . . . , k, θ1 + · · ·+ θk = 1} .

Analogicky, konvexńı obal množiny C je nejmenš́ı konvexńı množina, která
obsahuje množinu C. Pro představu viz obrázek 1.1.
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(a) Množina bod̊u C

(b) conv C

Obrázek 1.1: Konvexńı obal množiny

1.4 Kužely

Množina C se nazývá kužel, jestliže pro každé x ∈ C a θ ≥ 0 plat́ı, že
θx ∈ C. Je-li C nav́ıc konvexńı, pak se C nazývá konvexńı kužel. Tedy
C je konvexńı kužel, jestliže pro libovolné x1, x2 ∈ C a θ1, θ2 ≥ 0 plat́ı, že
θ1x1 +θ2x2 ∈ C. Ř́ıkáme, že bod ve tvaru θ1x1 + · · ·+θkxk, kde θ1, . . . , θk ≥ 0
je kuželovou kombinaćı bod̊u x1, . . . , xk. Dále, pokud xi lež́ı v konvexńım
kuželu množiny C, potom libovolná kuželová kombinace bodu xi lež́ı rovněž
v konvexńım kuželu množiny C. Plat́ı, že množina C je konvexńı kužel právě
tehdy, když C obsahuje všechny kuželové kombinace svých bod̊u. Kuželový
obal množiny C je množina, která obsahuje všechny kuželové kombinace
množiny C, tj.

cone C = {θ1x1 + · · ·+ θkxk | xi ∈ C, θi ≥ 0, i = 1, . . . , k} .

Kuželový obal množiny C je zároveň nejmenš́ı konvexńı kužel, který obsahuje
množinu C. Pro představu viz obrázek 1.2.

Kužel C nazýváme bodový kužel, jestliže

(x ∈ C ∧ −x ∈ C) =⇒ x = 0.

Duálńı kužel C∗ ke kuželu C je množina

C∗ = {y | 〈x, y〉 ≥ 0 pro x ∈ C} .

Ř́ıkáme, že kužel C je samoduálńı, jestliže C = C∗.
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(a) Množina bod̊u C

(b) cone C

Obrázek 1.2: Kuželový obal množiny

1.5 Nadroviny a poloprostory

Nadrovina je množina ve tvaru{
x | aTx = b

}
,

kde a ∈ Rn, a 6= 0 a b ∈ R. Analyticky na nadrovinu nahĺıž́ıme jako na
množinu všech řešeńı lineárńı rovnice. Geometricky zase jako na množinu
všech bod̊u takových, že maj́ı konstantńı skalárńı součin s normálovým vek-
torem a. Konstanta b znač́ı posunut́ı nadroviny od počátku. Nadrovinu také
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můžeme vyjádřit jako{
x | aT (x− x0) = 0

}
= x0 +

{
v | aTv = 0

}
,

kde x0 je libovolný bod této nadroviny a
{
v | aTv = 0

}
je množina všech vek-

tor̊u, které jsou kolmé k normálovému vektoru a. Nadrovina je tedy množina,
která obsahuje bod x0 a libovolný bod ve tvaru x0 + v, kde v je vektor, který
je kolmý k normálovému vektoru a. Pro ilustraci v R2 viz obrázek 1.3a.

Nadrovina děĺı Rn na dva poloprostory. Množina{
x | aTx ≤ b

}
, resp.

{
x | aTx < b

}
,

kde a 6= 0 se nazývá (uzavřený) poloprostor, resp. otevřený poloprostor.
Je to tedy množina všech řešeńı lineárńı nerovnice. Podobně jako nadrovinu,
můžeme poloprostor vyjádřit ve tvaru{

x | aT (x− x0) ≤ 0
}
, resp.

{
x | aT (x− x0) < 0

}
,

kde a 6= 0 a x0 je libovolný bod z nadroviny
{
x | aTx = b

}
. Poloprostor tedy

obsahuje bod x0 a libovolný bod x0 + v, kde v je vektor, který s vněǰśım
normálovým vektorem sv́ırá tupý nebo pravý úhel. Tato interpretace je v R2

ilustrována na obrázku 1.3b. Ještě poznamenejme, že poloprostory jsou kon-
vexńı množiny, ale samozřejmě nejsou afinńı.

1.6 Polyedry a polytopy

Polytopy jsou zobecněńım konvexńıch mnohoúhelńık̊u v rovině do v́ıce di-
menźı. Polytop v R3 je konvexńı množina, která je ohraničena konečně mnoha
konvexńımi mnohoúhelńıky (př́ıkladem polytop̊u v R3 jsou např. Platónská
tělesa). Na takovou množinu je možné nahĺıžet dvěma zp̊usoby. H-polyedr je
pr̊unik konečně mnoha uzavřených poloprostor̊u v Rn. H-polytop je ome-
zený H-polyedr. V-polytop je konvexńı obal konečně mnoha bod̊u v Rn.
Následuj́ıćı věta ř́ıká, že H-polytop a V-polytop jsou matematicky ekviva-
lentńı množiny.

Věta. [15] Každý V-polytop je H-polytop. Každý H-polytop je V-polytop.

Poznamenejme, že V-polytop a H-polytop jsou sice ekvivalentńı množiny,
ale z algoritmického hlediska je velký rozd́ıl, zda pracujeme s bodovou množinou,
nebo s uzavřenými poloprostory. Pro ilustraci: mějme lineárńı funkci, kte-
rou chceme minimalizovat na daném polytopu. Pro V-polytop se jedná o
triviálńı problém, protože stač́ı pro každý bod z množiny V určit hodnotu
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(a) Nadrovina

(b) Poloprostor

Obrázek 1.3: Nadrovina a poloprostor v R2.

dané funkce a vybrat minimum. Na druhou stranu pro H-polytop se jedná o
netriviálńı problém, kterým se zabývá lineárńı programováńı. Dále nebudeme
rozlǐsovat mezi V-polytop a H-polytop a budeme mluvit jen o polytopu. A
o H-polyedru budeme mluvit jen jako o polyedru.

Důležitý fakt, že každý polyedr je konečně generovaný, ř́ıká Minkowského-
Weylova věta.

Věta (Minkowski-Weyl). [1] P ⊆ Rn. Potom

P = conv(u1, . . . , ur) + cone(v1, . . . , vs),

kde ui, vi jsou extremálńı vrcholy P právě tehdy, když P = {x ∈ Rn | Ax ≤ b} , A ∈
Rm×n, b ∈ Rm.



Kapitola 2

Konvexńı optimalizace

Kapitola je zpracována z [2].

2.1 Obecná podmı́něná úloha

inf f(x)

gi(x) ≤ 0, i = 1, . . . ,m

hi(x) = 0, i = 1, . . . , p

(2.1)

Hledáme x ∈ Rn, které minimalizuje f(x) (pro maximalizaci minimalizu-
jeme −f(x)), vzhledem k omezeńım gi(x) a hi(x). Proměnné x ř́ıkáme opti-
malizačńı proměnná, funkci f(x) ř́ıkáme cenová nebo účelová funkce.
Výrazy gi(x) ≤ 0 jsou omezeńı typu nerovnosti a hi(x) = 0 jsou omezeńı
typu rovnosti. Ř́ıkáme, že problém 2.1 je úloha nepodmı́něné optimali-
zace, jestližem = p = 0. Jinak se jedná o úlohu podmı́něné optimalizace.
Definičńı obor D úlohy 2.1 je

D =
m⋂
i=1

dom gi ∩
p⋂
i=1

dom hi.

Ř́ıkáme, že bod x ∈ D je př́ıpustný, jestliže splňuje všechna omezeńı gi(x) ≤
0 a hi(x) = 0. Úloha 2.1 je př́ıpustná, jestliže existuje alespoň jeden bod
x ∈ D, který je př́ıpustný. Množina všech př́ıpustných bod̊u x ∈ D se nazývá
př́ıpustná množina. Optimálńı hodnota f ∗ úlohy 2.1 je definována jako

f ∗ = inf {f(x) | gi(x) ≤ 0, i = 1, . . . ,m, hi(x) = 0, i = 1, . . . , p} .
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2.2 Konvexńı podmı́něná úloha

inf f(x)

gi(x) ≤ 0, i = 1, . . . ,m

aTi x = bi, i = 1, . . . , p

(2.2)

Oproti obecné úloze 2.1 jsou funkce f(x), gi(x) konvexńı a funkce hi(x) =
aTi x− bi jsou afinńı. Př́ıpustná množina takové úlohy je konvexńı množinou.

2.3 Lagrangeova dualita

Mějme úlohu 2.1 s D 6= ∅. Zobrazeńı L : Rn × Rm × Rp → R takové, že

L(x, λ, µ) = f(x) +
m∑
i=1

λigi(x) +

p∑
i=1

µihi(x) (2.3)

se nazývá Lagrangeova funkce. Definičńı obor dom L = D × Rm × Rp.
Vektory λ = (λ1, . . . , λm) a µ = (µ1, . . . , µp) nazýváme duálńı proměnné
a prvk̊um těchto vektor̊u ř́ıkáme Lagrangeovy multiplikátory. Dále defi-
nujeme duálńı funkci

d : Rm × Rp → R
jako infimum Lagrangeovy funkce L přes všechna x ∈ D. Tedy

d(λ, µ) = inf
x∈D

L(x, λ, µ) = inf
x∈D

(
f(x) +

m∑
i=1

λigi(x) +

p∑
i=1

µihi(x)

)
. (2.4)

Poznamenejme, že duálńı funkce je konkávńı bez ohledu na to, zda je
úloha konvexńı a je-li L zdola neomezená v proměnné x, potom duálńı funkce
nabývá hodnoty −∞.

Dolńı odhad na f ∗

Necht’ x̃ je př́ıpustný bod. Pro λ ≥ 0 je
m∑
i=1

λigi(x̃) +

p∑
i=1

µihi(x̃) ≤ 0.

Potom pro Lagrangeovu funkci můžeme psát

L(x̃, λ, µ) = f(x̃) +
m∑
i=1

λigi(x̃) +

p∑
i=1

µihi(x̃) ≤ f(x̃).

A tedy pro duálńı funkci plat́ı

d(λ, µ) = inf
x∈D

L(x, λ, µ) ≤ L(x̃, λ, µ) ≤ f(x̃).
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Duálńı úloha

V části 2.3 jsme si ukázali, že duálńı funkce dává dolńı odhad na optimálńı
hodnotu f ∗ úlohy 2.1. Stále jsme si ale neřekli, jaký je nejlepš́ı dolńı odhad,
který pomoćı duálńı funkce jsme schopni dostat. To nás dostává k následuj́ıćı
optimalizačńı úloze.

sup d(λ, µ)

λ ≥ 0
(2.5)

Úloze 2.5 se ř́ıká Lagrangeova duálńı úloha př́ıslušná k úloze 2.1, kte-
rou nazýváme primárńı úlohou.

Slabá dualita

Optimálńı řešeńı Lagrangeovy duálńı úlohy označ́ıme d∗, které je už z definice
nejlepš́ı dolńı odhad na optimálńı řešeńı primárńı úlohy f ∗. Tato nerovnost
plat́ı i pokud primárńı úloha neńı konvexńı. Této nerovnosti ř́ıkáme slabá
dualita. Rozd́ıl optimálńıch řešeńı f ∗ − d∗ označujeme jako optimálńı du-
alitńı rozd́ıl primárńı úlohy. Poznamenejme, že optimálńı dualitńı rozd́ıl je
vždy nezáporný.

Silná dualita a Slaterova podmı́nka

Pokud je optimálńı dualitńı rozd́ıl f ∗ − d∗ = 0, pak ř́ıkáme, že plat́ı silná
dualita. Silná dualita obecně neplat́ı, ale pro primárńı úlohu, která splňuje
nějaké daľśı podmı́nky to možné je. Těmto podmı́nkám se ř́ıká podmı́nky
kvalifikace omezeńı. Jednou takovou je Slaterova podmı́nka

∃x ∈ relint D : gi(x) < 0, i = 1, . . . ,m,Ax = b.

Bodu x ∈ D, který splňuje Slaterovu podmı́nku, ř́ıkáme, že je striktně
př́ıpustný, protože omezeńı typu nerovnosti jsou ostré. Pokud jsou některé
funkce gi afinńı, můžeme Slaterovu podmı́nku modifikovat. Necht’ tedy g1, . . . , gk
pro k ≤ m, jsou afinńı funkce. Potom modifikovaná Slaterova podmı́nka
má tvar

∃x ∈ relint D : gi(x) ≤ 0, i = 1, . . . , k, gi(x) < 0, i = k + 1, . . . ,m,Ax = b.

Pro úlohu 2.2 plat́ı následuj́ıćı věta.

Věta (Slaterova). Necht’ primárńı úloha je konvexńı a plat́ı (modifikovaná)
Slaterova podmı́nka, potom f ∗ = d∗.



Kapitola 3

Lineárńı programováńı

Kapitola je zpracována z [1], [6] a [24].

3.1 Primárńı úloha

Úlohou lineárńıho programováńı rozumı́me minimalizaci nebo maximalizaci
lineárńı účelové funkce vzhledem k afinńım omezeńım, kde tato ome-
zeńı jsou dána soustavou lineárńı rovnic a nerovnic. Úlohu lineárńıho pro-
gramováńı lze formulovat v několika ekvivalentńıch tvarech, které se lǐśı
zadáńım omezeńı. Úloha v kanonickém tvaru má svá omezeńı dána sou-
stavou lineárńıch nerovnic Ax ≤ b. Tedy

max
{
cTx | Ax ≤ b, x ≥ 0

}
, (LP-P)

kde A ∈ Rm×n, b ∈ Rn, x ∈ Rn a c ∈ Rn. Př́ıpustná množina řešeńı
je pr̊unikem poloprostor̊u, které jsou definovány soustavou nerovnic Ax ≤ b
a nezáporného ortantu, tj. množiny {x ∈ Rn | xi ≥ 0, i = 1, . . . , n}. Obě
tyto množiny jsou konvexńı a tedy i jejich pr̊unik je rovněž konvexńı množina.
Dále, protože př́ıpustnou množinu máme popsanou soustavou konečně mnoha
lineárńıch nerovnic, geometricky se na úlohu LP-P d́ıváme jako na maxima-
lizaci lineárńı funkce přes polyedr, který je definován touto soustavou.

Př́ıklad. Mějme následuj́ıćı maximalizačńı úlohu.

maxx1 + x2

−x1 + 3x2 ≤ 4

4x1 − x2 ≤ 6

x ≥ 0.

(P1)

Př́ıpustná množina řešeńı je zobrazena na obrázku 3.1. Řešeńım úlohy je
vektor x∗ = (2, 2) s cenou 4.

15
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Obrázek 3.1: Př́ıpustná množina řešeńı k úloze P1.

3.2 Dualita

Pomoćı Lagrangeovy duality odvod́ıme duálńı úlohu k primárńı úloze LP-P.
Máme tedy optimalizačńı úlohu

min
{
−cTx | Ax ≤ b, x ≥ 0

}
.

Pro ńı vytvoř́ıme Lagrangeovu funkci

L(x, λ) = −cTx+ λT (Ax− b)− λTx

= −bTλ+
(
ATλ− c− λ

)T
x.

Z Lagrangeovy funkce přejdeme k duálńı funkci

d(λ) = inf
x
L(x, λ)

= inf
x
−bTλ+

(
ATλ− c− λ

)T
x

=

{
−bTλ pokud ATλ− c− λ = 0,

−∞ jinak.

Tu nakonec použijeme v duálńı úloze

max
{
−bTλ | ATλ− c− λ = 0

}



KAPITOLA 3. LINEÁRNÍ PROGRAMOVÁNÍ 17

max
{
−bTλ | ATλ ≥ c, λ ≥ 0

}
min

{
bTλ | ATλ ≥ c, λ ≥ 0

}
(LP-D)

Dostáváme tedy duálńı úlohu LP-D k primárńı úloze LP-P.

Př́ıklad. Duálńı úloha k P1 je v následuj́ıćım tvaru.

min 4y1 + 6y2

−y1 + 4y2 ≥ 1

3y1 − y2 ≥ 1

y ≥ 0.

(P2)

Př́ıpustná množina řešeńı je zobrazena na obrázku 3.2. Řešeńım úlohy je
vektor y∗ ≈ (0.4546, 0.3636) s cenou 4.

Obrázek 3.2: Př́ıpustná množina řešeńı k úloze P2.

Všimněme si, že v př́ıkladech P1 a P2 maj́ı řešeńı x∗ i y∗ stejnou cenu.
To neńı náhoda a tento fakt je obsahem silné věty o dualitě lineárńıho pro-
gramováńı, kterou dokázal v roce 1947 John von Neumann. Začneme slabou
větou o dualitě lineárńıho programováńı.

Věta (Slabá věta o dualitě.). Necht’ x̃ je př́ıpustné řešeńı LP-P a ỹ je
př́ıpustné řešeńı LP-D. Potom cT x̃ ≤ bT ỹ.
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Tedy každé př́ıpustné řešeńı ỹ duálńı úlohy LP-D nám dává horńı odhad
na maximum účelové funkce primárńı úlohy LP-P. Graficky můžeme slabou
větu o dualitě interpretovat jako na obrázku 3.3. Zat́ım tedy nev́ıme, zda vždy
existuj́ı př́ıpustná (optimálńı) řešeńı x∗ pro úlohu LP-P a y∗ pro úlohu LP-D,
pro která plat́ı cTx∗ = bTy∗. Kladnou odpověd’ dostaneme z již zmı́něné silné
věty od dualitě.

Obrázek 3.3: Slabá věta o dualitě.

Věta (Silná věta o dualitě.). Jestlǐze úlohy LP-P a LP-D maj́ı př́ıpustná
řešeńı. Potom

max
{
cTx | Ax ≤ b, x ≥ 0

}
= min

{
bTy | ATy ≥ c, y ≥ 0

}
.

Se znalost́ı silné věty o dualitě můžeme obrázek 3.3 upravit na obrázek 3.4.

Obrázek 3.4: Ceny př́ıpustných řešeńı primárńı a př́ıslušné duálńı úlohy.

3.3 Komplementárńı skluzovost

Pro odvozeńı tzv. podmı́nky komplementárńı skluzovosti nejprve převedeme
úlohy LP-P a LP-D do jiných tvar̊u. V primárńı úloze povoĺıme x ∈ Rn. Tedy
primárńı úloha je ve tvaru

max
{
cTx | Ax ≤ b

}
. (LP-P2)

A př́ıslušná duálńı úloha je ve tvaru

min
{
bTy | ATy = c, y ≥ 0

}
. (LP-D2)

Necht’ x̃ je připustné řešeńı a x∗ je optimálńı řešeńı úlohy LP-P2, ỹ je
př́ıpustné řešeńı a y∗ je optimálńı řešeńı úlohy LP-D2. Dualitńı rozd́ıl x̃
a ỹ je č́ıslo bT ỹ − cT x̃ ≥ 0. Ze silné věty o dualitě samozřejmě plyne, že
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pro optimálńı řešeńı x∗ a y∗ je dualitńı rozd́ıl roven 0. Vyjdeme z dualitńıho
rozd́ılu optimálńıch řešeńı.

bTy∗ − cTx∗ = y∗
T

b− y∗TAx∗ = y∗
T

(b− Ax∗) = 0.

Posledńı rovnost přeṕı̌seme maticově

[y∗1, . . . , y
∗
m]


 b1

...
bm

−
a11 . . . a1n

...
...

am1 . . . amn


x
∗
1
...
x∗n


 =

0
...
0

 .
Dostáváme tedy soustavu rovnic y∗i (bi − ai x∗) = 0, kde i = 1, . . . ,m. Tedy
bud’ y∗i = 0 nebo bi − ai•x∗ = 0 (ai• znač́ı i-tý řádek matice A). Podmı́nka
komplementárńı skluzovosti je splněna, jestliže pro př́ıpustná řešeńı x̃, ỹ
plat́ı bud’ ỹi = 0 nebo bi−ai•x̃ = 0, i = 1, . . . ,m. Pokud nastane bi−ai•x̃ = 0,
potom ř́ıkáme, že vazba ai x̃ ≤ bi je aktivńı.

Věta. Necht’ x̃ je př́ıpustné řešeńı LP-P2 a ỹ je př́ıpustné řešeńı LP-D2.
Potom x̃, ỹ jsou optimálńı právě tehdy, když plat́ı podmı́nka komplementárńı
skluzovosti.



Kapitola 4

Semidefinitńı programováńı

Kapitola je zpracována z [1], [3], [20], [21] a [24].
Na semidefinitńı programováńı se můžeme d́ıvat jako na zobecněńı lineárńıho

programováńı, kde proměnné jsou symetrické matice, namı́sto vektor̊u. Jedná
se tedy o optimalizaci lineárńı funkce vzhledem k tzv. lineárńım maticovým
nerovnostem (viz dále).

4.1 Vsuvka z lineárńı algebry

Pozitivně definitńı matice

Pracujeme s reálnými symetrickými maticemi S = ST . Ty maj́ı všechna
vlastńı č́ısla reálná a některé z nich maj́ı zaj́ımavou vlastnost, že všechna
jejich vlastńı č́ısla jsou kladná. Takovým matićım ř́ıkáme, že jsou pozitivně
definitńı. Alternativńı definićı je, že matice S je pozitivně definitńı, jestliže
xTSx > 0 pro všechny nenulové vektory x.

Př́ıklad.

xTSx =
[
x1 x2

] [2 4
4 9

] [
x1

x2

]
= 2x2

1 + 8x1x2 + 9x2
2

Je pro všechny x nenulové xTSx > 0? Ano, protože můžeme výraz přepsat
na součet čtverc̊u

xTSx = 2x2
1 + 8x1x2 + 9x2

2 = 2(x1 + 2x2)2 + x2
2.

Ukážeme si několik kritéríı, jak otestovat pozitivńı definitnost dané ma-
tice.

20
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Věta. [20] S = ST je pozitivně definitńı, jestlǐze ji lze napsat jako S = ATA
pro nějakou matici A, která má lineárně nezávislé sloupce.

D̊ukaz.
xTSx = xTATAx = (Ax)T (Ax) = ‖Ax‖2 ≥ 0

‖Ax‖2 > 0, jestliže sloupce matice A jsou lineárně nezávislé.

Př́ıklad.

S =

2 3 4
3 5 7
4 7 10

 =

1 1
1 2
1 3

[1 1 1
1 2 3

]
= ATA

A má lineárně závislé sloupce. Vezměme vektor x = (1,−2, 1). Plat́ı

xTSx = xTATAx = (Ax)TAx = 0,

tj. existuje nenulový vektor x, pro který xTSx = 0. Tedy S neńı pozitivně
definitńı.

Daľśım testem je tzv. Sylvesterovo kritérium. Vedoućı hlavńı minor
čtvercové matice A je determinant podmatice, která vznikne z matice A
vynecháńım posledńıch několika jej́ıch řádk̊u a sloupc̊u.

Věta. [20] S = ST je pozitivně definitńı, jestlǐze všechny vedoućı hlavńı
minory S jsou kladné.

Př́ıklad.

S =

[
3 4
4 6

]
, D1 = 3, D2 = 3 · 6− 4 · 4 = 2

Vedoućı hlavńı minory D1, D2 > 0, tj. matice S je pozitivně definitńı.

A posledńı, které si uvedeme, souviśı s Gaussovou eliminaćı.

Věta. [20] S = ST je pozitivně definitńı, jestlǐze jsou všechny pivoty při
Gaussově eliminaci kladné.

Př́ıklad.

S =

[
3 4
4 6

]
∼
[
3 4
0 2

3

]
, p1 = 3, p2 =

2

3

Pivoty p1, p2 > 0, tj. matice S je pozitivně definitńı.
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Pozitivně semidefinitńı matice

Pro pozitivńı semidefinitnost modifikujeme předcházej́ı definice a tvrzeńı pro
pozitivně definitńı matice. Všechna tvrzeńı by se samozřejmě měla dokázat,
ale uvedeme je jen bez d̊ukaz̊u.

1. S = ST je pozitivně semidefinitńı, jestliže všechna jej́ı č́ısla jsou nezáporná.

2. S = ST je pozitivně semidefinitńı, jestliže xTSx ≥ 0 pro všechny nenu-
lové vektory x.

3. [20] S = ST je pozitivně semidefinitńı, jestliže lze napsat jako S = ATA
pro nějakou matici A.

4. [20] S = ST je pozitivně semidefinitńı, jestliže všechny vedoućı hlavńı
minory S jsou nezáporné.

5. [20] S = ST je pozitivně semidefinitńı, jestliže jsou všechny pivoty při
eliminaci nezáporné.

Pozitivně semidefinitńı kužel

Množinu všech symetrických matic řádu n znač́ıme Sn, množinu všech pozi-
tivně semidefinitńıch matic řádu n znač́ıme Sn+ a množinu všech pozitivně de-
finitńıch matic řádu n znač́ıme Sn++. Sn+ je uzavřený, konvexńı, bodový kužel,
který je nav́ıc samoduálńı a jako vnitřek má Sn++ (v́ıce viz [11]). Množinu Sn+
nazýváme pozitivně semidefinitńı kužel.

Spektraedry

Definujeme tzv. Löwnerovo částečné uspořádáńı

A � B ⇐⇒ A−B ∈ Sn+,

tj. matice A−B je pozitivně semidefinitńı. Lineárńı maticová nerovnost
(LMI) je ve tvaru

A0 +
n∑
i=1

Aixi � 0,

kde Ai ∈ Sn.
Množina S ⊂ Rn, která je definována pomoćı konečně mnoha LMI, se

nazývá spektraedr. Tedy

S =

{
(x1, . . . , xm) ∈ Rm | A0 +

m∑
i=1

Aixi � 0

}
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pro nějaké symetrické matice A0, . . . , Am ∈ Sn.
Můžeme si všimnout analogie s definićı polyedru, který je př́ıpustnou

množinu pro lineárńı program. Podobně spektraedr je př́ıpustnou množinou
pro semidefinitńı program.

Geometricky je spektraedr definován jako pr̊unik pozitivně semidefinitńıho
kuželu Sn+ a afinńıho podprostoru span {A1, . . . , Am} posunutého do A0.

Spektraedry jsou uzavřené množiny, nebot’ LMI je ekvivalentńı nekonečně
mnoha skalárńım nerovnostem ve tvaru vT (A0 +

∑m
i=1 Aixi)v ≥ 0, jednu pro

každou hodnotu v ∈ Rn.
Vždy můžeme několik LMI

”
scucnout“ do jedné. Stač́ı zvolit matice Ai

blokově diagonálńı. Odtud snadno vid́ıme, že polyedr je speciálńım př́ıpadem
spektraedru. Polyedr bude mı́t všechny matice Ai diagonálńı.

Př́ıklad.(x, y) ∈ R2 | A(x, y) =

x+ 1 0 y
0 2 −x− 1
y −x− 1 2

 � 0


4.2 Primárńı úloha

Semidefinitńı program je lineárńı optimalizačńı problém přes spektraedr.
Primárńı úlohu ve standardńım tvaru můžeme napsat jako

inf {〈C,X〉 | 〈Ai, X〉 = bi, i = 1, . . . ,m;X � 0} , (SDP-P)

kde C,Ai ∈ Sn, 〈X, Y 〉 = Tr(XTY ) =
∑

ij XijYij a X ∈ Sn je proměnná,
nad kterou provád́ıme minimalizaci.

Př́ıklad.

inf

{〈[
2 1
1 0

]
,

[
x11 x12

x12 x22

]〉∣∣∣∣〈[1 0
0 1

]
,

[
x11 x12

x12 x22

]〉
= 1,

[
x11 x12

x12 x22

]
� 0

}
(P3)

Po úpravě

inf

{
2x11 + 2x12

∣∣∣∣x11 + x22 = 1,

[
x11 x12

x12 x22

]
� 0

}
.

Jak vypadá př́ıpustná množina? Použijeme Sylvesterovo kritérium, tj.

x11 ≥ 0, x11x22 − x2
12 ≥ 0.

Z LMI vyjádř́ıme x22, tj.
x22 = 1− x11.
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Dosad́ıme do přechoźıho a dostaneme

x11 ≥ 0, x11 (1− x11)− x2
12 ≥ 0.

Po úpravě

x11 ≥ 0,

(
x11 −

1

2

)2

+ x2
12 ≤

1

4
.

Vid́ıme tedy, že př́ıpustná množina (zobrazena na obrázku 4.1) je kruh s po-
loměrem 1

2
a se středem v bodě (x11, x12) = (1

2
, 0). Řešeńım úlohy je matice

X∗ ≈
[

0.1464 −0.3536
−0.3536 0.8536

]
s cenou ≈ −0.4142.

Obrázek 4.1: Př́ıpustná množina řešeńı k úloze P3.

4.3 Dualita

Duálńı úloha

Podobně jako u lineárńıho programováńı použijeme Lagrangeovu dualitu
k odvozeńı duálńı úlohy k SDP-P. Lagrangeova funkce je ve tvaru

L(X,λ, Z) = 〈C,X〉 −
m∑
i=1

λi (〈Ai, X〉 − bi)− 〈Z,X〉.
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K ńı duálńı funkce

d(λ, Z) = inf
X∈Sn

L(X,λ, Z) =

{
λT b . . . C −

∑m
i=1 λiAi − Z = 0,

−∞ . . . jinak.

Duálńı funkci použijeme v duálńı úloze

sup

{
λT b | C −

m∑
i=1

λiAi � 0

}
, (SDP-D)

kde λ = (λ1, . . . , λm) je duálńı proměnná.
Dostali jsme duálńı úlohu SDP-D k úloze SDP-P.

Slabá dualita semidefinitńıho programováńı

Vztah mezi primárńı a duálńı úlohou je stejně jako u lineárńıho programováńı
takový, že řešeńı jedné úlohy lze použ́ıt jako odhad na úlohu druhou. Necht’

X je libovolné př́ıpustné řešeńı primárńı úlohy a y je libovolné př́ıpustné
řešeńı duálńı úlohy. Potom

〈C,X〉 − bTy = 〈C,X〉 −
m∑
i=1

yi〈Ai, X〉 =

〈
C −

m∑
i=1

Aiyi, X

〉
≥ 0. (4.1)

Za pozornost stoj́ı posledńı nerovnost, která plyne z toho, že skalárńı součin
dvou pozitivně semidefinitńıch matic je nezáporný. Odvozeńı je následuj́ıćı.
Mějme dvě matice S, T � 0. Matici S můžeme napsat jako součet

”
rank one“

matic. Označme rS = rank S, tj.

S =

rS∑
i=1

Si =

rS∑
i=1

λisis
T
i .

Dále se pod́ıváme na součin T · Si. Tedy pro i = 1, . . . , rS plat́ı

T · Si = λis
T
i Tsi ≥ 0,

kde nerovnost plyne z toho, že matice T je pozitivně semidefinitńı.
O nerovnosti 4.1 se mluv́ı jako o slabé dualitě semidefinitńıho progra-

mováńı.
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Silná dualita semidefinitńıho programováńı

Věta (podmı́nka optimality). Necht’ X je př́ıpustné řešeńı úlohy SDP-P
a y je př́ıpustné řešeńı úlohy SDP-D taková, že splňuj́ı podmı́nku (komple-
mentárńı skluzovosti) (

C −
m∑
i=1

Aiyi

)
X = 0.

Potom X je optimálńı řešeńı úlohy SDP-P a y je optimálńı řešeńı úlohy SDP-
D.

Obracená implikace sama o sobě neplat́ı, což znamená, že obecně dualitńı
rozd́ıl u semidefinitńıho programováńı neńı nulový. Muśıme přidat podmı́nku
kvalifikace omezeńı, kterou je např́ıklad již zmı́něná Slaterova podmı́nka. Ta
je pro úlohu SDP-P ve tvaru X � 0 a pro úlohu SDP-D ve tvaru C −∑

iAiyi � 0.

Věta (silná dualita semidefinitńıho programováńı). Necht’ úloha SDP-P a
úloha SDP-D jsou striktně př́ıpustné. Potom dualitńı rozd́ıl jejich optimálńıch
řešeńı je nulový.

4.4 Vektorové programováńı

Mějme n vektorových proměnných v1, . . . , vn v Rn. Vektorový program
je problém optimalizace lineárńı funkce skalárńıch součin̊u 〈vi, vj〉, vzhledem
k lineárńım omezeńım na tyto skalárńı součiny.

Nyńı ukážeme, že vektorové programy jsou ekvivalentńı semidefinitńım
programům. Necht’ tedy V je vektorový program s vektorovými proměnnými
v1, . . . , vn v Rn a S je př́ıslušný semidefinitńı program s n2 proměnnými
yij, kde hodnota yij odpov́ıdá skalárńımu součinu 〈vi, vj〉. Matice Y je nav́ıc
pozitivně semidefinitńı. Potom plat́ı následuj́ıćı věta.

Věta. [21] Vektorový program V je ekvivalentńı semidefinitńımu programu
S.



Část II

Kombinatorické úlohy
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Kapitola 5

Shannonova kapacita

Kapitola je zpracována z [7] a citovaných článk̊u, ze kterých jsou
”
zřejmá“

tvrzeńı v́ıce rozepsána.

5.1 Formulace úlohy

Představme si komunikačńı kanál, kterým pośıláme zprávy. Tyto zprávy jsou
složeny ze symbol̊u nějaké konečné abecedy. Vlivem šumu mohou být některé
symboly druhou stranou špatně interpretovány a naš́ım ćılem je vybrat co
největš́ı množinu slov délky k tak, aby žádná dvě odeslaná slova nebyla vlivem
tohoto šumu zaměnitelná.

Problém si formalizujeme v řeči teorie graf̊u. Mějme neorientovaný graf
G = (V,E), kde množina vrchol̊u představuje symboly z konečné abecedy
a dva vrcholy x, y jsou spojeny hranou, pokud vrchol x může být vlivem
šumu zaměněn za y.

Maximálńı počet nezaměnitelných zpráv délky 1 je roven α(G), kde α(G)
znač́ı velikost největš́ı nezávislé množiny v grafu G. Pro popis deľśıch zpráv
definujeme silný součin G ·H graf̊u G a H následovně

V (G ·H) = V (G)× V (H),

E(G ·H) = {(i, u)(j, v) | ij ∈ E(G) ∧ uv ∈ E(H)}∪
{(i, u)(j, v) | ij ∈ E(G) ∧ u = v}∪
{(i, u)(j, v) | i = j ∧ uv ∈ E(H)} .

Př́ıklad. Pro graf P4 = a − b − c − d − e je silný součin P4 · P4 zobrazen
na obrázku 5.1, ze kterého je hezky vidět, že např. zpráva cd (na obrázku
červeně) může být zaměněna s bc, bd, be, cc, ce, dc, dd a de (na obrázku
oranžově). Podobně pro daľśı zprávy.

28
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Obrázek 5.1: P4 · P4

Pro jednoduchost budeme silný součin k kopíı grafu G značit Gk. Tedy
α(Gk) je maximálńı počet nezaměnitelných zpráv délky k. Shannonova ka-
pacita grafu G je definována jako

Θ(G) = sup
{
α(Gk)1/k | k = 1, 2, . . .

}
.

Nev́ı se, zda pro libovolný grafG existuje v̊uběc nějaký algoritmus, kterým
bychom určili hodnotu Θ(G). Přesto je alespoň něco známo. Pro perfektńı
grafy Claude E. Shannon [18] ukázal, že Θ(G) = α(G). To také znamená,
že pro perfektńı grafy lze Θ(G) určit v polynomiálńım čase. Poznamenejme,
že perfektńı graf je takový, jehož chromatické č́ıslo každého indukovaného
podgrafu je stejné jako velikost největš́ı kliky v tomto podgrafu. Př́ıklady
perfektńıch graf̊u jsou např́ıklad bipartitńı grafy a hranové grafy. Daľśım kdo
se problémem zabýval byl László Lovász [14], který velmi hezkým zp̊usobem
ukázal, že kružnice délky 5 má kapacitu

√
5. Na Lovász̊uv postup se dále

pod́ıváme, protože vede k obecnému horńımu odhadu na Θ(G).

5.2 Θ(C5) =
√

5

Nejprve potřebujeme zavést několik pojmů. Tenzorový součin vektor̊u u =
(u1, . . . , un) a v = (v1, . . . , vm) je

u ◦ v = (u1v1, . . . , u1vm, u2v1, . . . , unvm) .

Užitečné bude následuj́ıćı pozorováńı, které dává do souvislosti skalárńı
a tenzorový součin.
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Pozorováńı. Necht’ x, u jsou vektory délky n a y, v jsou vektory délky m.
Potom plat́ı

(x ◦ y)T (u ◦ v) =
(
xTu

) (
yTv
)
. (5.1)

D̊ukaz. Levá strana:

(x1y1, x1y2, . . . , x1ym, . . . , xnym)T (u1v1, u1v2, . . . , u1vm, . . . , unvm) =

x1y1u1v1 + x1y2u1v2 + · · ·+ x1ymu1vm + · · ·+ xmymunvm

Pravá strana:

(x1u1 + · · ·+ xnun) · (y1v1 + · · ·+ ynvm) =

x1y1u1v1 + x1y2u1v2 + · · ·+ x1ymu1vm + · · ·+ xmymunvm

Mějme graf G = (V,E), kde V = {1, . . . , n}. Systém (v1, . . . , vn) jednot-
kových vektor̊u v Euklidovském prostoru takový, že

∀ij /∈ E =⇒ vi ⊥ vj

nazýváme ortonormálńı reprezentace grafu G. Poznamenejme, že každý
graf má nějakou ortonormálńı reprezentaci, např. 1 7→ e1, . . . , n 7→ en.

Lemma 1. [14] Necht’ (u1, . . . , un) je ortonormálńı reprezentace grafu G
a (v1, . . . , vm) je ortonormálńı reprezentace grafu H. Potom ui ◦ vj je orto-
normálńı reprezentace grafu G ·H.

D̊ukaz. Použijeme vztah 5.1. (ui ◦ vj)T (uk ◦ vl) =
(
uTi uk

) (
vTj vl

)
= 0 ⇐⇒

ik /∈ E(G) ∨ jl /∈ E(H).

Hodnotu ortonormálńı reprezentace (u1, . . . , un) definujeme jako

min
c

max
i=1,...,n

1

(cTui)
2 .

Vektoru c, pro který nastává minimum ř́ıkáme handle dané ortonormálńı
reprezentace.

Dále definujeme funkci ϑ(G) jako minimálńı hodnotu přes všechny orto-
normálńı reprezentace grafuG. Ortonormálńı reprezentaci, pro kterou nastává
minumum nazýváme optimálńı. Funkci ϑ(G) se ř́ıká Lovászova theta
funkce a ona je právě již zmı́něným horńım odhadem na Θ(G). Pod́ıvejme
se na některé jej́ı vlastnosti.

Lemma 2. [14] ϑ(G ·H) ≤ ϑ(G)ϑ(H)
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Obrázek 5.2: Lemma 1

D̊ukaz. Necht’ (u1, . . . , un) je optimálńı ortonormálńı reprezentace grafu G
s handle c a (v1, . . . , vm) je optimálńı ortonormálńı reprezentace grafu H
s handle d. Pak c ◦ d je jednotkový vektor a plat́ı

ϑ(G·H) ≤ max
i,j

1(
(c ◦ d)T (ui ◦ vj)

)2 = max
i

1

(cTui)
2 ·max

j

1

(dTvj)
2 = ϑ(G)ϑ(H).

Lemma 3. [14] α(G) ≤ ϑ(G)

D̊ukaz. Mějme maximálńı nezávislou množinu I ⊆ V (G) v grafu G a op-
timálńı ortonormálńı reprezentaci U = (u1, . . . , un) grafu G s handle c. Plat́ı

∀i, j ∈ I : i 6= j =⇒ ui⊥uj.

Máme tedy systém ortonormálńıch vektor̊u {ui ∈ U | i ∈ I} v Rn. Ten rozš́ı̌ŕıme
na ortonormálńı bázi B. Potom i-tá souřadnice vektoru c v bázi B je cTui.
Tedy

1 = ‖c‖2 =
n∑
i=1

(
cTui

)2
.

Dále vynecháme přidáné vektory do ortonormálńı báze B
n∑
i=1

(
cTui

)2 ≥
∑
i∈I

(
cTui

)2
.
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Posledńı výraz přeṕı̌seme∑
i∈I

(
cTui

)2 ≥ |I| ·min
i∈I

(
cTui

)2
= α(G) ·min

i∈I

(
cTui

)2
.

Předchoźı výrazy dáme dohromady

1 ≥ α(G) ·min
i∈I

(
cTui

)2
,

a dostáváme

α(G) ≤ 1

mini∈I (cTui)
2 = max

i∈I

1

(cTui)
2 ≤ max

i∈V (G)

1

(cTui)
2 = ϑ(G).

Lemma 4. [14] Θ(G) ≤ ϑ(G)

D̊ukaz. Pro každé k plat́ı, že

α(Gk) ≤ ϑ(Gk) ≤ ϑ(G)k.

Odtud
k
√
α(Gk) ≤ ϑ(G),

a limitńım přechodem dostáváme požadovanou nerovnost

Θ(G) = lim
k→∞

k
√
α(Gk) ≤ ϑ(G).

Věta 1. [14] Θ(C5) =
√

5

D̊ukaz. Ukážeme konstrukci ortonormálńı reprezentace grafu C5, ze které
dostaneme horńı odhad na Θ(C5). Necht’ V (C5) = {v1, . . . , v5} a E(C5) =
{v1v2, v2v3, v3v4, v4v5, v1v5}. Mějme vektory ūi ve tvaru

ūi =

(
cos

2πi

5
, sin

2πi

5
, z

)
, i = 1, . . . , 5.

Každý vektor ūi je svázán s vrcholem vi. Chceme, aby dva vektory, které jsou
př́ıslušné nesousedńım vrchol̊um, byly ortogonálńı. Tedy např́ıklad 〈ū2, ū5〉 =
0. Dosad́ıme

〈ū2, ū5〉 =

〈
(cos

4π

5
, sin

4π

5
, z), (1, 0, z)

〉
= cos

4π

5
+ z2 = 0.
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Dostáváme tedy

z =

√
− cos

4π

5
.

Definujeme ortonormálńı reprezentaci U grafu C5 (projekce do prvńı a druhé
souřadnice, viz Obrázek 5.3) tak, že

ui =
ū

‖ū‖
, i = 1, . . . , 5,

s handle c = (0, 0, 1). Dostáváme

ϑ(C5) ≤ ϑ(U) = max
i=1,...,5

1

(cTui)2
=

1

(cTu5)2
=

1− cos 4π
5

− cos 4π
5

.

Do posledńıho výrazu dosad́ıme známou hodnotu pro cos 36◦.

1− cos 4π
5

− cos 4π
5

=
1 + 1+

√
5

4

1+
√

5
4

=
5 +
√

5

1 +
√

5
=
√

5.

Dostáváme
ϑ(C5) ≤

√
5.

Této ortonormálńı reprezentaci se ř́ıká Lovász̊uv deštńık, viz Obrázek 5.4.
Druhou nerovnost ϑ(C5) ≥

√
5 dostaneme snadno. Sice α(C5) = 2, ale

α(C2
5) = 5. Z čehož plyne druhá nerovnost.

Obrázek 5.3: Projekce ui do prvńı a druhé souřadnice.
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Obrázek 5.4: Lovász̊uv deštńık.

5.3 Semidefinitńı programy pro ϑ(G)

Program pro 1/
√
ϑ

Prvńı formulaćı je semidefinitńı program [7], jehož řešeńım je hodnota 1/
√
ϑ.

Mějme graf G = (V,E). Hodnota ϑ(G) je z definice

ϑ(G) = min
U
ϑ(U) = min

U
min
‖c‖=1

max
i∈V (G)

1

(cTui)
2 ,

kde U prob́ıhá přes všechny ortonormálńı reprezentace grafu G. Pokud se
stane, že cTui ≤ 0, potom mı́sto ui budeme dále uvažovat vektor −ui.
Můžeme tedy předpokládat, že ∀i ∈ V (G) : cTui ≥ 0. Potom hodnotu
1/
√
ϑ(G) můžeme vyjádřit jako

1√
ϑ(G)

= max
U

1√
ϑ(U)

= max
U

max
‖c‖=1

min
i∈V (G)

cTui.

Z čehož dostaneme následuj́ıćı vektorový program

max t

∀ij ∈ E(Ḡ) : 〈ui, uj〉 = 0

∀i ∈ V (G) : 〈c, ui〉 ≥ t

∀i ∈ V (G) : ‖ui‖ = 1

‖c‖ = 1.

(VP1)
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Z vektorového programu VP1 dále odvod́ıme semidefinitńı program. Bu-
deme uvažovat matici

X =


cT

uT1
...
uTn


c u1 . . . un

 ,
která je samozřejme pozitivně semidefinitńı. Podmı́nkám ∀i ∈ V (G) : ‖ui‖ =
1 a ‖c‖ = 1 odpov́ıdá podmı́nka xii = 1 pro i = 0, 1, . . . , n (pro ted’ budeme
indexovat matici X od 0). Podmı́nku ∀ij ∈ E(Ḡ) : 〈ui, uj〉 = 0 přeṕı̌seme
na

∀ij ∈ E(Ḡ) : xij = 0.

A konečně posledńı podmı́nku ∀i ∈ V (G) : 〈c, ui〉 ≥ t přeṕı̌seme takto

∀i ∈ V (G) : x0i ≥ t.

Dostáváme tedy semidefinitńı program

max t

xii = 1, i = 0, 1, . . . , n

∀ij ∈ E(Ḡ) : xij = 0

∀i ∈ V (G) : x0i ≥ t

X � 0.

(SDP1)

Program pro ϑ

V p̊uvodńım článku od L. Lovásze [14] je daľśı semidefinitńı program, jehož
řešeńım je př́ımo hodnota ϑ(G).

max〈X, J〉
∀ij ∈ E(G) : xij = 0

Tr X = 1

X � 0,

(SDP2)

kde J je matice samých jedniček.

5.4 ϑ a souvisej́ıćı grafové parametry

Začneme tzv. Sendvičovou větou a dále se zaměř́ıme na grafy C5, C7, Peter-
sen̊uv graf, K5 a S5.



KAPITOLA 5. SHANNONOVA KAPACITA 36

Věta 2. [12] Mějme graf G a jeho doplněk Ḡ. Potom

α(G) ≤ ϑ(G) ≤ χ(Ḡ).

α(G) pro vybrané grafy

Je zřejmé, že pro α(C5) = 2, α(C7) = 3, α(K5) = 1 a α(S5) = 5. Na
obrázku 5.5 je, pro Petersen̊uv graf, nezávislá množina velikosti 4. Prob́ırkou
všech možnost́ı zjist́ıme, že větš́ı nezávislou množinu se nám naj́ıt nepodař́ı.

Obrázek 5.5: Největš́ı nezávislá množina v GP5,2.

χ(Ḡ) pro vybrané grafy

Doplněk C5 je opět C5 a lichá kružnice má chromatické č́ıslo 3. K5 má jako
sv̊uj doplněk diskrétńı graf, který má chromatické č́ıslo 1. U hvězdy S5 dosta-
neme jako doplněk graf s šesti vrcholy, kde pět z nich tvoř́ı úplný graf a jeden
vrchol nemá žádného souseda. Takový graf má chromatické č́ıslo 5. Pro Pe-
tersen̊uv graf je jeho doplněk T5, který má χ(T5) = 5 (T5 viz Obrázek 5.6).
Nakonec doplněk k C7 je na obrázku 5.7 a opět prob́ırkou všech možnost́ı
zjist́ıme, že chromatické č́ıslo je 4.

ϑ(G) pro vybrané grafy

Dř́ıve jsme ukázali, že ϑ(C5) =
√

5 ≈ 2.2361. Nav́ıc pro liché n [14] plat́ı, že

ϑ(Cn) =
n · cos(π

n
)

1 + cos(π
n
)
. (5.2)
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Obrázek 5.6: Triangular graf T5.

Obrázek 5.7: Obarveńı C̄7.

Dostáváme tedy, že ϑ(C7) ≈ 3.3177. Zbylé hodnoty plynou ze sendvičové
věty. V tabulce 5.1 jsou shrnuty všechny zmı́něné hodnoty.

Co v́ıme o Θ(G)

Shannonova kapacita je známá jen pro několik málo graf̊u. V [18] Shannon
dal dolńı odhad na Θ(C5) a až za 23 let Lovász ukázal pomoćı konstrukce,
kterou jsme si ukázali výše, že Θ(C5) =

√
5. Ve stejném článku je d̊ukaz, že

kapacita Petersenova grafu GP5,2 je 4. Triviálńı př́ıpady S5 a K5 dostaneme
ze sendvičové věty, tj. Θ(S5) = 5 a Θ(K5) = 1. Naopak pro C7 hodnotu
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G α(G) ϑ(G) χ(Ḡ)
C5 2 2.2361 3
C7 3 3.3177 4
GP5,2 4 4 5
K5 1 1 1
S5 5 5 5

Tabulka 5.1: α(G), ϑ(G), χ(Ḡ) pro vybrané grafy.

Θ neznáme. Máme dolńı odhad α(C7) = 3 a horńı odhad ϑ(C7) ≈ 3.3177.
Lepš́ı dolńı odhad, než dává α(C7), ukázali Polak a Schrijver [17] tak, že
pomoćı poč́ıtače našli nezávislou množinu v grafu C5

7 velikosti 367. Z čehož
dostaneme dolńı odhad 5

√
367 ≈ 3.2579. Hodnota Θ(C7) je tedy někde mezi

3.2578 < Θ(C7) ≤ 3.3177.

Poznamenejme, že vylepšit dolńı odhad na Θ(C7) je výpočetně náročná
úloha. Už pro C4

7 se pomoćı formulace

max
n∑
i=1

xi

∀ij ∈ E : xi + xj ≤ 1

∀i ∈ V : xi ∈ {0, 1}

nenajde užitečná nezávislá množina, která by měla velikost alespoň 108 [22].
K výpočtu byl použit framework Gurobi a program po 7 měśıćıch našel
pouze nezávislou množinu velikosti 102, která dává pouze dolńı odhad 4

√
102 ≈

3.1779.

5.5 Experimenty

Porovnáme formulace SDP1 a SDP2, které byly naimplementovány ve fra-
meworku Mosek, na lichých kružnićıch s přesnou hodnotou a dále urč́ıme
hodnoty ϑ pro náhodné grafy řádu 30.

5.5.1 Liché kružnice

V tabulce 5.2 jsou napoč́ıtané hodnoty ϑ funkce pro liché kružnice pomoćı
formulaćı SDP1 a SDP2. Tučně jsou zvýrazněny č́ıslice, které se shoduj́ı
s přesnou hodnotou určenou ze vztahu 5.2.
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m ϑ(Cn) SDP1 SDP2
5 2.236067977 2.236068103 2.236067978
7 3.317667207 3.317667960 3.317667207
9 4.360089581 4.360089596 4.360089606
11 5.386302911 5.386302951 5.386302914
13 6.404168562 6.404168697 6.404168562
15 7.417148247 7.417149582 7.417148247
. . . . . . . . . . . .
121 110.494417456 nedoběhlo 110.494417456

Tabulka 5.2: Porovnáńı implementaćı ϑ funkce na lichých kružnićıch.

Jednodušš́ı model SDP2 dává přesněǰśı výsledky a je schopen upoč́ıtat
i větš́ı úlohy. Nepřesnosti jsou dány t́ım, že solver v modelu SDP1 má mno-
hem v́ıce omezeńı a dvě proměnnéX � 0, t ≥ 0. Největš́ı problém představuje
omezeńı

∀i ∈ V (G) : x0i ≥ t.

V implementaci se totiž od sebe odeč́ıtaj́ı dvě proměnné a to v tomto fra-
meworku neńı doporučovaná operace.

5.5.2 Náhodné grafy řádu 30

U větš́ıch graf̊u s nepravidelnou strukturou se rozd́ıly prohlubuj́ı a je vidět,
že ani pro úplný graf, který je v tabulce 5.3 uveden na posledńım řádku, neńı
hodnota u SDP1 přesná.
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m SDP1 SDP2
0 30.000000007 30.0
43 16.000005889 17.690577212
87 11.151050632 14.385152039
130 9.0000004168 11.557666814
174 7.0892127153 9.9856302253
217 6.1569911550 9.5632864871
261 5.0000131024 7.6828991181
304 4.0323146793 6.8219576402
348 3.2171989901 5.1733914919
391 3.0000021103 4.0513834517
435 1.0000007203 1.0

Tabulka 5.3: Výsledky implementaćı ϑ funkce na náhodných grafech řádu 30
s daným počtem hran.



Kapitola 6

Problém maximálńıhu řezu

6.1 Formulace úloh

Mějme neorientovaný graf G = (V,E) s nezáporným ohodnoceńım hran w.
Ćılem je rozložit množinu vrchol̊u V na nejvýše k ≥ 2 disjunktńıch množin
V1, . . . , Vk tak, aby součet vah hran vedoućı mezi r̊uznými množinami byl
maximálńı. Pokud k = 2 hovoř́ıme o úloze MAX CUT a pro k ≥ 3 o úloze
MAX k-CUT. Máme-li nav́ıc předepsané maximálńı počty vrchol̊u v jed-
notlivách množinách, tj.

|V1| ≤ s1, . . . , |Vk| ≤ sk,

kde |V | = n ≤
∑

i si, jedná se o kapacitńı MAX k-CUT úlohu, kterou budeme
značit CMAX k-CUT.

6.2 Úloha MAX CUT

Nejprve se pod́ıváme na aproximačńı algoritmus z článku [9] pro úlohu MAX
CUT. Bylo čerpáno také z [21].

6.2.1 Striktńı kvadratický program pro MAX CUT

Kvadratický program je problém optimalizace kvadratické funkce celoč́ıselných
proměnných, vzhledem ke kvadratickým omezeńım těchto proměnných. Je-li
nav́ıc každý monom (jednočlen) cenové funkce i daných omezeńı stupně 0
nebo 2, potom mluv́ıme o striktńım kvadratickém programu.

Pomoćı striktńıho kvadratického programu můžeme formulovat úlohu MAX
CUT. Postup je následuj́ıćı. Necht’ yi ∈ {1,−1} je proměnná př́ıslušná vr-

41
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cholu i. Množiny S a S̄ definujeme tak, že

S = {i ∈ V | yi = 1} a S̄ = {i ∈ V | yi = −1} .

Pokud i ∈ S a j ∈ S̄, potom je součin yiyj = −1 a chceme, aby tato
hrana přisṕıvala hodnotou wij k cenové funkci. Ve zbylých dvou možnostech
je yiyj = 1 a chceme, aby se hodnota cenové funce nezměnila. Dostáváme
následuj́ıćı striktńı kvadratický program.

OPT = max
1

2

∑
1≤i<j≤n

wij(1− yiyj)

∀i ∈ V : y2
i = 1,

∀i ∈ V : yi ∈ Z.

(SQ-MAX-CUT)

6.2.2 Vektorový program pro MAX CUT

Poznamenejme jen, že úloha celoč́ıselného programováńı je NP-těžká. Proto
se dále budeme zabývat relaxaćı úlohy SQ-MAX-CUT, což znamená, že
upust́ıme od podmı́nek celoč́ıselnosti a p̊uvodńı úlohu aproximujeme vekto-
rovým programem. Modifikujeme tedy program SQ-MAX-CUT tak, že každý
součin yiyj nahrad́ıme skalárńım součinem vektor̊u 〈vi, vj〉 v Rn. Dostáváme
následuj́ıćı vektorový program.

RELAX = max
1

2

∑
1≤i<j≤n

wij(1− 〈vi, vj〉)

∀i ∈ V : 〈vi, vi〉 = 1,

∀i ∈ V : vi ∈ Rn.

(V-MAX-CUT)

6.2.3 Semidefinitńı program pro MAX CUT

Vektorový program V-MAX-CUT je ekvivalentńı s př́ıslušným semidefinitńım
programem. Necht’ W je vážená matice sousednosti grafu G a wij je váha
hrany ij, kde i < j. Matice J je matice n× n samých jedniček.

RELAX = max
1

4
〈W,J − Y 〉

∀i ∈ V : yii = 1,

Y � 0.

(SDP-MAX-CUT)
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6.2.4 Aproximačńı algoritmus

Vyřešeńım programu SDP-MAX-CUT dostaneme optimálńı řešeńı Y ∗. Ma-
tice je samozřejmě pozitivně semidefinitńı. Provedeme rozklad

Y ∗ = LLT ,

kde řádky matice L jsou optimálńı řešeńı vektorového programu V-MAX-
CUT. Označme i-tý řádek matice L jako ai. Dále budeme cht́ıt nějakým
zp̊usobem separovat vektory, které jsou od sebe

”
daleko“ a shlukovat ty,

které jsou
”
bĺızko“.

Označme Θij úhel, který sv́ıraj́ı vektory ai a aj. Z podmı́nky

∀i ∈ V : 〈vi, vi〉 = 1

dostáváme, že 〈ai, aj〉 = cos Θij a př́ıspěvek těchto vektor̊u k optimálńımu
řešeńı je

wij
2

(1− cos Θij).

Tedy č́ım
”
bĺıž“ je úhel Θij hodnotě π, t́ım větš́ı př́ıspěvek maj́ı tyto vektory

k hodnotě optimálńıho řešeńı. Algoritmus je následuj́ıćı.

Algoritmus 1 (MAX-CUT). [9]

1. Najdi řešeńı a1, . . . , an programu V-MAX-CUT.

2. Zvol náhodně vektor r na jednotkové sféře Sn−1.

3. S = {i ∈ V | 〈ai, r〉 ≥ 0}.

Dále se budeme snažit objasnit kroky 1 a 2 v algoritmu 1.

Lemma 5. [22] Necht’ Xij je jev takový, že vrcholy i a j jsou od sebe sepa-
rovány, tj. jsou v r̊uzných množinách. Potom

P [Xij] =
Θij

π
.

Lemma 6. [13] Necht’ x = (x1, . . . , xn) je vektor, jehož prvky jsou zvoleny
nezávisle z normálńıho normovaného rozděleńı N (0, 1). Potom r = x

‖x‖ je
náhodný vektor, který lež́ı na jednotkové sféře Sn−1.
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Obrázek 6.1: Separace vrchol̊u i, j náhodným vektorem r.

Lemma 6 nám dává postup, kterým provedeme bod 2 v algoritmu 1. Nyńı
ukážeme, jak

”
dobrou“ aproximaci algoritmem 1 dostaneme. Označme

α = min
0≤Θ≤π

2Θ

π(1− cos Θ)
.

Snadno se ukáže, použit́ım derivace, že α ≈ 0.87856.

Lemma 7. [9] Necht’ Y je náhodná veličina, která označuje součet vah hran,
které vedou z S do S̄, nalezeny algoritmem 1. Potom

E [Y ] ≥ α ·RELAX.

D̊ukaz. Z definice č́ısla α, pro 0 ≤ Θ ≤ π, dostáváme

Θ

π
=

2Θ

π(1− cos Θ)
· 1− cos Θ

2
≥ α

2
(1− cos Θ). (6.1)

Použit́ım lemmatu 5 a nerovnosti 6.1 dostáváme

E [Y ] =
∑

wijP [Xij]

=
∑

wij
Θij

π

≥ α

2

∑
wij(1− cos Θij)

= α ·RELAX.



KAPITOLA 6. PROBLÉM MAXIMÁLNÍHU ŘEZU 45

Poznamenejme, že samozřejmě plat́ı

OPT ≥ E [Y ] ≥ α ·RELAX. (6.2)

Mezeru celoč́ıselnosti relaxace (pro maximalizačńı problém) definujeme
jako

inf
I

OPT (I)

RELAX(I)
,

kde infimum prob́ıhá přes všechny instance I daného programu (pro minima-
lizačńı problém by se čitatel a jmenovat prohodily). Ze vztahu 6.2 dostáváme,
že mezera celoč́ıselnosti relaxace V-MAX-CUT je alespoň α ≈ 0.87856.
Č́ıslu α ze 6.2 se ř́ıká aproximačńı poměr a algoritmus 1 je tedy 0.87856-
aproximačńı algoritmus.

Předchoźı odvozeńı je založeno na středńı hodnotě náhodné veličiny Y .
Proto kroky 2 a 3, v algoritmu 1, opakujeme v́ıcekrát a jako výsledek zvoĺıme
množinu S, která dává největš́ı součet hran z S do S̄. Dále jen specifikujeme
kolikrát muśıme tyto kroky opakovat. Kompletńı odvozeńı je v [21]. Zvoĺıme
tedy ε > 0 (malé), necht’

c =
εα

2 + 2ε− α
,

a kroky 2, 3 opakujeme d1
c
e-krát.

6.3 Úloha MAX k-CUT

V této části shrneme semidefinitńı (vektorové) formulace s aproximačńımi
schématy z několika článk̊u pro úlohu MAX k-CUT.

6.3.1 Frieze-Jerrum a MAX k-CUT

Začneme článkem [5]. Uvažme rovnostranný simplex Σk v Rk−1 s vrcholy
b1, b2, . . . , bk. Necht’ c = (b1 + · · ·+ bk)/k je těžǐstě Σk a necht’ ai = bi− c, kde
i = 1, . . . , k. Dále předpokládejme, že délka strany Σk je taková, že ‖ai‖ = 1.

Lemma 8. [5] Pro i 6= j, plat́ı

〈ai, aj〉 = − 1

k − 1
.

Nyńı můžeme formulovat úlohu MAX k-CUT následovně:

max
k − 1

k

∑
1≤i<j≤n

wij(1− 〈yi, yj〉)

yi ∈ {a1, . . . , ak} .
(FJ)
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Poznamenejme, že

1− 〈yi, yj〉 =

{
0 yi = yj,

k/(k − 1) yi 6= yj.

K źıskáńı vektorové relaxace programu FJ nahrad́ıme vektor yi vektorem vi,
kde vi je vektor na Sn−1.

max
k

k − 1

∑
1≤i<j≤n

wij(1− 〈vi, vj〉)

∀i ∈ V : 〈vi, vi〉 = 1,

∀i 6= j ∈ V : 〈vi, vj〉 ≥ −
1

k − 1
,

∀i ∈ V : vi ∈ Rn.

(FJ-RELAX)

Máme řešeńı a1, . . . , an programu FJ-RELAX. Zvoĺıme k náhodných vek-
tor̊u z1, . . . , zk na jednotkové sféře Sn−1. Pro každý vrchol i ∈ V urč́ıme
k skalárńıch součin̊u 〈ai, z1〉, . . . , 〈ai, zk〉 a vrchol i přidáme do množiny Vj,
jestliže j = arg max {〈ai, zl〉 | l = 1, . . . , k}. Použit́ım tohoto postupu dostáváme
následuj́ıćı algoritmus.

Algoritmus 2 (FJ MAX k-CUT). [5]

1. Najdi řešeńı a1, . . . , an programu FJ-RELAX.

2. Zvol náhodně k vektor̊u z1, . . . , zk na jednotkové sféře Sn−1.

3. Pro každý vrchol i ∈ V určit k skalárńıch součin̊u 〈ai, z1〉, . . . , 〈ai, zk〉.

4. Vrchol i přidej do množiny Vj, jestlǐze j = arg max {〈ai, zl〉 | l = 1, . . . , k}.

6.3.2 Goemans-Williamson a MAX 3-CUT

Algoritmus vycházej́ıćı z článku [10] využ́ıvá komplexńı semidefinitńı progra-
mováńı, tj. každý prvek je reprezentován komplexńım vektorem. Následuj́ıćı
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vektorový program je jeho relaxaćı, viz [16].

max
2

3

∑
1≤i<j≤n

wij(1− 〈v1
i , v

1
j 〉)

∀i ∈ V ∀a, b ∈ {1, 2, 3} , a 6= b : 〈vai , vbi 〉 = −1

2
,

∀i, j ∈ V ∀a, b, c ∈ {1, 2, 3} : 〈vai , vbi 〉 = 〈va+c
i , vb+ci 〉

∀i, j ∈ V ∀a, b ∈ {1, 2, 3} : 〈vai , vbj〉 ≥ −
1

2
∀i ∈ V ∀a ∈ {1, 2, 3} : 〈vai , vai 〉 = 1

∀i ∈ V ∀a ∈ {1, 2, 3} : vai ∈ R3n

(GW-RELAX)

Mějme 3n vektor̊u, které tvoř́ı řešeńı GW-RELAX. Pro vrchol i ∈ V lež́ı
vektory v1

i , v
2
i , v

3
i ve stejné rovině tak, že jsou otočeny o 2π

3
. Nejprve zvoĺıme

vektor g ∈ R3n takový, že každá složka je vybrána nezávisle z normálńıho
normovaného rozděleńı N (0, 1). Pro každý vrchol i ∈ V urč́ıme projekci
vektoru g do př́ıslušné roviny. Odtud dostaneme úhel θi ∈ 〈0, 2π) pro každý
vrchol. Náhodně zvoĺıme úhel ψ ∈ 〈0, π) a vrchol i ∈ V přidáme do množiny
Vj, jestliže

θi ∈ ψ +
j2π

3
, j ∈ {0, 1, 2} ,

kde úhly poč́ıtáme modulo 2π. Dostáváme algoritmus pro MAX 3-CUT.

Algoritmus 3 (GW MAX 3-CUT). [10]

1. Najdi řešeńı a1
1, a

2
1, a

3
1, . . . , a

3
n programu GW-RELAX.

2. Zvol náhodně vektor g ∈ R3n tak, že každá složka je vybrána nezávisle
z normálńıho normovaného rozdělelńı N (0, 1).

3. Pro každý vrchol i ∈ V urči projekci vektoru g do př́ıslušné roviny
a vypoč́ıtej úhel θi, který sv́ırá projekce g a vektor a3

i .

4. Zvol libovolně úhel ψ ∈ 〈0, π).

5. Vrchol i přidej do množiny Vj, jestlǐze θi ∈ ψ + j2π
3
, j ∈ {0, 1, 2}, kde

úhly poč́ıtáme modulo 2π.
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6.3.3 Newman a MAX k-CUT

Ćılem [16] je rozš́ı̌rit př́ıstup, pomoćı komplexńıho semidefinitńıho progra-
mováńı, z [10] pro MAX 3-CUT na libovolné k ≥ 3. Využ́ıvá se formulace
FJ-RELAX, jej́ıž vyřešeńım dostaneme vektory a1, . . . , an. Pro každý vrchol
i ∈ V definujeme dva ortonormálńı vektory v R2n tak, že

ui = (ai, 0) a u⊥i = (0, ai) .

Dále zvoĺıme náhodný vektor g ∈ R2n, kde každá složka je vybrána náhodně
z normálńıho normovaného rozděleńı N (0, 1). Pro každý vrchol i ∈ V urč́ıme
projekci vektoru g na 2-dimenzionálńı disk

{ui(θ) | θ ∈ 〈0, π)} ,

kde ui(θ) = ui cos θ+ u⊥i sin θ, θ ∈ 〈0, π) a urč́ıme úhel mezi projekćı vektoru
g a vektorem ui. Nakonec náhodně zvoĺıme úhel ψ ∈ 〈0, 2π) a vrchol i ∈ V
přidáme do množiny Vj, jestliže

θi ∈ ψ +
j2π

k
, j ∈ {0, 1, . . . , k − 1} ,

kde úhly poč́ıtáme modulo 2π.

Algoritmus 4 (N1 MAX k-CUT). [16]

1. Najdi řešeńı a1, . . . , an programu FJ-RELAX.

2. Pro každý vrchol i ∈ V urči vektory ui = (ai, 0) a u⊥i = (0, ai) v R2n.

3. Zvol náhodně vektor g ∈ R2n tak, že každá složka je vybrána nezávisle
z normálńıho normovaného rozděleńı N (0, 1).

4. Pro každý vrchol i ∈ V urči úhel θi.

5. Zvol libovolně úhel ψ ∈ 〈0, 2π) a vrchol i ∈ V přidej do množiny Vj,
jestlǐze θi ∈ ψ + j2π

k
, j ∈ {0, 1, . . . , k − 1}, kde úhly poč́ıtáme modulo

2π.

V závěru článku je navrhnuté ještě jedno aproximačńı schéma. Shrneme
ho v následuj́ıćım algoritmu.

Algoritmus 5 (N2 MAX k-CUT). [16]

1. Najdi řešeńı a1, . . . , an programu FJ-RELAX.
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2. Zvol náhodně k − 1 vektor̊u g1, . . . , gk−1 ∈ Rn tak, že každá složka je
vybrána nezávisle z normálńıho normovaného rozděleńı N (0, 1).

3. Vygeneruj rovnostranný simplex Σk se středem v počátku.

4. Pro každý vrchol i ∈ V urči vektor si = (〈g1, ai〉, . . . , 〈gk−1, ai〉) ∈ Rk−1.

5. Každý vektor (a tedy i vrchol) přiřad’ k nejblǐzš́ımu vrcholu simplexu
Σk.

6.3.4 de Klerk-Pasechnik-Warners a MAX k-CUT

Jako posledńı ještě zmı́ńıme algoritmus z [4], ve kterém nejprve vyřeš́ıme
následuj́ıćı semidefinitńı program pro ϑ(Ḡ).

min t

∀ij ∈ E : Uij = − 1

t− 1

∀i ∈ V : Uii = 1

U � 0, k ≥ 2.

(THETA-Ḡ)

Dostaneme optimálńı řešeńı (U, ϑ(Ḡ)), kde matici U použijeme k určeńı ma-
tice Y .

Y = U ⊗ k

k − 1

(
Ik −

1

k
eke

T
k

)
,

kde Ik je jednotková matice k × k a ek je vektor samých jedniček v Rk.
Rozkladem Y = V TV źıskáme matici V =

[
v1

1 v
2
1 . . . vk1 . . . vkn

]
. Zvoĺıme

náhodný vektor g ∈ Rkn na sféře Skn−1 a urč́ıme vektor x tak, že

xpi =

{
1 gTvpi = max {〈g, vqi 〉 | q = 1, . . . , k} ,
−1 jinak.

Vektor i ∈ V jsme přǐradili do množiny Vj, jestliže xji = 1.

6.3.5 Aproximačńı poměry

V tabulce 6.1, která je převzána z [16], jsou uvedeny aproximačńı poměry
pro jednotlivé algoritmy.
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k MAX CUT FJ MAX k-CUT GW MAX 3-CUT dKPW [4] N1 MAX k-CUT
2 .878956
3 .832718 .836008 .836008
4 .850304 .857487 .846478
5 .874243 .876610 .862440
10 .926642 .926788 .915885

Tabulka 6.1: Aproximačńı poměry pro MAX k-CUT.

6.4 Úloha CMAX k-CUT

O obecné úloze CMAX k-CUT toho neńı mnoho známo. V [8] (a později
v opravě [23]) je popsán algoritmus, který využ́ıvá lokálńı prohledáváńı, jehož
aproximačńı poměr je

t(k − 1)

2(s− 1) + t(k − 1)
,

kde k ≥ 2, t = mini=1,...,k |Vi| a s = maxi=1,...,k |Vi|. Dále vyzkouš́ıme pro úlohu
CMAX k-CUT př́ıstup, ve kterém využijeme semidefinitńı programováńı.

6.4.1 Lokálńı prohledáváńı

Necht’ G = (V,E) je neorientovaný graf s n vrcholy. Označ́ıme w(u, v) váhu
hrany uv. Na vstupu máme zadáno k ≥ 2 a maximálńı počty vrchol̊u v jed-
notlivých množinách

|V1| ≤ s1, . . . , |Vk| ≤ sk.

Algoritmus zač́ıná inicializaćı, kde libovolně rozděĺıme vrcholy do k
množin tak, aby |Vi| ≤ si, i = 1, . . . , k.

V iteračńım kroku hledáme dvojici vrchol̊u u ∈ Vi a v ∈ Vj, i 6= j, pro
který∑
x∈Vi,x 6=u

w(u, x)+
∑

x∈Vj ,x 6=v

w(v, x) >
∑

x∈Vj ,x 6=u

w(u, x)+
∑

x∈Vi,x 6=v

w(v, x)−2w(u, v).

Pokud takové vrcholy najdeme, tak vrchol u přesuneme do množiny Vj a vr-
chol v přesuneme do množiny Vi a iteračńı krok opakujeme. Jestliže takové
vrcholy neexistuj́ı algoritmus konč́ı.

6.4.2 CMAX k-CUT pomoćı SDP

V našem př́ıstupu pro CMAX k-CUT použijeme algoritmus 5, ze kterého
potřebujeme rozklad vrchol̊u do množin V1, . . . , Vk, vygenerovaný simplex
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a k − 1 náhodných vektor̊u pomoćı, kterých byl určen rozklad vrchol̊u do
množin V1, . . . , Vk.

Máme zadány kapacity s1 ≥ · · · ≥ sk. Množiny, které dostaneme z algo-
ritmu 5, přeznač́ıme tak, aby součet záporných rezerv ri = si − |Vi| množin
V1, . . . , Vk byl maximálńı.

Pro každou množinu V1, . . . , Vk urč́ıme jej́ı rezervu ri. Pokud jsou všechny
rezervy nezáporné, vrát́ıme množiny V1, . . . , Vk jako výsledek. Jinak z množiny,
která má zápornou rezervu vybereme vrchol, který má nejkratš́ı vzdálenost
do nějakého jiného

”
volného vrcholu“ simplexu Σk. Takto iterujeme dokud

nejsou všechny rezervy nezáporné.

6.5 Experimenty

K implementaci algoritmů je použit framework Mosek. Jsou naimplemen-
továny algoritmy 2, 3, 4, 5 pro úlohu MAX k-CUT a pro kapacitńı verzi také
algoritmus využ́ıvaj́ıćı lokálńı prohledáváńı a náš př́ıstup využ́ıvaj́ıćı semi-
definitńı programováńı. Experimenty jsou realizovány na náhodných grafech
řádu 30 s předepsaným počtem hran. Tučně jsou vždy vyznačeny nejlepš́ı
výsledky.

6.5.1 MAX k-CUT

Pro úlohu MAX 3-CUT byl otestován algoritmus 2, algoritmus 3 a algo-
ritmus 5, viz tabulka 6.2. Srovnatelné jsou algoritmy 2 a 5. Algoritmus 3,
který by teoreticky měl vycházet nejlépe (viz tabulka 6.1 s aproximačńımi
poměry), je nejhorš́ı. V semidefinitńı formulaci, kterou využ́ıvá tento algo-
ritmus je velké množstv́ı omezeńı a velikost úlohy (optimalizačńı proměnná)
je třikrát větš́ı než u formulace FJ-RELAX. Problémy s přesnost́ı byly in-
dikovány t́ım, že při výpočtu úhlu pro vrchol na př́ıslušném disku, skalárńı
součin dvou vektor̊u, které by měly být jednotkové, vždy neležel v intervalu
〈−1, 1〉 a bylo potřeba zaokrouhlovat.

Pro úlohy MAX 4-CUT a MAX 5-CUT byl otestován algoritmus 2, algo-
ritmus 4 a algoritmus 5, viz tabulky 6.3 – 6.4. Zde nejlépe vycháźı algorit-
mus 5, pro který neńı zat́ım známý aproximačńı poměr (aproximačńı schéma
je jen zmı́něno v závěru článku [16]).

6.5.2 CMAX k-CUT

Pro úlohu CMAX k-CUT jsou porovnány dva algoritmy. Jeden využ́ıvaj́ıćı
lokálńı prohledáváńı a druhý př́ıstup, který je založen na semidefinitńım pro-
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FJ MAX k-CUT GW MAX 3-CUT N2 MAX k-CUT
m 100 iteraćı 10000 iteraćı 100 iteraćı 10000 iteraćı
43 41 43 37 40 41 43
87 80 82 72 77 80 81
130 116 117 104 115 114 117
174 150 153 140 147 152 152
217 178 182 166 175 178 182
261 208 210 194 203 206 210
304 239 241 226 240 237 241
348 263 265 251 261 263 265
391 287 289 281 287 288 289

Tabulka 6.2: MAX 3-CUT na náhodných grafech řádu 30.

FJ MAX k-CUT N1 MAX k-CUT N2 MAX k-CUT
m 100 iteraćı 10000 iteraćı 100 iteraćı 10000 iteraćı 100 iteraćı 10000 iteraćı
43 43 43 39 42 42 43
87 84 87 76 81 85 87
130 125 129 114 119 127 129
174 163 164 149 157 161 164
217 195 201 185 188 197 202
261 229 233 215 225 230 233
304 265 267 249 258 263 268
348 289 294 277 287 292 294
391 321 323 312 319 319 323

Tabulka 6.3: MAX 4-CUT na náhodných grafech řádu 30.

gramováńı. Byly provedeny 3 experimenty, viz tabulky 6.5 – 6.7. Jeden pro
CMAX 3-CUT s kapacitami (10, 10, 10) a dva pro CMAX 4-CUT s kapaci-
tami (8, 8, 8, 8) a (20, 20, 20, 20). Výsledky obou algoritmů jsou srovnatelné,
ale je nutné poznamenat, že výpočet využ́ıvaj́ıćı lokálńı prohledáváńı zabere
mnohem méně strojového času.
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FJ MAX k-CUT N1 MAX k-CUT N2 MAX k-CUT
m 100 iteraćı 10000 iteraćı 100 iteraćı 10000 iteraćı 100 iteraćı 10000 iteraćı
43 43 43 40 43 43 43
87 87 87 78 84 87 87
130 128 130 119 123 128 130
174 167 170 156 160 167 170
217 206 208 194 199 204 209
261 242 244 229 234 244 243
304 276 282 263 270 279 282
348 309 311 294 302 307 312
391 337 343 328 336 339 342

Tabulka 6.4: MAX 5-CUT na náhodných grafech řádu 30.

lokálńı prohledáváńı SDP
m nejhorš́ı nejlepš́ı nejhorš́ı nejlepš́ı
43 40 43 34 43
87 77 82 73 82
130 110 117 105 117
174 142 153 142 153
217 174 182 175 182
261 202 210 203 210
304 231 241 235 241
348 258 265 259 265
391 282 289 284 289

Tabulka 6.5: CMAX 3-CUT na náhodných grafech řádu 30 s kapacitami
(10, 10, 10), 100 iteraćı.
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lokálńı prohledáváńı SDP
m nejhorš́ı nejlepš́ı nejhorš́ı nejlepš́ı
43 43 43 37 43
87 83 87 77 85
130 120 129 118 129
174 158 166 151 165
217 190 201 189 200
261 226 233 225 233
304 258 268 257 267
348 289 295 288 295
391 316 322 319 323

Tabulka 6.6: CMAX 4-CUT na náhodných grafech řádu 30 s kapacitami
(8, 8, 8, 8), 100 iteraćı.

lokálńı prohledáváńı SDP
m nejhorš́ı nejlepš́ı nejhorš́ı nejlepš́ı
43 37 43 42 43
87 73 87 82 85
130 102 129 126 129
174 140 166 159 165
217 165 200 195 201
261 204 232 228 233
304 224 266 263 268
348 253 294 291 295
391 278 320 320 323

Tabulka 6.7: CMAX 4-CUT na náhodných grafech řádu 30 s kapacitami
(20, 20, 20, 20), 100 iteraćı.



Závěr

V prvńıch čtyřech kapitolách je shrnuta teorie, která se dále využ́ıvá při
popisu úloh kombinatorické optimalizace.

V kapitole o Shannonově kapacitě se věnujeme Lovászově ϑ funkci a jej́ımu
využit́ı. Byly naimplementovány a následně porovnány dva modely s přesnou
hodnotou pro liché kružnice. Jednodušš́ı model, který dává rovnou hodnotu
ϑ funkce byl přesněǰśı. U druhého modelu, ze kterého dostaneme hodnotu
1/
√
ϑ, byly patrné chyby už pro malé grafy. Problémem je, že úloha neńı ve

standardńım tvaru a frameworky typu Mosek jsou optimalizovány hlavně na
práci s úlohami ve standardńım tvaru. Dále byl puštěn výpočet pro vylepšeńı
dolńıho odhadu Shannonovy kapacity kružnice C7, ale nezávislá množina,
která by odhad vylepšila se nenašla.

Pro úlohu MAX k-CUT byly pro účely testováńı implementovány čtyři al-
goritmy a pro úlohu kapacitńıho MAX k-CUTu daľśı dva. U experimentu pro
úlohu MAX 3-CUT vyšel nejh̊uře algoritmus 3, který má nejlepš́ı aproximačńı
poměr, což je to dáno složitost́ı modelu založeného na komplexńım semide-
finitńım programováńı, který je třikrát větš́ı než model použitý v ostatńıch
algoritmech a nav́ıc obsahuje hodně omezeńı (vznikaly zaokrouhlovaćı chyby).
Pro MAX 4-CUT a MAX 5-CUT vyšel nejlépe algoritmus 5, který je jen na-
vrhnut v závěru článku [16] a neńı pro něj znám aproximačńı poměr. U ka-
pacitńı verze byly porovnány dva př́ıstupy: algoritmus založený na lokálńım
prohledáváńı a náš algoritmus využ́ıvaj́ıćı semidefinitńı programováńı. Oba
algoritmy dávaly srovnatelné výsledky, ale rozd́ıl byl hlavně v době běhu,
kde jasně vyhrává algoritmus využ́ıvaj́ıćı lokálńı prohledáváńı. Algoritmus
založený na semidefinitńı programováńı dával lepš́ı výsledky, když součet
kapacit jednotlivých množin byl větš́ı než počet vrchol̊u grafu.

Dále by mohla být věnována pozornost analýze algoritmu 5, o kterém
neńı známé nic.

Celá práce i s implementacemi je dostupná na https://github.com/

c0n73x7/D1PL0MK4.
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